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美团外卖特征平台的建设与实践

作者：英亮　陈龙　刘磊　亚劼　乐彬

1. 背景

美团外卖业务种类繁多、场景丰富，根据业务特点可分为推荐、广告、搜索三大业务

线以及数个子业务线，比如商家推荐、菜品推荐、列表广告、外卖搜索等等，满足了

数亿用户对外卖服务的全方面需求。而在每条业务线的背后，都涉及用户、商家、平

台三方面利益的平衡：用户需要精准的展现结果；商家需要尽可能多的曝光和转化；

平台需要营收的最大化，而算法策略通过模型机制的优化迭代，合理地维护这三方面

的利益平衡，促进生态良性发展。

随着业务的发展，外卖算法模型也在不断演进迭代中。从之前简单的线性模型、树模

型，到现在复杂的深度学习模型，预估效果也变得愈发精准。这一切除了受益于模型

参数的不断调优，也受益于外卖算法平台对算力增长的工程化支撑。外卖算法平台通

过统一算法工程框架，解决了模型&特征迭代的系统性问题，极大地提升了外卖算法

的迭代效率。根据功能不同，外卖算法平台可划分为三部分：模型服务、模型训练和

特征平台。其中，模型服务用于提供在线模型预估，模型训练用于提供模型的训练产

出，特征平台则提供特征和样本的数据支撑。本文将重点阐述外卖特征平台在建设过

程中遇到的挑战以及优化思路。

算法
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诚然，业界对特征系统的研究较为广泛，比如微信 FeatureKV 存储系统聚焦于解决

特征数据快速同步问题，腾讯广告特征工程聚焦于解决机器学习平台中Pre-Trainer

方面的问题，美团酒旅在线特征系统聚焦于解决高并发情形下的特征存取和生产调度

问题，而外卖特征平台则聚焦于提供从样本生成 ->特征生产 ->特征计算的一站式

链路，用于解决特征的快速迭代问题。

随着外卖业务的发展，特征体量也在快速增长，外卖平台面对的挑战和压力也不断增

大。目前，平台已接入特征配置近万个，特征维度近 50种，日处理特征数据量几十

TB，日处理特征千亿量级，日调度任务数量达数百个。面对海量的数据资源，平台

如何做到特征的快速迭代、特征的高效计算以及样本的配置化生成？下文将分享美团

外卖在平台建设过程中的一些思考和优化思路，希望能对大家有所帮助或启发。

2. 特征框架演进

2.1 旧框架的不足

外卖业务发展初期，为了提升策略迭代效率，算法同学通过积累和提炼，整理出一套

通用的特征生产框架，该框架由三部分组成：特征统计、特征推送和特征获取加载。
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如下图所示：

	● 特征统计：基于基础数据表，框架支持统计多个时段内特定维度的总量、分布

等统计类特征。

	● 特征推送：框架支持将Hive 表里的记录映射成Domain 对象，并将序列化后

的结果写入KV存储。

	● 特征获取加载：框架支持在线从KV存储读取Domain 对象，并将反序列化后

的结果供模型预估使用。

该框架应用在外卖多条业务线中，为算法策略的迭代提供了有力支撑。但随着外卖业

务的发展，业务线的增多，数据体量的增大，该框架逐渐暴露以下三点不足：

	● 特征迭代成本高：框架缺乏配置化管理，新特征上线需要同时改动离线侧和在

线侧代码，迭代周期较长。

	● 特征复用困难：外卖不同业务线间存在相似场景，使特征的复用成为可能，但

框架缺乏对复用能力的很好支撑，导致资源浪费、特征价值无法充分发挥。

	● 平台化能力缺失：框架提供了特征读写的底层开发能力，但缺乏对特征迭代完

整周期的平台化追踪和管理能力。

2.2 新平台的优势

针对旧框架的不足，我们在 2018 年中旬开始着手搭建新版的特征平台，经过不断的

摸索、实践和优化，平台功能逐渐完备，使特征迭代能力更上一层台阶。

特征平台框架由三部分组成：训练样本生成（离线）、特征生产（近线）以及特征获取

计算（在线），如下图所示：
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	● 训练样本生成：离线侧，平台提供统一配置化的训练样本生成能力，为模型的

效果验证提供数据支撑。

	● 特征生产：近线侧，平台提供面对海量特征数据的加工、调度、存储、同步能

力，保证特征数据在线快速生效。

	● 特征获取计算：在线侧，平台提供高可用的特征获取能力和高性能的特征计算

能力，灵活支撑多种复杂模型的特征需求。

目前，外卖特征平台已接入外卖多条业务线，涵盖数十个场景，为业务的策略迭代提

供平台化支持。其中，平台的优势在于两点：

	● 业务提效：通过特征配置化管理能力、特征&算子&解决方案复用能力以及

离线在线打通能力，提升了特征迭代效率，降低了业务的接入成本，助力业务

快速拿到结果。

	● 业务赋能：平台以统一的标准建立特征效果评估体系，有助于特征在业务间的

借鉴和流通，最大程度发挥出特征的价值。
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3. 特征平台建设

3.1 特征生产：海量特征的生产能力

特征同步的方式有多种，业界常见做法是通过开发MR任务 /Spark 任务 / 使用同步

组件，从多个数据源读取多个字段，并将聚合的结果同步至KV存储。这种做法实现

简单，但存在以下问题：

	● 特征重复拉取：同一特征被不同任务使用时，会导致特征被重复拉取，造成资

源浪费。

	● 缺乏全局调度：同步任务间彼此隔离，相互独立，缺乏多任务的全局调度管理

机制，无法进行特征复用、增量更新、全局限流等操作，影响特征的同步速度。

	● 存储方式不够灵活健壮：新特征存储时，涉及到上下游代码 / 文件的改动，迭

代成本高，特征数据异常时，需长时间重导旧数据，回滚效率较低。

围绕上述几点问题，本文将从三个方面进行特征生产核心机制的介绍：

	● 特征语义机制：用于解决平台从数百个数据源进行特征拉取和转化的效率问题。

	● 特征多任务调度机制：用于解决海量特征数据的快速同步问题。

	● 特征存储机制：用于解决特征存储在配置化和可靠性方面的问题。

3.1.1 特征语义

特征平台目前已接入上游Hive 表数百个、特征配置近万个，其中大部分特征都需天

级别的更新。那平台如何从上游高效地拉取特征呢？直观想法是从特征配置和上游

Hive 表两个角度进行考虑：

特征配置角度：平台根据每个特征配置，单独启动任务进行特征拉取。

	● 优点：控制灵活。

	● 缺点：每个特征都会启动各自的拉取任务，执行效率低且耗费资源。

上游 Hive 表角度：Hive 表中多个特征字段，统一放至同一任务中拉取。

	○ 优点：任务数量可控，资源占用低。
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	● 缺点：任务逻辑耦合较重，新增特征时需感知Hive 表其它字段拉取逻辑，导

致接入成本高。

上述两种方案都存在各自问题，不能很好满足业务需求。因此，特征平台结合两个方

案的优点，并经过探索分析，提出了特征语义的概念：

	● 特征语义：由特征配置中的上游Hive 表、特征维度、特征过滤条件、特征

聚合条件四个字段提取合并而成，本质就是相同的查询条件，比如：Select	

KeyInHive,f1,f2	From	HiveSrc	Where	Condition	Group	by	Group，

此时该四个字段配置相同，可将 F1、F2 两个特征的获取过程可合并为一个

SQL语句进行查询，从而减少整体查询次数。另外，平台将语义合并过程做

成自动化透明化，接入方只需关心新增特征的拉取逻辑，无需感知同表其它字

段，从而降低接入成本。

特征平台对特征语义的处理分为两个阶段：语义抽取和语义合并，如下图所示：

	● 语义抽取：平台解析特征配置，构建SQL语法树，通过支持多种形式判同逻

辑（比如交换律、等效替换等规则），生成可唯一化表达的SQL语句。

	● 语义合并：如果不同特征对应的语义相同，平台会将其抽取过程进行合并，比

如：Select	KeyInHive,	Extract1 as f1, Extract2 as f2	From	HiveSrc	

Where	Condition	Group	by	Group，其中Extract 即特征的抽取逻辑，f1 和

f2 的抽取逻辑可进行合并，并将最终抽取到的特征数据落地至特征共享表中存

储，供多业务方使用。
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3.1.2 特征多任务调度

为了保证每天数十TB数据量的快速同步，特征平台首先按照特征的处理流程：获取、

聚合和同步，分别制定了特征语义任务、特征聚合任务和特征同步任务：

	● 特征语义任务：用于将特征数据从数据源拉取解析，并落地至特征共享表中。

	● 特征聚合任务：用于不同业务线（租户）按照自身需求，从特征共享表中获取特

定特征并聚合，生成全量快照以及增量数据。

	● 特征同步任务：用于将增量数据（天级）和全量数据（定期）同步至KV存储中。

同时，特征平台搭建了多任务调度机制，将不同类型的任务进行调度串联，以提升特

征同步的时效性，如下图所示：

	● 任务调度器：按照任务执行顺序，循环检测上游任务状态，保证任务的有序执行。

	● 特征语义任务调度：当上游Hive 表就绪后，执行语义任务。

	○ 上游监测：通过上游任务调度接口实时获取上游Hive 表就绪状态，就绪即
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拉取，保证特征拉取的时效性。

	○ 语义优先级：每个语义都会设置优先级，高优先级语义对应的特征会被优先

聚合和同步，保证重要特征的及时更新。

	○ 队列优选：平台会获取多个队列的实时状态，并优先选择可用资源最多的队

列执行语义任务，提升任务执行效率。

	● 特征复用：特征的价值在于复用，特征只需接入平台一次，就可在不同业务间

流通，是一种业务赋能的体现。

	○ 特征统一存储在特征共享表中，供下游不同业务方按需读取，灵活使用。

	○ 特征的统一接入复用，避免相同数据的重复计算和存储，节省资源开销。

	● 特征聚合任务调度：当上游语义任务就绪后，执行聚合任务。

	○ 多租户机制：多租户是平台面向多业务接入的基础，业务以租户为单位进行

特征管理，并为平台分摊计算资源和存储资源。

	○ 特征分组：特征分组将相同维度下的多个特征进行聚合，以减少特征Key 的

数量，避免大量Key 读写对KV存储性能造成的影响。

	○ 全量快照：平台通过天级别聚合的方式生成特征全量快照，一方面便于增量

数据探查，另一方面也避免历史数据的丢失。

	○ 增量探查：通过将最新特征数据与全量快照的数值对比，探查出发生变化的

特征，便于后续增量同步。

	○ 特征补偿：因就绪延迟而未被当天同步的特征，可跨天进行补偿同步，避免

出现特征跨天丢失的问题。

	● 特征同步任务调度：当上游聚合任务就绪后，执行同步任务。

	○ 增量同步：将经全量快照探查到的增量数据，同步写入KV存储，大大降低

数据写入量，提升同步效率。

	○ 全量刷新：KV存储中的数据由于过期时间限制，需定期进行全量刷新，避

免出现特征过期导致的数据丢失问题。

	○ 全局限流：通过监测同步任务的并行度以及KV存储状态指标，实时调整全

局同步速度，在保证KV存储稳定性前提下，充分利用可用资源来提升特征

同步效率。



算法　<　9

3.1.3 特征存储

3.1.3.1 特征动态序列化

特征数据通过聚合处理后，需存储到HDFS/KV 系统中，用于后续任务 / 服务的使

用。数据的存储会涉及到存储格式的选型，业界常见的存储格式有 JSON、Object、

Protobuf 等，其中 JSON配置灵活，Object 支持自定义结构，Protobuf 编码性能

好且压缩比高。由于特征平台支持的数据类型较为固定，但对序列化反序列化性能以

及数据压缩效果有较高要求，因此选择Protobuf 作为特征存储格式。

Protobuf 的常规使用方式是通过Proto 文件维护特征配置。新增特征需编辑Proto 文

件，并编译生成新版本 JAR包，在离线&在线同时发布更新后，才能生产解析新增

特征，导致迭代成本较高。Protobuf 也提供了动态自描述和反射机制，帮助生产侧

和消费侧动态适配消息格式的变更，避免静态编译带来的 JAR包升级成本，但代价

是空间成本和性能成本均高于静态编译方式，不适用于高性能、低时延的线上场景。

针对该问题，特征平台从特征元数据管理的角度，设计了一种基于Protobuf 的特征

动态序列化机制，在不影响读写性能前提下，做到对新增特征读写的完全配置化。

为方便阐述，先概述下Protobuf 编码格式。如下图所示，Protobuf 按“键 -值”形

式序列化每个属性，其中键标识了该属性的序号和类型。可以看出，从原理上，序列

化主要要依赖键中定义的字段序号和类型。

因此，特征平台通过从元数据管理接口查询元数据，来替换常规的Proto 文件配置方

式，去动态填充和解析键中定义的字段序号和类型，以完成序列化和反序列化，如下

图所示：
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	● 特征序列化：通过查询特征元数据，获取特征的序号和类型，将特征序号填充

至键的序号属性中，并根据特征类型决定键的类型属性以及特征值的填充方式。

	● 特征反序列化：解析键的属性，获取特征序号，通过查询特征元数据，获取对

应的特征类型，并根据特征类型决定特征值的解析方式（定长 / 变长）。

3.1.3.2 特征多版本

特征数据存储于KV系统中，为在线服务提供特征的实时查询。业界常见的特征在线

存储方式有两种：单一版本存储和多版本存储。

	● 单一版本存储即覆盖更新，用新数据直接覆盖旧数据，实现简单，对物理存储

占用较少，但在数据异常的时候无法快速回滚。

	● 多版本存储相比前者，增加了版本概念，每一份数据都对应特定版本，虽然物

理存储占用较多，但在数据异常的时候可通过版本切换的方式快速回滚，保证

线上稳定性。

因此，特征平台选择特征多版本作为线上数据存储方式。

传统的多版本方式是通过全量数据的切换实现，即每天在全量数据写入后再进行版本

切换。然而，特征平台存在增量和全量两种更新方式，不能简单复用全量的切换方式，

需考虑增量和全量的依赖关系。因此，特征平台设计了一种适用于增量&全量两种更

新方式下的版本切换方式（如下图所示）。该方式以全量数据为基础，白天进行增量更

新，版本保持不变，在增量更新结束后，定期进行全量更新（重写），并进行版本切换。
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3.2 特征获取计算：高性能的特征获取计算能力

特征获取计算为模型服务、业务系统、离线训练提供特征的实时获取能力和高性能的

计算能力，是特征平台能力输出的重要途径。

旧框架中，特征处理分散在业务系统中，与业务逻辑耦合严重，随着模型规模增长和

业务系统的架构升级，特征处理性能逐渐成为瓶颈，主要存在以下问题：

	● 需要代码开发：特征处理的代码冗长，一方面会造成易增难改的现象，另一方

面相同逻辑代码重复拷贝较多，也会造成复用性逐渐变差，代码质量就会持续

恶化。

	● 潜在性能风险：大量实验同时进行，每次处理特征并集，性能会互相拖累。

	● 一致性难以保证：离线训练样本和在线预估对特征的处理逻辑难以统一。

因此，我们在新平台建设中，将特征处理逻辑抽象成独立模块，并对模块的职责边界

做了清晰设定：通过提供统一API 的方式，只负责特征的获取和计算，而不关心业务

流程上下文。在新的特征获取和计算模块设计中，我们主要关注以下两个方面：

	● 易用性：特征处理配置的易用性会影响到使用方的迭代效率，如果新增特征或
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更改特征计算逻辑需要代码改动，势必会拖慢迭代效率。

	● 性能：特征处理过程需要实时处理大量特征的拉取和计算逻辑，其效率会直接

影响到上游服务的整体性能。

围绕以上两点，本文将从下述两个方面分别介绍特征获取计算部分：

	● 模型特征自描述 MFDL：将特征计算流程配置化，提升特征使用的易用性。

	● 特征获取流程：统一特征获取流程，解决特征获取的性能问题。

3.2.1 模型特征自描述 MFDL

模型特征处理是模型预处理的一部分，业界常用的做法有：

	● 将特征处理逻辑和模型打包在一起，使用PMML或类似格式描述。优点是配

置简洁；缺点是无法单独更新模型文件或特征配置。

	● 将特征处理逻辑和模型隔离，特征处理部分使用单独的配置描述，比如 JSON

或 CSV等格式。优点是特征处理配置和模型文件分离，便于分开迭代；缺点

是可能会引起特征配置和模型加载不一致性的问题，增加系统复杂度。

考虑到对存量模型的兼容，我们定义了一套自有的配置格式，能独立于模型文件之

外快速配置。基于对原有特征处理逻辑的梳理，我们将特征处理过程抽象成以下两

个部分：

	● 模型特征计算：主要用来描述特征的计算过程。这里区分了原始特征和模型特

征：将从数据源直接获取到的特征称之为原始特征，将经过计算后输入给模型

的特征称之为模型特征，这样就可以实现同一个原始特征经过不同的处理逻辑

计算出不同的模型特征。

	● 模型特征转换：将生成的模型特征根据配置转换成可以直接输入给模型的数据

格式。由于模型特征计算的结果不能被模型直接使用，还需要经过一些转换逻

辑的处理，比如转换成Tensor、Matrix 等格式。

基于该两点，特征平台设计了MFDL（Model	Feature	Description	Language）来

完整的描述模型特征的生成流程，用配置化的方式描述模型特征计算和转换过程。其
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中，特征计算部分通过自定义的DSL来描述，而特征转换部分则针对不同类型的模

型设计不同的配置项。通过将特征计算和转换分离，就可以很方便的扩展支持不同的

机器学习框架或模型结构。

在MFDL流程中，特征计算DSL是模型处理的重点和难点。一套易用的特征计算规

范需既要满足特征处理逻辑的差异性，又要便于使用和理解。经过对算法需求的了解

和对业界做法的调研，我们开发了一套易用易读且符合编程习惯的特征表达式，并基

于 JavaCC实现了高性能的执行引擎，支持了以下特性：

	● 特征类型：支持以下常用的特征数据结构：

	○ 单值类型（String/Long/Double）：数值和文本类型特征，如商家好评率。

	○ Map 类型：交叉或字典类型的特征。

	○ List 类型：Embedding 或向量特征。

	● 逻辑运算：支持常规的算术和逻辑运算，比如 a>b?(a-b):0。

	● 函数算子：逻辑运算只适合少量简单的处理逻辑，而更多复杂的逻辑通常需要

通过函数算子来完成。业务方既可以根据自己的需求编写算子，也可快速复用

平台定期收集整理的常用算子，以降低开发成本，提升模型迭代效率。

特征计算DSL举例如下所示：
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基于规范化的DSL，一方面可以让执行引擎在执行阶段做一些主动优化，包括向量

化计算、并行计算等，另一方面也有助于使用方将精力聚焦于特征计算的业务逻辑，

而不用关心实现细节，既降低了使用门槛，也避免了误操作对线上稳定性造成的

影响。

由于MFDL 是独立于模型文件之外的配置，因此特征更新迭代时只需要将新的配置

推送到服务器上，经过加载和预测后即可生效，实现了特征处理的热更新，提升了迭

代效率。同时，MFDL也是离线训练时使用的特征配置文件，结合统一的算子逻辑，

保证了离线训练样本 / 在线预估特征处理的一致性。在系统中，只需要在离线训练时

配置一次，训练完成后即可一键推送到线上服务，安全高效。

下面是一个TF模型的MFDL配置示例：

3.2.2 特征获取流程

MFDL中使用到的特征数据，需在特征计算之前从KV存储进行统一获取。为了提升

特征获取效率，平台会对多个特征数据源异步并行获取，并针对不同的数据源，使用

不同的手段进行优化，比如RPC聚合等。特征获取的基本流程如下图所示：
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在特征生产章节已经提到，特征数据是按分组进行聚合存储。特征获取在每次访问

KV存储时，都会读取整个分组下所有的特征数据，一个分组下特征数量的多少将会

直接影响到在线特征获取的性能。因此，我们在特征分组分配方面进行了相关优化，

既保证了特征获取的高效性，又保证了线上服务的稳定性。

3.2.2.1 智能分组

特征以分组的形式进行聚合，用于特征的写入和读取。起初，特征是以固定分组的形

式进行组织管理，即不同业务线的特征会被人工聚合到同一分组中，这种方式实现简

单，但却暴露出以下两点问题：

	● 特征读取性能差：线上需要读取解析多个业务线聚合后的特征大Value，而每

个业务线只会用到其中部分特征，导致计算资源浪费、读取性能变差。

	● 影响 KV 集群稳定性：特征大Value 被高频读取，一方面会将集群的网卡带宽

打满，另一方面大Value 不会被读取至内存，只能磁盘查找，影响集群查询性

能（特定KV存储场景）。

因此，特征平台设计了智能分组，打破之前固定分组的形式，通过合理机制进行特征

分组的动态调整，保证特征聚合的合理性和有效性。如下图所示，平台打通了线上线
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下链路，线上用于上报业务线所用的特征状态，线下则通过收集分析线上特征，从全

局视角对特征所属分组进行智能化的整合、迁移、反馈和管理。同时，基于存储和性

能的折中考虑，平台建立了两种分组类型：业务分组和公共分组：

	● 业务分组：用于聚合每个业务线各自用到的专属特征，保证特征获取的有效性。

如果特征被多业务共用，若仍存储在各自业务分组，会导致存储资源浪费，需

迁移至公共分组（存储角度）。

	● 公共分组：用于聚合多业务线同时用到的特征，节省存储资源开销，但分组增

多会带来KV存储读写量增大，因此公共分组数量需控制在合理范围内（性能

角度）。

通过特征在两种分组间的动态迁移以及对线上的实时反馈，保证各业务对特征所拉即

所用，提升特征读取性能，保证KV集群稳定性。

3.2.2.2 分组合并

智能分组可以有效的提升特征获取效率，但同时也引入了一个问题：在智能分组过程

中，特征在分组迁移阶段，会出现一个特征同时存在于多个分组的情况，造成特征在

多个分组重复获取的问题，增加对KV存储的访问压力。为了优化特征获取效率，在

特征获取之前需要对特征分组进行合并，将特征尽量放在同一个分组中进行获取，从

而减少访问KV存储的次数，提升特征获取性能。

如下图所示，经过分组合并，将特征获取的分组个数由 4个（最坏情况）减少到 2个，

从而对KV存储访问量降低一半。



算法　<　17

3.3 训练样本构建：统一配置化的一致性训练样本生成能力

3.3.1 现状分析

训练样本是特征工程连接算法模型的一个关键环节，训练样本构建的本质是一个数据

加工过程，而这份数据如何做到“能用”（数据质量要准确可信）、“易用”（生产过程

要灵活高效）、“好用”（通过平台能力为业务赋能）对于算法模型迭代的效率和效果至

关重要。

在特征平台统一建设之前，外卖策略团队在训练样本构建流程上主要遇到几个问题：

	● 重复性开发：缺少体系化的平台系统，依赖一些简单工具或定制化开发Hive/

Spark 任务，与业务耦合性较高，在流程复用、运维成本、性能调优等方面都

表现较差。

	● 灵活性不足：样本构建流程复杂，包括但不限数据预处理、特征抽取、特征样
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本拼接、特征验证，以及数据格式转换（如 TFRecord）等，已有工具在配置

化、扩展性上很难满足需求，使用成本较高。

	● 一致性较差：线上、线下在配置文件、算子上使用不统一，导致在线预测样本

与离线训练样本的特征值不一致，模型训练正向效果难保障。

3.3.2 配置化流程

平台化建设最重要的流程之一是“如何进行流程抽象”，业界有一些机器学习平台的

做法是平台提供较细粒度的组件，让用户自行选择组件、配置依赖关系，最终生成一

张样本构建的DAG图。

对于用户而言，这样看似是提高了流程编排的自由度，但深入了解算法同学实际工作

场景后发现，算法模型迭代过程中，大部分的样本生产流程都比较固定，反而让用户

每次都去找组件、配组件属性、指定关系依赖这样的操作，会给算法同学带来额外的

负担，所以我们尝试了一种新的思路来优化这个问题：模板化 + 配置化，即平台提供

一个基准的模板流程，该流程中的每一个节点都抽象为一个或一类组件，用户基于该

模板，通过简单配置即可生成自己样本构建流程，如下图所示：

整个流程模板包括三个部分：输入（Input）、转化（Transform）、输出（Output），	

其中包含的组件有：Label 数据预处理、实验特征抽取、特征样本关联、特征矩阵生

成、特征格式转换、特征统计分析、数据写出，组件主要功能：

	● Label 数据预处理：支持通过自定义Hive/Spark	SQL 方式抽取 Label 数据，

平台也内置了一些UDF（如 URL	Decode、MD5/Murmur	Hash	等），通过
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自定义 SQL+UDF方式灵活满足各种数据预处理的需求。在数据源方面，支

持如下类型：

	○ 一致性特征样本：指线上模型预测时，会将一次预测请求中使用到的特征及

Label 相关字段收集、加工、拼接，为离线训练提供基础的样本数据，推荐

使用，可更好保障一致性。

	○ 自定义：不使用算法平台提供的一致性特征样本数据源，通过自定义方式抽

取 Label 数据。

	○ 父训练样本：可依赖之前或其他同学生产的训练样本结果，只需要简单修改

特征或采样等配置，即可实现对原数据微调，快速生成新的训练数据，提高

执行效率。

	● 实验特征抽取：线下训练如果需要调研一些新特征（即在一致性特征样本中不

存在）效果，可以通过特征补录方式加入新的特征集。

	● 特征样本关联：将 Label 数据与补录的实验特征根据唯一标识（如：poi_id）进

行关联。

	● 特征矩阵生成：根据用户定义的特征MFDL配置文件，将每一个样本需要的特

征集计算合并，生成特征矩阵，得到训练样本中间表。

	● 特征格式转换：基于训练样本中间表，根据不同模型类型，将数据转换为不同

格式的文件（如：CSV/TFRecord）。

	● 特征统计分析：辅助功能，基于训练样本中间表，对特征统计分析，包括均值、

方差、最大 / 最小值、分位数、空值率等多种统计维度，输出统计分析报告。

	● 数据写出：将不同中间结果，写出到Hive 表 /HDFS等存储介质。

上面提到，整个流程是模板化，模板中的多数环节都可以通过配置选择开启或关闭，

所以整个流程也支持从中间的某个环节开始执行，灵活满足各类数据生成需求。

3.3.3 一致性保障

（1）为什么会不一致？

上文还提到了一个关键的问题：一致性较差。先来看下为什么会不一致？
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上图展示了在离线训练和在线预测两条链路中构建样本的方式，最终导致离线、在线

特征值Diff 的原因主要有三点：

	● 特征配置文件不一致：在线侧、离线侧对特征计算、编排等配置描述未统一，

靠人工较难保障一致性。

	● 特征更新时机不一致：特征一般是覆盖更新，特征抽取、计算、同步等流程较

长，由于数据源更新、重刷、特征计算任务失败等诸多不确定因素，在线、离

线在不同的更新时机下，数据口径不一致。

	● 特征算子定义不一致：从数据源抽取出来的原始特征一般都需要经过二次运算，

线上、线下算子不统一。

（2）如何保证一致性？

明确了问题所在，我们通过如下方案来解决一致性问题：
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	● 打通线上线下配置

线下生成训练样本时，用户先定义特征MFDL 配置文件，在模型训练后，通过

平台一键打包功能，将MFDL 配置文件以及训练输出的模型文件，打包、上传

到模型管理平台，通过一定的版本管理及加载策略，将模型动态加载到线上服

务，从而实现线上、线下配置一体化。

	● 提供一致性特征样本

通过实时收集在线Serving 输出的特征快照，经过一定的规则处理，将结果数据

输出到Hive 表，作为离线训练样本的基础数据源，提供一致性特征样本，保障

在线、离线数据口径一致。

	● 统一特征算子库

上文提到可以通过特征补录方式添加新的实验特征，补录特征如果涉及到算子二

次加工，平台既提供基础的算子库，也支持自定义算子，通过算子库共用保持线

上、线下计算口径一致。

3.3.4 为业务赋能

从特征生产，到特征获取计算，再到生成训练样本，特征平台的能力不断得到延展，

逐步和离线训练流程、在线预测服务形成一个紧密协作的整体。在特征平台的能力边

界上，我们也在不断的思考和探索，希望能除了为业务提供稳定、可靠、易用的特征

数据之外，还能从特征的视角出发，更好的建设特征生命周期闭环，通过平台化的能

力反哺业务，为业务赋能。在上文特征生产章节，提到了特征平台一个重要能力：特

征复用，这也是特征平台为业务赋能最主要的一点。

特征复用需要解决两个问题：

	● 特征快速发现：当前特征平台有上万特征，需要通过平台化的能力，让高质量

的特征快速被用户发现，另外，特征的“高质量”如何度量，也需要有统一的

评价标准来支撑。
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	● 特征快速使用：对于用户发现并筛选出的目标特征，平台需要能够以较低的配

置成本、计算资源快速支持使用（参考上文 3.1.2	小节“特征复用”）。

本小节重点介绍如何帮助用户快速发现特征，主要包括两个方面：主动检索和被动推

荐，如下图所示：

	● 首先，用户可以通过主动检索，从特征仓库筛选出目标特征候选集，然后结

合特征画像来进一步筛选，得到特征初选集，最后通过离线实验流程、在线

ABTest，结合模型效果，评估筛选出最终的结果集。其中特征画像主要包括

以下评价指标：

	○ 特征复用度：通过查看该特征在各业务、各模型的引用次数，帮助用户直观

判断该特征的价值。

	○ 特征标注信息：通过查看该特征在其他业务离线、在线效果的标注信息，帮

助用户判断该特征的正负向效果。

	○ 数据质量评估：平台通过离线统计任务，按天粒度对特征进行统计分析，包

括特征的就绪时间、空值率、均值、方差、最大 / 小值、分位点统计等，生

成特征评估报告，帮助用户判断该特征是否可靠。

	● 其次，平台根据特征的评价体系，将表现较好的 Top 特征筛选出来，通过排

行榜展现、消息推送方式触达用户，帮助用户挖掘高分特征。

为业务赋能是一个长期探索和实践的过程，未来我们还会继续尝试在深度学习场景

中，建立每个特征对模型贡献度的评价体系，并通过自动化的方式打通模型在线上、
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线下的评估效果，通过智能化的方式挖掘特征价值。

4. 总结与展望

这篇文章分别从特征框架演进、特征生产、特征获取计算以及训练样本生成四个方面

介绍了特征平台在建设与实践中的思考和优化思路。经过两年的摸索建设和实践，外

卖特征平台已经建立起完善的架构体系、一站式的服务流程，为外卖业务的算法迭代

提供了有力支撑。

未来，外卖特征平台将继续推进从离线 ->近线 ->在线的全链路优化工作，在计算

性能、资源开销、能力扩展、合作共建等方面持续投入人力探索和建设，并在更多更

具挑战的业务场景中发挥平台的价值。同时，平台将继续和模型服务和模型训练紧密

结合，共建端到端算法闭环，助力外卖业务蓬勃发展。
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美团基于知识图谱的剧本杀标准化建设与应用

作者：李翔　陈焕　志华　晓阳　王奇

剧本杀作为爆发式增长的新兴业务，在商家上单、用户选购、供需匹配等方面存在不

足，供给标准化能为用户、商家、平台三方创造价值，助力业务增长。本文介绍了美

团到店综合业务数据团队从 0到 1快速建设剧本杀供给标准化的过程及算法方案。我

们将美团到店综合知识图谱（GENE，GEneral	NEeds	net）覆盖至剧本杀行业，构

建剧本杀知识图谱实现供给标准化建设，包括剧本杀供给挖掘、标准剧本库构建、供

给与标准剧本关联等环节，并在多个场景进行应用落地，希望给大家带来一些帮助或

启发。

一、背景

剧本杀行业近年来呈爆发式增长态势，然而由于剧本杀是新兴行业，平台已有的类目

体系和产品形态，越来越难以满足飞速增长的用户和商户需求，主要表现在下面三个

方面：

	● 平台类目缺失：平台缺少专门的“剧本杀”类目，中心化流量入口的缺失，导

致用户决策路径混乱，难以建立统一的用户认知。

	● 用户决策效率低：剧本杀的核心是剧本，由于缺乏标准的剧本库，也未建立标

准剧本和供给的关联关系，导致剧本信息展示和供给管理的规范化程度低，影

响了用户对剧本选择决策的效率。

	● 商品上架繁琐：商品信息需要商户人工一一录入，没有可用的标准模板用以信息

预填，导致商户在平台上架的剧本比例偏低，上架效率存在较大的提升空间。

为了解决上述痛点，业务需要进行剧本杀的供给标准化建设：首先建立“剧本杀”新

类目，并完成相应的供给（包括商户、商品、内容）的类目迁移。以此为基础，以剧

本为核心，搭建标准剧本库，并关联剧本杀供给，继而建立剧本维度的信息分发渠

道、评价评分和榜单体系，满足用户“以剧本找店”的决策路径。



算法　<　25

值得指出的是，供给标准化是简化用户认知、帮助用户决策、促进供需匹配的重要抓

手，标准化程度的高低对平台业务规模的大小有着决定性影响。具体到剧本杀行业，

供给标准化建设是助力剧本杀业务持续增长的重要基础，而标准剧本库的搭建是剧本

杀供给标准化的关键。由于基于规格如「城限」、背景如「古风」、题材如「情感」等

剧本属性无法确定具体的剧本，但剧本名称如「舍离」则能起唯一标识的作用。因

此，标准剧本库的搭建，首先是标准剧本名称的建设，其次是规格、背景、题材、难

度、流派等标准剧本属性的建设。

综上，美团到店综合业务数据团队与业务同行，助力业务进行剧本杀的供给标准化建

设。在建设过程中，涉及了剧本名称、剧本属性、类目、商户、商品、内容等多种类

型的实体，以及它们之间的多元化关系构建。而知识图谱作为一种揭示实体及实体间

关系的语义网络，用以解决该问题显得尤为合适。特别地，我们已经构建了美团到店

综合知识图谱（GENE，GEneral NEeds net），因此，我们基于GENE的构建经

验快速进行剧本杀这一新业务的知识图谱构建，从 0到 1实现剧本杀标准化建设，从

而改善供给管理和供需匹配，为用户、商户、平台三方创造出更大的价值。

二、解决方案

我们构建的GENE，围绕本地生活用户的综合性需求，以行业体系、需求对象、具

象需求、场景要素和场景需求五个层次逐层递进，覆盖了玩乐、医美、教育、亲子、

结婚等多个业务，体系设计和技术细节可见美团到店综合知识图谱相关的文章。剧

本杀作为一项新兴的美团到店综合业务，体现了用户在玩乐上的新需求，天然适配

GENE的体系结构。因此，我们将GENE覆盖至剧本杀新业务，沿用相同的思路来

进行相应知识图谱的构建，以实现相应的供给标准化。

基于知识图谱来实现剧本杀标准化建设的关键，是以标准剧本为核心构建剧本杀知识

图谱。图谱体系设计如图 1所示，具体地，首先在行业体系层进行剧本杀新类目的构

建，挖掘剧本杀供给，并建立供给（包括商户、商品、内容）与类目的从属关系。在

此基础上，在需求对象层，进一步实现标准剧本名称这一核心对象节点和其剧本属性
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节点的挖掘以及关系构建，建立标准剧本库，最后将标准剧本库的每个标准剧本与供

给和用户建立关联关系。此外，具象需求、场景要素、场景需求三层则实现了对用户

在剧本杀上的具象的服务需求和场景化需求的显性表达，这部分由于与剧本杀供给标

准化建设的联系不多，在这里不做展开介绍。

图 1

剧本杀知识图谱中用于供给标准化部分的具体样例如下图 2 所示。其中，标准剧本

名称是核心节点，围绕它的各类标准剧本属性节点包括题材、规格、流派、难度、

背景、别称等。同时，标准剧本之间可能构建诸如“同系列”等类型的关系，比如

「舍离」和「舍离 2」。此外，标准剧本还会与商品、商户、内容、用户之间建立关联

关系。

我们基于剧本杀知识图谱的这些节点和关系进行供给标准化，在图谱构建过程中，包

括了剧本杀供给挖掘、标准剧本库构建、供给与标准剧本关联三个主要步骤，下面对

三个步骤的实现细节以及涉及的算法进行介绍。
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图 2

三、实现方法

3.1 剧本杀供给挖掘

剧本杀作为新兴的业务，已有的行业类目树中并没有相应的类目，无法直接根据类目

获取剧本杀的相关供给（包括商户、商品和内容）。因此，我们需要首先进行剧本杀供

给的挖掘，即从当前与剧本杀行业相近类目的供给中挖掘出剧本杀的相关供给。

对于剧本杀的商户供给挖掘，需要判断商户是否提供剧本杀服务，判别依据包括了商

户名、商品名及商品详情、商户UGC三个来源的文本语料。这个本质上是一个多源

数据的分类问题，然而由于缺乏标注的训练样本，我们没有直接采用端到端的多源数

据分类模型，而是依托业务输入，采用无监督匹配和有监督拟合相结合的方式高效实

现，具体的判别流程如下图 3所示，其中：

	● 无监督匹配：首先构造剧本杀相关的关键词词库，分别在商户名、商品名及

商品详情、商户 UGC三个来源的文本语料中进行精确匹配，并构建基于

BERT[1] 的通用语义漂移判别模型进行匹配结果过滤。最后根据业务规则基于
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各来源的匹配结果计算相应的匹配分数。

	● 有监督拟合：为了量化不同来源匹配分数对最终判别结果的影响，由运营先人

工标注少量商户分数，用以表征商户提供剧本杀服务的强弱。在此基础上，我

们构造了一个线性回归模型，拟合标注的商户分数，获取各来源的权重，从而

实现对剧本杀商户的精准挖掘。

图 3

采用上述方式，实现了桌面和实景两种剧本杀商户的挖掘，准确率和召回率均达到了

要求。基于剧本杀商户的挖掘结果，能够进一步对商品进行挖掘，并创建剧本杀类

目，从而为后续剧本杀知识图谱构建及标准化建设打好了数据基础。

3.2 标准剧本库构建

标准剧本作为整个剧本杀知识图谱的核心，在剧本杀供给标准化建设中扮演着重要的

角色。我们基于剧本杀商品相似聚合的方式，结合人工审核来挖掘标准剧本，并从相

关发行方获取剧本授权，从而构建标准剧本库。标准剧本由两部分构成，一个是标准

剧本名称，另一个是标准剧本属性。因此，标准剧本库构建也分为标准剧本名称的挖

掘和标准剧本属性的挖掘两个部分。
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3.2.1 标准剧本名称的挖掘

我们根据剧本杀商品的特点，先后采用了规则聚合、语义聚合和多模态聚合三种方法

进行挖掘迭代，从数十万剧本杀商品的名称中聚合得到数千标准剧本名称。下面分别

对三种聚合方法进行介绍。

规则聚合

同一个剧本杀商品在不同商户的命名往往不同，存在较多的不规范和个性化。一方

面，同一个剧本名称本身就可以有多种叫法，例如「舍离」、「舍离壹」、「舍离 1」就

是同一个剧本；另一方面，剧本杀商品名除了包含剧本名称外，商家很多时候也会

加入剧本的规格和题材等属性信息以及吸引用户的描述性文字，例如「《舍离》情感

本」。所以我们首先考虑剧本杀商品的命名特点，设计相应的清洗策略对剧本杀商品

名称进行清洗后再聚合。

图 4

我们除了梳理常见的非剧本词，构建词库进行规则过滤外，也尝试将其转换为命名实

体识别问题 [2]，采用序列标注对字符进行“是剧本名”与“不是剧本名”两个类别的

区分。对于清洗后的剧本杀商品名称，则通过基于最长公共子序列（LCS）的相似度

计算规则，结合阈值筛选对其进行聚合，例如「舍离」、「舍离壹」、「舍离 1」最后均

聚在一起。整个流程如上图 4所示，采用规则聚合的方式，能够在建设初期帮助业务

快速对剧本杀商品名称进行聚合。

语义聚合

规则聚合的方式虽然简单好用，但由于剧本名称的多样性和复杂性，我们发现聚合结

果中仍然存在一些问题：1）不属于同一个剧本的商品被聚合，例如「舍离」和「舍离
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2」是同一个系列的两个不同剧本，却被聚合在一起。2）属于同一个剧本的商品没有

聚合，例如，商品名使用剧本的简称缩写（「唐人街名侦探和猫」和「唐探猫」）或出

现错别字（「弗洛伊德之锚」和「佛洛依德之锚」）等情况时则难以规则聚合。

针对这上述这两种问题，我们进一步考虑使用商品名称语义匹配的方式，从文本语义

相同的角度来进行聚合。常用的文本语义匹配模型分为交互式和双塔式两种类型。交互

式是把两段文本一起输入进编码器，在编码的过程中让其相互交换信息后再进行判别；

双塔式模型是用一个编码器分别给两个文本编码出向量，然后基于两个向量进行判别。

由于商品数量众多，采用交互式的方法需要将商品名称两两组合后再进行模型预测，

效率较为低下，为此，我们采用双塔式的方法来实现，以 Sentence-BERT[3] 的模

型结构为基础，将两个商品名称文本分别通过BERT提取向量后，再使用余弦距离

来衡量两者的相似度，完整结构如下图 5所示：

图 5

在训练模型的过程中，我们首先基于规则聚合的结果，通过同聚簇内生成正例和跨聚

簇交叉生成负例的方式，构造粗粒度的训练样本，完成初版模型的训练。在此基础

上，进一步结合主动学习，对样本数据进行完善。此外，我们还根据上文提到的规则

聚合出现的两种问题，针对性的批量生成样本。具体地，通过在商品名称后添加同系
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列编号，以及使用错字、别字和繁体字替换等方式来实现样本的自动构造。

多模态聚合

通过语义聚合的方式实现了从商品名称文本语义层面的同义聚合，然而我们通过对聚

合结果再分析后发现还存在一些问题：两个商品属于同一个剧本，但仅从商品名称的

角度是无法判别。例如，「舍离 2」和「断念」从语义的角度无法聚合，但是它们本

质上是一个剧本「舍离 2·断念」。虽然这两个商品的名称各异，但是它们的图像往

往是相同或相似的，为此，我们考虑引入商品的图像信息来进行辅助聚合。

一个简单的方法是，使用CV领域成熟的预训练模型作为图像编码器进行特征提取，

直接计算两个商品的图像相似度。为了统一商品图像相似度计算和商品名称语义匹配

的结果，我们尝试构建一个剧本杀商品的多模态匹配模型，充分利用商品名称和图像

信息来进行匹配。模型沿用语义聚合中使用的双塔式结构，整体结构如下图 6所示：

图 6

在多模态匹配模型中，剧本杀商品的名称和图像分别通过文本编码器和图像编码器得

到对应的向量表示后，再进行拼接作为最终的商品向量，最后使用余弦相似度来衡量

商品之间的相似度。其中：
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	● 文本编码器：使用文本预训练模型BERT[1] 作为文本编码器，将输出平均池化

后作为文本的向量表示。

	● 图像编码器：使用图像预训练模型EfficientNet[4] 作为图像编码器，提取网络

最后一层输出作为图像的向量表示。

在训练模型的过程中，文本编码器会进行 Finetune，而图像编码器则固定参数，不

参与训练。对于训练样本构建，我们以语义聚合的结果为基础，以商品图像相似度来

圈定人工标注样本的范围。具体地，对于同聚簇内商品图像相似度高的直接生成正

例，跨聚簇交叉的商品图像相似度低的直接生成负例，而对于剩余的样本对则交由人

工进行标注确定。通过多模态聚合，弥补了仅使用文本匹配的不足，与其相比准确率

提升了 5%，进一步提升了标准剧本的挖掘效果。

3.2.2 标准剧本属性的挖掘

标准剧本的属性包括了剧本的背景、规格、流派、题材、难度等十余个维度。由于商

户在剧本杀商品上单的时候会录入商品的这些属性值，所以对于标准剧本属性的挖

掘，本质上是对该标准剧本对应的所有聚合商品的属性的挖掘。

在实际过程中，我们通过投票统计的方式来进行挖掘，即对于标准剧本的某个属性，

通过对应的聚合商品在该属性上的属性值进行投票，选择投票最高的属性值，作为该

标准剧本的候选属性值，最后由人工审核确认。此外，在标准剧本名称挖掘的过程

中，我们发现同一个剧本的叫法多种多样，为了对标准剧本能有更好的描述，还进一

步为标准剧本增加了一个别称的属性，通过对标准剧本对应的所有聚合商品的名称进

行清洗和去重来获取。

3.3 供给与标准剧本关联

在完成标准剧本库构建后，还需要建立剧本杀的商品、商户和内容三种供给，与标准

剧本的关联关系，从而使剧本杀的供给实现标准化。由于通过商品和标准剧本的关联

关系，可以直接获取该商品对应商户和标准剧本的关系，所以我们只需要对商品和内

容进行标准剧本关联。
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3.3.1 商品关联

在 3.2 节中，我们通过聚合存量剧本杀商品的方式来进行标准剧本的挖掘，在这个过

程中其实已经构建了存量商品和标准剧本的关联关系。对于后续新增加的商品，我们

还需要将其和标准剧本进行匹配，以建立两者之间的关联关系。而对于与标准剧本无

法关联的商品，我们则自动进行标准剧本名称和属性的挖掘，经由人工审核后再加入

标准剧本库。

整个商品关联流程如下图 7所示，首先对商品名称进行清洗再进行匹配关联。在匹配

环节，我们基于商品和标准剧本的名称及图像的多模态信息，对两者进行匹配判别。

图 7

与商品之间的匹配不同，商品与标准剧本的关联不需要保持匹配的对称性。为了保证

关联的效果，我们在 3.2.1 节的多模态匹配模型的结构基础上进行修改，将商品和标

准剧本的向量拼接后通过全连接层和 softmax 层计算两者关联的概率。训练样本则

直接根据存量商品和标准剧本的关联关系构造。通过商品关联，我们实现了绝大部分

剧本杀商品的标准化。

3.3.2 内容关联

对于剧本杀内容关联标准剧本，主要针对用户产生的内容（UGC，例如用户评价）这
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一类型的内容和标准剧本的关联。由于一段UGC文本通常包含多个句子，且其中只

有部分句子会提及标准剧本相关信息，所以我们将UGC与标准剧本的匹配，细化为

其子句粒度的匹配，同时出于效率和效果的平衡的考虑，进一步将匹配过程分为了召

回和排序两个阶段，如下图 8所示：

图 8

在召回阶段，将UGC文本进行子句拆分，并根据标准剧本名称及其别称，在子句集

合中进行精确匹配，对于匹配中的子句则将进入到排序阶段进行精细化的关联关系判别。

在排序阶段，将关联关系判别转换为一个Aspect-based 的分类问题，参考属性级

情感分类的做法 [5]，构建基于BERT句间关系分类的匹配模型，将实际命中UGC子

句的标准剧本别称和对应的UGC子句用 [SEP] 相连后输入，通过在BERT后增加

全连接层和 softmax 层来实现是否关联的二分类，最后对模型输出的分类概率进行

阈值筛选，获取UGC关联的标准剧本。

与上文中涉及的模型训练不同，UGC和标准剧本的匹配模型无法快速获取大量训练

样本。考虑到训练样本的缺乏，所以首先通过人工少量标注数百个样本，在此基础

上，除了采用主动学习外，我们还尝试对比学习，基于Regularized	Dropout[6] 方
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法，对模型两次Dropout 的输出进行正则约束。最终在训练样本不到 1K的情况下，

UGC关联标准剧本的准确率达到上线要求，每个标准剧本关联的UGC数量也得到

了大幅提升。

四、应用实践

当前剧本杀知识图谱，以数千标准剧本为核心，关联百万供给。剧本杀供给标准化建

设的结果已在美团多个业务场景上进行了初步的应用实践。下面介绍具体的应用方式

和应用效果。

4.1 类目构建

通过剧本杀供给挖掘，帮助业务识别出剧本杀商户，从而助力剧本杀新类目和相应剧

本杀列表页的构建。剧本杀类目迁移、休闲娱乐频道页的剧本杀入口、剧本杀列表页

均已上线，其中，频道页剧本杀 ICON固定第三行首位，提供了中心化流量入口，有

助于建立统一的用户认知。上线示例如图 9所示（(a) 休闲娱乐频道页剧本杀入口，

(b) 剧本杀列表页）。

图 9
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4.2 个性化推荐

剧本杀知识图谱包含的标准剧本及属性节点，以及其与供给和用户的关联关系，可应

用于剧本杀各页面的推荐位。一方面应用于剧本列表页热门剧本推荐（图 10(a)），另

一方面还应用于剧本详情页的商品在拼场次推荐（图 10(b) 左）、可玩门店推荐（图

10(b) 左）和相关剧本推荐模块（图 10(b) 右）。这些推荐位的应用，帮助培养了用户

在平台找剧本的心智，优化了用户认知和选购体验，提高了用户和供给的匹配效率。

图 10

以剧本列表页的热门剧本推荐模块为例，剧本杀知识图谱包含的节点和关系除了可以

直接用于剧本的召回，还可以进一步在精排阶段进行应用。在精排中，我们基于剧本

杀知识图谱，结合用户行为，参考Deep	Interest	Network（DIN）[7] 模型结构，尝

试对用户访问剧本的序列和访问商品的序列进行建模，构建双通道DIN 模型，深度

刻画用户兴趣，实现剧本的个性化分发。其中商品访问序列部分，通过商品与标准剧

本的关联关系将其转为为剧本序列，与候选剧本采用Attention 方式进行建模，具体

模型结构如下图 11所示：
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图 11

4.3 信息外露和筛选

基于剧本杀知识图谱中的节点和关系，在剧本杀列表页和在剧本列表页增加相关标签

筛选项，并外露剧本的属性和关联的供给信息，相关应用如下图 12所示。这些标签

筛选项和信息的外露，为用户提供了规范的信息展示，降低了用户决策成本，更加方

便了用户选店和选剧本。

图 12
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4.4 评分和榜单

在剧本详情页，内容和标准剧本的关联关系参与到剧本的评分计算中（图 13(a)）。在

此基础上，基于剧本维度，形成经典必玩和近期热门的剧本榜单，如图 13(b) 所示，

从而为用户的剧本选择决策提供了更多的帮助。

图 13

五、总结展望

面对剧本杀这一新兴行业，我们快速响应业务，以标准剧本为核心节点，结合行业特

点，通过剧本杀供给挖掘、标准剧本库构建、供给与标准剧本关联，构建相应的知识

图谱，从 0到 1逐步推进剧本杀的供给标准化建设，力求以简单而有效的方法来解决

剧本杀业务的问题。

目前剧本杀知识图谱已在剧本杀多个业务场景中取得应用成果，赋能剧本杀业务持续

增长，显著提升了用户体验。在未来的工作中，我们将不断进行优化和探索：

	● 标准剧本库的持续完善：优化标准剧本名称和属性以及相应的供给关联关系，保

证标准剧本库的质与量俱佳，并尝试引入外部的知识补充当前的标准化结果。

	● 剧本杀场景化：当前剧本杀知识图谱主要以“剧本”这类用户的具象需求对象



算法　<　39

为主，后续将深入挖掘用户的场景化需求，探索剧本杀和其他行业的联动，更

好的助力剧本杀行业的发展。

	● 更多的应用探索：将图谱数据应用于搜索等模块，在更多的应用场景中提升供

给匹配效率，从而创造出更大的价值。
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美团商品知识图谱的构建及应用

作者：雪智　凤娇　姿雯　匡俊　林森　武威

背景

美团大脑

近年来，人工智能正在快速地改变人们的生活，背后其实有两大技术驱动力：深度学

习和知识图谱。我们将深度学习归纳为隐性的模型，它通常是面向某一个具体任务，

比如说下围棋、识别猫、人脸识别、语音识别等等。通常而言，在很多任务上它能够

取得很优秀的结果，同时它也有一些局限性，比如说它需要海量的训练数据，以及强

大的计算能力，难以进行跨任务的迁移，并且不具有较好的可解释性。在另一方面，

知识图谱作为显式模型，同样也是人工智能的一大技术驱动力，它能够广泛地适用于

不同的任务。相比深度学习，知识图谱中的知识可以沉淀，具有较强的可解释性，与

人类的思考更加贴近，为隐式的深度模型补充了人类的知识积累，和深度学习互为补

充。因此，全球很多大型的互联网公司都在知识图谱领域积极进行布局。

图 1　人工智能两大驱动力
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美团连接了数亿用户和数千万商户，背后也蕴含着丰富的日常生活相关知识。2018

年，美团知识图谱团队开始构建美团大脑，着力于利用知识图谱技术赋能业务，进一

步改善用户体验。具体来说，美团大脑会对美团业务中涉及到的千万级别商家、亿级

别的菜品 / 商品、数十亿的用户评论，以及背后百万级别的场景进行深入的理解和结

构化的知识建模，构建人、店、商品、场景之间的知识关联，从而形成生活服务领域

大规模的知识图谱。现阶段，美团大脑已覆盖了数十亿实体，数百亿三元组，在餐

饮、外卖、酒店、金融等场景中验证了知识图谱的有效性。

图 2　美团大脑

在新零售领域的探索

美团逐步突破原有边界，在生活服务领域探索新的业务，不仅局限于通过外卖、餐饮

帮大家“吃得更好”，近年来也逐步拓展到零售、出行等其他领域，帮大家“生活更

好”。在零售领域中，美团先后落地了美团闪购、美团买菜、美团优选、团好货等一

系列相应的业务，逐步实现“万物到家”的愿景。为了更好地支持美团的新零售业务，

我们需要对背后的零售商品建立知识图谱，积累结构化数据，深入对零售领域内商品、

用户、属性、场景等的理解，以便能更好地为用户提供零售商品领域内的服务。

相比于围绕商户的餐饮、外卖、酒店的等领域，零售商品领域对于知识图谱的建设和
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应用提出了更大的挑战。一方面，商品数量更加庞大，覆盖的领域范围也更加宽广。

另一方面，商品本身所具有的显示信息往往比较稀疏，很大程度上需要结合生活中的

常识知识来进行推理，方可将隐藏在背后的数十维的属性进行补齐，完成对商品完整

的理解。在下图的例子中，“乐事黄瓜味”这样简单的商品描述其实就对应着丰富的

隐含信息，只有对这些知识进行了结构化提取和相应的知识推理后，才能够更好的支

持下游搜索、推荐等模块的优化。

图 3　商品结构化信息的应用

商品图谱建设的目标

我们针对美团零售业务的特点，制定了多层级、多维度、跨业务的零售商品知识图谱

体系。
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图 4　商品知识图谱体系

多层级

在不同业务的不同应用场景下，对于“商品”的定义会有所差别，需要对各个不同颗

粒度的商品进行理解。因此，在我们的零售商品知识图谱中，建立了五层的层级体

系，具体包括：	

- L1- 商品 SKU/SPU：对应业务中所售卖的商品颗粒度，是用户交易的对象，往往

为商户下挂的商品，例如“望京家乐福所售卖的蒙牛低脂高钙牛奶 250ml 盒装”。这

一层级也是作为商品图谱的最底层的基石，将业务商品库和图谱知识进行打通关联。

- L2- 标准商品：描述商品本身客观事实的颗粒度，例如“蒙牛低脂高钙牛奶 250ml

盒装”，无论通过什么渠道在什么商户购买，商品本身并没有任何区别。商品条形码

则是在标准商品这层的客观依据。在这一层级上，我们可以建模围绕标准商品的客观

知识，例如同一个标准商品都会具有同样的品牌、口味、包装等属性。

- L3- 抽象商品：进一步我们将标准商品向上抽象的商品系列，例如“蒙牛低脂高钙

牛奶”。在这一层级中，我们不再关注商品具体的包装、规格等，将同系列的商品聚

合为抽象商品，承载了用户对于商品的主观认知，包括用户对商品系列的别名俗称、

品牌认知、主观评价等。



44　>　2021年美团技术年货

- L4- 主体品类：描述商品主体的本质品类，列如“鸡蛋”、“奶油草莓”、“台式烤

肠”等。这一层作为商品图谱的后台类目体系，以客观的方式对商品领域的品类进行

建模，承载了用户对于商品的需求，例如各品牌各产地的鸡蛋都能够满足用户对于鸡

蛋这个品类的需求。

- L5- 业务类目：相比于主体品类的后台类目体系，业务类目作为前台类目体系会依

据业务当前的发展阶段进行人工定义和调整，各个业务会根据当前业务阶段的特点和需

求建立对应的前台类目体系。

多维度

	● 商品属性视角：围绕商品本身，我们需要有海量的属性维度来对商品进行描述。

商品属性维度主要分为两类：一类是通用的属性维度，包括品牌、规格、包

装、产地等；另一类是品类特有的属性维度，例如对于牛奶品类我们会关注脂

肪含量（全脂 / 低脂 / 脱脂牛奶）、存储方式（常温奶、冷藏奶）等。商品属性主

要是刻画了商品的客观知识，往往会建立在标准商品这一层级上。

	● 用户认知视角：除了客观的商品属性维度以外，用户往往对于商品会有一系列

的主观认知，例如商品的别名俗称（“小黑瓶”、“快乐水”）、对于商品的评价

（“香甜可口”、“入口即化”、“性价比高”）、商品的清单 / 榜单（“进口食品榜

单”、“夏季消暑常备”）等维度。这些主观认知往往会建立在抽象商品这一层

级上。

	● 品类 / 类目视角：从品类 / 类目的视角来看，不同品类 / 类目也会有各自不同的

关注点。在这一层级上，我们会建模各个品类 / 类目下有哪些典型的品牌、用

户关注哪些典型属性、不同品类的复购周期是多长时间等。

跨业务

美团大脑商品知识图谱的目标是希望能够对客观世界中的商品知识进行建模，而非局

限于单个业务之中。在商品图谱的五层体系中，标准商品、抽象商品、品类体系都是

与业务解耦的，围绕着客观商品所建立的，包括围绕这些层级建立的各维度数据也均

是刻画了商品领域的客观知识。
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在应用于各个业务当中时，我们将客观的图谱知识向上关联至业务前台类目，向下关

联至业务商品SPU/SKU，则可以完成各个业务数据的接入，实现各个业务数据和客

观知识之间的联通，提供更加全面的跨业务的全景数据视角。利用这样的数据，在用

户方面我们可以更加全面的建模、分析用户对于业务、品类的偏好，对于价格、品质

等的敏感程度，在商品方面我们可以更准确的建模各品类的复购周期、地域 / 季节 /

节日偏好等。

商品图谱建设的挑战

商品知识图谱的构建的挑战主要来源于以下三个方面：

1. 信息来源质量低：商品本身所具有的信息比较匮乏，往往以标题和图片为主。

尤其在美团闪购这样 LBS的电商场景下，商户需要上传大量的商品数据，对

于商品信息的录入存在很多信息不完整的情况。在标题和图片之外，商品详

情虽然也蕴含着大量的知识信息，但是其质量往往参差不齐，并且结构各异，

从中进行知识挖掘难度极高。

2. 数据维度多：在商品领域有众多的数据维度需要进行建设。以商品属性部分为

例，我们不仅需要建设通用属性，诸如品牌、规格、包装、口味等维度，同

时还要覆盖各个品类 / 类目下特定关注的属性维度，诸如脂肪含量、是否含

糖、电池容量等，整体会涉及到上百维的属性维度。因此，数据建设的效率

问题也是一大挑战。

3. 依赖常识 / 专业知识：人们在日常生活中因为有很丰富的常识知识积累，可以

通过很简短的描述获取其背后隐藏的商品信息，例如在看到“乐事黄瓜”这

样一个商品的时候知道其实是乐事黄瓜味的薯片、看到“唐僧肉”的时候知

道其实这不是一种肉类而是一种零食。因此，我们也需要探索结合常识知识

的语义理解方法。同时，在医药、个护等领域中，图谱的建设需要依赖较强

的专业知识，例如疾病和药品之间的关系，并且此类关系对于准确度的要求

极高，需要做到所有知识都准确无误，因此也需要较好的专家和算法相结合

的方式来进行高效的图谱构建。
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商品图谱建设

在了解了图谱建设的目标和挑战后，接下来我们将介绍商品图谱数据建设的具体方案。

层级体系建设

品类体系建设

本质品类描述了商品本质所属的最细类别，它聚合了一类商品，承载了用户最终的消

费需求，如“高钙牛奶”、“牛肉干”等。本质品类与类目也是有一定的区别，类目是

若干品类的集合，它是抽象后的品类概念，不能够明确到具体的某类商品品类上，如

“乳制品”、“水果”等。

品类打标：对商品图谱的构建来说，关键的一步便是建立起商品和品类之间的关联，即对

商品打上品类标签。通过商品和品类之间的关联，我们可以建立起商品库中的商品与用

户需求之间的关联，进而将具体的商品展示到用户面前。下面简单介绍下品类打标方法：

1. 品类词表构建：品类打标首先需要构建一个初步的商品品类词表。首先，我们

通过对美团的各个电商业务的商品库、搜索日志、商户标签等数据源进行分

词、NER、新词发现等操作，获得初步的商品候选词。然后，通过标注少量

的样本进行二分类模型的训练（判断一个词是否是品类）。此外，我们通过结

合主动学习的方法，从预测的结果中挑选出难以区分的样本，进行再次标注，

继续迭代模型，直到模型收敛。

2. 品类打标：首先，我们通过对商品标题进行命名实体识别，并结合上一步中

的品类词表来获取商品中的候选品类，如识别“蒙牛脱脂牛奶	500ml”中的

“脱脂牛奶”、“牛奶”等。然后，在获得了商品以及对应的品类之后，我们

利用监督数据训练品类打标的二分类模型，输入商品的SPU_ID 和候选品类

TAG构成的Pair，即，对它进行是否匹配的预测。具体的，我们一方面利用

结合业务中丰富的半结构化语料构建围绕标签词的统计特征，另一方面利用

命名实体识别、基于BERT的语义匹配等模型产出高阶相关性特征，在此基

础上，我们将上述特征输入到终判模型中进行模型训练。
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3. 品类标签后处理：在这一步中，我们对模型打上的品类进行后处理的一些策

略，如基于图片相关性、结合商品标题命名实体识别结果等的品类清洗策略。

通过上述的三个步骤，我们便可以建立起商品与品类之间的联系。

品类体系：品类体系由品类和品类间关系构成。常见的品类关系包括同义词和上下位

等。在构建品类体系的过程中，常用的以下几种方法来进行关系的补全。我们主要使

用下面的一些方法：

1. 基于规则的品类关系挖掘。在百科等通用语料数据中，有些品类具有固定模式

的描述，如“玉米又名苞谷、苞米棒子、玉蜀黍、珍珠米等”、“榴莲是著名

热带水果之一”，因此，可以使用规则从中提取同义词和上下位。

2. 基于分类的品类关系挖掘。类似于上文中提到的品类打标方法，我们将同义

词和上下位构建为的样本，通过在商品库、搜索日志、百科数据、UGC中挖

掘的统计特征以及基于Sentence-BERT得到的语义特征，使用二分类模型

进行品类关系是否成立的判断。对于训练得到的分类模型，我们同样通过主

动学习的方式，选出结果中的难分样本，进行二次标注，进而不断迭代数据，

提高模型性能。

3. 基于图的品类关系推理。在获得了初步的同义词、上下位关系之后，我们使用

已有的这些关系构建网络，使用GAE、VGAE等方法对网络进行链路预测，

从而进行图谱边关系的补全。

图 5　商品图谱品类体系的构建
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标准 / 抽象商品

标准商品是描述商品本身客观事实的颗粒度，和销售渠道和商户无关，而商品条形

码是标准商品这层的客观依据。标品关联即将同属于某个商品条形码的业务 SKU/

SPU，都正确关联到该商品条形码上，从而在标准商品层级上建模相应的客观知识，

例如标准商品对应的品牌、口味和包装等属性。	下面通过一个案例来说明标品关联的

具体任务和方案。

案例：下图是一个公牛三米插线板的标准商品。商家录入信息的时候，会把商品直接

关联到商品条码上。通过商户录入数据完成了一部分的标品关联，但这部分比例比较

少，且存在大量的链接缺失，链接错误的问题。另外，不同的商家对于同样的标品，

商品的标题的描述是千奇百怪的。我们的目标是补充缺失的链接，将商品关联到正确

的标品上。

图 6　商品图谱标品关联任务

针对标品关联任务，我们构建了商品领域的同义词判别模型：通过远监督的方式利用

商户已经提供的少量有关联的数据，作为已有的知识图谱构造远监督的训练样本。在

模型中，正例是置信度比较高的标品码；负例是原始数据中商品名或者图像类似但不

属于同一标品的SPU。构造准确率比较高的训练样本之后，通过BERT模型进行同

义词模型训练。最后，通过模型自主去噪的方式，使得最终的准确率能够达到 99%
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以上。总体能做到品牌，规格，包装等维度敏感。

图 7　商品图谱标品关联方法

抽象商品是用户认知的层面，作为用户所评论的对象，这一层对用户偏好建模更加有

效。同时，在决策信息的展示上，抽象商品粒度也更符合用户认知。例如下图所示冰

淇淋的排行榜中，罗列了用户认知中抽象商品对应的SKU，然后对应展示不同抽象

商品的特点、推荐理由等。抽象商品层整体的构建方式，和标准商品层比较类似，采

用标品关联的模型流程，并在数据构造部分进行规则上的调整。

图 8　商品图谱抽象商品聚合
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属性维度建设

对一个商品的全面理解，需要涵盖各个属性维度。例如“乐事黄瓜味薯片”，需要挖

掘它对应的品牌、品类、口味、包装规格、标签、产地以及用户评论特色等属性，才

能在商品搜索、推荐等场景中精准触达用户。商品属性挖掘的源数据主要包含商品标

题、商品图片和半结构化数据三个维度。

图 9　商品图谱属性建设

商品标题包含了对于商品最重要的信息维度，同时，商品标题解析模型可以应用在查

询理解中，对用户快速深入理解拆分，为下游的召回排序也能提供高阶特征。因此，

这里我们着重介绍一下利用商品标题进行属性抽取的方法。

商品标题解析整体可以建模成文本序列标注的任务。例如，对于商品标题“乐事黄瓜

薯片”，目标是理解标题文本序列中各个成分，如乐事对应品牌，黄瓜对应口味，薯

片是品类，因此我们使用命名实体识别（NER）模型进行商品标题解析。然而商品标

题解析存在着三大挑战：（1）上下文信息少；（2）依赖常识知识；（3）标注数据通常有

较多的噪音。为了解决前两个挑战，我们首先尝试在模型中引入了图谱信息，主要包

含以下三个维度：

	● 节点信息：将图谱实体作为词典，以 Soft-Lexicon 方式接入，以此来缓解

NER的边界切分错误问题。
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	● 关联信息：商品标题解析依赖常识知识，例如在缺乏常识的情况下，仅从标题

“乐事黄瓜薯片”中，我们无法确认“黄瓜”是商品品类还是口味属性。因此，

我们引入知识图谱的关联数据缓解了常识知识缺失的问题：在知识图谱中，乐

事和薯片之间存在着“品牌 -售卖 -品类”的关联关系，但是乐事跟黄瓜之间

则没有直接的关系，因此可以利用图结构来缓解NER模型常识知识缺少的问

题。具体来说，我们利用Graph	Embedding 的技术对图谱进行的嵌入表征，

利用图谱的图结构信息对图谱中的单字，词进行表示，然后将包含了图谱结构

信息的嵌入表示和文本语义的表征进行拼接融合，再接入到NER模型之中，

使得模型能够既考虑到语义，也考虑到常识知识的信息。

	● 节点类型信息：同一个词可以代表不同的属性，比如“黄瓜”既可以作为品类

又可以作为属性。因此，对图谱进行Graph	Embedding 建模的时候，我们

根据不同的类型对实体节点进行拆分。在将图谱节点表征接入NER模型中时，

再利用注意力机制根据上下文来选择更符合语义的实体类型对应的表征	，缓解

不同类型下词语含义不同的问题，实现不同类型实体的融合。

图 10　商品图谱标题解析

接下来我们探讨如何缓解标注噪音的问题。在标注过程中，少标漏标或错标的问

题无法避免，尤其像在商品标题NER这种标注比较复杂的问题上，尤为显著。对

于标注数据中的噪音问题，采用以下方式对噪音标注优化：不再采取原先非 0即
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1 的 Hard 的训练方式，而是采用基于置信度数据的 Soft 训练方式，然后再通过

Bootstrapping 的方式迭代交叉验证，然后根据当前的训练集的置信度进行调整。我

们通过实验验证，使用Soft 训练 +Bootstrapping 多轮迭代的方式，在噪声比例比较

大的数据集上，模型效果得到了明显提升。具体的方法可参见我们在NLPCC	2020

比赛中的论文《Iterative	Strategy	for	Named	Entity	Recognition	with	Imperfect	

Annotations》。

图 11　基于噪音标注的 NER 优化

效率提升

知识图谱的构建往往是针对于各个领域维度的数据单独制定的挖掘方式。这种挖掘方

式重人工，比较低效，针对每个不同的领域、每个不同的数据维度，我们都需要定制

化的去建设任务相关的特征及标注数据。在商品场景下，挖掘的维度众多，因此效率

方面的提高也是至关重要的。我们首先将知识挖掘任务建模为三类分类任务，包括节

点建模、关系建模以及节点关联。在整个模型的训练过程中，最需要进行效率优化的

其实就是上述提到的两个步骤：（1）针对任务的特征提取；（2）针对任务的数据标注。
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图 12　知识挖掘任务建模

针对特征提取部分，我们摒弃了针对不同挖掘任务做定制化特征挖掘的方式，而是尝

试将特征和任务解耦，构建跨任务通用的图谱挖掘特征体系，利用海量的特征库来对

目标的节点 / 关系 / 关联进行表征，并利用监督训练数据来进行特征的组合和选择。

具体的，我们构建的图谱特征体系主要由四个类型的特征组构成：1. 规则模板型特征

主要是利用人工先验知识，融合规则模型能力。2. 统计分布型特征，可以充分利用各

类语料，基于不同语料不同层级维度进行统计。3. 句法分析型特征则是利用NLP领

域的模型能力，引入分词、词性、句法等维度特征。4. 嵌入表示型特征，则是利用高

阶模型能力，引入BERT等语义理解模型的能力。

图 13　知识挖掘特征体系
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针对数据标注部分，我们主要从三个角度来提升效率。1. 通过半监督学习，充分的利

用未标注的数据进行预训练。2. 通过主动学习技术，选择对于模型来说能够提供最多

信息增益的样本进行标注。3. 利用远程监督方法，通过已有的知识构造远监督样本进

行模型训练，尽可能的发挥出已有知识的价值。

人机结合 - 专业图谱建设

当前医药健康行业结构性正在发生变化，消费者更加倾向于使用在线医疗解决方案和

药品配送服务，因此医药业务也逐渐成为了美团的重要业务之一。相比于普通商品知

识图谱的建设，药品领域知识具有以下两个特点：（1）具有极强的专业性，需要有相

关背景知识才能判断相应的属性维度，例如药品的适用症状等。（2）准确度要求极高，

对于强专业性知识不允许出错，否则更容易导致严重后果。因此我们采用将智能模型

和专家知识结合的方式来构建药品知识图谱。

药品图谱中的知识可以分为弱专业知识和强专业知识两类，弱专业知识即一般人能够

较容易获取和理解的知识，例如药品的使用方法、适用人群等；而强专业知识则是需

要具有专业背景的人才能够判断的知识，例如药品的主治疾病、适应症状等。由于这

两类数据对专家的依赖程度不同，因此我们分别采取不同的挖掘链路：

	● 弱专业知识：对于药品图谱的弱专业知识挖掘，我们从说明书、百科知识等数

据源中提取出相应的信息，并结合通过专家知识沉淀出来的规则策略，借助通

用语义模型从中提取相应的知识，并通过专家的批量抽检，完成数据的建设。

	● 强专业知识：对于药品图谱的强专业知识挖掘，为了确保相关知识百分百准确，

我们通过模型提取出药品相关属性维度的候选后，将这些候选知识给到专家进

行全量质检。在这里，我们主要是通过算法的能力，尽可能减少专业药师在基

础数据层面上的精力花费，提高专家从半结构化语料中提取专业知识的效率。

在药品这类专业性强的领域，专业知识的表述和用户习惯往往存在差异。因此我们除

了挖掘强弱专业知识外，还需要填补专业知识和用户之间的差异，才能将药品图谱更

好的与下游应用结合。为此，我们从用户行为日志以及领域日常对话等数据源中，挖
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掘了疾病、症状和功效的别名数据，以及药品通用名的俗称数据，来打通用户习惯和

专业表述之间的通路。

图 14　人机结合的专业知识挖掘

商品图谱的落地应用

自从谷歌将知识图谱应用于搜索引擎，并显著提升了搜索质量与用户体验，知识图谱

在各垂直领域场景都扮演起了重要的角色。在美团商品领域中，我们也将商品图谱有

效的应用在围绕商品业务的搜索、推荐、商家端、用户端等多个下游场景当中，接下

来我们举几个典型的案例进行介绍。

结构化召回

商品图谱的数据，对于商品的理解很有帮助。例如，在商品搜索中，如用户在搜索头

疼腰疼时，通过结构化的知识图谱，才能知道什么药品是有止疼功效的；用户在搜索

可爱多草莓、黄瓜薯片时，需要依赖图谱的常识知识来理解用户真正需求是冰淇淋和

薯片，而不是草莓和黄瓜。
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图 15　基于图谱的结构化召回

排序模型泛化性

图谱的类目信息、品类信息、属性信息，一方面可以作为比较强有力的相关性的判断

方法和干预手段，另一方面可以提供不同粗细粒度的商品聚合能力，作为泛化性特征

提供到排序模型，能有效地提升排序模型的泛化能力，对于用户行为尤为稀疏的商品

领域来说则具有着更高的价值。具体的特征使用方式则包括：1. 通过各颗粒度进行商

品聚合，以 ID化特征接入排序模型。2. 在各颗粒度聚合后进行统计特征的建设。3.	

通过图嵌入表示的方式，将商品的高维向量表示和排序模型结合。

图 16　基于图谱的排序优化
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多模态图谱嵌入

现有的研究工作已经在多个领域中证明了，将知识图谱的数据进行嵌入表示，以高维

向量表示的方式和排序模型结合，可以有效地通过引入外部知识达到缓解排序 / 推荐

场景中数据稀疏以及冷启动问题的效果。然而，传统的图谱嵌入的工作往往忽视了知

识图谱中的多模态信息，例如商品领域中我们有商品的图片、商品的标题、商家的介

绍等非简单的图谱节点型的知识，这些信息的引入也可以进一步提升图谱嵌入对推荐

/ 排序的信息增益。

图 17　基于多模态图谱的推荐 - 背景

现有的图谱嵌入方法在应用到多模态图谱表征的时候会存在一些问题，因为在多模态

场景下，图谱中边的含义不再是单纯的语义推理关系，而是存在多模态的信息补充的

关系，因此我们也针对多模态图谱的特点，提出了MKG	Entity	Encoder 和 MKG	

Attention	Layer 来更好的建模多模态知识图谱，并将其表征有效的接入至推荐 /

排序模型中，具体方法可以参考我们在CIKM	2020 发表了的论文《Multi-Modal	

Knowledge	Graphs	for	Recommender	Systems》。
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图 18　基于图谱的排序优化 - 模型

用户 / 商家端优化

商品图谱在用户端提供显式化的可解释性信息，辅助用户进行决策。具体的呈现形式

包括筛选项、特色标签、榜单、推荐理由等。筛选项的维度受当前查询词对应品类下

用户关注的属性类别决定，例如，当用户搜索查询词为薯片时，用户通常关注的是它

的口味、包装、净含量等，我们将会根据供给数据在这些维度下的枚举值展示筛选

项。商品的特色标签则来源于标题、商品详情页信息与评论数据的提取，以简洁明了

的结构化数据展示商品特色。商品的推荐理由通过评论抽取与文本生成两种渠道获

得，与查询词联动，以用户视角给出商品值得买的原因，而榜单数据则更为客观，以

销量等真实数据，反应商品品质。

在商家端，即商家发布侧，商品图谱则提供了基于商品标题的实时预测能力，帮助商

家进行类目的挂载、属性信息的完善。例如，商家填写标题“德国进口德亚脱脂纯

牛奶 12盒”后，商品图谱提供的在线类目预测服务可将其挂载到“食品饮料 -乳制

品 -纯牛奶”类目，并通过实体识别服务，得到商品的“产地-德国”，“是否进口-

进口”，“品牌-德亚”，“脂肪含量-脱脂”，“规格-12盒”的属性信息，预测完成后，

由商家确认发布，降低商家对商品信息的维护成本，并提升发布商品的信息质量。
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常识性概念图谱建设以及在美团场景中的应用

作者：宗宇　俊杰　慧敏等

一、引言

在自然语言处理中，我们经常思考，怎么样才能做好自然语言的理解工作。对我们人

类来说，理解某一个自然语言的文本信息，通常都是通过当前的信息，关联自己大脑

中存储的关联信息，最终理解信息。例如“他不喜欢吃苹果，但是喜欢吃冰淇淋”，

人在理解的时候关联出大脑中的认知信息：苹果，甜的，口感有点脆；冰淇淋，比苹

果甜，口感软糯、冰凉，夏天能解暑；小孩更喜欢吃甜食和冰淇淋。所以结合这样的

知识，会推理出更喜欢冰淇淋的若干原因。但是现在很多自然语言理解的工作还是聚

焦在信息的层面，现在的理解工作类似于一个贝叶斯概率，从已知的训练文本中寻找

符合条件的最大化文本信息。

在自然语言处理中做到像人一样去理解文本是自然语言处理的终极目标，所以现在越

来越多的研究上，引入了一些额外的知识，帮助机器做好自然语言文本的理解工作。

单纯的文本信息只是外部客观事实的表述，知识则是在文本信息基础之上对外部客观

事实的归纳和总结，所以在自然语言处理中加入辅助的知识信息，让自然语言理解的

更好。

建立知识体系则是一种直接的方式，能够帮助自然语言理解得更准确。知识图谱就是

围绕这个思想提出，期望通过给机器显性的知识，让机器能够像人一样进行推理理

解。所以在 2012 年 Google	正式提出了知识图谱（Knowledge	Graph）的概念，它

的初衷是为了优化搜索引擎返回的结果，增强用户的搜索质量及体验。



算法　<　61

图 1　信息和知识

二、常识性概念图谱介绍

常识性概念图谱就是建立概念与概念之间的关系，帮助自然语言文本的理解。同时我

们的常识性概念图谱侧重美团场景，帮助提升美团场景中的搜索、推荐、Feeds 流等

的效果。

按照理解的需求，主要是三个维度的理解能力：

1. 是什么，概念是什么，建立核心概念是什么的关联体系。例如“维修洗衣机”，

“维修”是什么，“洗衣机”是什么。

2. 什么样，核心概念某一方面的属性，对核心概念某一方面的细化。“带露台的

餐厅”、“亲子游乐园”、“水果千层蛋糕”中“带露台”、“亲子”、“水果千层”

这些都是核心概念某一个方面的属性，所以需要建立核心概念对应属性以及

属性值之间的关联。

3. 给什么，解决搜索概念和承接概念之间的Gap，例如“阅读”、“逛街”、“遛

娃”等没有明确对应的供给概念，所以建立搜索和供给概念之间的关联网络，

解决这一类问题。



62　>　2021年美团技术年货

总结下来，涵盖“是什么”的概念 Taxonomy 体系结构，“什么样”的概念属性关

系，“给什么”的概念承接关系。同时POI（Point	of	Interesting）、SPU（Standard	

Product	Unit）、团单作为美团场景中的实例，需要和图谱中的概念建立连接。

图 2　常识性概念图谱关系

从建设目标出发，拆解整体常识性概念图谱建设工作，拆分为三类节点和四类关系，

具体内容如下。

2.1 图谱三类节点

Taxonomy 节点：在概念图谱中，理解一个概念需要合理的知识体系，预定义好的

Taxonomy 知识体系作为理解的基础，在预定义的体系中分为两类节点：第一类在

美团场景中可以作为核心品类出现的，例如，食材、项目、场所；另一类是作为对核

心品类限定方式出现的，例如，颜色、方式、风格。这两类的节点的定义都能帮助搜

索、推荐等的理解。目前预定义的Taxonomy 节点如下图所示：



算法　<　63

图 3　图谱 Taxonomy 预定义体系

原子概念节点：组成图谱最小语义单元节点，有独立语义的最小粒度词语，例如网

红、狗咖、脸部、补水等。定义的原子概念，全部需要挂靠到定义的 Taxonomy 节

点之上。

复合概念节点：由原子概念以及对应属性组合而成的概念节点，例如脸部补水、面部

补水等。复合概念需要和其对应的核心词概念建立上下位关系。

2.2 图谱四类关系

同义 / 上下位关系：语义上的同义 / 上下位关系，例如脸部补水 -syn- 面部补水等。

定义的Taxonomy 体系也是一种上下位的关系，所以归并到同义 / 上下位关系里。
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图 4　上下位、同义关系示例

概念属性关系：是典型的CPV（Concept-Property-Value）关系，从各个属性维度

来描述和定义概念，例如火锅 -口味 -不辣，火锅 -规格 -单人等，示例如下：

图 5　概念属性关系示例

概念属性关系包含两类。
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预定义概念属性：目前我们预定义典型的概念属性如下：

图 6　预定义属性

开放型概念属性：除了我们自己定义的公共的概念属性外，我们还从文本中挖掘一些

特定的属性词，补充一些特定的属性词。例如，姿势、主题、舒适度、口碑等。

概念承接关系：这类关系主要建立用户搜索概念和美团承接概念之间的链接，例如踏

春 -场所 -植物园，减压 -项目 -拳击等。

概念承接关系以「事件」为核心，定义了「场所」、「物品」、「人群」、「时间」、「功

效」等能够满足用户需求的一类供给概念。以事件“美白”为例，“美白”作为用户

的需求，可以有不同的供给概念能够满足，例如美容院、水光针等。目前，定义的几
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类承接关系如下图所示：

图 7　概念承接关系类型

POI/SPU- 概念关系：POI 作为美团场景中的实例，实例 -概念的关系作为知识图

谱中最后的一站，常常是比较能发挥知识图谱在业务上价值的地方。在搜索、推荐等

业务场景，最终的目的是能够展示出符合用户需求的POI，所以建立POI/SPU- 概

念的关系是整个美团场景常识性概念图谱重要的一环，也是比较有价值的数据。

三、常识性概念图谱构建

图谱构建整体框架如下图所示：
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图 8　概念图谱建设整体工作

3.1 概念挖掘

常识性概念图谱的各种关系都是围绕概念构建，这些概念的挖掘是常识性概念图谱建

设的第一环。按照原子概念和复合概念两种类型，分别采取相应的方法进行挖掘。

3.1.1 原子概念挖掘

原子概念候选来自于Query、UGC（User	Generated	Content）、团单等文本分词

后的最小片段，原子概念的判断标准是需要满足流行性、有意义、完整性三个特性的

要求。

1. 流行性，一个概念应是某个或某些语料内流行度较高的词，该特性主要通过频

率类特征度量，如“桌本杀”这个词搜索量很低且UGC语料中频率也很低，

不满足流行性要求。

2. 有意义，一个概念应是一个有意义的词，该特性主要通过语义特征度量，如

“阿猫”、“阿狗”通常只表一个单纯的名称而无其他实际含义。

3. 完整性，一个概念应是一个完整的词，该特性主要通过独立检索占比（该词作

为Query 的搜索量 / 包含该词的Query 的总搜索量）衡量，如“儿童设”是

一个错误的分词候选，在UGC中频率较高，但独立检索占比低。

基于原子概念以上的特性，结合人工标注以及规则自动构造的训练数据训练 XG-

Boost 分类模型对原子概念是否合理进行判断。
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3.1.2 复合概念挖掘

复合概念候选来自于原子概念的组合，由于涉及组合，复合概念的判断比原子概念判

断更为复杂。复合概念要求在保证完整语义的同时，在美团站内也要有一定的认知。

根据问题的类型，采用Wide&Deep 的模型结构，Deep 侧负责语义的判断，Wide

侧引入站内的信息。

图 9　复合概念挖掘的 Wide&Deep 模型

该模型结构有以下两个特点，对复合概念的合理性进行更准确的判断：

1. Wide&Deep 模型结构：将离散特征与深度模型结合起来判断复合概念是否

合理。

2. Graph Embedding 特征：引入词组搭配间的关联信息，如“食品”可以与

“人群”、“烹饪方式”、“品质”等进行搭配。

3.2 概念上下位关系挖掘

在获取概念之后，还需要理解一个概念“是什么”，一方面通过人工定义的 Taxon-

omy 知识体系中的上下位关系进行理解，另一方面通过概念间的上下位关系进行

理解。

3.2.1 概念 -Taxonomy 间上下位关系

概念 -Taxonomy 间上下位关系是通过人工定义的知识体系理解一个概念是什么，由
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于 Taxonomy 类型是人工定义好的类型，可以把这个问题转化成一个分类问题。同

时，一个概念在 Taxonomy 体系中可能会有多个类型，如“青柠鱼”既是一种“动

物”，也属于“食材”的范畴，所以这里最终把这个问题作为一个Entity	Typing 的任

务来处理，将概念及其对应上下文作为模型输入，并将不同 Taxonomy 类别放在同

一空间中进行判断，具体的模型结构如下图所示：

图 10　BERT Taxonomy 关系模型

3.2.2 概念 - 概念间上下位关系

知识体系通过人工定义的类型来理解一个概念是什么，但人工定义的类型始终是有限

的，如果上位词不在人工定义的类型中，这样的上下位关系则没办法理解。如可以通

过概念 -Taxonomy关系理解“西洋乐器”、“乐器”、“二胡”都是一种“物品”，但没

办法获取到“西洋乐器”和“乐器”、“二胡”和“乐器”之间的上下位关系。基于以

上的问题，对于概念 -概念间存在的上下位关系，目前采取如下两种方法进行挖掘：

基于词法规则的方法：主要解决原子概念和复合概念间的上下位关系，利用候选关系

对在词法上的包含关系（如西洋乐器 -乐器）挖掘上下位关系。

基于上下文判断的方法：词法规则可以解决在词法上存在包含关系的上下位关系对的

判断。对于不存在词法上的包含关系的上下位关系对，如“二胡 -乐器”，首先需要

进行上下位关系发现，抽取出“二胡 -乐器”这样的关系候选，再进行上下位关系判
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断，判断“二胡 -乐器”是一个合理的上下位关系对。考虑到人在解释一个对象时会

对这个对象的类型进行相关介绍，如在对“二胡”这个概念进行解释时会提到“二胡

是一种传统乐器”，从这样的解释性文本中，既可以将“二胡 -乐器”这样的关系候

选对抽取出来，也能同时实现这个关系候选对是否合理的判断。这里在上下位关系挖

掘上分为候选关系描述抽取以及上下位关系分类两部分：

1. 候选关系描述抽取：两个概念从属于相同的Taxonomy类型是一个候选概念对

是上下位关系对的必要条件，如“二胡”和“乐器”都属于Taxonomy体系中

定义的“物品”，根据概念-Taxonomy上下位关系的结果，对于待挖掘上下位

关系的概念，找到跟它Taxonomy类型一致的候选概念组成候选关系对，然后

在文本中根据候选关系对的共现筛选出用作上下位关系分类的候选关系描述句。

2. 上下位关系分类：在获取到候选关系描述句后，需要结合上下文对上下位关系

是否合理进行判断，这里将两个概念在文中的起始位置和终止位置用特殊标

记标记出来，并以两个概念在文中起始位置标记处的向量拼接起来作为两者

关系的表示，根据这个表示对上下位关系进行分类，向量表示使用BERT输

出的结果，详细的模型结构如下图所示：

图 11　BERT 上下位关系模型

在训练数据构造上，由于上下位关系表述的句子非常稀疏，大量共现的句子并没有明

确的表示出候选关系对是否具有上下位关系，利用已有上下位关系采取远程监督方式
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进行训练数据构建不可行，所以直接使用人工标注的训练集对模型进行训练。由于人

工标注的数量比较有限，量级在千级别，这里结合Google 的半监督学习算法UDA

（Unsupervised	Data	Augmentation）对模型效果进行提升，最终 Precision 可以

达到 90%+，详细指标见表 1：

表 1　使用 UDA 在不同训练数据量下的提升效果

3.3 概念属性关系挖掘

概念含有的属性可以按照属性是否通用划分为公共属性和开放属性。公共属性是由人

工定义的、大多数概念都含有的属性，例如价位、风格、品质等。开放属性指某些

特定的概念才含有的属性，例如，“植发”、“美睫”和“剧本杀”分别含有开放属性

“密度”、“翘度”和“逻辑”。开放属性的数量远远多于公共属性。针对这两种属性关

系，我们分别采用以下两种方式进行挖掘。

3.3.1 基于复合概念挖掘公共属性关系

由于公共属性的通用性，公共属性关系（CPV）中的 Value 通常和Concept 以复合

概念的形式组合出现，例如，平价商场、日式料理、红色电影高清。我们将关系挖掘

任务转化为依存分析和细粒度NER任务（可参考《美团搜索中NER技术的探索与

实践》一文），依存分析识别出复合概念中的核心实体和修饰成分，细粒度NER判断

出具体属性值。例如，给定复合概念「红色电影高清」，依存分析识别出「电影」这

个核心概念，「红色」、「高清」是「电影」的属性，细粒度NER预测出属性值分别为

「风格（Style）」、「品质评价（高清）」。

依存分析和细粒度NER有可以互相利用的信息，例如“毕业公仔”，「时间（Time）」

和「产品（Product））」的实体类型，与「公仔」是核心词的依存信息，可以相互

促进训练，因此将两个任务联合学习。但是由于两个任务之间的关联程度并不明
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确，存在较大噪声，使用 Meta-LSTM，将 Feature-Level 的联合学习优化为

Function-Level 的联合学习，将硬共享变为动态共享，降低两个任务之间噪声影响。

模型的整体架构如下所示：

图 12　依存分析 - 细粒度 NER 联合学习模型

目前，概念修饰关系整体准确率在 85%左右。

3.3.2 基于开放属性词挖掘特定属性关系

开放属性词和属性值的挖掘

开放属性关系需要挖掘不同概念特有的属性和属性值，它的难点在于开放属性和开放

属性值的识别。通过观察数据发现，一些通用的属性值（例如：好、坏、高、低、多、

少），通常和属性搭配出现（例如：环境好、温度高、人流量大）。所以我们采取一种基

于模板的Bootstrapping方法自动从用户评论中挖掘属性和属性值，挖掘流程如下：
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图 13　开放属性挖掘流程

在挖掘了开放属性词和属性值之后，开放属性关系的挖掘拆分为「概念 -属性」二元

组的挖掘和「概念 -属性 -属性值」三元组的挖掘。

概念 - 属性的挖掘

「概念 -属性」二元组的挖掘，即判断概念Concept 是否含有属性Property。挖掘

步骤如下：

	● 根据概念和属性在UGC中的共现特征，利用 TFIDF 变种算法挖掘概念对应

的典型属性作为候选。

	● 将候选概念属性构造为简单的自然表述句，利用通顺度语言模型判断句子的通

顺度，保留通顺度高的概念属性。

概念 - 属性 - 属性值的挖掘

在得到「概念 -属性」二元组后，挖掘对应属性值的步骤如下：

	● 种子挖掘。基于共现特征和语言模型从UGC中挖掘种子三元组。

	● 模板挖掘。利用种子三元组从UGC中构建合适的模板（例如，“水温是否合

适，是选择游泳馆的重要标准。”）。

	● 关系生成。利用种子三元组填充模板，训练掩码语言模型用于关系生成。
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图 14　概念属性关系生成模型

目前，开放领域的概念属性关系准确率在 80%左右。

3.4 概念承接关系挖掘

概念承接关系是建立用户搜索概念和美团承接概念之间的关联。例如，当用户搜索

“踏青”时，真正的意图是希望寻找“适合踏青的地方”，因此平台通过“郊野公园”、

“植物园”等概念进行承接。关系的挖掘需要从 0到 1进行，所以整个概念承接关系

挖掘根据不同阶段的挖掘重点设计了不同的挖掘算法，可以分为三个阶段：①初期的

种子挖掘；②中期的深度判别模型挖掘；③后期的关系补全。详细介绍如下。

3.4.1 基于共现特征挖掘种子数据

为了解决关系抽取任务中的冷启动问题，业界通常采用 Bootstrapping 的方法，通

过人工设定的少量种子和模板，自动从语料中扩充数据。然而，Bootstrapping 方法

不仅受限于模板的质量，而且应用于美团的场景中有着天然缺陷。美团语料的主要来

源是用户评论，而用户评论的表述十分口语化及多样化，很难设计通用而且有效的模

板。因此，我们抛弃基于模板的方法，而是根据实体间的共现特征以及类目特征，构

建了一个三元对比学习网络，自动从非结构化的文本中挖掘实体关系之间潜在的相关

性信息。

具体来说，我们观察到不同商户类目下用户评论中实体的分布差异较大。例如，美食

类目下的UGC经常涉及到“聚餐”、“点菜”、“餐厅”；健身类目下的UGC经常涉
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及到“减肥”、“私教”、“健身房”；而“装修”、“大厅”等通用实体在各个类目下都

会出现。因此，我们构建了三元对比学习网络，使得同类目下的用户评论表示靠近，

不同类目的用户评论表示远离。与Word2Vec 等预训练词向量系统类似，通过该对

比学习策略得到的词向量层天然蕴含丰富的关系信息。在预测时，对于任意的用户搜

索概念，可以通过计算其与所有承接概念之间的语义相似度，辅以搜索业务上的统计

特征，得到一批高质量的种子数据。

图 15　概念承接关系挖掘的 Triplet Network

3.4.2 基于种子数据训练深度模型

预训练语言模型近两年来在NLP领域取得了很大的进展，基于大型的预训练模型微

调下游任务，是NLP领域非常流行的做法。因此，在关系挖掘中期，我们采用基于

BERT的关系判别模型（参考《美团BERT的探索和实践》一文），利用BERT预训

练时学到的大量语言本身的知识来帮助关系抽取任务。

模型结构如下图所示。首先，根据实体间的共现特征得到候选实体对，召回包含候选

实体对的用户评论；然后，沿用MTB论文中的实体标记方法，在两个实体的开始位

置和结束位置分别插入特殊的标志符号，经过BERT建模之后，将两个实体开始位
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置的特殊符号拼接起来作为关系表示；最后，将关系表示输入Softmax 层判断实体

间是否含有关系。

图 16　概念承接关系判别模型

3.4.3 基于已有的图谱结构进行关系补全

通过上述两个阶段，已经从非结构化的文本信息中构建出了一个初具规模的概念承

接关系的图谱。但是由于语义模型的局限性，当前图谱中存在大量的三元组缺失。

为了进一步丰富概念图谱，补全缺失的关系信息，我们应用知识图谱链接预测中的

TransE 算法以及图神经网络等技术，对已有的概念图谱进行补全。

为了充分利用已知图谱的结构信息，我们采用基于关系的图注意力神经网络（RGAT，

Relational	Graph	Attention	Network）来建模图结构信息。RGAT利用关系注意力

机制，克服了传统GCN、GAT无法建模边类型的缺陷，更适用于建模概念图谱此类

异构网络。在利用RGAT得到实体稠密嵌入之后，我们使用 TransE 作为损失函数。

TransE 将三元组（h,r,t）中的 r 视为从 h到 t 的翻译向量，并约定 h+r ≈ t。该方法

被广泛适用于知识图谱补全任务当中，显示出极强的鲁棒性和可拓展性。

具体细节如下图所示，RGAT中每层结点的特征由邻居结点特征的均值以及邻边特征

的均值加权拼接而成，通过关系注意力机制，不同的结点和边具有不同的权重系数。

在得到最后一层的结点和边特征后，我们利用 TransE 作为训练目标，对训练集中的

每对三元组（h,r,t），最小化 ||h+r=t||。在预测时，对于每个头实体和每种关系，图谱

所有结点作为候选尾实体与其计算距离，得到最终的尾实体。
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图 17　概念承接关系补足图示

目前概念承接关系整体准确率 90%左右。

3.5 POI/SPU- 概念关系建设

建立图谱概念和美团实例之间的关联，会利用到POI/SPU名称、类目、用户评论等

多个维度的信息。建立关联的难点在于如何从多样化的信息中获取与图谱概念相关的

信息。因此，我们通过同义词召回实例下所有与概念语义相关的子句，然后利用判别

模型判断概念与子句的关联程度。具体流程如下：

	● 同义词聚类。对于待打标的概念，根据图谱同义词数据，获取概念的多种表述。

	● 候选子句生成。根据同义词聚类的结果，从商户名称、团单名称、用户评论等

多个来源中召回候选子句。

	● 判别模型。利用概念 -文本关联判别模型（如下图所示）判断概念和子句是否

匹配。

图 18　概念打标判别模型

	● 打标结果。调整阈值，得到最终的判别结果。
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四、应用实践

4.1 到综品类词图谱建设

美团到综业务涵盖知识领域较广，包含亲子、教育、医美、休闲娱乐等，同时每个领

域都包含更多小的子领域，所以针对不同的领域建设领域内的知识图谱，能够辅助做

好搜索召回、筛选、推荐等业务。

在常识性概念图谱中除了常识性概念数据，同时也包含美团场景数据，以及基础算法

能力的沉淀，因此可以借助常识性图谱能力，帮助建设到综品类词的图谱数据。

借助常识性图谱，补充欠缺的品类词数据，构建合理的品类词图谱，帮助通过搜索改

写，POI 打标等方式提升搜索召回。目前在教育领域，图谱规模从起初的 1000+ 节

点扩展到 2000+，同时同义词从千级别扩展到 2万 +，取得了不错的效果。

品类词图谱建设流程如下图所示：

图 19　到综品类词图谱建设流程

4.2 点评搜索引导

点评搜索SUG推荐，在引导用户认知的同时帮助减少用户完成搜索的时间，提升搜

索效率。所以在SUG推荐上需要聚焦两个方面的目标：①帮助丰富用户的认知，从

对点评的POI、类目搜索增加自然文本搜索的认知；②精细化用户搜索需求，当用户

在搜索一些比较泛的品类词时，帮助细化用户的搜索需求。

在常识性概念图谱中，建立了很丰富的概念以及对应属性及其属性值的关系，通过一
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个相对比较泛的Query，可以生成对应细化的Query。例如蛋糕，可以通过口味这个

属性，产出草莓蛋糕、芝士蛋糕，通过规格这个属性，产出6寸蛋糕、袖珍蛋糕等等。

搜索引导词Query 产出示例如下图所示：

图 20　推荐 Query 挖掘示例

4.3 到综医美内容打标

在医美内容展示上，用户通常会对某一特定的医美服务内容感兴趣，所以在产品形态

上会提供一些不同的服务标签，帮助用户筛选精确的医美内容，精准触达用户需求。

但是在标签和医美内容进行关联时，关联错误较多，用户筛选后经常看到不符合自己

需求的内容。提升打标的准确率能够帮助用户更聚焦自己的需求。

借助图谱的概念 -POI 打标能力和概念 -UGC的打标关系，提升标签 -内容的准确

率。通过图谱能力打标，在准确率和召回率上均有明显提升。

	● 准确率：通过概念 -内容打标算法，相比于关键词匹配，准确率从 51%提升

到 91%。

	● 召回率：通过概念同义挖掘，召回率从 77%提升到 91%。
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图 21　医美内容打标效果示例

五、总结与展望

我们对常识性概念图谱建设工作以及在美团场景中的使用情况进行了详细的介绍。在

整个常识性概念图谱中，按照业务需要包含三类节点和四类的关系，分别介绍了概念

挖掘算法、不同种类的关系挖掘算法。

目前，我们常识性概念图谱有 200 万 +的概念，300 万 +的概念之间的关系，包含

上下位、同义、属性、承接等关系，POI- 概念的关系不包含在内。目前，整体关系

准确率在 90%左右，并且还在不断优化算法，扩充关系的同时提升准确率。后续我

们的常识性概念图谱还会继续完善，希望能够做到精而全。
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美团外卖美食知识图谱的迭代及应用

作者：杨林　郭同　海超　懋地

0. 写在前面

菜品是外卖交易过程的核心要素，对菜品的理解也是实现外卖供需匹配的重点。本期

推送，我们将通过三篇文章系统地介绍了美团外卖美食知识图谱的构建和应用。第

一篇文章会介绍外卖知识图谱的体系全貌，包括菜品类目、标准菜品、美食基础属

性 ( 食材、口味等 ) 和美食业务主题属性。同时外卖的菜品属于非标品。第二篇，我

们将重点介绍外卖菜品标准化建设思路、技术方案和业务应用。由于外卖的业务特点

是搭配成单，所以在第三篇我们会针对性地介绍外卖套餐搭配技术的迭代以及应用实

践。希望对从事相关工作的同学能够带来一些启发或者帮助。

本文系外卖美食知识图谱系列的第一篇文章，这篇文章系统地介绍了美团外卖美食知

识图谱的标签体系结构，包括菜品类目标签、标准菜品名、美食基础属性（食材、口

味、菜系等）和美食业务主题属性（商家招牌、类目经典等）。在技术层面，举例对标

签体系的具体构建方法进行介绍，例如基于BERT预训练的分类模型。在应用方面，

介绍了美食知识图谱在美团外卖业务的具体应用，包括支撑套餐搭配的菜品表征、提

升搜索和商家推荐等业务的用户体验。

1. 背景

知识图谱，旨在描述真实世界中存在的各种实体和实体之间的关系。在美团外卖业务

中，美食商品是美团向用户提供服务的基础，美食知识图谱的建设，可以帮助我们向

用户提供更加准确、更加丰富、更加个性化的美食服务。另外，美团外卖业务向用户

提供“到家”吃饭的服务，到店餐饮业务则向用户提供“到店”吃饭的服务，而外卖

和到店的商家和菜品有相当程度的重合，菜品数据的对齐，为我们进行线上（外卖场

景）线下（到店场景）数据的对比分析也提供了一个很好的“抓手”。
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本文介绍了外卖美食知识图谱的建设，基于对外卖业务数据（外卖交易数据、商家录

入的商品标签信息、专业描述PGC、用户评论UGC、商品图片等）和站外数据（百

科、菜谱等）的挖掘和分析，形成了针对外卖美食的分类体系（美食类目标签）和标准

化体系（标准菜品名标签），并进一步针对不同类型的美食商品，构建包含口味、食材

等众多美食基础属性体系。同时，依托美团外卖的业务特性，构建美食商品在外卖业

务中涉及的主题属性体系，例如商家招牌、商家主营、类目经典等。目前，外卖美食

知识图谱的标签结构如下图 1所示：

图 1　美食知识图谱标签体系

外卖美食知识图谱包含以下四种维度的标签（以“宫保鸡丁”为例，如下图 2所示）：

	● 类目标签：包括主食、小吃、菜品等类目，并在每个类目下，形成了层级化的三

百多种细分类目。例如“宫保鸡丁”的类目是“菜品”。类目标签是美食商品的

基础分类信息，根据类目的不同，美食商品的基础属性也不同。例如“菜品”类

目存在“荤素”、“菜系”之分，而“酒水饮品”类目则没有这种属性标签。

	● 标准菜品名标签：标准菜品名标签主要为标准商品信息，例如“宫保鸡丁（招

牌必点）”的标准商品是“宫保鸡丁”。因商家输入商品的多样性，标准菜标签

的建设，实现了相同美食的聚合。

	● 基础属性：根据美食商品的类目不同，构建包括美食的食材、菜系、口味、制
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作方法、荤素等基础属性。例如“宫保鸡丁”的菜系是“川菜”，食材有“鸡

胸”和“花生”，荤素标签是“荤”。基础属性的挖掘对我们理解商品起到关键

作用，在商品的筛选、展示、商品表征等业务需求方面，提供基本的数据特征。

	● 主题属性：主题属性主要体现美食的业务主题，包括美食在外卖的交易行为、

美食在商家的定位、美食在用户反馈中的好评度等。例如某商家的“宫保鸡丁

（招牌必点）”是该商家的“招牌菜”。

图 2　外卖美食知识图谱样例

菜品对齐，涉及到菜品数据，来自外卖在线菜品、点评推荐菜品、美团商家套餐等。

2. 需求及挑战

目前，外卖美食知识图谱已经应用于美团外卖的多个场景，例如推荐、搜索、套餐搭

配、运营分析等。业务的深入发展，对美食知识图谱的建设和迭代也提出了更加复杂

的要求，例如：

	● 美食商品越来越多样，相应的美食知识图谱则需要越来越精细和准确。例如美
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食知识图谱的类目标签从零开始，建设了包含一百多种类目的类目标签体系。

但随着业务发展，部分类目存在明显的可细化空间。

	● 图谱标签的挖掘，偏向于静态标签的挖掘，对于相同图谱标签下的美食，缺少

业务相关的主题属性描述。例如同样包含“花生”的“酒鬼花生”，相比“宫

保鸡丁”，更能代表“花生”相关的美食。

	● 外卖美食知识图谱主要描述外卖美食商品，而同一商家的美食商品，也可能会

出现在该店的线下收银等业务中。通过对齐不同业务的美食商品，可以在美食

实体层面，完善美食知识图谱对商家美食的描述，从而指导商品和商家运营。

为满足业务需求，我们对类目标签和基础属性进行了迭代和优化；同时，构建了业务

相关的主题属性。另外，我们将外卖菜品和到餐菜品进行了实体对齐。其中，挖掘主

题属性，即挖掘业务相关的图谱知识，是一个需要综合考虑外卖业务和商品本身属性

的复杂过程。外卖菜品和到餐菜品的对齐，则需要综合考虑菜品多样性表述和菜品主

体归一。

外卖美食知识图谱的迭代难点主要体现在以下几点：

	● 业务相关的主题属性挖掘，并没有现成的体系可以参考，在构建过程中，涉及

大量的分析和体系设计工作。

	● 主题属性的挖掘，最重要的是需要从用户的需求出发，分析用户对商品的需求

点，并将其反映在商品的图谱层面，形成相应的主题属性标签。同时，商家的

商品信息是一个动态变化的过程，例如销量、供给、商品标签等，前后两天的

信息可能就会完全不同。因此业务性主题属性的挖掘，一方面需要建设相对完

善的体系，另一方面也需要适配业务数据的动态变化过程，也就在图谱挖掘和

需求匹配上带来了极大的挑战。

	● 商家录入菜品时，对菜品存在多样性表述，例如同一道菜在分量、口味、食材

等方面存在的差异。菜品对齐时，则需要对这些多样性表述进行平衡，例如是

否忽略分量因素等。但目前并没有现成的对齐标准可以参考。
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3. 外卖美食知识图谱的迭代

因篇幅受限，本文主要对其中菜品类目，不同类目、口味、食材、荤素、做法下的经

典美食，健康餐等图谱标签的挖掘进行介绍。其中，在图谱标签挖掘中涉及到的数据

来源和采用的技术，大致如下表所示：

标签 技术

菜品类目 BERT 分类模型

不同类目、口味、食材、荤素、做法下的经典

美食

数据统计、实体识别、关系识别、产品定义（综合考虑

销量和供给量）

健康餐 分类模型+产品定义（符合一定食材、做法、功效的商品）

3.1 菜品类目

菜品类目标签的挖掘，主要解决美食菜品是什么类别的问题。实现这一目标的挑战有

两方面：首先是类目体系如何建立，其次是如何将商品链接到相应的类目节点。在最

开始的体系构建时，我们从美食商品的特点以及业务的具体需求出发，从零开始建立

起包含一百多种类别的层次化类别体系，部分实例如图 3（左）所示。同时，构建基

于CNN+CRF的分类模型，对美食商品进行类目分类，如图 4（左）所示。

然而，随着业务的发展，已有分类目已经无法支持现有业务的需求。例如：原先的类

目体系，对热菜描述不够详细，譬如没有区分热菜的做法等。为此，我们与外卖的供

给规划部合作，将类目体系扩充到细分的三百多种类目标签，划分更加详细，覆盖也

更加全面，部分实例如图 3（右）所示。

图 3　类目体系的迭代

类目的细分，要求模型更加精确。在进行类目识别时，可用的数据包括菜品名、商
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家店内侧边栏分类名称、商家名等。考虑到可使用的信息大多为文本信息，并且，

商家录入的文本并没有一定的规范，菜品名也多种多样，为提高模型精度，我们将

原先的 CNN+CRF 的分类模型进行了升级，采用模型容量更大的 BERT 预训练

+Fine-Tuning 的模型。模型结构如下图 4（右）所示。

图 4　类目模型迭代

3.2 不同类目、口味、食材、荤素、做法下的经典美食标签

我们在建设主题属性时，首先在基础属性标签维度，综合考虑商品的销量和供给情

况，对菜品进行选优。例如类目下的经典美食等。但在建设过程中，我们发现菜系的

经典美食识别，假如依据销量和供给进行识别，则识别结果倾向于菜系下的“家常

菜”，因此将经典菜系美食进行单独识别。

类目经典美食等指的是销量较高、供给量丰富的类目美食商品，例如主食经典美食、

小吃经典美食。口味、食材、做法经典美食标签等也是相似的定义。

在建设过程中，我们发现，假如直接在商品维度进行识别，因为商品的更新频率相对

较高，对新录入的暂时没有销量或者暂时销量低的美食商品不友好，销量水平需要考

虑在线时间的影响。因此我们使用标准菜品进行类目、口味经典等的识别，并通过标

准菜品，泛化到具体的美食商品上。

其中，“标准菜品”借用其它类电商业务中的“标品”概念，虽然绝大部分菜品的生

产都不是标准化的过程，但是这里我们只关注主要的共性部分，忽略次要的差异部
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分。例如“西红柿鸡蛋”、“番茄炒蛋”都是同一类菜品。从结果上看，目前我们聚合

出来的“标准菜品”达到几十万的量级，并且能够覆盖大部分美食商品。

借助标准菜品，我们将类目、口味、食材、荤素、做法等标签聚合到标准菜品维度，

并将销量、供给量进行标准菜品维度计算，这样就解决了商品在线时间长短的问题。

在具体打标过程中，例如类目经典，我们基于销量和供给，在类目维度对标准菜进行

排序，并选择Top	n%标准菜进行打标，作为类目经典下的商品。例如在“面食”类

目下，“西红柿鸡蛋面”的销量和供给量均在 Top	n%的水平，因此就认为“西红柿

鸡蛋面”是一个面食类经典美食。

3.3 健康餐

这里的健康餐主要指低脂低卡餐，即低卡路里、低脂肪、高纤维、制作简单、原汁原

味、健康营养的食物，一般为蔬菜水果（如罗勒、甘蓝、秋葵、牛油果等），富含优

质蛋白的肉类（如三文鱼、虾、贝类、鸡胸等），谷物（主要以粗粮为主，如燕麦、高

粱、藜麦等）。烹饪方法也坚持“少油，少盐，少糖”的原则，主要做法为蒸、煮、

少煎、凉拌等。

健康餐的识别，主要挑战在于本身的样本较少，但是因为健康餐的特殊性，商家在进

行商品录入时，一般会对其进行描述，例如指出这个美食商品是“健康”的、“低卡”

的、“健身”类型的，因此我们构建了一个分类模型，对健康餐进行识别。可使用的

数据，包括商品名、商家导航栏、商家名称、商家对商品的描述等。而商家类目与商

品的类目处于迭代状态，因此并没有对这部分信息进行使用。

识别过程如下：

	● 训练数据构建：因健康餐本身的占比相对较少，因此首先总结和健康餐相关的

关键词，使用关键词进行文本匹配，采样概率相对较高的健康餐数据，进行外

包数据标注。此处，我们总结出“沙拉、谷物饭、谷物碗、低油、低卡、无

糖、减脂、减肥、轻食、轻卡”等关键词。

	● 模型构建：同一个商品因其中使用的配料不同，在健康餐识别方面也会不同，
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例如菜名为“招牌沙拉”的商品，假如沙拉中添加了芝士，则有可能商品就不

会被识别成健康餐。为了综合考虑商家录入的商品信息，使用商品名、商家

名、导航栏名称、商家录入的商品描述等。这四种数据为不同尺度的数据源，

商品名等为相对较短的文本，因此在模型构建时，考虑使用类似 Text-CNN[1]

的结构进行字级别的特征提取；商品描述则是相对较长的文本，因此在构建

时，考虑使用类似 Transformer[2] 的结构进行特征提取，使用Multi-head	

Attention 的机制，提取长文本中，“字”层面的特征。具体结构如下：

	○ 采用了两种结构：Multihead-attention（Transformer）和 Text-CNN。实

验发现，采用两种结构联合的方式，比采用单一结构准确率高。

	○ 在建模时，均使用字级别特征处理，避免因为分词造成的误差，同时也避免

未登录词的影响。

	● 数据迭代增强：因为使用关键词进行样本构建，在模型训练时，模型会朝着包

含这些关键词的方向学习，因此存在漏召回的情况。在这里，我们进行了一定

的训练数据增强，例如在评估时，选取可识别出健康餐的商家，对该商家中漏

召回的数据进行训练数据补充；同时，对部分特征明显的关键词，进行补充并

扩充正例。通过对训练样本的多次扩充，最终完成健康餐的高准确率识别。

图 5　健康餐识别模型
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3.4 菜品实体对齐

考虑到同一商家菜品在不同业务线的菜品名可能略有差异，我们设计了一套菜品名匹

配的算法，通过拆解菜品名称的量词、拼音、前后缀、子字符串、顺序等特征，利用

美食类目识别、标准菜品名抽取、同义关系匹配等进行菜品实体对齐。例如：碳烧鸽

=炭烧鸽、重庆辣子鸡 =重庆歌乐山辣子鸡、茄子肉泥盖饭 =茄子肉泥盖浇饭、番茄

炒蛋 =西红柿炒蛋等。目前，形成如下图的菜品归一体系：

图 6　菜品归一体系

4. 应用

这里对外卖美食知识图谱的应用，进行举例说明。主要涉及套餐搭配、美食商品展

示等。

4.1 套餐搭配 - 表征菜品

为满足用户的搭配成单需求，进行套餐搭配技术的探索。套餐搭配技术的关键在于，

对美食商品的认知，而外卖美食知识图谱，则提供了最全面的数据基础。我们基于同

商家内的商品信息和历史成单信息，对商品的搭配关系进行拟合，参考指针网络 [2] 等

结构，构建了基于Multi-Head	Attention[3] 的 Enc-Dec 模型，具体的模型结构如下：

	● Encoder：对商家菜单进行建模，因菜单为无序数据，因此采用Attention 的

方式进行建模。商品的信息主要包括商品名、商品图谱标签、交易统计数据等
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三部分。

	○ 对菜名、商品标签分别进行Self-Attention 计算，得到菜名和商品标签对应

的向量信息，然后与交易统计数据进行Concat，作为商品的初步表示。

	○ 对商品的初步表示进行Self-Attention 计算，以对同商家的商品有所感知。

	● Deocoder：对搭配关系进行学习，基于当前已选择的商品，对下一个可能的

搭配进行预估。

	○ 在搭配输出时，使用Beam-Search 进行多种搭配结果的输出。

	○ 为了保证输出搭配中的商品的多样性，添加Coverage 机制 [2]。

	● 训练之后，将Encoder 部分分离，进行离线调度，可实现每天的向量产出。

具体的模型结构如下图所示：

图 7　套餐搭配模型

基于外卖美食知识图谱构建的套餐搭配模型，在多个入口（“满减神器”、“对话点

餐”、“菜品详情页”等）取得转化的提升。

4.2 交互式推荐

通过分析外卖用户的需求，发现用户存在跨店相似商品对比的需求，为打破商家界限

的选购流程特点，提供便捷的跨店对比决策方式。交互式推荐，通过新的交互模式，
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打造推荐产品的突破点。在用户的交互过程中，根据用户的历史偏好、实时的点击行

为，向用户推荐可能喜欢的美食商品。如下图 8（左）所示，在向用户进行同类美食

的推荐时，美食知识图谱中的标准菜品标签提供了主要的数据支撑。

4.3 搜索

搜索作为外卖核心流量入口，承载了用户明确的外卖需求。用户通过输入关键词，进

行菜品检索。在实际使用中，从搜索的关键词类型看，可能是某个具体的菜品，也可

能是某种食材、某种菜系。在美食知识图谱中，图谱标签的高准确率和高覆盖，有助

于提升搜索入口的用户体验，最新的实验也表明了这一点（新增部分食材、菜系、功

效等标签，在搜索的线上实验效果正向）。

图 8　交互式推荐和搜索

5. 未来规划

5.1 场景化标签的挖掘

美食与我们的生活息息相关，美团外卖每天为千万用户提供美食方面的服务。然而，

用户的需求是多种多样的，在不同的环境、不同的场景下，对美食的需求也不尽相

同。目前美食知识图谱挖掘，在场景相关的标签较为缺失，例如某些节气、节日等图

谱知识；特定天气情况下的图谱知识；特定人群（增肌人群、减肥人群）等的图谱知
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识。接下来我们会在场景化标签的挖掘方面进行探索。

在挖掘方法方面，目前的挖掘数据主要为文本信息。在商品图片、描述、结构化标签

等信息的融合方面，挖掘不够深入，模型的效果也有待提升。因此在多模态识别模型

方面，我们也会进行相应的探索。

5.2 基于图谱的推荐技术研究

美团外卖在理解美食的基础上，向用户进行美食推荐，以更好地满足用户对美食的需

求。外卖美食知识图谱和外卖业务数据，作为实现这一点的数据基础，包含上亿的节

点信息和十几亿的关系数据。通过对用户的商品搜索、点击、购买等行为进行建模分

析，可以更加贴合用户的需求，向用户进行商品推荐，例如，将美食知识图谱和外卖

行为数据融合，以用户为起点，进行随机游走，向用户推荐相关的美食。在接下来的

图谱应用方面的探索中，我们也会更加深入的探索基于美食知识图谱和用户行为的推

荐技术。
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美团知识图谱问答技术实践与探索

作者：如寐　梁迪　思睿　鸿志　明洋　武威

1. 背景与挑战

问答系统（Question	Answering	System,	QA）是人工智能和自然语言处理领域中

一个倍受关注并具有广泛发展前景的方向，它是信息检索系统的一种高级形式，可以

用准确、简洁的自然语言回答用户用自然语言提出的问题。这项研究兴起的主要原因

是人们对快速、准确地获取信息的需求，因此被广泛应用于工业界的各种业务场景

中。美团在平台服务的售前、售中、售后全链路的多个场景中，用户都有大量的问题

需要咨询商家。因此我们基于问答系统，以自动智能回复或推荐回复的方式，来帮助

商家提升回答用户问题的效率，更快地解决用户的问题。

针对不同问题，美团的智能问答系统包含多路解决方案：

	● PairQA：采用信息检索技术，从社区已有回答的问题中返回与当前问题最接

近的问题答案。

	● DocQA：基于阅读理解技术，从商家非结构化信息、用户评论中抽取出答案

片段。

	● KBQA（Knowledge-based Question Answering）：基于知识图谱问答

技术，从商家、商品的结构化信息中对答案进行推理。

本文主要分享在KBQA技术落地中的实践与探索。

在用户的问题中，包括着大量关于商品、商家、景区、酒店等相关基础信息及政策等

信息咨询，基于KBQA技术能有效地利用商品、商家详情页中的信息，来解决此类

信息咨询问题。用户输入问题后，KBQA系统基于机器学习算法对用户查询的问题进

行解析、理解，并对知识库中的结构化信息进行查询、推理，最终将查询到的精确答

案返回给用户。相比于PairQA和 DocQA，KBQA的答案来源大多是商家数据，可
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信度更高。同时，它可以进行多跳查询、约束过滤，更好地处理线上的复杂问题。

实际落地应用时，KBQA系统面临着多方面的挑战，例如：

	● 繁多的业务场景：美团平台业务场景众多，包涵了酒店、旅游、美食以及十多

类生活服务业务，而不同场景中的用户意图都存在着差别，比如“早餐大概多

少钱”，对于美食类商家需要回答人均价格，而对于酒店类商家则需要回答酒

店内餐厅的价格明细。

	● 带约束问题：用户的问题中通常带有众多条件，例如“故宫学生有优惠吗”，需

要我们对故宫所关联的优惠政策进行筛选，而不是把所有的优惠政策都回答给

用户。

	● 多跳问题：用户的问题涉及到知识图谱中多个节点组成的路径，例如“XX酒

店的游泳池几点开”，需要我们在图谱中先后找到酒店、游泳池、营业时间。

下面将详细讲述我们是如何设计高准确、低延时的KBQA系统，处理场景、上下文

语境等信息，准确理解用户、捕捉用户意图，从而应对上述的挑战。

2. 解决方案

KBQA系统的输入为用户Query，输出为答案。总体架构如下图 1所示。最上层为

应用层，包括对话以及搜索等多个入口。在获取到用户Query 后，KBQA线上服务

通过Query 理解和召回排序模块进行结果计算，最终返回答案文本。除了在线服务

之外，知识图谱的构建、存储也十分重要。用户不仅会关心商户的基本信息，也会询

问观点类、设施信息类问题，比如景点好不好玩、酒店停车是否方便等。针对上述无

官方供给的问题，我们构建了一套信息与观点抽取的流程，可以从商家非结构化介绍

以及UGC评论中抽取出有价值的信息，从而提升用户咨询的满意度，我们将在下文

进行详细介绍。
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图 1　KBQA 系统架构图

对于KBQA模型，目前的主流解决方案有两种，如下图 2所示：

图 2　KBQA 解决方案分类

	● 基于语义解析（Semantic Parsing-based）：对问句进行深度句法解析，并
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将解析结果组合成可执行的逻辑表达式（如SparQL），直接从图数据库中查询

答案。

	● 基于信息抽取（Information Retrieval）：先解析出问句的主实体，再从KG

中查询出主实体关联的多个三元组，组成子图路径（也称多跳子图），之后分别

对问句和子图路径编码、排序，返回分数最高的路径作为答案。

基于语义解析的方法可解释性更强，但这种方法需要标注大量的自然语言逻辑表达

式，而信息抽取式的方法更偏向端到端的方案，在复杂问题、少样本情况下表现更

好，但若子图过大，会显著降低计算的速度。

因此，考虑到两者的优势，我们采用将两者结合的方案。如下图 3所示，整体的流程

分为四大步骤，以“故宫周末有学生票吗”为例：

图 3　美团 KBQA 解决方案

	● Query 理解：输入原始Query，输出Query 理解结果。其中会对对Query

进行句法分析，识别出用户查询的主实体是“故宫”	、业务领域为“旅游”、问

题类型为一跳（One-hop）。

	● 关系识别：输入Query、领域、句法解析结果、候选关系，输出每个候选的分



算法　<　99

数。在这个模块中，我们借助依存分析强化Query 的问题主干，召回旅游领

域的相关关系，进行匹配排序，识别出Query 中的关系为“门票”。

	● 子图召回：输入前两个模块中解析的主实体和关系，输出图谱中的子图（多个

三元组）。对于上述例子，会召回旅游业务数据下主实体为“故宫”、关系为

“门票”的所有子图。

	● 答案排序：输入Query 和子图候选，输出子图候选的分数，如果Top1 满足一

定阈值，则输出作为答案。基于句法分析结果，识别出约束条件为“学生票”，

基于此条件最终对Query-Answer 对进行排序，输出满足的答案。

下面将介绍我们对于重点模块的建设和探索。

2.1 Query 理解

Query 理解是 KBQA的第一个核心模块，负责对句子的各个成分进行细粒度语义理

解，其中两个最重要的模块是：

	● 实体识别和实体链接，输出问句中有意义的业务相关实体和类型，如商家名

称、项目、设施、人群、时间等。

	● 依存分析：以分词和词性识别结果为输入，识别问句的主实体、被提问信息、

约束等。

实体识别是句法分析的重要步骤，我们先基于序列标注模型识别实体，再链接到数据

库中的节点。对于该模块我们主要做了以下优化：

	● 为了提升OOV（Out-of-Vocabulary）词的识别能力，我们对实体识别的序

列标注模型进行了知识注入，利用已知的先验知识辅助新知识的发现。

	● 考虑到实体嵌套的问题，我们的实体识别模块会同时输出粗粒度和细粒度的结

果，保证后续模块对于Query 的充分理解。

	● 在问答的长Query 场景下，利用上下文信息进行实体的链接，得到节点 id。

最终，该模块会输出句子中各个重要成分的类型，如下图 4所示：
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图 4　Query 理解流程及结果

依存分析是句法分析的一种，它的目的是识别句子中词与词的非对称支配关系，在输

出的结果中用有向弧表示，该弧线由从属词（dep）指向支配词（head）。对于KBQA

任务，我们定义了五种关系，如下图 5所示：

图 5　依存类型定义

依存分析主要有两种方案：基于转移的（Transition-based）和基于图的（Graph-

based）。基于转移的依存分析将依存句法树的构建建模为一系列操作，由模型预测每

一步的动作（shift、left_arc、right_arc），不断将未处理的节点入栈并赋予关系，最

终构成句法树。基于图的方法则致力于在图中找出一棵最大生成树，也就是句子整体

依存关系的全局最优解。考虑到基于图的方法是对全局进行搜索，准确率更高，我们

采用较为经典的“Deep	Biaffine	Attention	for	Neural	Dependency	Parsing”模
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型，它的结构如下图 6所示：

图 6　依存分析模型结构

该模型先通过BiLSTM对词与词性的拼接向量进行编码，之后采用对用两个MLP头

分别编码出 h(arc-head) 和 h(arc-dep) 向量，去除冗余信息。最终将各个时刻的

向量拼接起来得到H(arc-head) 和 H(arc-dep)，且在 H(arc-dep) 上拼接了一个

单位向量，加入中间矩阵U(arc) 进行仿射变换，得到 dep 与 head 的点积分数矩阵

S(arc)，找到每个词依存的 head。

有了依存分析的结果，我们可以更好地识别关系、复杂问题，具体的特征使用方法将

在下文进行介绍。

2.2 关系识别

关系识别是 KBQA 中另一个核心模块，目的是识别出用户 Query 所问的关系

（Predicate），从而与主实体（Subject）联合确定唯一子图，得到答案（Object）。

在实践中，考虑到图谱中边关系的数量会不断增加，我们将关系识别建模为文本匹配

任务，输入用户Query、Query 特征和候选关系，输出关系匹配的分数。为了解决

开头提到的多领域问题，我们在输入的特征中加入了领域信息，从而在领域表示中

存储一定的领域相关知识，让模型更好地判断。同时，为了提升复杂Query 的理解，

我们在输入中还融入了句法信息，让模型可以更好地理解带约束、多跳的问题。
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图 7　关系识别模型结构

随着大规模预训练语言模型的出现，BERT等大模型在匹配任务上取得了SOTA的

结果，通常业界通用的方法主要归类为以下两种：

	● 表示型：也称“双塔模型”，它的主要思想是将两段文本转换成一个语义向量，

然后在向量空间计算两向量的相似度，更侧重对语义向量表示层的构建。

	● 交互型：该方法侧重于学习句子中短语之间的对齐，并学习比较他们之间的对

齐关系，最终将对齐整合后的信息聚合到预测层。由于交互型模型可以利用到

文本之前的对齐信息，因而精度更高、效果更好，所以在本项目中我们采用交

互型模型来解决匹配问题。

为了充分利用BERT的语义建模能力，同时考虑实际业务的线上延时要求，我们在

推理加速、数据增强、知识增强方面做了以下三点优化：

	● 层次剪枝：BERT 每层都会学到不同的知识，靠近输入侧会学到较为通用

的句法知识，而靠近输出则会学习更多任务相关的知识，因此我们参考

DistillBERT，采取 Skip 等间隔式层次剪枝，只保留对任务效果最好的 3层，

比单纯保留前三层的剪枝在 F1-score 上提升了 4%，同时，实验发现不同剪

枝方法效果差距可达 7%。

	● 领域任务数据预精调：剪枝后，由于训练数据有限，3层模型的效果有不小的

下降。通过对业务的了解，我们发现美团的“问大家”模块数据与线上数据的

一致性很高，并对数据进行清洗，将问题标题和相关问题作为正例，随机选取

字面相似度 0.5-0.8 之间的句子作为负例，生成了大量弱监督文本对，预精调
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后 3层模型在准确率上提升超过 4%，甚至超过了 12层模型的效果。

	● 知识增强：由于用户的表达方式多种多样，准确识别用户的意图，需要深入语

意并结合语法信息。为了进一步提升效果，同时解决部分Case，我们在输入

中加入了领域与句法信息，将显式的先验知识融入BERT，在注意力机制的作

用下，同时结合句法依存树结构，准确建模词与词之间的依赖关系，我们在业

务数据以及五个大型公开数据集上做验证，对比BERT	Base 模型在准确率上

平均提升 1.5%。

经过上述一系列迭代后，模型的速度、准确率都有了大幅的提升。

2.3 复杂问题理解

在真实场景中，大部分问题可以归为以下四类（绿色为答案节点），如下图 8所示：

图 8　复杂问题分类

问题的跳数根据实体数量决定，单跳问题通常只涉及商户的基本信息，比如问商户的

地址、电话、营业时间、政策等，在知识图谱中都可以通过一组 SPO（三元组）解

答；两跳问题主要是针对商户中某些设施、服务的信息提问，比如酒店的健身房在几

层、早餐几点开始、以及接送机服务的价格等，需要先找到商户 -> 主实体（设施 /

服务 / 商品等）的路径，再找到主实体的基本信息三元组，也就是SPX、XPO两个

三元组。约束问题指主实体或答案节点上的约束条件，一般为时间、人群或是定语。
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下面介绍针对不同类型的复杂问题，我们所进行的一些改进。

2.3.1 带约束问题

通过对线上日志的挖掘，我们将约束分为以下几类，如下图 9所示：

图 9　约束问题分类

对于带约束问题的回答涉及两个关键步骤：约束识别和答案排序。

通过KBQA系统中的依存分析模块，我们可以识别出用户在实体或关系信息上所加

的约束限制，但约束的说法较多，且不同节点的约束类型也不一样，因此我们在构造

数据库查询SQL时先保证召回率，尽量召回实体和关系路径下的所有候选节点，并

在最终排序模块对答案约束进行打分排序。

为了提升效率，我们首先在知识存储层上进行了优化。在复合属性值的存储方面，

Freebase 提出 Compound	Value	Type	(CVT)	类型，如下图 10 所示，来解决这

类复合结构化的数据的存储与查询问题。比如欢乐谷的营业时间，对于不同的场次是

不一样的。这种复合的属性值可以用CVT的形式去承接。
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图 10　CVT 类型示例

但是，CVT 存储方式增加查询复杂度、耗费数据库存储。以图“欢乐谷营业时间

CVT”为例：

	● 该信息以通常成对CVT形式存储，一个CVT涉及 3个三元组存储。

	● 对于“欢乐谷夏季夜场几点开始”这样的问题，在查询的时候，涉及四跳，分

别为，<实体	->	营业时间CVT>,	< 营业时间CVT	->	季节 =夏季 >,	< 营业

时间CVT	->	时段 =夜场 >,< 营业时间CVT	->	时间 >。对业界查询快速的

图数据库比如Nebula 来说，三跳以上的一般查询时间约为几十毫秒，在实际

上线使用中耗时较长。

	● 一旦属性名称、属性值有不同的但是同意的表达方式，还需要多做一步同义词

合并，从而保证查询时能匹配上，没有召回损失。

为了解决上述问题，我们采用Key-Value 的结构化形式承载属性信息。其中Key 为

答案的约束信息，如人群、时间等可以作为该属性值的约束的信息，都可以放在Key

中，Value 即为要查的答案。对于上文的例子，我们将所有可能的约束维度的信息组

成Key，如下图 11所示：
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图 11　约束问题解决方案

之后，为了解决约束值说法过多的问题，在实际查询过程中，在找不到完全匹配的情

况下，我们用属性值的Key 和问题中的约束信息进行匹配计算相关度，相关度最高

的Key，对应的Value 即为答案。因此，Key 的表示方法可以为多种形式：

	● 字符串形式：用文本相似度的方法去计算和约束文本的相关性。

	● 文本 Embedding：如对 Key 的文本形式做 Embedding 形式，与约束信息

做相似计算，在训练数据合理的情况下，效果优于字符串形式。

	● 其他 Embedding 算法：如对虚拟节点做Graph	Embedding，约束文本与

对应的虚拟节点做联合训练等等。

这种形式的存储方式，相当于只存储一个三元组，即 <实体 ->营业时间KV>，查询

过程压缩成了一跳 +文本匹配排序。基于语义模型的文本匹配可以在一定程度上解决

文本表达不同造成的不能完全匹配的问题。对语义模型进行优化后，可以尽量压缩匹

配时间，达到十几毫秒。

进行复杂条件优化后，先通过前置模块识别到实体、关系和约束，组成约束文本，再

与当前召回子图的Key 值候选进行匹配，得到最终的答案。

2.3.2 多跳问题

多跳问题是天然适合KBQA的一类问题，当用户询问商户中的设施、服务、商品等

实体的信息时，我们只需要先在图谱中找到商户，再找到商户下的实体，接着找到下

面的基本信息。如果使用 FAQ问答的解法，就需要为每个复杂问题都设置一个标准
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问，比如“健身房的位置”、“游泳馆的位置”等。而在KBQA中，我们可以很好地

对这类问题进行压缩，不管问什么实体的位置，都问的是“位置”这条边关系，只是

起始实体不同。

在KBQA系统中，我们先依赖依存分析模块对句子成分间的依赖关系进行识别，之

后再通过关系识别模块判断句子所询问的关系跳数以及关系，具体流程如下图 12

所示：

图 12　多跳问题解决方案

借助实体识别的类型，我们可以将句子中的重要成分进行替换，从而压缩候选关系

配置的个数、提升关系识别准确率。在对句子进行了充分理解后，系统会基于主实体、

关系、跳数对子图进行查询，并输入给答案排序模块进行更细粒度的约束识别和打分。

2.4 观点问答

除了上述基本信息类的查询Query 外，用户还会询问观点类的问题，比如“迪士尼

停车方便吗？”、“XX酒店隔音好吗？”等。对于主观观点类问题，可以基于 FAQ或

阅读理解技术，从用户评论中找出对应的评论，但这种方法往往只能给出一条或几条

评论，可能会太过主观，无法汇总群体的观点。因此我们提出了观点问答方案，给出

一个观点的正反支持人数，同时考虑到可解释性，也会给出多数观点的评论证据，在

App中的实际展示如下图 13所示：
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图 13　观点问答截图

为了自动化地批量挖掘用户观点，我们拆解了两步方案：观点发现和Evidence 挖掘，

如下图 14所示。

图 14　观点挖掘步骤
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第一步，先通过观点发现在用户评论中挖掘出多种观点。我们采用基于序列标注的

模型发掘句子中的实体和观点描述，并使用依存分析模型对实体 -观点的关系进行

判断。

第二步，在挖掘到一定数量的观点后，再深入挖掘评论中的证据（Evidence），如下

图 15所示。虽然在第一步观点发现时也能找到部分观点的出处，但还有很多用户评

论的观点是隐式的。比如对于“是否可以带宠物”，用户不一定在评论中直接指明，

而是说“狗子在这里玩的很开心”。这就需要我们对评论语句进行深度语义理解，从

而归纳其中的观点。在方案的落地过程中，最初我们使用了分类模型对观点进行分

类，输入用户评论，用编码器对句子进行理解，之后各个观点的分类头判断观点正向

程度。但随着自动化挖掘的观点增多，为了减少人工标注分类任务的成本，我们将其

转换成了匹配任务，即输入观点标签（Tag）和用户评论，判断评论语句对该观点的

支撑程度。最后，为了优化速度，我们对 12层 Transformer 进行了裁剪，在速度提

升 3倍的情况下效果只降了 0.8%，实现了大批量的观点离线挖掘。

图 15　观点证据挖掘步骤

2.5 端到端方案的探索

在上文中，我们针对多跳、带约束等复杂问题设计了不同的方案，虽然可以在一定程

度上解决问题，但系统的复杂度也随之提高。基于关系识别模块的预训练思路，我们对

通用的、端到端的解决方案进行了更多的探索，并在今年的 EMNLP 发表了《Large-

Scale Relation Learning for Question Answering over Knowledge Bases 

with Pre-trained Language Models》论文。
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对于KBQA，目前学术界有很多研究专注于图学习方法，希望用图学习来更好地表示

子图，但却忽略了图谱节点本身的语义。同时，BERT类的预训练模型是在非结构化

文本上训练的，而没接触过图谱的结构化数据。我们期望通过任务相关的数据来消除

两者的不一致性，从而提出了三种预训练任务，如下图 16所示：

图 16　关系识别预训练任务

	● Relation Extraction：基于大规模关系抽取开源数据集，生成了大量一跳（	

[CLS]s[SEP]h,	r,	t[SEP]	）与两跳（	[CLS]s1	,	s2	[SEP]h1	,	r1	,	t1	(h2	),	r2	,	

t2	[SEP]	）的文本对训练数据，让模型学习自然语言与结构化文本间的关系。

	● Relation Matching：为了让模型更好的捕捉到关系语义，我们基于关系抽

取数据生成了大量文本对，拥有相同关系的文本互为正例，否则为负例。

	● Relation Reasoning：为了让模型具备一定的知识推理能力，我们假设图谱

中的 (h,	r,	 t) 缺失，并利用其他间接关系来推理 (h,	r,	 t) 是否成立，输入格式

为：[CLS]h,	r,	t[SEP]p1	[SEP]	…	pn	[SEP]。

经过上述任务预训练后，BERT模型对于Query 和结构化文本的推理能力显著提升，

并且在非完全KB的情况下有更好的表现，如下图 17所示：
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图 17　模型效果

3. 应用实践

经过一年多的建设，当前KBQA服务已经接入美团的旅游、酒店、到综等多个业务，

辅助商家及时回答用户问题，并提升了用户的满意度和转化率。

3.1 酒店问一问

酒店是用户出行的必备需求之一，但一些中小商家没有开通人工客服入口，无法及时

回答用户信息。为满足用户对详情页内信息的快速查找，智能助理辅助未开通客服功

能的酒店商家进行自动回复，提升用户下单转化率。用户可询问酒店以及房型页的各

类信息，如下图 18所示：
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图 18　酒店问一问产品示例

3.2 门票地推

门票地推致力于帮助旅游商家解决主要的卖票业务，在景区高峰时段，线上购票相比

于排队更加便捷，然而仍有很多用户保持着线下购票的习惯。美团通过提过二维码以

及简单的交互，提升了商户卖票以及用户购票的便捷程度。同时，我们通过在购票页

内置「智能购票助手」，解决用户购票过程中的问题，帮用户更快捷地买到合适的门

票，如下图 19所示：
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图 19　门票地推产品示例

3.3 商家推荐回复

除了出行场景外，用户在浏览其他本地服务商家时也会有很多问题，比如“理发店是

否需要预约？”、“店家最晚几点关门？”，这些都可以通过商家客服进行咨询。但商家

本身的人力有限，难免在高峰时期迎接不暇。为了降低用户的等待时间，我们的问答

服务会为商家提供话术推荐功能，如下图 20 所示。其中KBQA主要负责解答商家、

团购相关的信息类问题。
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图 20　商家推荐回复产品示例

4 总结与展望

KBQA不仅是一个热门的研究方向，更是一个复杂的系统，其中涉及到实体识别、句

法分析、关系识别等众多算法，不仅要关注整体准确率，更要控制延时，对算法和工

程都提出了很大的挑战。经过一年多的技术的探索，我们团队不仅在美团落地多个应

用，并在 2020 年获得了CCKS	KBQA测评的 A榜第一、B榜第二和技术创新奖。
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同时我们开放出了部分美团数据，与北大合作举办了 2021 年的CCKS	KBQA测评。

回到技术本身，虽然目前我们的KBQA已能解决大部分头部问题，但长尾、复杂问

题才是更大的挑战，接下来还有很多前沿技术值得探索，我们希望探索以下方向：

	● 无监督领域迁移：由于KBQA覆盖美团酒店、旅游到综等多个业务场景，其

中到综包含十多个小领域，我们希望提升模型的 Few-Shot、Zero-Shot 能

力，降低标注数据会造成的人力成本。

	● 业务知识增强：关系识别场景下，模型核心词聚焦到不相关的词将对模型带来

严重的干扰，我们将研究如何利用先验知识注入预训练语言模型，指导修正

Attention 过程来提升模型表现。

	● 更多类型的复杂问题：除了上述提到的带约束和多跳问题，用户还会问比较类、

多关系类问题，未来我们会对图谱构建和Query 理解模块进行更多优化，解

决用户的长尾问题。

	● 端到端 KBQA：不管对工业界还是学术界，KBQA都是一个复杂的流程，如

何利用预训练模型以及其本身的知识，简化整体流程、甚至端到端方案，是我

们要持续探索的方向。

也欢迎对KBQA感兴趣的同学加入我们团队，一起探索KBQA的更多可能性！简历

投递地址：wangsirui@meituan.com。

作者简介
如寐、梁迪、思睿、鸿志、明洋、武威，均来自搜索与NLP部 NLP中心知识图谱组。



116　>　2021年美团技术年货

本地生活综合性需求图谱的构建及应用

作者：李翔

一、背景

1.1 业务现状

以“帮大家吃得更好，生活更好”为使命，美团覆盖了外卖、餐饮、酒店、民宿、旅

游、门票、电影 / 演出、休闲 / 玩乐、丽人、医疗、亲子、教育、结婚、生活服务等

数百个行业，满足数以亿计用户的多样化生活服务需求。为了持续增加平台价值，除

了推动用户和商户在数量和质量上的不断提升之外，更高效地匹配用户需求和商户供

给也是重要抓手之一。

为了提升匹配的效率，我们需要更充分、深入地理解用户需求和商户供给，并且尝试

从用户视角出发来组织和管理供给。当前，“行业 -类目 -商户 -商品”是一种较为

常见的供给组织和管理方式，然而随着业务和行业的快速发展，这种组织方式带来的

痛点日渐突显，举例来说：

	● 部分指向性不明确的用户需求，较难得到适合的匹配结果。例如“周末陪宝宝

去哪儿玩？”由于平台的匹配结果不理想，用户往往只能在线下完成类目决策，

决定带宝宝去农家乐烧烤，再到平台上搜索相应的农家乐团购。

	● 部分需求跨多个类目，匹配过程不够流畅。例如“周末和朋友去哪里放松一

下？”用户在线下完成类目决策后，可选类目包括 KTV、酒吧、密室、桌游

等，但各类目的承载页面相互独立，用户需要在承载页面间来回切换。

	● 在部分指向明确的类目中，用户仍然难以找到满足自己需求的供给。例如在医

美类目下，因为缺乏相关知识，用户往往并不了解商户提供的形形色色的服务

项目分别具有什么功效，适合什么部位，应该使用什么材料，无法高效地找到

适合自己的服务供给。
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上述问题的本质原因在于供给的组织方式主要是从行业视角出发，没有充分考虑到用

户视角。在当前以满足用户需求为首要目标的市场环境下，我们需要迭代完善现有的

供给组织方式。

1.2 问题解析

为了解决上述问题，我们尝试从一个外部视角，结合第一性原理去进行剖析。在整个

人类社会中，按照马斯洛需求层次 [1] 的理论，人的需求是可以被归纳及分层的。如果

将人类社会看作一个系统，人类在其中一个称为“市场”的子系统中，通过交易来满

足自己的需求。

人类从需求层次出发，在市场中完成交易，最终需求得以满足，那么在市场中交易

的过程可以被拆解为“起心动念 ->考虑 ->选择评估 ->交易购买 ->履约 / 服务”。

并且，经由前三个阶段，用户的需求逐渐从粗粒度演变为细粒度，从抽象过渡到具

象。下面将结合具体的例子来进行解读：

	● 需求层次：在马斯洛需求层次中有一个情感层次，对应了人类丰富多样的情感

需求，包含亲情、友情、爱情等等。作为一个母亲，与自己的宝宝之间往往存

在一种强烈的母子情，并且希望不断去强化这种情感。

	● 起心动念：为此，母亲往往都会尽力花较多的时间去陪伴宝宝。通过增加陪伴

方式的维度，变为“陪宝宝玩”；通过增加时间、空间等维度，变为“周末陪

宝宝去哪儿玩？”

	● 考虑：对于上述问题，母亲会找出很多种方案，比如户外烧烤、农家采摘、主

题公园等等。当她决定选用户外烧烤这一方案时，便会转化为具体的商品需

求，如购买烤架。

	● 评估选择：母亲于是在可触达的供给范围中进行选择。正如人们常说的货比三

家，选择的依据会各不相同，如价格、质量、口碑等等。

	● 交易购买：当完成选择之后，母亲便会进行交易，以换取商品或服务。

	● 履约服务：即商品到货、完成服务等等。
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市场是人类社会的一个子系统，电商平台则是市场中的一个子系统。同时，电商平台

是一种线上化的子系统，它提供了搜索、推荐等形式的供给检索能力。当前的一个现

状是：用户往往在线下完成了“起心动念”到“考虑”的过程，转化为具体的商品 /

服务需求，随后进入电商平台完成“选择评估”到“履约服务”的后续过程（如下图

1所示）。而电商平台往往聚焦于后三个阶段的能力提升，容易忽略前两个阶段。

图 1

因此，用户较难形成在平台上完成“起心动念”和“考虑”的心智，而大部分电商平

台按“行业 -类目 -商户 -商品”的方式对供给进行组织和管理。最终，用户和电

商平台之间形成了一种相互掣肘的关系。

事实上，相对于“烤架”这种明确的商品需求，用户还有很多抽象的、模糊的、不明

确的需求，依然停留在前两个阶段。例如，周末陪宝宝去哪儿玩？周末和朋友去哪里

放松一下？结婚前怎样才能让自己变得更美？暑假如何培养孩子的动手能力？同时，

这样的需求往往跨越多个类目，或者在同类目下存在多种选择。

电商平台只有打破既有的掣肘关系，向用户提供前两个阶段（起心动念、考虑）的能

力，才能进一步满足用户的需求。用户的决策成本进一步降低，决策过程更加连贯，
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用户体验也能得到相应的提升，同时用户在市场中的交易过程也能够进一步实现线

上化。

以“行业 -类目 -商户 -商品”作为参考，如果电商平台能够识别出用户在前两个

阶段的需求，并且在其和供给之间建立新的关联关系，辅以搜索、推荐等检索能力，

用户便有可能在线上完成前两个阶段。而知识图谱作为一种揭示实体之间关系的语义

网络，用以解决上述问题显得尤为合适。

二、解决方案

2.1 解决思路

延续 1.2 中的例子，这位母亲将“周末陪宝宝去哪儿玩？”的需求转化为具体的“户

外烧烤”需求，延伸至更为具体的“烤架”和“农家乐团购”需求。此时，母亲便会

分别前往各类实物电商平台以及以美团为代表的生活服务电商平台进行“选择评估”。

两种电商平台分别在实物供给池或服务供给池中采用搜索、推荐之类的召排技术定位

到具体的商品 / 服务，并反馈给这位母亲。

对于 1.2 中的所述，技术团队期望达成的目的，目前比较有代表性的参考案例是阿里

巴巴电商认知图谱AliCoCo[2]。它基本构建思路是从用户视角出发，先进行各种类型

的原子词挖掘，再进一步对原子词进行组合和挖掘出相关候选短语，再从中识别出真

实的用户需求，最后关联至相应的供给。它的层次结构如图 2所示：

	● 分类层：构建完备的分类体系，包含了的大千世界的各种分类，既有通用的空

间、时间等类别，也有电商中涉及的颜色、功能以及最为重要的品类等类别。

	● 原子概念层：在分类层诸多类别的基础上进行扩展，包含了各种类别下的原子

概念（例如空间 ->户外、事件 ->烧烤、时间 ->圣诞节、颜色 ->红色、功

能 ->保暖、品类 ->连衣裙）及原子概念之间的关系。

	● 电商概念层：在原子概念层之上，包含了由原子概念组成或直接挖掘的短语粒

度的用户购物需求，即电商概念（例如户外烧烤），从而将用户购物需求显式地

用一个符合自然语言的短语表示。
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	● 商品层：包含了商品与各种原子概念、电商概念之间的关联关系（例如户外烧

烤 ->烤架、黄油、锡纸）。

图 2

基于上述图谱，这位母亲可以直接在天猫上表达“户外烧烤”的需求，而非更具体的

“烤架”；天猫也会将烤架以外其他和户外烧烤相关的重要商品反馈给这位母亲。从对

应关系来看，AliCoCo 的电商概念层对应至“考虑”阶段，商品层对应至“选择评

估”阶段。显然，由于AliCoCo 的存在，天猫能够从“考虑”阶段开始介入用户的

交易过程。

由此推论，我们应该可以将图谱构建得更为完整，以覆盖“起心动念”阶段。在此阶

段，人类的需求，按马斯洛需求层次，通过增加一个或多个维度约束，而被逐渐具象

化。对于这样的维度约束，我们统称为“场景约束”。因此，我们将“考虑”阶段对

应的需求称为“具象需求”；将“起心动念”阶段对应的需求称为“场景需求”。为此，

我们希望构建一个本地生活综合性需求图谱（GENE：lifestyle	GEneral	NEeds	net），

如下图3所示。对于本地生活场景下所涉及的数百个综合性行业，我们认为新的供给

组织方式更能贴近用户需求，也是从用户视角去解决供需匹配的问题。
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图 3

2.2 具体方案

延续 2.1 中的构建思路，我们尝试构建一套多层次的图谱结构，并将“具象需求”和

“场景需求”拆分为独立的层次，既避免了两种类型的需求合在同一层级中而引起混

淆，又能对用户场景化的需求进行更详尽的拆解、更丰富的刻画。本地生活综合性需

求图谱（GENE），主要由六部分构成，包含场景需求层、场景要素层、具象需求层、

需求对象层、行业体系层和供给层，如下图 4所示：

图 4
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在场景需求层，我们用Human-Readable 的短句来表征场景化的用户需求，如“国

庆节陪 3岁宝宝去哪玩”、“结婚前让自己变得更美”、“小学生提升思维能力”等。一

个场景需求的表述中，通常会包含人物、目的、时间、空间、方式等要素，以“国

庆节陪 3岁宝宝去哪玩”为例，“3岁宝宝”是人物，“陪宝宝玩”是目的，“国庆节”

是时间。

在场景要素层，为了更好地表达场景需求，我们将这些短句进行拆解，细化成多个细

粒度的词汇，用这些词汇对场景需求中的人物、目的、时间、空间、方式等要素进行

完整的覆盖和系统的组织，我们将其称为“场景要素”。

在具象需求层，由于场景需求的表述往往并不显式地指向某个具体的服务 / 供给，而

是隐含了一批潜在的适合这一场景的服务 / 供给。例如，在“国庆节陪 3岁宝宝去哪

玩”这个例子中，户外烧烤、喂羊驼、玩滑梯、骑小马等都是适合这一场景需求的具

体服务。所以我们需要将所有这些具体的服务通过短语的形式显式的展现出来，这些

短语直接反应了用户具体的服务需求，被称之为“具象需求”。

在需求对象层，为了进一步的理解具象需求，我们将具象需求分为具体的服务需求所

对应的对象，我们称之为“需求对象”，以及该服务中用户和对象之间的交互行为。

例如，对于具象需求喂羊驼，可以分为羊驼（需求对象）和喂（服务交互），由于本地

生活服务的多样性，围绕羊驼这一需求对象，除了喂羊驼外，还可以产生触摸羊驼、

骑羊驼和看羊驼表演等多种具象需求。这一层除了包含需求对象节点外，也会涵盖需

求对象的属性信息，以对需求对象进行更详尽地描述。例如对于具象需求户外烧烤，

可分为烧烤（需求对象）、户外（需求对象属性）和体验（隐含的服务交互）。

在行业体系层，由于用户的场景需求和具象需求往往会跨越多个传统的服务类目，为

了给用户需求确定一个具体的业务范围，我们还需要构建出各行业涉及的类目体系，

作为上述各层构建的业务基础。

在供给层，包含内容这类虚拟供给和商户与商品这类实体供给，这些供给将会和具象

需求和场景需求等节点进行关联，从而为用户需求提供相对应的供给支撑。例如，一

个提供户外烧烤的供给将会关联上具象需求“户外烧烤”，并进一步关联上场景需求
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“国庆节陪 3岁宝宝去哪玩”。

综上所述，在本地生活综合性需求图谱中，用户场景化的需求和具体的服务需求被分

别表达成短句级别的场景需求和短语级别的具象需求。这两种需求分别通过场景要素

和需求对象进行表达。最后，不同类型的供给都会和场景需求和具象需求相关联，从

而以用户需求为纽带，提升供给和用户的匹配效率。

三、实现方法

当前，本地生活综合性需求图谱已经初步涵盖了用户在玩乐、医美和教育三个本地生

活相关行业中的多元化需求。我们在图谱的构建过程中，自底向上按照行业体系层、

需求对象层、具象需求层、场景要素层、场景需求层的顺序逐层进行构建，并将各层

的节点与各种类型的供给建立关联关系。下文将以玩乐行业为例，对图谱每一层的构

建细节以及涉及的算法进行介绍。

3.1 行业体系层

3.1.1 行业类目树的构建

在玩乐行业中，行业体系层包含了能够提供玩乐服务的类目，类目信息通过一个树形

结构来表征。由于玩乐行业体系的构建，对专家知识的要求非常高，并且这部分的设

计对后续各层的知识挖掘至关重要，因此我们没有直接进行人工定义，而是以当前我

们成熟的行业类目树为基础，通过对其进行剪枝和分裂来构建。

首先在类目树中筛选出和玩乐相关的一级类目节点，包括“休闲娱乐”、“亲子”、“旅

游”、“餐饮”等。对于每个一级类目，我们进一步筛选其和玩乐相关的下一级类目直

至叶子类目，并剪去与玩乐无关的类目。此外，我们还对剪枝后的类目树中可以细分

的玩乐相关的叶子类目进行分裂，例如将“洗浴”细分为“私汤”、“洗浴中心”等，

最终得到完整的玩乐行业类目树。

3.1.2 类目的供给关联

确定了类目树后，我们还需要获取实体供给（商户和商品）和虚拟供给（内容，例如
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UGC）与类目的从属关系，从而为后续的一系列挖掘提供数据支持。由于商品和内容

均可链接到商户，所以我们只需要获取商户与类目的从属关系即可。玩乐类目树是对

我们已有的类目进行剪枝和分裂得到的，除了分裂出的新类目外，其余类目和商户的

关系均可直接继承原有的结果。对于新分裂的类目，我们则需要重新构建商户和其之

间的从属关系。

要判断一个商户属于哪个类目，最直观的依据就是商户名、商品名及商品详情，然而

很多商户的商户名和商品包含的信息往往较少，增加了类目判别的难度。为了确保商

户类目判别的准确性，我们引入更多的商户信息，包括商户UGC和商户画像，设计

了一个多源异构数据融合判别模型，整体模型结构如下图 5所示：

图 5

其中，不同来源数据的特征提取和处理方式如下：

	● 商户名、商品名及商品详情：均为文本数据，直接通过BERT[3] 提取文本特征

后输出。

	● 商户 UGC：由于商户的UGC往往数量非常多，为了对其信息进行有效利用，

首先通过Doc2Vec[4] 的方式进行 Encode 得到 UGC的特征后，再通过一个

Self-Attention[5] 模块进行特征处理后输出。

	● 商户画像：转成One-Hot 特征后，通过全连接层进行非线性映射后输出。



算法　<　125

上述三种特征相连接后进行融合，通过全连接层和 softmax 层实现最终的类目判别。

基于多源数据的融合建模，商户信息得到了充分利用。以洗浴细分类目为例，仅利用

商户名、商品名及商品详情数据，基于BERT判别，准确率为 92%，而基于多源融

合模型判别后，准确率提升到 98%。

3.2 需求对象层

在需求对象层，我们希望能够挖掘出玩乐行业体系中各类目涉及的玩乐对象词作为该

层的节点，这些词能够描述出用户在实际玩乐过程中的交互对象，这是用于组成具象

玩乐需求的基础。为了确保玩乐对象挖掘的全面性，我们采用多源多方法的形式。

在数据上，我们采用来自商户和用户的相关文本作为挖掘语料。在方法上，我们采用

两种方式来挖掘玩乐对象词：

	● 第一种是无监督的扩充，在开始挖掘前运营会首先根据经验，提供一些玩乐

对象词作为种子输入，我们提前利用语料构建无监督的 Skip-Gram 结构的

Word2Vec 模型，对业务输入的种子词提取词向量，并结合余弦相似度，快

速扩充相关的对象词。

	● 第二种是有监督的标注，我们将其定义序列标注问题，采用基于BERT+CRF

的模型，在语料中自动识别出新的对象词。

在实践过程中，为了更高效的挖掘，我们将无监督环节扩充和质检后的对象词在语料

中进行文本匹配，并将匹配结果转化为有监督标注环节的训练样本；同时对于有监督

标注的结果，经过运营质检后，也会将其作为无监督扩充的输入，通过两个环节相结

合，我们完成玩乐对象的挖掘，完整流程如下图 6所示。此外，在运营人工审核玩乐

对象词的过程中，对于一些业务已知的核心玩乐对象，也会直接输入业务侧已经沉淀

的相关特征作为其属性，进一步完善玩乐对象的信息，例如对于“剧本杀”这一玩乐

对象，增加相应的“实景”和“桌面”等类型属性。
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图 6

在获取对象词后，我们还需要知道对象词属于哪个类目，以便下一步的具象需求挖掘

及供给关联，为此我们构建对象词和类目之间的关系。通过各类目下的语料文本中提

及对象词的次数来衡量两者关系，是最直观且准确率最高的方法。因此，我们直接使

用对象词在每个类目下的语料中进行文本匹配，通过词频高低来确定关系。同时，我

们进一步构建对象词之间的上下位和同义关系，当前常见的有通过投影和分类（如

BERT句间关系模型）等方法来进行关系判别等有监督方法。在实际过程中，我们采

用规则辅助人工的方式，基于对象词的统计特征及Pattern 共现的结果指导人工快速

完成构建。

3.3 具象需求层

3.3.1 具象需求挖掘

具象需求层可以看成是用户在玩乐行业中的具体服务需求的集合，每个具象玩乐需求

是该层的一个节点，由玩乐对象叠加用户与对象之间的多元化的交互行为及对象描述

信息得到，它通过短语的形式表达出用户对于玩乐服务供给的本质诉求。具体玩乐需

求挖掘的流程流程可以分为两个步骤：

	● 候选短语生成：围绕玩乐对象词，生成大量包含玩乐对象的短语，作为具象玩
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乐需求候选集。

	● 短语质量判别：建立一个语义判别模型从候选集中提取真实的具象玩乐需求。

候选短语生成

在步骤 1中，首先我们以需求对象词为核心，采用与玩乐对象挖掘相同的语料，进行

候选短语的生成。常用的短语挖掘算法如AutoPhrase[6]，是以 Ngram来进行短语

组合，而这种形式对于有需求对象的短语显得过于冗余，所以我们考虑基于句法结构

来进行短语挖掘。

为了使生成短语符合句法的要求，我们以预设的句法关系为模板进行挖掘。在大规模

语料中为了更高效地挖掘句法关系，我们基于更轻便的ELECTRA[7] 预训练模型获取

句子各成分的Embedding 后，再利用BiAffine[8] 预测其句法关系。通过依存句法分

析，我们在各个类目的语料中挖掘出包含相应的玩乐对象且符合句法关系的短语。此

外，需求对象层中对象的属性也会被用作对象描述进行短语生成。最终所有挖掘的短

语，经过词频等统计特征粗筛后将作为具象玩乐需求的候选集，挖掘示例如图 7(a)

所示。

图 7

短语质量判别

在步骤 2中，经过步骤 1获取的候选集短语虽然符合预设的句法关系，但是从语义上

仍然存在大量与用户实际需求不符的表述，通过抽检分析我们发现符合要求的短语不

足 10%。如何从海量的候选短语中挑选出反映真实的用户具象玩乐需求的短语成为



128　>　2021年美团技术年货

亟需解决的问题。

AutoPhrase 通过基于短语统计特征的判别模型进行短语打分，然而仅通过统计特征

难以识别语义质量低的短语，为此我们进一步基于统计和语义特征联合建模，构建一

个Wide&Deep[9] 结构的判别模型，对候选集合中的短语是否为具象玩乐需求进行判

别，我们希望判别模型能过滤掉大量的低质短语，从而为运营节省大量的人力成本。

判别模型的整体结构如图 7(b) 所示，其中：

	● Wide 部分，提取候选短语的全局和上下文的统计特征，通过全连接层进行非

线性映射后输出。

	● Deep 部分，提取候选短语的深度语义特征，通过BERT完成相应特征的提取

后输出。

上述Wide 和 Deep 部分输出的特征相连接后进行融合，优势互补，经过全连接层和

softmax 层来实现最终的短语判别。在实践过程中，除了直接使用已经积累的短语标

签作为正样本外，我们还通过预设一些常识性的Pattern 从候选集中构造正样本，例

如观赏 [ 植物 ]、触摸 [ 动物 ]，并对候选集采样构造负样本，完成初版模型的训练，

之后结合主动学习，经过多轮迭代，模型最终达到 92%的召回率和 85%的准确率。

通过质量判别后保留的短语则会交由运营人工审核提炼后成为最终的具象玩乐需求。

3.3.2 具象需求的供给关联

在具象需求层中，由于具象玩乐需求是由玩乐对象得到的，所以两者之间天然地建立

了对应关系。而对于具象玩乐需求之间的上下位和同义关系，则可以基于其对象之间

的关系及其句法关系，在人工审核的环节来辅助人工完成构建。除此之外，更重要的

是需要将具象玩乐需求与实体供给（商户和商品）及虚拟供给（内容，例如UGC）进

行关联。

我们将这个问题抽象为一个语义匹配的问题，通过具象玩乐需求与其对应的类目的供

给的文本信息进行匹配来实现，其中，商户使用商户名文本信息，商品使用商品名和

商品详情文本信息，UGC使用其自身文本信息。由于UGC和商品属于商户的一部
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分，所以具象玩乐需求与UGC/ 商品的关系也会加入其与商户关系的构建中。整体匹

配流程如下图 8所示，我们首先进行具象玩乐需求与UGC/ 商品的匹配，在此基础

上再结合商户名文本的匹配结果，一起通过规则聚合后关联到商户。

图 8

由于具象玩乐需求数量众多，同时供给的文本信息通常包含多个子句，出于效率和效

果的平衡考虑，我们将匹配过程分为了召回和排序两个阶段。

在召回阶段，我们粗筛出和具象玩乐需求可能有潜在关联的子句。对于具象玩乐需求，

我们基于构建的同义关系，扩展具象需求的同义标签，并将其与子句文本进行粗粒度

Pattern 匹配，对于匹配中的子句则将进入到排序阶段进行精细化的关联关系计算。

在排序阶段，我们构建基于BERT句间关系分类的语义匹配模型，通过在BERT后

增加全连接层和 softmax 层来实现分类。模型通过对召回阶段得到的粗筛样本进行

预测，识别两者在语义上的匹配关系（关联 / 不关联）。最终供给关联关系的平均召回

率和准确率分别达到 90%和 95%。

3.4 场景要素层

3.4.1 场景要素拆解

场景要素层包含了组成用户场景化需求的场景要素。如文初提及，要描述一个场景，

需要交代特定的人物、时间、空间、目的等要素。例如，对于“国庆节陪 3岁宝宝去

哪儿玩？”这个场景化需求，我们可做如下拆解：时间 -国庆节，人物 -3岁宝宝，目

的 -亲情陪伴（陪宝宝玩）。所以我们按照上述方式，对场景要素进行拆解，以期对场
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景要素的挖掘和梳理尽可能的全面与系统。

3.4.2 场景要素挖掘

完成了场景要素拆解后，下一步就是要分别在每个拆解的类别中进行场景要素的挖

掘。场景要素作为具象需求的场景化的信息，往往来自于用户的直观感受，所以挖掘

的语料我们选择与具象玩乐需求关联的UGC的上下文语料。与需求对象挖掘的方法

类似，我们将每个类别的已提炼总结的场景要素作为种子词，通过相关要素扩充和序

列标注的方式完成场景要素的挖掘。

确定场景要素后，接下来的关键是完成场景要素与具象玩乐需求的关系构建，即对于

每个场景要素，找出其适合的具象玩乐需求，如春季适合观赏樱花、孩子适合亲近动

物。我们通过对UGC文本分析后发现，UGC中用户说到某一具象玩乐需求的同时，

往往也会交代一些相关的场景要素信息，所以我们继续选择与具象玩乐需求关联的

UGC的上下文语料，作为关系构建的数据来源。

最初我们采用基于Pattern 的方法，通过归纳可用于判断场景要素和具象玩乐需求关

系的Pattern，从语料中直接抽取包含两者的文本。但由于用户表达的多样性，不仅

准确率无法保证，同时有限的Pattern 也影响了召回，因此我们进一步尝试使用基于

模型判别的方法提升泛化性，完善关系的构建。

图 9
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由于我们使用的语料中的具象玩乐需求是已知的，如果将场景要素看成是具象玩乐需

求的属性，那么问题就可以看成是一个属性级（Aspect-Based）的分类问题。参考

属性级情感分类的做法 [10]，我们通过预设句子模板的方式，结合场景要素和具象玩乐

需求构造出辅助句子，将属性级分类转换为一个类QA的句对分类问题。例如，对于

已经关联了“喂羊驼”这一具象玩乐需求的某个语料：“这个周六我们到农家乐喂了羊

驼”，其中一个辅助句子为“周末适合喂羊驼”。

我们采用BERT句间关系分类模型来实现句对分类，如图 9所示。辅助句子与语料

文本通过 [SEP] 相连后输入模型进行判别，模型输出判别结果（适合 / 不适合）。最后

我们根据在所有语料上的关系提取结果，对每个场景要素和具象需求之间的关系进行

投票计算评分后来确定两者的关系。

3.5 场景需求层

3.5.1 场景需求组装

在场景需求层，我们会将场景要素层和具象需求层的信息进行组装，从而生成大量的

场景需求。组装出的场景需求，既可能仅含场景要素，如“国庆节陪 3岁宝宝去哪儿

玩？”不含任何具象需求，又可以同时包含场景要素和具象需求，如“周末去郊外摘

草莓”中，周末、郊外是场景要素，摘草莓是具象需求。

3.5.2 场景需求判别

对于组装得到的场景需求，最重要的是保证其合理性，例如“周末”和“亲子”就是

合理的玩乐场景，而“闺蜜”和“亲子”则是矛盾的玩乐场景。为此，我们首先需要

计算场景要素之间的关系评分，从而指导场景需求的组装。场景要素只有依托具象需

求，搭配上适合的玩法，参与组装的场景需求才有意义。因此，对于场景要素之间的

合理关系构建，我们尝试以场景要素和具象需求的关系得分作为依据，通过关系传递

评估两个场景要素之间的相关性。

在 3.4.2 节中，我们已经量化了场景要素和具象需求之间的关系评分，一个最直观的

想法是通过场景要素 -具象需求 -场景要素的关系传递来进行计算场景要素之间关系
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的计算。如图 10(a) 所示，以具象需求“喂羊驼”为纽带，可以获取“亲子”和“闺

蜜”两个场景要素的关系得分。

我们首先构建场景要素和具象需求的关系评分矩阵，考虑到玩法数量满足长尾分布的

情况，对矩阵进行具象需求维度的列归一化处理，同时为了保证场景要素 -场景要素

矩阵的自相关系数为 1，对归一化后的场景要素 -具象需求矩阵进行 L2行范数归一

化处理，因此该归一化矩阵与自身转置的矩阵乘得到的新矩阵即可作为场景要素 -场

景要素的关系评分矩阵。

图 10

通过上述方法可以很快得到场景要素之间的关系评分，然而该方法仅以场景要素 -具

象需求 -场景要素的关系传递模式，计算场景要素在具象需求上的直接共指强弱，导

致场景要素关系的覆盖不足。为此，我们扩展为更长的节点关系链传递模式，这种节

点之间的传递关系是服从马尔可夫性质的，如图 10(b) 所示。但是随着传递路径的增

长，计算成本会呈指数级增长。所以我们采用强化学习 [11] 中的 One-Step 时序差分

方法进行求解，以“累计回报的期望最大化”的概念作为节点的价值，以场景要素节

点集合作为强化学习概念中的状态空间，具象需求节点集合作为动作空间。

例如当我们处在“亲子”场景要素这个状态下，可以通过选择“喂羊驼”或者“角色

扮演”来跳转到下一个状态“闺蜜”或“户外”。该状态跳转过程的决策函数，根据

当前场景要素状态关联的所有具象需求中随机抽取一个具象需求节点作为决策行为，

抽取概率与得分正相关；状态转移概率则为在该具象需求节点决策下，随机跳转到与
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之相关联的场景要素，跳转概率与得分正相关。

同时，对于特定的互斥关系，我们根据实际的业务应用需求制定奖励矩阵实现多样化

的场景要素关系评分模型。这样我们将节点关系传递模型转化为了马尔可夫决策模

型，结合贝尔曼最优原理推导出的价值迭代表达式和节点对关系得分预测公式，如图

10©所示。根据图示的公式，在保持策略不变的前提下采用自举迭代的思想计算节点

的价值，并进一步计算场景要素之间的关系评分，既能够保证更充分的利用已有的关

系网络信息，提高关系覆盖，又能通过奖励矩阵的约束关系降低互斥关系的影响，灵

活适应不同业务的需求。

最后基于场景要素之间的关系评分，我们从组装的场景需求集合中选择评分高的场景

需求，并根据预设的模板生成最终的场景需求表达，例如“周末和朋友放松”、“和闺

蜜一起玩”、“国庆节带孩子户外烧烤好去处”。这些场景需求通过其包含的场景要素 /

具象玩乐需求，可以链接到相应的具象玩乐需求，进而关联相关的供给，从而给用户

提供场景化玩乐的解决方案。

四、应用实践

本地生活综合性需求图谱，涵盖了用户的场景需求和具象需求，一方面更前置地参与

用户决策，在“起心动念”、“考虑”、“选择评估”等多个阶段影响用户，降低其决策

成本，另一方面，提供更多样化的供给选择，高效地进行供需匹配。应用方式上，应

用于搜索、推荐等各类业务形态。

经过近一年的建设，当前综合性需求图谱包含数十万核心具象需求和场景需求节点，

以及数千万的关系，并在美团的亲子、休闲娱乐、医美、教育培训等多个业务进行了

初步的应用实践，下面举例介绍具体的应用方式和应用效果。

4.1 亲子

亲子原频道页用户需求和供给之间匹配效率低下，其中 ICON按照亲子传统类目划

分，无法满足用户不同类型的需求（图 11(a) 左），而底部猜喜的供给形态单一，且体
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现用户需求的优质供给不足，决策信息不足（图 11(b) 左），因此对亲子频道页进行改

版。为了贴合亲子的业务特色，我们将亲子玩乐相关的需求节点和关系，应用于频道

改版后的多个流量位，为其提供标签和供给数据的支撑。

图 11

其中，对于 ICON，基于高频的场景和具象需求，跨类目生成需求 ICON，如“亲近

动物”、“带娃泡汤”等（图 11(a) 中）及相应二级页（图 11(a) 右），这些 ICON包含

了原本多个类目中的相似需求，在用户“考虑”阶段为其提供决策信息。

对于底部推荐，我们围绕亲子玩乐的具象需求进行供给优化，将其关联的内容作为优

质供给进行推荐，并为每个供给提取包含相应具象需求的文本，作为推荐理由外露，

这些句子从用户实际需求的角度展示信息，极大地吸引了用户（图 11(b) 右）。此外，

还进一步根据浏览和交易行为，以供给为媒介建立具象需求与用户的关联关系，应用

于个性化推荐的召回和排序的优化。改版后的亲子频道页，满足了用户多样化的推荐

需求，极大地改善了用户体验。

4.2 休闲娱乐

在休闲娱乐频道页，我们围绕场景需求和具象需求进行了一系列应用。一方面，基于

玩乐的场景需求组织新的场景 ICON，如满足用户户外游玩的“踏青赏花”、满足用

户在室内潮流玩乐的“室内潮玩”、满足喜欢晚上玩乐用户的“夜生活”、满足和朋友
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同事聚会玩乐的“团建聚会”，这些 ICON从用户场景化的玩乐出发，打破了传统类

目的限制，让用户和供给的匹配更加流畅，每个 ICON的二级页面则会展示每个场景

的具象玩法需求及关联的商户和内容。

另一方面，在频道页场景导航模块中，尝试利用场景需求来进一步展示场景化的玩乐

信息，包括“一人乐”、“家庭暖”、“过生日”等十多个玩乐场景主题，并针对这些场

景的具象需求关联的商户进行推荐。这些场景化的应用（图 12(a)），在“起心动念”

阶段即作用于用户，提升了用户的决策效率。

图 12

此外，部分具象需求经过改写可以直接用于相应类目的列表页商户的快筛，例如实

景剧本杀 / 桌面剧本杀，换装 / 汉服体验 / 撸宠必去 / 飞行模拟等（图 12(b) 左和中），

而我们在行业体系层中类目的细分结果，亦可以成为商户的快筛，例如洗浴类目的细

分（图 12(b) 右），这些快筛的应用，更加方便了用户选店。

五、总结展望

在本地生活服务中，如何不断提高供给和用户之间的匹配效率，是摆在我们面前的一

道难题。我们尝试以用户关注对象为切入点，通过深挖用户需求并以其为纽带来关联

供给和用户。为了全方位挖掘和理解用户需求，我们努力探索并尝试构建本地生活综

合性需求图谱，以行业体系层、需求对象层、具象需求层、场景要素层、场景需求层

的顺序逐层构建，并为各种类型的供给建立关联关系。
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目前，综合性需求图谱的结果可应用于搜索、推荐等各类业务形态，并已在美团多个

业务场景中取得实践成果。不过，我们还处在探索的初级阶段，接下来还有很长的迭

代之路要走，在此我们提出一些后续的思考和展望：

	● 更广的行业覆盖：一方面加深对已有的玩乐、医美和教育行业的建设，挖掘更

多的节点和关系，更好的理解用户需求；一方面向丽人、结婚等更多的行业进行

横向覆盖；此外还将进一步扩展到用户决策的全链路，构建服务体验图谱，覆盖

履约服务环节，分析其中的用户需求和反馈，更好地赋能商家提升用户体验。

	● 更多的数据引入：当前图谱的构建主要是以平台的用户和商户的文本语料为主，

下一步将利用图像等更多模态的数据，并尝试引入外部的知识，对当前的节点

和关系进行完善和补充。

	● 更深的图谱应用：现阶段图谱在搜索和推荐上的实践主要集中在标签及其关联

供给的直接应用，后续考虑进一步深化图谱的应用，充分利用场景需求和场景

要素的信息，为推荐侧更准的用户意图识别提供支撑，从而提升供给和用户的

匹配效率，发挥出知识图谱更大的价值。
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外卖商品的标准化建设与应用

作者：刘柳　懋地　崇锦　晓星

1. 背景及目标

商品作为外卖交易过程中的核心要素，决定了供需匹配的精准度，直接影响交易行为

是否可以达成。外卖平台美食、甜点、饮品类在线商品有亿级之多，其中很多是属性

信息一致的相同商品。建立对商品的标准化描述、聚合相同商品，是很多业务场景的

诉求。

	● 供销分析场景：想分析一下望京的商家都售卖哪些菜品，有多少商家卖“西红

柿炒鸡蛋”？

	● 遇到的问题：由于菜品是非标品，并且商家对菜品命名的个性化程度也较高，

因此在外卖平台，同一个菜品名出现不同的命名方式；例如“西红柿炒鸡蛋”

有西红柿炒蛋、小番茄炒蛋、西红柿鸡蛋、京城三绝 ~番茄炒蛋【正价小份

菜】等，没有办法简单通过关键字进行聚合。

	● 主题推荐场景：想出一个菜品粒度的主题，快速筛选“小龙虾”、“烤鱼”、“鸡

公煲”、“黄焖鸡”等热门菜品？

	● 遇到的问题：商品分类的颗粒度不够精细，无法快速找到适合颗粒度的菜品。

	● 商家上单场景：像“鱼香肉丝”这样普遍的菜品，每个商家上单都需要录入食

材、口味、做法、菜系、荤素等标签，录入成本较高，能不能像淘宝一样，选

择“iPhone	12”，它的属性就能够自动关联。

	● 遇到的问题：没有将菜品的属性标准化，菜品和属性之间没有关联关系。

基于上述业务应用的痛点，启动外卖商品的标准化建设。目标是建立商品的标准化名

称，实现对相同商品的聚合，从而为业务提供合理粒度的概念划分，赋能运营端供销

分析、用户端个性化召回排序、商家端标签生产。
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2. 业界调研

对于业界的参考，主要参考淘宝标准化SPU建设。SPU在淘宝体系中决定了商品是

什么，是商品信息聚合的最小单位，由关键属性 +绑定属性来构成。

	● 关键属性：用来约束和定义一个商品的，比如 iPhone	X，决定他的就是“苹

果”这个品牌和“X”这个系列。

	● 绑定属性：是关键属性的补充和细化，比如当 iPhone	X 已经明确了这个产品

后，其他的属性也确定，比如网络模型，屏幕尺寸等，进一步补充这些属性内

容，逐步明确了一个产品。

可见淘宝对于 SPU的建设，实际上是对属性的建设，例如格力空调 S1240，通过

“格力”品牌、“空调”类目、“S1240”型号来标准化、唯一化。

但对于餐饮行业，对于核心属性食材“牛肉”、做法“炒”、口味“辣”，都无法确定

是什么菜，更谈不上唯一化；但如果通过“小炒黄牛肉”来标准化，行业 / 用户对其

有普遍的认知，较固定的食材口味做法，适合用来进行标准化。因此淘宝是标准化属

性，而餐饮是标准化菜品名称，所以我们称之为标准菜品名。

3. 问题分析及挑战

淘宝的标准化主要针对标品，而餐饮标准化都是针对非标品，难度较大，面临着个性

化问题、录入不规范、粒度无行业标准、认知局限性等挑战。

3.1 个性化问题

餐饮商家可以较低成本的自定义生产，个性化程度较高，同一个菜品在不同商家的命

名可能不同，需要大量的同义词聚合，而同义词的召回是最大的难点（如何将潜在的

同义词挖掘出来进行标注）。例如，京城三绝 -番茄炒蛋【正价小份菜】、西红柿炒蛋

（小份）、小番茄炒蛋、西红柿炒土鸡蛋（小份），都表示“西红柿炒蛋”这个商品。

3.2 录入不规范

商家在录入商品名称时，存在缺失关键信息的问题，例如“缤纷水果”是水果拼盘、
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饮品还是披萨，“韭菜鸡蛋”是包子还是饺子。除商品名称外，需要借助商家分类，

商品左侧栏 tag 等相关信息，对名称进行推理和补全。

3.3 粒度无行业标准

在进行标准化处理时，没有统一的标准，粒度难以把控：过粗容易产生非菜品错误

（例如：“香辣鸡腿”->“鸡腿”），过细则标准名内聚性偏弱（例如：“传统黄焖鸡【大

碗】”本身粒度过细，需要提炼到“黄焖鸡”）。

3.4 认知局限性

中华美食文化博大精深，对于一些不为大众所熟知的小众或者地方特色菜品，需要具有

一定的专业背景知识，例如“炒鸡”也是一个标准的名称，还并非商家没有填写完整。

4. 方案

商品标准化的整体方案如图所示：首先，基于美食、甜点饮品类商家全量在线的亿级

商品，通过名称清洗、置信度判别、人工检验，获得近菜名主干；通过同义词挖掘，

对主干名进一步聚合压缩，映射到标准名主词上；对于单个商品，进行名称纠错、清

洗，通过模型匹配，建立商品 -标准名的映射；为了满足不同业务场景的聚合粒度要

求，通过上下级关系挖掘、深度遍历，进一步构建标准名层级树。分别对名称聚合、

匹配映射、层级构建三个模块，涉及的算法模型进行介绍。

图 1　商品名标准化整体方案
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4.1 名称聚合

清洗后的主干名仍然存在很多同义说法，比如土豆烧牛肉、牛肉烧土豆、洋芋烧牛

肉、小土豆烧牛肉，表示相同的商品。目标通过挖掘这种潜在的同义关系，进一步提

升名称的内聚性。在迭代过程中，先后采用了规则匹配和语义匹配的方法，挖掘潜

在同义词；聚合后，根据流行度判别其中的主词，并将原始主干词映射至标准名主词

上。分别对两种同义词挖掘方法介绍如下。

4.1.1 规则匹配

一期首先采用了规则匹配的方法，利用NER模型对主干名进行成份识别，结合知识

图谱构建的属性同义词表，判别两个主干名是否是同义关系。

图 2　规则匹配

如图所示，其中“牛肉烧土豆”通过名称解析得到牛肉 -食材，烧 -做法，土豆 -

食材；“洋芋烧牛肉”通过名称解析得到洋芋 -食材，烧 -做法，牛肉 -食材。对比

两个主干名的成份词，其中土豆和洋芋是一对同义词，其余成份相同，进而获得二者

之间是同义关系。

通过这种方式，挖掘了十万级同义词。根据标准名覆盖的商品供给数计算流行度值，

将更流行度高的作为主词；人工校验后补充到标准名体系，提升了名称的聚合度。

4.1.2 语意匹配

由于规则匹配挖掘到的同义词有限，比如“担担面”和“担担汤面”，根据NER模

型，担担面和汤面都会被识别成类目。如此，两个主干名是无法建立同义关系的。
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我们二期调研了一些匹配模型，借鉴搜索算法组的经验，采用BERT+DSSM的语义

匹配模型进行同义关系的扩覆盖。如图所示，首先基于一期积累的同义词，通过组内

生成正例、跨组交叉生成负例的方式，构造百万级样本，训练了一版基础模型；为了

进一步优化模型性能，通过主动学习和数据增强两种方式，对样本数据进行了迭代。

图 3　语义匹配

主动学习的方式是先利用基础模型，圈定一批待标注的相似样本，交与外包标注，将

标注正确的样本补充至已有同义词中，标注错误的样本作为负例加入训练集，用于模

型的优化迭代。通过主动学习的方式，补充了万级样本，模型准确率取得了明显提升。

进一步分析结果，我们发现了一批很有特点的Bad	Case，比如红烧狮子头和红烧狮

子头盖饭、香椿拌豆腐和拌豆腐等，它们都属于字面相似度很高，但核心成份不同的

匹配错误。基于这个特点，先根据字面距离圈定了一批字面相似度高的样本，再利用

名称解析模型对它们进行成份识别，找出其中的负例。通过这种方式，在不增加标注

成本的情况下，自动补充了十万级样本，进一步提升了模型准确率。
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利用语义匹配模型，新增了十万级同义词，进一步提升了标准名的内聚性。

4.2 匹配映射

在挖掘到的标准名词表和同义词基础上，为亿级在线商品建立“商品 -标准名”映射

（如“招牌蛋炒小番茄（大份）”映射到“西红柿炒鸡蛋”），以实现对相同商品的标准

化描述与聚合。采用“文本 +图像”相结合的匹配模型，覆盖了绝大部分的美食、甜

点饮品类商家的在线商品。

4.2.1 文本匹配

文本匹配流程如图 4所示，整体上包括召回、排序两个阶段。首先，对商品名称中

的规格、分量等描述信息进行清洗，将清洗后的商品名和标准名进行 2-Gram 切

片，通过关联相同切片的方式召回待匹配的标准名；基于召回的标准名，通过计算

Jaccard 距离，保留其中 Top	20 的标准名；在此基础上，利用BERT向量化模型，

生成商品名和标准名的向量表示，通过计算 Jaccard 字面距离以及Cosine 向量相似

度，获取其中综合得分最高的标准名。

图 4　文本匹配流程
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其中，BERT 向量化模型是基于上文提到的同义语义匹配模型，通过级联一维类型

编码的方式，对标准名和商品名加以区分，改造成非对称的标准名匹配模型。之所以

进行这一改造，是因为与同义匹配不同，标准名匹配是非对称的，如应该将“香锅

盔”匹配上相对抽象的标准名“锅盔”，而不是匹配上一个更加具体的标准名“五香

锅盔”。改造后，匹配准确率提升显著。

图 5　BERT 向量化模型

4.2.2 图像匹配

由于菜品名称长度有限及商家命名不规范，会导致仅从菜品名称中获取的信息有限，

而无法建立到标准名的匹配。通过引入商品图片信息，提升对文本信息不全商品的匹

配准确和覆盖。

图像匹配采用的是多分类模型，根据标准名层级聚合（详见 3层级构建）后的顶级、

二级，选择待匹配的标准名标签，并根据文本匹配结果构造样本集。由于采用大规模

非人工标注样本，不可避免地要解决样本噪声问题。在本场景下，噪声主要有两个主
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要来源：一是文本信息不全，导致样本标签错误；二是由于顶级、二级聚合程度高，

导致分类粒度过粗，需要细分多个标签。针对这些问题，采用样本和模型迭代优化的

方式，根据基础样本集训练初版模型，利用模型挖掘噪声数据，人工校验后进行模型

微调。如此迭代，实现低标注成本的模型优化。

图 6　图像模型迭代流程

图像分类模型选取了对MBConv 模块的参数进行精细化调整的 Basebone 网络

Efficientnet，通过调整网络的分辨率、深度、宽度，确定最优组合。噪声挖掘方法

首先通过Metric-Learn 的方法，学习获得每个类别的聚类中心，及类内样本与聚类

中心距离的均值、方差、中位数，对其进行排序挖掘出类内离散度较大的类别；再借

助分类模型在验证集上的预测、O2U-Net 和 Forgetting	Event	挖掘样本噪声。通

过上述方法优化模型，提升对噪声样本的鲁棒性。
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图 7　Efficientnet 网络宽度、深度、输入分辨率的变化组合

4.3 层级构建

推荐场景下，为了保证用户的个性化和多样性体验，需要对商品进行合理粒度的聚

合。对于商品列表排序场景，现有的类目过粗会导致多样性不足，标准名过细又会导

致结果重复。目标是建立一个层级化商品体系，为业务提供合理的聚合粒度。通过关

系挖掘、层级遍历，构造万级顶点的层级树，支持了商品列表、美食排行榜、交互式

推荐等业务的上线和优化。构建方法包括规则匹配和模型判别，分别对这两类方法进

行介绍。

4.3.1 规则匹配

规则匹配方法是基于已有的 NER 模型和属性词表，通过结构化匹配的方法，挖掘

到十万级上下级关系，进一步遍历生成万级顶点的标准名层级树。这种方法比较简

单且基于已有工作，开发周期短，在项目初期快速支持上线，并取得了明显的业务

收益。
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图 8　规则判别

4.3.2 模型判别

规则匹配方法由于NER模型错误和属性词关系缺少，导致挖掘到的关系有限，需要

通过判别模型进一步提升泛化性。基于BERT的关系分类模型如图 8所示，对待分

类一对标准名用 [SEP] 进行拼接，并在开头增加 [CLS] 标识符；将拼接结果编码后，

传入 BERT 模型，取出 [CLS] 位的 Embedding；再接一个全联接层和 Softmax

层，输出关系分类结果。标准名关系包括：同义、上级、下级、无关系，一共四个

类别。

样本数据包括简单例和难例两部分，其中：简单例基于已有同义词、上下级，以及同

义词组间交叉生成无关系，一共构造百万级样本；在此基础上，进一步利用已有的向

量化模型，召回相似度较高的标准名对，交与外包标注其类别。第二类样本更加贴近

实际分类场景，且属于混淆度较高的分类难例。

利用第一类样本预训练初版模型，并在此基础上，利用第二类样本对模型进行微调，

进一步提升了分类模型准确率。经人工校验，进一步补充了万级词关系。



148　>　2021年美团技术年货

图 9　分类模型

5. 在外卖业务中的应用

标准名作为品类和商品的中间层，为业务提供了更加丰富、合理的聚合粒度，支持

了流量转化的策略优化，以及系列产品形态的开发上线。商品列表通过接入标准名

层级，实现对商品合理粒度的聚合，解决了线上商品重复的问题；标准名作为基础数

据，支持了美食排行榜的开发和上线，帮助提升用户的决策效率；针对用户当前访问

的商品，利用标准名召回相关商品，实现交互式推荐。标准名作为重要的基础数据，

支持了产品形态多元化、推荐策略优化，对于提升用户粘性、流量转化，搭建商家用

户友好的平台生态，具有重要的价值和意义。
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图 10　标准名相关应用

6. 总结与展望

目前已完成基本的体系建设，并成功应用于不同的场景、取得业务收益。已经建成的

标准名层级体系，覆盖了外卖绝大多数的在线商品。标准名作为基础和特征数据，应

用到用户端的商品列表、美食排行榜等业务场景，支持策略优化、带来流量收益；同

时，也通过服务接口的形式，跨部门支持SaaS点餐推荐的模型优化，以提升用户体

验和业务收益。

标准名作为重要的商品特征数据，应用的业务场景广泛。在未来的工作中，需要持续

迭代优化，保证标准名自身的准确性和质量；同时加深业务理解，根据业务需要优化

层级体系，为业务提供更加合理的聚合粒度，提升转化收益；此外，重点建设一批用

户感知强、供给覆盖高的标准名，降低业务方的接入成本和提高收益。

6.1 词表及同义词优化

标准名词表体量大、同义关系复杂，词表建设不是一蹴而就的，需要长期的迭代和优

化。针对标准名词表中存在的非菜品、不规范等错误，以及同义词聚合不足、过度的

问题，采用算法圈定 +人工标注的方式，通过模型挖掘潜在同义词、圈定问题词组；

人工校验后，进行批量补充和修改，持续优化词表、同义词。

6.2 层级结构合理化

目前标准名层级是通过规则和模型的方式直接生成的，人工参与度较低，与业务场景

的结合不够深入。后续会结合业务需要，明确剪枝、聚合粒度准则，合理化层级结
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构，优化层级的合理性。从而更加灵活、高效地支持不同的业务应用，提升落地效果。

6.3 核心标准名建设

标准名有 20 万之多，为业务应用造成一定的选择成本、带来不便。结合业务需要，

圈定其中用户感知强、供给覆盖高、优质的标准名，作为核心标准名进行重点建设。

核心标准名轻量且精炼，更加贴近业务需要，可以帮助业务方降低接入成本、提高

收益。
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多业务建模在美团搜索排序中的实践

作者：肖垚　培浩

引言

美团的使命是“帮大家吃得更好，生活更好”，美团	App	承载的业务包括外卖、到店

餐饮、买菜、优选、酒店、旅游、休闲娱乐等各类生活服务。美团首页的搜索是美团	

App	上各类生活服务最大的流量分发入口，每天为数千万的用户提供各种服务。美团

搜索排序是一个典型的多业务混合排序建模问题，一个典型的多业务搜索场景是当用

户搜索地点，如	“望京”	的时候，用户的需求不是很明确，此时搜索的结果页如下图

1所示，下方的商家列表中会包含望京附近餐饮、电影、休闲娱乐、酒店等多种业务

的结果，这就是一个多业务混合排序场景。

图 1　美团搜索结果页面
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而多业务场景存在如下几点挑战：

	● 因业务之间存在共性和特性，如何让模型兼顾这两种特性，实现更好的数据学

习。比如到店餐饮对距离特征非常敏感，而旅游景点业务对距离特征相对不敏感。

	● 业务天然存在高频和低频特性（比如外卖和旅游），导致模型的训练数据中多业

务样本数量不平衡。

	● 各个业务往往有自己不同的主目标，如何满足不同业务的目标，最终能够提升

搜索的用户体验。

本文分享了美团搜索中的多业务排序建模优化工作，我们主要聚焦在到店商家多业务

场景，后续的内容会分为以下四个部分：第一部分是对美团搜索排序分层架构进行简

单介绍；第二部分会介绍多路融合层上的多业务融合建模；第三部分会介绍精排模型

的多业务排序建模；最后一部分是总结和展望。希望能对从事相关工作的同学有所启

发或者帮助。

排序流程简介

美团搜索系统流程如下图	2	所示，整体流程分为数据层、召回层、排序层和展示层。

其中排序层分为以下几个子部分：

	● 粗排层：使用相对简单的模型对召回候选集进行初步过滤，实现排序效果和性

能的	Trade-off。

	● 多路融合层：使用查询词特征、上下文场景特征构建配额模型，进行不同业务

候选集的数量控制，实现用户需求的精确理解。

	● 精排层：使用亿级别特征的深度学习模型，捕捉各种显式和隐式信号，实现	

Item	排序分数的精准预估。

	● 重排层：使用小模型和各种机制对精排后的结果进行调序，实现精细定向的

优化。

	● 异构排序层：使用深度学习模型对异构聚块进行排序，实现多业务的高承载。
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多层排序架构设计主要是为了平衡排序效果和性能。本文后续提到的多业务建模优化

工作主要从多路融合层和精排层进行介绍。

图 2　系统架构图

多业务建模实践

多业务配额模型（多路融合层）

随着美团业务的发展，美团搜索接入了到餐、到综、酒店、旅游等业务。对于业务意

图模糊的搜索词，比如用户搜索“五道口”，需要根据用户、查询词、场景等多种因

素来综合判断用户的业务意图。为了融合不同业务的召回结果，给	L2	精排一个比例

合适的候选集，我们设计了一个多业务配额模型来平衡多业务召回的比例。这种基于

配额对多路召回结果进行合并的做法在搜索、推荐场景中十分常用，比如淘宝首页搜

索、美团推荐等。

为了多路召回的灵活接入，适配美团搜索业务的发展，我们不断迭代搜索配额模型。
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下面将详细介绍美团多业务配额模型的迭代过程，文章后续部分会将多业务配额模型

（Multi-Business	Quota	Model）简称为MQM。

图 3　多路融合过程

一维目标多业务配额

考虑到大搜结果存在多路不同业务的召回，为了刻画用户搜索	Query	对三路业务

召回的意图强弱，我们采用多目标的建模方式，以每一路召回是否被点击、下单为
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目标进行建模，实现了多业务配额初版模型	MQM-V1。该模型输出各路召回的点

击、下单联合概率，作为最终的配额分布。在特征层面，我们使用	Query	维度特征、

Context	维度特征、Cross	维度特征、User	维度特征，来刻画用户在不同场景的实

时个性化需求。MQM-V1	模型结构如下图	4	所示。

图 4　MQM-V1 模型结构图

MQM-V1	版本上线后，整体线上点击率	+0.53%，各业务访购率基本持平。

二维目标多业务配额

随着大搜召回策略的不断迭代，大搜不仅引入了按业务拆分的召回方式，而且引入了

向量检索、地理位置近邻检索等跨多业务的异构召回方式，导致大搜召回策略不断

增加，多业务配额模型也面临新召回源带来的冷启动问题。同时，为了加强多业务

配额模型的个性化，我们参考借鉴了 [6] 中用户行为序列建模的方法。综上，该版本	

MQM-V2	与	MQM-V1	区别如下：



156　>　2021年美团技术年货

	● 建模目标上，从以召回方式点击的一维目标升级到召回方式叉乘业务的二维目

标，使得多路融合的粒度也更细、精度更高。

	● 行为序列建模模块引入Transformer	Layer。

	● 为了解决新召回源接入的冷启动问题，我们引入了人工经验层，包括业务先验

和历史统计，综合模型输出决定每一路召回的配额。

图 5　MQM-V2 模型结构图

MQM-V2	版本上线后，各业务指标率均有提升，其中旅游访购率	+2%，到餐访购

率	+0.57%，到综、酒店访购率持平。

多业务排序模型（精排层）

从美团搜索精排模型升级为	DNN	模型，一直到	2019	年底，美团搜索的精排模型结

构是业界主流的	Embedding&MLP	的范式结构，期间我们也尝试过业界提出的模型

结构比如PNN[1]、DeepFM[2]、DCN[3]、AutoInt[4]、FiBiNet[5] 等等。

随着迭代的进行，我们发现针对特定业务的优化难以在精排模型发挥作用，为了兼顾
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各个业务的特性，支持各个业务更加有效的针对性迭代优化，需要探索出一种模型结

构来适配美团搜索这样的多业务场景。下面会具体介绍精排模型在多业务建模上的发

展史，文章后续部分将多业务精排模型（Multi-Business	Network）简称为	MBN。

独立子网络拆分

考虑到酒店和旅游在美团大搜排序策略的流量里面占比较少，而针对小流量的相关优

化在目前统一的	Embedding&MLP	模型结构里面很难体现，我们尝试了如图	6	所示

的人工自定义多塔模型	MBN-V1	结构：主网络复用目前的模型结构。具体情况介绍

参考 [6] 中的行为序列建模部分，增加酒店和旅游独立子网络；酒店子网络的输入包括

酒店独有特征和主网络的打分输出，旅游子网络的输入包括旅游独有特征、主网络的

打分输出、主网络最后一层	FC，酒店和旅游子塔输入不同是因为业务逻辑不同导致

数据分布差异大，这是实践出的结果，最终的输出是对三个输出的加权求和。

图 6　MBN-V1 模型结构图
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针对加权求和的权重部分，我们采取了两种方式对权重进行设定：

	● 第一种，采用硬切分的方式，就是说权重向量是一个	One-hot	稀疏向量：对

酒店商家进行预测，只选取酒店子网络的输出，其余类推。

	● 第二种，采用软切分的方式，把多业务配额模型的输出作为权重值。

线上实验发现第二种方法比第一种好，我们认为采用硬切分会导致子塔分支的参数只

能被对应业务的数据更新，而各业务的数据占比不均导致学习不佳，而软切分会达到

一种知识迁移的作用。最终线上的效果相比统一的	Embedding&	MLP	模型，整体

旅游取得了正向效果：其中整体点击率	+0.17%，其余业务访购率效果基本持平。

子网络权重自学习

基于第一版多业务精排模型取得了初步正向效果，我们继续添加美食业务子塔，同时

考虑到	MBN-V1	依赖配额模型的输出，这样会导致配额模型的变更可能会对精排模

型的效果产生影响，针对这些因素我们上线了第二版多业务模型	MBN-V2，模型结

构如图 7所示。相比	MBN-V1	的区别如下：

	● 添加美食业务的独立子网络。

	● 解耦精排模型和配额模型，在精排模型中集成权重生成子网络，该子网络的输

入主要是一些	Query	维度，Context	维度的特征。
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图 7　MBN-V2 模型结构图

线上实验效果：MBN-V2	相比	MBN-V1，整体点击率	+0.1%，业务访购率效果基

本持平。

子网络特征自适应

在第二版模型的基础上，我们进一步添加到综业务子塔，随着子网络的变多，目前对

于子网络的输入采用人工设计，这种方式需要花费大量的时间进行离线实验。考虑到

目前的多业务子塔结构十分类似业界的多任务学习，我们也尝试引入业界的多任务学

习结构；同时，我们针对	MBN-V2	中的权重子网络输出进行分析发现其输出的权重

对不同业务商户的输出差不多，那么会带来业务的针对性优化不明显。基于上述部

分，我们迭代了第三版多业务精排	MBN-V3，结构如下图	8	所示，改进点如下：
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图 8　MBN-V3 模型结构图

	● 补充到综子网络，采用	MMoE[7] 多任务学习结构，来自动学习特征表征输出

给上层子网络，从而取代人工设计子网络的输入。

	● 精排模型的损失函数除了采用用户线上反馈计算的主	LambdaLoss	外，额外

添加了业务的分类交叉熵	Loss，达到预测某业务	Item	得分时，对应的业务子

塔权重最大的目的。

线上实验效果：MBN-V3	相比	MBN-V2，整体点击率效果持平、美食业务访购率	

+0.36%，到综业务访购率	+1.07%，酒店业务访购率	+0.27%，旅游业务访购率	+0.35%。

多业务特征表达优化

虽然	MMoE	多任务学习结构在业界很多场景得到了应用，在我们的多业务建模场景

也取得了有效验证，但是我们持续跟进业界前沿，并且结合业务场景进行落地。

我们尝试了腾讯提出的	PLE[8] 结构，迭代出多业务精排	MBN-V4。	PLE	可以看成
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是	MMoE	的改进版，它对于每一个任务有自己特定的专家层，不同任务之间有共享

的专家层，相比	MMoE	是所有专家输出的加权求和，PLE	子任务的输入是子任务独

有的专家和共享专家输出的加权求和，更容易学出业务的特性；同时基于性能考虑，

我们选取了单层	PLE	也即	CGC	结构，结构如下图 9所示：

图 9　MBN-V4 模型结构图

线上实验效果：MBN-V4	相比	MBN-V3，整体点击率	+0.1%，美食业务访购率	

+0.53%，其余业务访购率波动持平；我们对	MMoE	和	CGC	的专家权重进行可视化

如下图	10 所示，分析发现：CGC	结构的专家层权重相比	MMoE	在同一业务多条样

本之间的专家权重方差更小，更加稳定，说明	CGC	相比	MMoE	在特征表示上更加

有优势。
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图 10　MMoE、CGC 专家权重分析

总结和展望

2019	年底开始，为了解决实际的多业务召回排序问题，美团搜索进行了大量探索，

从工程到算法到产品形态各个层面丰富对多业务的支持。其中排序算法层面主要在多

路召回融合层和精排层进行优化。

多路融合层主要完成搜索结果从结果相关到结果优质的筛选过程，需要解决不同召回

方式（文本召回、推荐召回、向量召回）和不同业务召回结果的融合截断问题，直接

决定了用户能浏览到的结果候选集。这其中最重要的问题就是判断用户对各个业务

的需求强弱以及各业务的召回质量，对每个业务结果和召回结果确定合适的精排准入

标准。

多业务配额模型通过整合用户实时需求、Query	的历史统计信息、搜索上下文信息和

每个召回源质量情况，给出了每路召回、每个业务的应进入精排的比例。该模型保证

了不同场景下精排候选集的结果多样性和优质性，实现了新业务、新召回方法接入的

少侵入性，降低业务、召回接入成本。同时也为精排层分业务的网络结构提供了融合

各个业务子网络结果的先验权重。
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精排层在多路融合层的基础上进一步对多业务搜索结果进行精细化排序建模打分。用

户的需求和美团业务一样是多样的，为了能充分建模各种场景下的需求，精排多业务

排序模型从底层数据（丰富分业务的特征）、模型结构到业务目标融合都进行了多轮迭

代。其中模型结构和相应的目标融合直接对各种大小业务、场景和相应的业务目标进

行了分片建模，有效地缓解了小业务小场景在统一建模中被大业务样本淹没的问题。

同时该模型支持新老业务的快速迭代，各业务可以方便独立地迭代特征、模型结构和

相应的目标。

上述优化覆盖了线上全流量，在搜索用户体验和各业务价值均有明显提升，但还有很

多工作可以持续优化。

	● 业务独有特征利用：目前我们采用对某些业务添加业务独有特征，其余业务对

于这些缺失的独有特征给默认值，但是这样会带来很多冗余的计算量，这部分

不管从效果还是性能方面都存在优化空间。

	● 样本不平衡学习：不同业务的数据量在美团搜索上差异大，如何让模型更好的

学习出小业务的分布，我们正在探索迁移学习和	Meta-Learning	等方法。

	● 多目标优化：美团搜索既要兼顾用户的搜索体验，也要服务美团各个业务的战

略目标，所以各个业务的主优化指标不一定一致，多目标优化也是一个持续探

索的方向。

本文叙述的工作集中在美团多业务商家搜索排序上，同时随着优选、买菜、团好货、

闪购等商品类业务的发展，我们也正在进行商品类多业务混排以及商家商品异构多业

务混排工作。
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美团搜索多业务商品排序探索与实践

作者：曹越　瑶鹏　诗晓　李想等

引言

美团的使命是“帮大家吃得更好，生活更好”，我们给广大消费者提供买菜、优选、

闪购、外卖、到店餐饮、酒店旅游、休闲娱乐等各类商品和服务。首页搜索是美团	

App	上十分重要的模块，每天服务于数千万用户。随着美团零售商品类业务的不断发

展，美团搜索在商品类业务上的相关技术也在不断迭代，排序模块作为整个搜索系统

的重要组成部分，极大地影响着用户最终的搜索体验。

近些年，深度学习在排序领域得到广泛的应用，本文分享了美团搜索在零售商品类业

务上的排序经验。内容主要分为以下三个部分：第一部分，我们对商品搜索多业务排

序面临的挑战进行简单的介绍；第二部分会介绍商品搜索相关排序技术的一些实践经

验；最后一部分是总结与展望。

搜索排序的挑战

美团搜索多业务商品排序，面临的挑战主要包括以下几个方面：

1.	各业务供给和履约差异较大，采用统一模型对各类业务商品进行统一的混合

排序建模，模型兼顾不同业务的共性和特性难度大。

2.	不同业务的消费频次和业务规模不同，导致各业务在模型训练数据中的分布

差异较大。

3.	排序结果进行业务聚合展示情况下，业务间的顺序和首位业务结果展示数目

共同影响着用户的搜索体验，两者独立优化只可能得到体验目标的次优解，

由于两者的任务差异大，进行联合优化难度较大。

下面主要介绍我们在商品多业务排序上针对上述挑战点所做的一些探索与实践。
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排序探索与实践

混排建模

在美团搜索商品多业务排序场景下，排序需要对不同商品业务：闪购、买菜、优选、

团好货等进行统一混合排序，不同业务之间既有共性也有自己的特性。下面介绍我们

针对商品多业务排序相关的一些实践。

图 1　多业务商品排序示意图

多子塔结构

此前，我们在商家多业务排序场景中已经积累了很多的实践经验，详情可参考《多业

务建模在美团搜索排序中的实践》一文，所以直接将多子塔结构应用到商品多业务
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排序场景。商品混排的	item	集合涵盖五个业务，模型结构中具有五个子塔：闪购子

网络、买菜子网络、外卖子网络、优选子网络和团好货子网络；与此同时，我们引入	

ESMM[2]	模型结构来更好的学习下单信息。整体模型结构如下图	2	所示：

图 2　多子塔模型结构示意图

实践表明，模型离线指标相比基线提升明显；经过线上	AB	实验测试，点击率提升了	

20BP（基点），访购率提升了	37BP。

多业务特征选择

目前在多业务子塔结构中，我们采用了一个大的特征候选集来兼顾各业务的需求：底

层特征输入是闪购、买菜、外卖、优选、团好货多个业务的特征并集，业务之间互相

缺失的特征给予默认值。这种实现，导致特征的数量繁多且杂乱，可能会给模型的训

练带来很多的噪声。例如对于优选业务，实际可能只有 10%的特征起到作用，剩下

90%的特征对这个业务来说就是噪声。
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目前，业界提出的相关特征选择方案，如	AutoFIS	[20]、AutoFeature	[21]	等等，都是

针对单个场景、单个模型来选择的，而我们的目的是针对一个特征集合，让模型学会

不同场景下特征重要性的不同。因此，这些方案无法直接应用到我们的场景中。为了

缓解上述提到的问题，我们初步尝试了一些方法用于多业务的特征选择。

Group Lasso 正则化

Group	Lasso	 [3]	是	Lasso	的一个扩展。Group	Lasso	首先对特征进行分组，然后

对组内的特征采用	L2	正则化，组间的特征集合采用	L1	正则化。由于	L1	正则化的

稀疏性，因此最后产出的特征集合是稀疏的，也就达到了特征选择的目的。形式化表

述，我们在训练目标中加入下述公式（1）正则项：

	 　　　					　　min | | || || ||grls k= +λ θ λ θ1 2 2 1∑
k

K

=1
		 （1）

其中	K	为特征组的数目， θk 为第	k	组特征的	Embedding	矩阵， λ1 	和 λ2 为权重超

参数。在上式中，我们对所有特征集合应用	L1	正则化，从而产出一个稀疏的解，也

就达到了我们特征选择的目的。

该版模型相比多子塔模型，离线	NDCG	基本持平。

特征选择门

在上述	Group	Lasso	方案中，虽然我们达到了特征选择的目的，但选出的特征对应

不同业务的权重是相同的。在多业务排序场景下，不同特征对不同业务的重要性显然

不一样，例如“配送时间”这个特征对闪购业务比较重要，但对于团好货影响不是很

大。为了分业务建模特征重要性，我们借鉴	Group	Lasso	的思想，提出了一个自适

应多业务特征选择模块。
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图 3　多子塔特征选择门结构

整体模型结构如上图	3	所示，我们通过一个特征选择门来计算每个特征的权重。特

征选择门将	Query	以及上下文相关信息的	Embedding	表征经过一层线性映射以及	

Softmax	激活函数，得到归一化的特征的权重向量：

	 　　　　　　　　　　　 g softmax W x bt t query t= +( ) 	 （2）

其中 g Rt ∈
h2 	是第 t 个业务的特征权重向量， W Rt ∈

h h2 1× 是第 t 个业务的投影矩阵，

b Rt ∈
h2 是对应的	Bias	向量。而后用这个权重向量点乘经过	Embedding	编码后的模

型输入：

	 　　　　　　　　　　　 x g x g xˆt t t k k= = ∑
k

K

=1
, 	 （3）

对于不同的业务，我们用不同的门控 gt 乘上输入，从而达到了分业务加权的目的。

这版模型相比	Group	Lasso	正则化版本，离线	NDCG	提升了	16BP。
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多业务概率图模型及训练

在特征选择门方案中，我们针对不同的业务选用了不同的门控来实现自适应特征选

择。但是该方案有一个关键的问题：训练和推理阶段，我们怎么知道该选用哪个业务

的门控向量	 gt ？因此，模型首先需要能够识别当前请求的意图。

此外，多塔子结构的实践本质是想让业务更好地学出自己的特性。在图	2	和图	3	所示

的多业务结构中，如果调参不当，很容易出现退化或者模式坍塌的现象。一个极端情

况是，所有子塔中只有一个子塔得到了充分的训练，模型所有的输出都依赖于这个子

塔，这与我们多业务建模的初衷相违背。

为了实现意图识别以及更好地训练多业务子塔，我们接着提出了一个概率图的框架，

用一个隐变量	zz	来学习用户当前需求对应到每个业务的分布，系统性地用一个概率

图将输入、业务、以及输出联系起来。模型结构示意图如下图	4	所示，我们在模型中

额外引入一个先验网络	p	和一个后验网络	q，先验网络的目标是根据用户、查询词、

上下文等输入信息预测采用哪个子塔，即建模	p(z | x)，后验网络的目标是根据输入以

及用户的行为来建模后验概率	p(z	 |	x,y)。训练目标是优化条件概率分布的一个证据下

界（Evidence	Lower	Bound）：

　　　　　　	 log ( | ) log ( | , ) ( | )p y x p y x z p z x dz= ∫z

		　　　　　　																	 ≥ E p y x z D q z x y p z xq z x y KL( )| , [log ( | , )] [ ( , ) ( | )]− | || 	 （4）

这个公式第一项表示的含义是在训练时，我们从后验网络中拿到对应业务的分布	z，

然后根据	z	来判断模型走哪个子塔并进行训练。第二项表示的含义是让先验网络和后

验网络的输出尽可能接近，从而在推理阶段也能够根据先验塔的输出来判断走哪个子

塔。这个后验网络只会在训练阶段使用。在具体实现上，我们将后验网络简化成一个

规则决策模型：根据用户的行为反馈来预测对应的业务。
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图 4　多业务概率图模型

引入概率图建模后离线	NDCG	提升了	39BP；最终我们将该版本进行线上	AB	测试：

线上点击率提升了	25BP。

在多业务建模方面，除了上面的工作我们还陆续尝试了使用	Uncertainty	对分业务	

Loss	进行加权 [4]、多业务	Hierarchy	结构 [5]	等，但均没有取得明显效果提升。

此外，我们也调研了阿里妈妈近期提出的	Star[6]	模型，Star	模型主要有以下几点贡

献：1.	提出了一个星形（Star）的架构；2.	提出了分片归一化（Partitioned	Normal-

ization）的方案；（3）将域的信息显式加入到输出中（辅助网络）。我们尝试过将分片归

一化、辅助网络的方案应用到我们的场景中，但均没有取得明显的效果。

聚合建模

当对各业务结果进行如图	5	所示的聚合展示时，聚块的位置顺序和聚块大小（即聚块

内	item	的数量）共同决定用户的搜索体验。过去很长一段时间的技术方案是先使用

排序模型预测业务的先后顺序，然后根据业务预测分数的相对差值通过人工规则来设

置聚块大小。这种方案将聚块顺序和聚块大小分两步进行串行建模，距用户体验最优
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解存在较大差距；其次，聚块排序与聚块大小的串行耦合会降低模型的迭代效果：前

者的模型迭代替换，会导致后者规则相关的阈值设定不再合适。

图 5　结果聚合展示示意图

针对聚合展示样式带来的技术挑战，我们提出	GSRM	(Grouping	Search	Results	

Model)	模型，该模型结构如下图	6	所示。这是一个多任务模型，同时进行聚块位置

和大小的预测。聚块位置预测任务我们建模成	CTR	预估的分类问题，输出结果代表

业务偏好强弱进行聚块的的位置排序；聚块大小预测任务我们建模成一个回归问题，

输出聚块展示结果数。模型的底层输入特征包含查询词维度、用户维度、上下文维

度、item	维度、以及各个维度的交叉特征。下面重点介绍两个工作：第一个是用户行

为序列建模，第二个是聚块大小预测建模。
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图 6　聚块展示模型示意图

异构双序列建模

众所周知，在深度学习	CTR	预估时代，在模型中引入用户行为序列特征能够极大提

升模型的效果。业界关于端到端行为序列建模的工作，主要分为以下三类：第一类是

基于注意力机制的模型，代表性工作如	DIN[7]、DIEN[8]、DSIN[9]	以及	BST[10]	等等；

第二类是基于记忆网络的模型，代表性工作如	HPMN[11]	和	MIMN[12]；第三类是基于

检索的模型，代表性工作如	UBR4CTR[13]	和	SIM[14]。这些工作对美团搜索多业务商

品排序有很大的落地实践指导。

考虑到在聚合展示样式下，用户的行为具有异构性：用户既与聚块发生交互行为，也

与聚块内的	item	发生交互行为，所以该业务排序场景相比业界大部分排序场景的用

户行为序列建模不同，它属于异构行为序列建模。如上图	6	的模型结构所示，模型
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使用了用户的	item	行为序列和聚块行为序列，其中我们使用更加丰富的用户全美团	

App	业务序列来替换美团搜索聚块行为序列。

得益于我们在美团搜索商家个性化排序上积累的实践经验（参见《Transformer	在美

团搜索排序中的实践》一文），两种序列都首先通过	Self-Attention	方式进行编码，

得到一个更好的	Embedding	表示；然后对	item	行为序列直接进行	Sum-pooling，

对聚块序列进行	Attention-pooling；考虑到在美团	O2O	场景下，用户的业务偏好

兴趣与时间和地点有极强的关系，我们将查询词、时间和位置等上下文信息和候选聚

块一同作为	Attention	中的	Target	来更好的刻画不同时空场景下用户的兴趣。

模型补充	Context-Aware	的异构双序列建模，离线	NDCG	提升了	10BP；线上	

AB	测试也取得稳定正向的效果：点击率提升了	12BP，访购率提升了	9BP。

为了深入理解行为序列建模的效果，我们对	Context-Aware	部分的	Attention	权重

进行可视化如下图	7	所示，发现对于用户最终发生行为的聚块，对应到行为序列中同

类别聚块的权重也更大，说明	Context-Aware	能较好捕获用户当前请求的兴趣，在

抽取兴趣时能够较好抑制其他行为的噪声。

图 7　Target-Attention 权重示意图
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聚块大小预测建模

针对聚块大小预测的回归任务，考虑到和之前的预估分类任务差异较大，我们在特征

共享层采用目前业界常用的	MMoE[16]	多任务参数共享结构，同时从业务场景来看，

当偏好预估认为某个业务很强时，应该给与相对多的业务结果数，所以我们借鉴了	

AITM[17]	的工作，迁移偏好预估塔中的隐藏层信息到聚块大小预估塔中，整体模型如

上图	6	所示。

模型训练损失函数如公式	(5)	所示，其中	pos	表示聚块的位置信息。

　					　 Loss Loss pos Loss pos= ∗ + ∗ ∗ =λ λ ϕ ϕ1 2ctr size( ) ( ) 



1 0
0 0pos

pos
≠
=

	 	（5）

其中偏好预估损失函数 Lossctr 采用	LambdaLoss[18]，如下面公式（6）所示：

　　　　　　　　　 Loss NDCG i j ectr = ∆ +
y y
∑
i j>

( , ) log (1 )2
− −σ ( )y yi j



	 （6）

聚块大小预估损失函数 Losssize 采用	HuberLoss[19]，如下面公式（7）所示：

												 Losssize =






δ δ

1
2

( ) for | |

(| | ) otherwise.

label pred label pred

label pred

size size size size

size size

− − ≤

− −

2

1
2

δ
		 （7）

两个损失函数的权重 λ1 和 λ2 根据人工经验设定。针对聚块大小	Loss，考虑到实际我

们只调整首位的聚块大小，所以聚块大小	Loss	只对首位聚块生效。其中的 labelsize 会

依据用户的行为反馈进行适当设计：当用户点击“查看更多”或者“聚块标题”时，

会对线上历史展示个数适当放大；当用户在非首位下单时，会对首位聚块大小进行适

当缩小；当用户在首位下单时，会综合考虑用户的浏览个数、最后点击位置以及历史

展示大小进行调整。

对聚块大小进行联合预测，离线	NDCG持平，线上	AB	测试结果：访购率提升了	

3BP。
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总结和展望

本文介绍了我们在多业务商品排序上的探索与实践经验。关于多业务统一排序，基于

过去商家多业务排序的经验，继续从特征选择、引入概率图模型优化模型训练来持续

提升多子塔结构的效果。可以看出，我们的工作具有较好的延续性和迭代性；同时当

结果采用聚合展示样式时，我们采用	GSRM	聚合模型技术策略来与之适配。这些工

作也都取得了不错的效果。

未来，我们会在以下几个方面展开进一步的工作：

1	 针对如何使模型更好地学习不同业务的特性和共性，将在特征自适应选择和

参数共享两个方面持续迭代模型结构。

2.	针对上层的业务子塔结构，不同的业务可能适用不同的参数量，将结合	

AutoML	技术对多业务结构中的子网络进行优化。

3.	针对目前人工设计多任务	Loss	权重带来的调参工作量，将探索对多任务	

Loss	权重自适应调整的方法。

4.	针对用户对单个	item	的决策行为受周围展示	item	信息影响，而目前的排序

方法没有较好建模这个信息，将探索考虑	Context	信息多业务混排方法。
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情感分析技术在美团的探索与应用

	作者：任磊　佳昊　金刚等

背景

移动互联网的发展和普及已达到空前规模，亿万网民在互联网上可以获得信息、交流

信息，发表自己的观点和分享自己的体验，表达各种情感和情绪，如批评、赞扬以及

喜、怒、哀、乐等。作为国内领先的生活服务电子商务平台，美团连接起了百万商户

和亿级用户，积累了数十亿真实用户评论。用户评论不仅为消费者选店决策提供参考，

也是商家获取消费者反馈的渠道。对用户评论进行情感分析可以帮助美团深入理解商家

服务水平和用户偏好，为改进平台服务与获取优质内容提供了最直观的反馈，同时也

在美团搜索、个性化推荐、商业智能、内容安全等十多个业务场景中有着广泛应用。

以大众点评App 为例，用户既可以发表对商家的星级打分（一星到五星），也可以对

商家服务或产品发表详细评论。我们对大众点评商户近半年的评论进行了统计分析，

用户情感倾向在不同星级商家中的分布如图 1所示，商家整体星级打分反映出用户对

该商家的整体情感倾向，但同时我们发现高星商户的评论中存在大量负向情感内容，

低星商户的评论中也存在不少正向情感内容。究其原因在于用户评论中存在大量星级

评分与对应评论情感倾向不一致的情况，如图 2中展示的两条用户评论，高星级评论

中存在负向情感内容，低星级评论中也存在正向情感内容。

图 1　评论情感倾向在不同星级商家中的分布
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图 2　用户星级评分与评论情感倾向不一致

图 3展示了大众点评App 上一家「五星级」咖啡厅，用户对口味、环境、服务各项

评分都很高。我们对其所有用户评论分析后发现好评主要集中在口味、服务、性价比

等属性，但也有不少用户抱怨说咖啡厅的位置难找，不好停车，座位比较拥挤，空间

小等。整体星级评分并不能全面体现用户对商家的真实评价。因此，除了对用户评论

内容进行整体情感判断外，我们还需要对用户评论进行更细粒度的情感分析才能精准

地挖掘用户对商家的反馈，进而改善商家服务，提升用户体验。

图 3　商家详情页
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2021 年 5 月，美团NLP中心开源了迄今规模最大的基于真实场景的中文属性级情

感分析数据集ASAP[1]，该数据集相关论文 [2] 被自然语言处理顶会NAACL2021 录

用，同时该数据集加入中文开源数据计划千言 [3]，将与其他开源数据集一起推动中文

信息处理技术的进步。借此机会，本文回顾了美团情感分析技术的演进和在典型业务

场景中的应用，整体技术框架如图 4所示。

图 4　美团情感分析整体技术框图

情感分析介绍

情感分析的目标是分析文本中表达或蕴含的正向（褒义）、负向（贬义）或中立的情感

倾向。根据所处理文本的粒度，情感分析可以分为篇章 / 句子级情感分析和属性级情

感分析 [4]，与属性级情感分析密切相关的还有观点三元组分析。

篇章 / 句子级情感分析的目标是判断整篇文档或整句子的情感倾向（即正向、负向或

中立）。

属性级情感分析与篇章 / 句子级情感分析不同，需要同时考虑目标信息（属性）及其

对应的情感。例如“这家餐厅装修很有格调，饭菜也很好吃，就是位置很不显眼，找

https://github.com/Meituan-Dianping/asap
https://github.com/Meituan-Dianping/asap
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了好久才找到，并且服务员态度也不够满意。”如果从整体看，很难说这句话应该被

判断成褒义还是贬义，因为在评论中，用户称赞了餐厅的装修和菜品属性，但是吐

槽了餐厅的位置和服务属性。为了得到更全面和精确的情感信息，我们需要识别粒

度更细的属性级情感。这种任务学术上被称为 ABSA（Aspect	Based	Sentiment	

Analysis，基于属性的情感分析），可以划分为 ACSA（Aspect	Category	Senti-

ment	Analysis，基于属性类别的情感分析）和 ATSA（Aspect	Term	Sentiment	

Analysis，基于属性项的情感分析）[5]，其中 ACSA 是识别在相应预定义属性类别

（Aspect	Category）上的情感倾向，如上述评论在属性类别“菜品口味”上表达正向

情感，在属性类别“服务态度”上表达负向情感。ATSA中是识别针对文本中出现的

相应属性（Aspect	Term）的情感倾向，如上述评论中针对属性“饭菜”表达正向情感，

针对属性“服务员”表达负向情感。本文所述属性级情感分析主要指ACSA任务。

观点三元组分析包括属性抽取（Aspect	Extraction）、观点抽取（Opinion	Extraction）

以及属性 -观点对（Aspect-Opinion）的情感倾向分析三个任务，在学术上称为

Aspect	Sentiment	Triplet	Extraction[6] 或者Opinion	Triplet	Extraction[7]。属性抽

取和观点抽取属于信息抽取的范畴，属性 -观点对的情感倾向分析属于分类任务。属

性抽取任务中抽取的属性（Aspect	Term），是上述ATSA任务的基础，观点抽取任

务是抽取人们针对属性所表达的观点，例如评论“宫保鸡丁这道菜真是棒极了，太好

吃了！”中的属性“宫保鸡丁”，观点“真是棒极了，太好吃了！”；属性 -观点对的情

感倾向分析是识别基于该属性表达观点的情感倾向，例如	“宫保鸡丁——真是棒极了，

太好吃了！”情感倾向为正向。

篇章 / 句子级情感分析及应用

篇章 / 句子级情感分析即给定一段文本，通过模型给出该文本整体的情感强度或情感

倾向。根据模型输出类型划分，主要分为回归方案和分类方案，其中回归方案的输出

为连续的情感强度 [0 ～ 1]（趋向 0代表负向程度，趋向 1代表正向程度），分类方案

的输出为离散的情感倾向（正向、负向、中立）三分类。调研多个业务场景对情感分

析的需求，同时考虑模型在应用中的通用性和灵活性，我们最终采用了回归模型方
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案。为了建立精准的情感分析能力，在数据标注时我们将情感强度划分为离散的七

档评分——[ 非常负向 , 负向 , 轻微负向 , 中性 , 轻微正向 , 正向 , 强烈正向 ]，并采用

Min-Max	Normalization 将标注 Label 归一化到 [0 ～ 1]。

在这个任务上，业界主流技术方案主要有 TextCNN[8]、Att-BLSTM[9] 以及 BERT[10]

为代表的预训练模型。其中Att-BLSTM提出利用注意力机制获取句子中最重要的信

息，且在学习长距离语义上优于 TextCNN，因此第一版模型框架采用了图 5所示的

Att-BLSTM方案。2018 年以来以 BERT为代表的预训练模型在多项NLP任务中

取得巨大进展，BERT在特征抽取上具有较强优势，如浅层的句法特征以及深层的语

义特征。基于上述考虑，我们用自研MT-BERT[11] 模型对 Att-BLSTM架构中的编

码器进行升级，并在多个业务评测上取得了显著效果提升，部分实验结果见图 6。

图 5　篇章 / 句子级情感分析模型架构
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图 6　篇章 / 句子级情感分析模型迭代效果指标

篇章 / 句子级情感分析在美团业务中有着广泛应用，如广告和推荐业务中的文本安全

管控和商家运营情感监测等。如图 7（a）所示，美团App 和大众点评App 首页信息

流文案大部分抽取自用户真实评论，需要从内容供给上严格控制文本质量，通过句子

级情感分析对供给内容中的负向内容进行过滤，提升终端用户体验。此外，在商业智

能场景中，句子级情感分析还可以帮助商家优化运营策略，如图 7（b）所示，美团商

业大脑通过情感分析能力可以监控用户对商家评价的情感曲线以及评论情感占比等指

标来改善商家运营。

图 7　篇章 / 句子级情感分析在美团业务场景的应用
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属性级情感分析及应用

篇章 / 句子级情感分析只是针对文本整体表达或蕴含的情感倾向分析，无法获取针对

评价观点对象（属性）上的情感倾向。为了得到更细粒度的情感分析结果，我们需要

针对美团业务场景构建属性级情感分析能力，即给定一段文本，通过模型给出该文本

在指定属性上的情感倾向。

数据收集与分析：针对大量用户评论进行统计分析，同时参考SemEval 数据集 [12]，

并与业务产品专家沟通美团业务特点后，我们将餐饮业务下的属性设计为菜品、环

境、价格、服务、位置，共 5类。数据分析中发现美团业务下的用户评论趋于多样化

和细粒度化。以该真实用户评论“... 装修看起来很高大上的样子，但是因为主厅在举

办婚礼非常混乱，感觉特别吵 ...”为例，用户对装修和噪声两个环境细分属性表现出

相反情感倾向。因此我们将属性从上述 5个类别细分到 18个子类别，最终设计为两

级属性体系，如图 8所示。

图 8　两级属性体系

为了构建高质量数据集，我们进行了详细数据分析和调研业界标准，最终制定了面向

用户评论的属性级情感分析标注规则。对于每条评论，标注人员需要先判断预定义的

属性是否在该评论中被提及，再判断被提及属性上的情感倾向。因此对于每个属性共

有 4种标签——[ 未提及 ,	负向 ,	中立 ,	正向 ]。

我们对 ASAP数据集中属性及其对应的情感倾向分布做了统计，如图 9所示。本次

标注主要面向餐饮商家下的用户评论，所以 94.7%的评论都提及菜品口味这一属性。

除此之外，用户们还比较关心服务人员态度，价格水平，装修情况等属性。
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图 9　ASAP数据集中属性以及对应的情感倾向分布

与属性级情感分析开源数据集 SemEval	RESTAURANT[13] 相比，ASAP 在数据

量上远远超出，可以支撑深度神经网络模型的探索。相对于单句级别的RESTAU-

RANT，包含多子句评论级别的ASAP具有更长的平均长度，因此往往包含更丰富的

属性信息。在 ASAP 数据集中平均每条评论包含 5.8 个属性，是RESTAURANT

数据集的 4.7 倍，相对于RESTAURANT数据集具有更大的挑战性。

属性级情感分析多任务学习框架：在该类问题上，业界主流技术方案根据模型结构

不同可以分为两种，分别为基于非预训练模型的方案和基于预训练模型的方案。基

于非预训练模型的方案中，Att-BLSTM[9] 需要为每个属性单独训练一个模型，无

论模型训练还是模型应用都比较复杂；ATAE-LSTM[14] 通过属性向量（Aspect	

Embedding）引入属性信息，同时提出基于注意力（Attention）机制让模型聚焦到对

应的属性相关信息上来提升模型准确率；CapsNet[15] 可以用于 ABSA任务中学习属

性（Aspect）和文本（评论）之间关系。基于预训练模型的方案中，QA-BERT[16] 将

ABSA任务转化为问答形式的句间分类任务，每个属性都和文本构成句对作为输入，

实际应用中属性数量较多时，计算量较大；	CapsNet-BERT[17] 在 CapsNet 方案的
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基础上将语义编码层（Encoder）从 Bi-GRU升级为BERT。上述模型都只考虑了属

性与文本的关系，把每个属性都单独处理，没有考虑不同属性间的关系。

通过数据分析部分可知，ASAP数据集在不同属性上的分布非常不均衡，这会导致模

型训练时数据量小的属性上更容易出现过拟合，不同属性上的情感倾向表达有共性同

时也有各自特定的表达方式。模型设计时需要结合业务数据特点同时兼顾计算效率，

最终我们采用了多任务学习框架来兼顾属性间关系，同时处理一条评论的多个属性，

模型整体设计为两层，分别为共享层和任务相关层，如图 10所示。

图 10　美团属性级情感分析模型架构
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共享层为语义编码层（Encoder），目标是学习文本在不同属性上的上下文深度语义表

征。通过参数共享实现知识的迁移可缓解数据不均衡带来的问题，同时对新增属性的

扩展具有较好的兼容性。

　　　　　　　　　　　　　　　H Encoder R= ( ) 		 （1）

其中， H h h h= { , ,..., }1 2 Z 为评论 R w w w= { , ,..., }1 2 Z 经过语义编码层（EncoderEn-

coder）编码后得到的向量，Z 代表评论的长度。

任务相关层包括注意力层和分类层，注意力层设计上我们借鉴了ATAE-LSTM中注

意力池化的方法，让模型可以聚焦到整条评论中和指定属性最相关的句子或者片段，

减少其他属性等无关信息的干扰，提升该属性上的情感倾向判断准确率。

																																																						M W Hi i
a a= tanh( * ) 	 （2）	

	 　　　　　　　　　　	　α ωi i i= softmax M( * )T a 	 （3）		

	 　　　　　　　　　　　		 r W Hi i i= tanh( * * )p Tα 		 （4）

其中，αi 是注意力权重向量，对句子中不同重要程度的词语给予不同的权重。 ri 		是评

论针对第 i 个属性经过注意力池化后得到的加权表征。

最后模型经过Softmax 分类器，

　	 　　　　　　　　　　　	 y softmax W r bˆi i i i= +( * )q q 	 （5）	

对于给定的评论RR，属性级情感分析的损失如下：

																																																				 L y yACSA i i=
N
1 ∑∑

i C

N

=1
*log ˆ 	 （6）	

其中，N 为属性（Aspect）数量，C 是分类类别数。

随着预训练语言模型技术的快速发展，结合团队自研的预训练模型MT-BERT不断

迭代，我们在上述多任务框架的基础上，对参数共享层的语义编码（Encoder）部分

做了持续的迭代，由最初的Bi-GRU到Google-BERT-Base，再到MT-BERT-
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Base，以及目前的MT-BERT-Large，模型在Benchmark 上的指标得到了进一步

的提升，如图 11所示。

图 11　美团属性级情感分析模型迭代指标

典型应用：属性级情感分析在美团业务中有非常多的应用场景，如精选点评、个性化

推荐、智能搜索、商家运营等。大众点评App 的精选点评模块是属性级情感分析的

典型应用场景之一，如图 12所示。精选点评模块作为点评App 用户查看高质量评论

的入口，其中精选点评标签承载着内容结构化聚合的作用，支撑着用户高效查找目标

评论内容的需求。鉴于属性级情感分析能够挖掘用户评论在不同属性上表达的情感倾

向，根据其构建的属性级情感标签能够较好的帮助用户筛选查看，同时外露更多的商

家信息，帮助用户高效的从评论中获取消费指南。
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图 12　大众点评精选点评模块产品形态

美团商业大脑运营分析是属性级情感分析在美团商业智能典型应用场景，如图 13所

示。美团商业大脑是美团搭建起的面对生活服务业商家提供大数据分析决策支持的知

识图谱平台，通过细致刻画商家服务现状、商家竞争力分析，以及商圈洞察等方式，

为商户提供精细化经营建议。美团商业大脑通过对用户评论进行全方属性级情感分析

与归纳总结，从而可以发现商家在市场上的竞争优势 / 劣势、用户对于商家的总体印

象趋势、商家菜品的受欢迎程度变化，并对商家提供前瞻性经营方向，智能化指导商

家精准优化经营模式。

图 13　美团商业大脑商家运营分析
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观点三元组分析及应用

在观点三元组抽取任务中，工业界目前主流的方案是基于Pipline 的方案，即先分别

抽取属性和观点，然后抽取两者关系，最后通过句子级情感分析获得属性和观点对的

情感倾向。Pipline 方案的优点是整个任务可以模块化，复用关系抽取、情感分析等

通用能力，且各模块可以单独迭代优化；缺点是误差会在 Pipline 模块中传导累积，

后序模块对前序模块的准确度有较强的依赖性，且计算效率低。

在学术界，最新的一些工作MTL[7] 和 GTS[18] 等提出了多任务学习的解决方案。结

合美团业务特点同时兼顾计算效率的考虑，最终我们选择了多任务学习的方案，模型

架构如图 14所示。模型整体由四部分组成：Pretrained	Language	Model、Aspect	

Tagger、Opinion	Tagger、Sentiment	Parser，其中Pretrained	Language	Model

为基于预训练语言模型的编码器，兼容 BERT、RoBERTa[19]、ELECTRA[20] 等主

流预训练模型，Aspect	Tagger 执行属性序列标注任务，Opinion	Tagger 执行观点

描述序列标注任务，Sentiment	Parser 执行属性与观点描述关系依赖及其情感分析

解析任务，主要为一个Biaffine	Scorer[21]。

如图 14中的例子所示，Aspect	Tagger 将“虾滑”和“墨鱼滑”这两个属性抽取出

来，而Opinion	Tagger 则对应地将“很不错”和“并不新鲜”这两个观点描述抽取

出来，Sentiment	Parser 给出句子中的所有字之间的情感依赖关系（即正向、负向、

中立、无关）四分类。我们利用抽取出来的属性和观点描述在所有字之间的情感依赖

关系上进行索引和记录，最终可以得到“虾滑”和“很不错”之间的 2*3=6 个情感

依赖关系中最多的关系为正向情感，而“虾滑”和“并不新鲜”之间的 2*4=8 个情

感依赖关系中最多的关系为无关。类似地，我们可以推断出“墨鱼滑”和”并不新鲜

“之间的关系为负向情感。模型训练时，模型整体对三个子任务损失进行联合优化。
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图 14　观点三元组抽取多任务学习模型架构

此外，我们对 Pretrained	Language	Model 模块进行了优化，由最初的Google	

BERT-Base，到自研MT-BERT-Base，再到目前的MT-BERT-Large，模型

在 Benchmark 上的指标得到了进一步的提升，如图 15所示。由于观点三元组分析

既包括分类任务也包括抽取任务，评价指标上我们采用了EM-F1 和 Fuzzy-F1，其

中 EM-F1 需要任意两个观点三元组（属性，观点描述，情感）中三个元素全部正确

整体才算一次命中，Fuzzy-F1 会考虑抽取片段的重合度（包括属性和观点描述），
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EM-F1 比 Fuzzy-F1 更加严格。

图 15　观点三元组抽取模型指标迭代

通过观点三元组分析技术可以构建基于属性的情感观点知识库，其中每个属性（商

品或服务）节点都会被一个或多个带情感依赖的观点描述指向，如图 16 所示。通过

【属性 +正向观点】的模板方法可以构造推荐文案，例如”酸汤鱼片：酸酸甜甜，妙

不可言”，可以用于美团App 和大众点评App 首页推荐或广告文案场景，同时可以

根据用户对属性（商品或服务）的偏好，展示个性化推荐文案，帮助用户更加高效的

获取信息。同时这些基于属性（商品或服务）的情感观点信息可以帮助商家更加精细

化的运营。
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图 16　基于属性（商品或服务）的情感观点知识库样例展示

情感分析服务化

很多美团业务场景对情感分析有迫切需求，例如推荐理由、Feeds 内容、广告文案、

精选评价标签、商家运营、对话系统等场景都需要识别文本在整体或属性上的情感倾

向。针对美团业务特点我们构建了在线实时预测服务和离线批量预测服务。

在线实时预测服务主要针对需要实时计算的场景，如对话系统需要实时识别用户对话

内容的情感倾向，提供 Thrift 接口调用方式，方便美团内部业务服务调用；离线批量

预测服务主要针对需要离线批量计算的场景，如每日新生产的 Feeds 内容需要批量

进行情感分析后才能进入线上内容供给池。依托于美团机器学习平台MLP搭建了情

感分析离线计算服务，业务使用方仅需要简单的配置输入 / 输出数据表以及计算队列

即可便捷调用，同时该服务支持了定时调度，可以便捷接入到业务方整体的调度流程

中。目前情感分析服务已经为美团内部十多个业务场景提供服务。
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图 17　在线实时预期

图 18　离线批量预测

总结与展望

本文总结了美团情感分析技术的演进和在典型业务场景中的应用，包括篇章 / 句子级

情感分析、属性级情感分析和观点三元组分析，其中属性级情感分析工作向业界开源

了迄今规模最大的基于真实场景的中文属性级情感分析数据集ASAP，该数据集相关

论 文《ASAP:	A	Chinese	Review	Dataset	Towards	Aspect	Category	Sentiment	

Analysis	and	Rating	Prediction》被自然语言处理顶会NAACL2021 录用。在技术

迭代上，紧跟预训练语言模型技术的快速发展，结合团队自研的MT-BERT模型不

https://arxiv.org/abs/2103.06605
https://arxiv.org/abs/2103.06605
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断迭代升级。在业务应用上，依托情感分析技术能力构建了在线实时预测服务和离线

批量预测服务，截至目前情感分析服务已经为美团内部十多个业务场景提供服务。

属性级情感分析已经在美团多个场景落地应用，但对于某些领域跨度较大的新场景

（比如从餐饮领域到休闲娱乐领域），我们总是需要人工预定义新的属性，并进行一定

数量的数据标注。预定义属性需要对每个业务都有深入的理解，在实际中，很难把每

个业务的属性都预定义得非常全面，尤其是某些占比不高但具有业务特色的属性。这

些成本会对属性级情感分析在新业务场景的快速落地有一定程度的影响。我们也在探

索迁移学习、少样本学习、属性自动挖掘等技术在情感分析上的应用，以加速情感分

析在新领域快速应用，来满足美团业务的快速发展需求。
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细粒度情感分析在到餐场景中的应用

作者：储哲　王璐　润宇　马宁　建林　张琨　刘强

一、背景

作为一家生活服务在线电子商务平台，美团致力于通过科技链接消费者和商户，努力

为消费者提供品质生活。到店餐饮（简称到餐）作为美团的核心业务之一，是满足用

户堂食消费需求、赋能餐饮商户在线运营的重要平台，在服务百万级别的餐饮商户和

亿级别C端用户的过程中，积累了海量的用户评论信息（User	Generated	Content,	

UGC），包含了用户到店消费体验之后的真情实感，如果能够有效提取其中的关键的

情感极性、观点表达，不仅可以辅助更多用户做出消费决策，同时也可以帮助商户收

集经营状况的用户反馈信息。

近年来，大规模预训练模型（BERT）、提示学习（Prompt）等 NLP 技术飞速发展。

文本分类、序列标注、文本生成各类自然语言处理任务的应用效果得到显著提升，情

感分析便是其中最常见的应用形式之一。它的任务目标在于通过NLP技术手段对输

入文本进行分析、处理、归纳、推理，给出文本情感极性判定的结果。

按照情感极性判定粒度，可以细分为篇章 / 整句粒度情感分析、细粒度情感分析

（ABSA,	Aspect-based	Sentiment	Analysis）[1]。一般而言，细粒度情感分析的

任务目标主要围绕属性（Aspect	Term）、观点（Opinion	Term）、情感（Sentiment	

Polarity）三要素展开，可以拆分为属性抽取、观点抽取以及属性 -观点对的情感倾

向判定三个级联任务 [2-5]。例如，对于给定的用户评论“这家店环境不错，但服务很

糟糕”，预期的输出结果为（环境，不错，正向）、（服务，糟糕，负向）。
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图 1　ABSA 子任务 [5]

到餐算法团队结合到餐业务供给侧、平台侧、需求侧的业务场景，为核心业务链路的

智能化提供高效、优质的算法解决方案，通过算法能力辅助业务降本提效。本文结合

到餐B/C端业务场景，探索细粒度情感分析技术在用户评价挖掘方向的应用实践。

二、目标回顾

2.1 业务问题

秉承“帮大家吃得更好，生活更好”的使命，到餐面向消费者提供包括套餐、代金

券、买单、预订等在内的丰富产品和服务，并通过黑珍珠餐厅指南、大众点评必吃榜

等榜单，以及搜索、查询、评价等，帮助消费者更好地作出消费决策。同时，为商家

提供一站式的营销服务，帮助餐饮商户沉淀口碑、获取用户、增加复购等，进而轻松

管理餐厅。
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随着餐饮连锁化加速、行业竞争格局激烈，商户管理宽幅和难度逐步加大，商户的经

营要求更加精细，数据管理意识更加迫切。用户历史评论中蕴含着大量用户消费后的

反馈，是情感分析的重要组成部分，不仅能够描述消费感受，同时也能反映出就餐环

境的好坏。因此，做好情感分析有利于帮助餐饮门店提升服务质量，也能够更好地促

进消费体验。

图 2　评论示例：(a) 菜品评价，(b) 服务评价，(c) 食安评价

UGC评价分析，主要是从评论文本中挖掘出菜品、服务、食品安全（简称食安）等方

面相关信息，获取用户在各个维度的细粒度情感，细致刻画商家的服务现状，如上图

2所示。对于餐饮商户，菜品、服务、食安评价分析问题可以拆解如下：

	● 菜品评价，主要包括用户评论中的菜品识别、评价属性提取、菜品观点提取、

观点情感分类；

	● 服务评价，主要包括用户评论中评价属性提取、服务方面观点提取、观点情感

分类；

	● 食安评价，主要包括用户评论中评价属性提取、食安方面观点提取、观点情感

分类。
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其中问题 2和 3是典型的三元组抽取任务，即识别服务或食安方面的（属性，观点，

情感）。对于问题 1，在服务、食安评价问题的基础上，菜品评价需要识别评论中提及

的菜品，相比业界四元组（属性，观点，属性类别，情感）[6] 抽取任务，到餐场景下

主要为	( 菜品，属性，观点，情感）四元组的识别。

2.2 技术调研

在美团内部，我们针对UGC评价分析问题，调研了相关工作成果，主要为基于MT-

BERT预训练模型开发了多任务模型，试图解决情感分析中的ACSA	(Aspect-Cate-

gory	Setiment	Analysis)	问题以及（属性，观点，情感）三元组抽取问题，并实现了

句子粒度的情感分类工具开发，同时开源了基于真实场景的中文属性级情感分析数据

集ASAP[7-9]。但对于美团到餐业务来说，我们需要基于具体场景提出针对性的解决

方案，如四元组抽取任务，不能直接复用其他团队的相关技术和工具，因此有必要建

设服务于到餐业务场景的细粒度情感分析技术。

在业界，我们也调研了行业其他团队如腾讯、阿里在细粒度情感分析方面的相关研

究。2019 年腾讯 AI	Lab 和阿里达摩院合作 [3]，提出了基于两个堆叠的 LSTM和三

个组件（边界引导、情感一致性和意见增强）的模型，将“BIOES”标注体系与情感

正向（Positive）、中性（Neutral）、负向（Negative）结合形成统一标签，可以同时

识别属性和情感。同年，阿里达摩院提出了BERT+E2E-ABSA模型结构，进一步

解决属性和情感的联合抽取问题 [10]，同时提出（属性，观点，情感）[2] 三元组抽取任

务，并给出了两阶段解决框架，首先分别识别出属性（情感融合为统一标签）和观点，

然后判断属性 -观点是否配对。

自此，业界后续研究开始向三元组联合抽取展开 [11-14]。2021 年 2月，华为云 [6] 提出

（属性，观点，属性类别，情感）四元组抽取多任务模型，其中一个任务识别属性和观

点，另一个任务识别属性类别和情感。2021 年 4 月，腾讯 [15] 引入 Aspect-Senti-

ment-Opinion	Triplet	Extraction	（ASOTE）任务，提出了一个位置感知的 BERT

三阶段模型，解决了（属性，观点，情感）三元组抽取问题。
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调研机构 行业
预训练

模型

细粒度情感

分析问题

阅读理解

问题

三元组

问题

四元组

问题

联合抽取

问题

阿里达摩院 [2,10]
电子

商务
√ √ X √ X √

华为云 [6]
云服

务
√ √ X X √ √

腾讯 [15] 社交 √ √ X √ X X

美团到餐
本地

生活
√ √ √ √ √ √

从学术界来看，更关注于如何更好地进行实体抽取、情感分类以及多任务的联合抽

取，可能会忽略工业界落地更关注的计算时效性（如多维度标注与情感维度整合，增

加计算、存储资源消耗，在有限资源下时长延迟）、效果准确性（如任务模块端到端开

发，忽略业务的个性化，直接复用导致准确性降低）等方面要求，导致相关技术方法

并不能直接应用于业务场景，需要进一步开发完善才能实现业务的落地。

如上表所示，针对以上调研，我们借鉴了美团搜索与NLP部在三元组细粒度情感分

析方面的经验，拆解到餐四元组抽取问题，并结合学界最先进的阅读理解、注意力机

制等方面的实体抽取、情感分类经验，设计开发了应用于到餐业务的细粒度情感分析

解决方案。

2.3 技术目标

如上文所述，菜品评价主要关注菜品、评价属性、菜品观点和观点情感，而服务、食

安评价问题，主要关注服务或食安方面的评价属性、观点和情感。就细粒度情感分析

任务而言，可以看出，前一个问题涉及四元组信息，而后两个问题仅涉及三元组信息。
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2.4 主要挑战

由于三元组问题可以看作是四元组问题的子问题，不失一般性，下文将重点阐述四元

组相关技术挑战。

图 3　到餐细粒度情感分析中的 UGC 示例
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问题 3：如何同时对四元组抽取、识别，减少 pipeline 方法的错误累计影响？

减少 pipeline 方法的错误累计影响，典型的解决方案是提出同时处理信息抽取和分类

任务，即多任务学习。传统的方法是直接尝试多任务学习的思路，但过程中忽略了实

体间依赖的关系，甚至远程关联关系 [2]。当前也在尝试直接将四元组转化成多任务学

习过程，将来期望通过建立实体间 pair 或 triplet 关系，进行联合抽取、识别。

综上，对于问题 1 和问题 2，我们会按照 pipeline 识别的结果，再利用策略进行抽取

结果的优化；对于问题 3，整合实体、关系及分类任务，进行联合学习，将有助于减

少 pipeline 方法的错误累计影响。
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三、细粒度情感分析实践

3.1 Pipeline 方法

如上文 2.3 的问题 2所述，我们采用 pipeline 的方法，将四元组抽取问题拆解为三个

任务，分为实体识别、观点抽取、观点类别和情感分类，如下图 4所示：

图 4 三阶段模型

3.1.1 实体识别

自2018年BERT[16] 出现以后，NER模型由传统的LSTM+CRF替换为BERT+CRF

（或者BERT+LSTM+CRF），一度是业界NER任务的SOTA模型，近两年来NER

任务主要从以下两个方面进行改进：

	● 加入额外的特征 [17-19]：如字特征、词特征、词性特征、句法特征、知识图谱

表征；

	● 转换任务形式 [20-21]：将 NER 任务转化为问答（QA,	Question	Answering）

任务或者机器翻译任务。

考虑到引入额外特征需要构建人工词典，以及转化问答任务形式依赖于人工模板，成

本较高，因此采用BERT+CRF模型。

学习率调整，模型策略调优。在实验过程中，我们发现 BERT+CRF 相比简单的

BERT+Softmax 效果提升甚微，究其原因，由于预训练模型经过微调之后可以学

习到具有明显区分度的特征，导致增加CRF层对实体识别结果几乎没有影响。然

而，一个好的CRF转移矩阵显然对预测是有帮助的，可以为最后预测的标签添加

约束来保证预测结果的合理性。进一步实验后发现，通过调整 BERT 和 CRF 层

的学习率，如 BERT 使用较小的学习率而CRF 层使用 100 倍于 BERT 的学习率	
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（即 e2/e1>100，如图 5 所示），最终 BERT+CRF 的效果相比 BERT+Softmax

有了较明显的提升。此外，在传统NER模型 LSTM+CRF 基础上，我们也实验了

BERT+LSTM+CRF，但效果居然有些许下降，而且预测时间也增加了，因此最终

没有引入 LSTM层。

图 5　BERT+CRF（BIO 标记）

3.1.2 观点抽取

观 点 抽 取 任 务 在 业 界 也 称 为 Target-oriented	Opinion	Words	Extraction

（TOWE），旨在从评论句子中抽取出给定目标对应的观点词。观点抽取也可以看作是

一种NER任务，但若评论涉及多个实体和观点，如何准确抽取所有“实体 -观点”

关系是一个技术挑战。借鉴MRC（Machine	Reading	Comprehension）任务的思

想，通过构建合理的Query 引入先验知识，辅助观点抽取。

QA 任务形式，观点抽取建模。如图 6所示，模型整体由预训练层和输出层两部分组

成。输出层我们使用了常规QA任务输出，包括开始标签（Start	Label）和结束标签

（End	Label），但需要人工设计Quey。参考论文 [20] 经验，以图 3为例，实验发现

Query 设计为“找出鲜虾馅饺子口味、口感、分量、食材、卖相、价格、卫生以及整
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体评价”效果最好，可能融入了观点描述信息，更加有助于观点抽取。考虑到QA任

务天然有类别不平衡的问题，因此损失函数引入针对类别不平衡的 Focal	Loss，用

于提升观点抽取模型的效果。由于观点抽取也可以看作是NER任务，故我们尝试将

输出层设计为CRF层，但实验效果并不理想，可能由于观点语句长度不一且比较个

性化，影响模型识别。另一方面，考虑到Google 中文预训练模型 BERT是以字粒

度为切分，没有考虑到传统NLP中的中文分词，在预训练层我们将BERT模型替换

为哈工大开源的中文预训练模型，如 BERT-wwm-ext、RoBERTa-wwm等，最

终模型效果取得进一步提升。

图 6　BERT+MRC（通过开始标签和结束标签，抽取出观点词：特别好、有点贵）

3.1.3 观点类别和情感分类

观点类别和情感分类可以看作两个分类任务，其中菜品评价四元组任务的观点类别包

含口感、口味、分量、食材、卖相、价格、卫生、菜品整体等 8个标签，而情感包含

正向、中性、负向、未提及等 4个标签，都是业务预定义好的。考虑到用户评论提及

某个菜品的观点可能涉及多个维度，若每个维度单独建模，需要构建多个模型，较复

杂且维护困难。结合ATAE-LSTM[22] 和 NLP 中心 [7-9] 情感分析的经验和到餐业务

特点，模型整体结构设计为多任务多分类学习框架。

多任务多分类模型，联合建模观点类别和情感。如图7所示，模型整体分为两个部分，

分别为BERT共享层和Attention 独享层，其中BERT共享层学习观点Embedding

表示，Attention 独享层学习观点在各个观点类别的情感倾向。考虑到评论中各部分会

聚焦不同的观点维度，通过引入Attention 结构，使得模型更加关注特定维度相关的
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文本信息，进而提升整体效果。

图 7　BERT+Attention

3.2 联合学习

pipeline 方法的优点是将目标问题拆分为多个子模块问题，对子模块分别优化，通过

后处理能在一定程度上解决实体间多对多关系的问题。然而，pipeline 方法也会存在

一些致命缺陷，主要包括：

	● 误差传播，实体识别模块的错误会影响到观点抽取模型的性能；

	● 忽略了任务之间的关联性，如实体和观点往往一起出现，如果可以知道观点，

那么也能判断出所描述的实体，而 pipeline 方法显然不能利用这些信息；

	● 信息冗余，由于需要对识别出来的实体都要进行观点抽取，以及提取出的观点

都要进行分类，产生一些无效的匹配对，提升错误率。

参考业界情感分析联合学习现状，主要为（属性，观点，情感）三元组联合抽取。结

合到餐业务场景特点（如挑战 2.3 的问题 2所述），整体设计为两阶段模型，第一阶段

为对菜品实体、观点和情感联合训练，第二阶段为对观点进行分类，进而得到四元组
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识别的结果。

3.2.1 三元组联合抽取

目前在学术界，三元组（属性，观点，情感）联合抽取的方法主要包括序列标注方法 [11]、

QA方法 [5,12]、生成式方法 [13,14] 等。结合菜品分析场景和 pipeline 方法中观点抽取模

块的经验，我们采取了QA式的联合抽取方法，主要参考模型Dual-MRC[5]。

Dual-MRC 模型的改进，三元组联合抽取建模。在模型设计过程中，由于 Du-

al-MRC模型分类情感倾向是对某个属性的整体评价，即一个属性只对应一个情感。

然而，在到餐业务场景中，新增了菜品实体的识别，同时UGC评论中存在对同一个

菜品实体包含不同观点及情感倾向。如图 3所示，“味道特别好”表达了对“鲜虾饺

子”正向情感，而“有点贵”显然表达了负面情感。因此，我们对Dual-MRC模型

进行了改造，将观点和情感标签整合成统一标签。如图 8所示，到餐Dual-MRC整

体结构基于双塔BERT模型，通过引入两个Query，左边负责抽取菜品实体，右边

负责抽取观点和观点情感，从而实现三元组联合抽取。

图 8　结合到餐业务特点改进的 Dual-MRC 模型

模型结构说明：

	● 整体是由两个部分组成，左边BERT抽取菜品实体，右边BERT抽取观点和

观点情感，将观点和情感构成统一标签 B-{POS，NEU，NEG}，I-{POS，

NEU，NEG} 以及O，其中未提及情感被整合到O标签中；

	● 参考 pipeline 方法经验，构建两个Quey，左边Quey1 构建为“找出评论中

的菜品”，右边Quey2 构建为“找出鲜虾馅饺子口味、口感、分量、食材、卖

相、价格、卫生以及整体评价”；
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	● 训练阶段，对于左边标注的每个菜品实体，都需要重复右边流程，两边模型共

享参数进行训练；预测阶段，由于实体不可知，采用 pipeline 方式，首先左边

部分抽取出所有的菜品实体，然后对于每个实体输入到右边部分，抽取出观点

和观点情感。

在此基础上，我们也探索了四元组联合抽取的可能，具体操作为对右边Query2 进行

改造，如“找出鲜虾馅饺子口味评价”，对于每个观点类别都需要构建Query 进行预

测，从而实现四元组联合抽取。但考虑计算量级较大且耗时较长，最终将观点类别另

做预测。

3.2.2 观点类别分类

图 9　BERT+P-tuning

观点类别分类，显然是一个文本分类问题，通常做法是基于BERT分类，取 [CLS]

位置的 Embedding，接一个全连接层和 Softmax 层即可。在到餐业务场景中，主

要面临少样本问题，参考业界NLP少样本解决方法，以基于对比学习的R-drop[23]

方法和基于 Prompt[24] 的第四范式为代表。我们在BERT模型结构基础上，分别实

验了 Prompt 模板方法（如图 9所示）和 R-drop 数据增强（如图 10 所示）。其中，

Prompt 模板主要借鉴P-tuning[25] 的思想，采取自动化构建模板的方式，基于MLM

任务解决问题。
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图 10　BERT+R-drop

图 9中 [u1]~[u6] 代表 BERT 词表里边的 [unused1] ～ [unused6]，即使用未出现

的 Token 构建模板，Token 数目为超参数。实验结果发现，基于BERT的预训练模

型，结合 P-tuning 或 R-drop 结构，分类效果都能得到一定的提升，且 P-tuning

的效果略优于R-drop，后续还会持续探索少样本解决方法。

四、在到餐业务中的应用

4.1 模型效果对比

利用到餐的UGC标注数据，对于四元组识别进行了整体效果测评，最终以整体四

元组的精确率和召回率计算 F1 值作为性能评估指标。如图 11 所示，采用经典的

BERT+CRF模型进行实体抽取，在到餐评论标注数据仅达到 0.61 的 F1，经过学习

率等调参（Baseline	Tuning）优化之后，F1值提升 2.61%。如上文所述，在观点抽

取模块中，将序列标注问题转化成问答（QA）问题后，采用BERT+MRC模型，F1

显著提升至 0.64，提升了 5.9%，表明问题转化获得较大收益。此外，采用哈工大中

文预训练BERT仍取得一定幅度的提升，F1提升至0.65。注意，图11中的模型迭代

表示四元组问题中重点优化模块的模型，最终评测四元组整体效果来进行对比分析。
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图 11　在到餐场景细粒度情感分析效果演进

4.2 业务应用场景

图 12　  到餐场景细粒度情感分析的应用：(a) 品牌仪表盘，(b) 到餐商户菜品信息优化，(c) 开店宝评

价管理

品牌仪表盘

品牌仪表盘作为旗舰店能力的重要环节，提供品牌层面的数据服务，助力生意增长。

产品定位为头部餐饮品牌的数据中心，具备基础的数据披露能力，通过量化业务效

果，指导商户经营决策。由于大客在平台沉淀了丰富的线上信息（大量的交易 / 流量

/ 评论数据），可挖掘分析空间较大。应用细粒度情感分析技术从评论数据中挖掘菜品

维度、服务维度、食品安全维度相关信息，量化商户经营表现，指导经营动作。关于

菜品的用户反馈监控，品牌商户更关注菜品、口味、口感等维度的用户反馈。如上文
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所述模型迭代后，菜品情感、口味情感、口感情感识别准确率都得到一定的提升。

到餐商户菜品信息优化

随着到餐加强了菜品信息建设，主要包括在生产层面上，整合了商户各来源菜品数

据，建设了商户菜品中心，并优化了C端菜品UGC上传功能，有效补充UGC菜

品生产；在消费层面上，整合了商户通菜品和网友推荐菜菜品，并基于菜品信息的完

善，优化了C端菜品信息的内容聚合及展示消费。同时配合到餐业务，持续通过评价

信息生产建设赋能，更多的引导用户从评价生产层面进行商户菜品的描述介绍。主要

针对到餐商户菜品关联的评价信息，进行信息联动与展示层面的优化，相比迭代前，

有评价菜品覆盖率得到较大的提升。

开店宝评价管理

商家通过提供餐饮服务来获取用户，用户消费后通过评价给商家以反馈，促使商家去

不断优化，提供更好的服务，从而获取更多的用户，达到正向循环。评价分析的意义

在于建立起评价和餐饮服务之间的通道，实现评价对服务的正向促进循环。通过分析

评价内容，帮助商家发现餐厅在菜品、服务、环境等方面，做得好和做得不好的地

方，进而针对性的改善。相比迭代前，菜品、服务、环境维度关联评论数得到很大的

提升。

五、未来展望

经过近一年的建设，情感分析相关能力不但成功应用到到餐商户经营、供应链等业

务，而且优化了多源菜品信息，辅助品牌商户进行用户反馈监控，提升商户服务能

力。在联合学习探索上，目前主要将四元组问题转化为两阶段模型，如图 11 所示，

F1值有所下降，仅达到 0.63。究其原因，可能是在三元组联合抽取模型中，忽略了

实体间的关系，尤其长程关系	( 如上文 2.4 的问题 3所述 )，导致性能不足预期。接

下来，将进一步提升情感分析四元组抽取能力，挖掘UGC中用户的核心需求以及重

要反馈。在技术方面，将持续进行模型迭代演进，主要涉及：
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	● 持续优化现有模型，保证质量的同时也要提升效率

实验结果还有很大的改进空间，需要进一步探索模型优化方法，如优化预训练模

型，使用MT-BERT等，以及在联合抽取中进一步引入实体间关系，来提升四

元组抽取的性能。

	● 深度探索情感分析领域，建设四元组联合抽取模型

主要通过改造Query 实现四元组抽取，但是计算量级较大，需要探索模型结构

优化，减少冗余的计算量，使其满足四元组联合抽取。

	● 建设细粒度情感分析通用框架

到餐场景涉及多个情感分析场景，需要建设灵活方便的通用框架，有助于快速支

持业务，以及减少资源消耗。

未来，团队将持续优化应用技术，解决到餐业务场景中的情感分析需求。细粒度情感

分析是具有挑战和前景的任务，到店餐饮算法团队将和各位读者共同持续探索和研究。
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七、术语解释

术语 解释

ABSA 细粒度情感分析，Aspect-based	Sentiment	Analysis

NER 命名实体识别，Named	Entity	Recognition

TOWE 面向目标的观点词抽取，Target-oriented	Opinion	Words	Extraction

MRC 阅读理解，Machine	Reading	Comprehension

MLM 语言掩码模型，Masked	Language	Model

BERT
基于变换器的双向编码器表示，Bidirectional	Encoder	Representations	from	

Transformers

CRF 条件随机场，Conditional	Random	Fields

LSTM 长短期记忆，Long	Short-Term	Memory

R-drop 基于 dropout 的正则策略，regularization	strategy	upon	dropout
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储哲、王璐、润宇、马宁、建林、张琨、刘强，均来自美团到店事业群 / 平台技术部。

九、招聘信息
美团到店平台技术部的到餐业务数据策略组菜品知识图谱方向主要负责将菜品知识应用到到餐

相关业务，使命是为到餐业务提供高效、优质、智能的应用算法解决方案。基于海量的到餐业

务数据，应用前沿的实体抽取、关系挖掘、实体表征学习、细粒度情感分析、小样本学习、半

监督学习等算法技术，为到餐业务提供算法能力支持。

业务数据策略组菜品知识图谱方向长期招聘自然语言处理算法专家 / 机器学习算法专家，感兴趣

的同学可以将简历发送至 hejianlin@meituan.com。
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预训练技术在美团到店搜索广告中的应用

作者：邵雯　杨扬　春喜　任磊　晓俊　金刚

引言

美团到店搜索广告负责美团、大众点评双平台站内搜索流量的商业变现，服务于到店

餐饮、休娱亲子、丽人医美、酒店旅游等众多本地生活服务商家。在美团搜索场景中

广告的展示样式非常原生，用户使用美团服务不会明显区分广告和自然结果，而广告

用户体验损失则会显著影响搜索流量。因此，搜索广告除了优化流量变现效率等商业

指标外，也需要重点优化用户体验，不断降低不相关广告对用户体验的损害，这样才

能保证整个平台生态长期健康地发展。

在优化用户体验的目标下，如何正确的衡量用户体验，定义不相关广告是首要解决的

问题。在搜索广告中，受结果列表页广告位置偏差、素材创意等因素影响，我们无法

单一使用点击率（CTR）等客观性指标来衡量用户体验，尤其首位、首屏等排序靠前

广告的相关性问题被认为是影响用户体验的主要因素。因此，我们首先建立了美团场

景下的搜索广告相关性标准和评估体系，主要通过例行采样和人工评估的方式对搜索

广告结果进行相关、一般和不相关的分档标注，进而驱动我们的广告相关性模型和策

略迭代。然后，使用广告排序前五位的 Badcase 率（即 Badcase@5）作为搜索广

告的相关性评估指标。

问题与挑战

在定义出广告相关性问题和评估指标后，使用相关性模型进行搜索关键词（Query）

和候选广告（Doc）的相关性打分，类似于NLP文本匹配任务，但实际建模中也发现

若干困难。美团搜索结果以商户门店（POI）粒度展示，即Doc 除了 POI 文本外，还

包含一系列的团单或商品描述，内容非常丰富但也带来较多冗余或歧义，且不同业务

的文本表达差异较大，比如结婚类商品“朱颜【出门出阁红色秀禾】，南国【中式婚
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礼嫁衣红色秀禾】”，给广告内容编码带来挑战。

其次，美团广告商户大多没有选择竞价关键词，且POI 和团单标题并未面向搜索优

化，Doc 内容与Query 可能存在文本表达偏差。比如“满月酒”和“嗨派星球宝

宝宴·游轮派对，生日宴个性气球拱门”，需要处理这类信息缺失的问题。我们最初

采用 ESIM[1] 交互式模型，但实践中发现该模型对我们复杂广告内容的表征能力有

限，正负样本区分能力不足，在过滤不相关广告的同时对相关广告的误伤率较高。自

2018 年底以来，以BERT[2] 为代表的预训练模型在多项NLP任务上都取得了突破，

我们也开始探索预训练技术在搜索广告相关性上的应用。

业界及美团的解决方案

针对搜索语义匹配任务，Google[3] 和 Bing[4] 的搜索团队已经基于 BERT 来编码

Query 和候选Doc，进而改善相关性的效果。预训练模型在美团内部的NLP场景中

也有不少落地实践，美团搜索已经验证了预训练模型在文本相关性任务上的有效性 [5]。

而针对预训练在语义匹配任务中的应用，业界也提出不少的解决方案。中科院计算所

郭嘉丰等人提出PROP[6] 和 B-PROP[7] 等针对搜索任务的预训练方法，主要思想是

引入文档中代表词预测ROP（Representative	wOrds	Prediction）任务。纽约大学

石溪分校曹庆庆等人提出DeFormer[8] 分解预训练语言模型来做问答等语义匹配任

务，在BERT的低层分别对问题和文档各自编码，再在高层部分拼接问题和文档的

表征进行交互编码，让文档和问题在编码阶段尽可能地独立，从而提升模型的整体效

率。百度刘璟等人提出RocketQA[9] 和 RocketQAv2[10] 等面向端到端问答的检索模

型训练方法，通过跨批次负采样、去噪的强负例采样以及数据增强技术大幅提升了双

塔模型的效果。陈丹琦等人提出SimCSE[11]，采用自监督来提升模型的句子表示能

力，从而提升语义匹配的效果。

另一方面，2020 年至今，预训练从“大炼模型”迈向了“炼大模型”的阶段，通过

设计先进的算法，整合尽可能多的数据，汇聚大量算力，集约化地训练超大模型，持

续提升模型效果。不论是公开论文结果还是美团内部实践，均已证明：更大规模的预
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训练模型能带来更好的下游任务效果。因此，美团广告平台与美团搜索与NLP部进

行了合作，尝试利用预训练模型来优化搜索关键词和广告结果的相关性，进一步降低

首屏广告Badcase，提升用户体验。

本文分为算法探索、应用实践和总结规划三个部分，对预训练技术在搜索广告相关性

的落地方案进行介绍。在算法探索部分介绍了我们在训练样本上的数据增强、预训练

（Pre-training）和微调（Fine-tuning）阶段的模型结构优化；在应用实践部分，本文

介绍了以知识蒸馏为主的模型压缩方法、相关性服务链路优化方案，以及所取得的业

务效果；最后，我们总结了相关性方面的优化方法，并对未来技术探索进行了展望。

希望这些经验和思考能够给从事相关研究的同学带来一些帮助或启发。

算法探索

在美团搜索广告场景中，相关性计算可以看做用户搜索意图（Query）和广告商户

（POI/Doc）之间的匹配问题，实践中我们采用了能够从多角度衡量匹配程度的集成方

法，具体方案为分别基于Query 和 POI 的结构化信息匹配、文本匹配和语义匹配等

方法进行打分并且进行分数融合。其中，结构化信息匹配主要是对Query 分析结果

与POI 进行类目、属性等信息的匹配；文本匹配方面借鉴了搜索引擎中的传统相关性

方法，包括Query 和 POI 的 term 共现数、Query	term 覆盖率、TF-IDF、BM25

打分等；语义匹配包括传统的隐语义匹配（如基于 LDA或者Word2Vec 计算相似度）

和深度语义匹配方法。在广告相关性服务中，我们采用学习能力更强的深度语义匹配

模型。

深度语义匹配通常分为表示型和交互型两类：表示型模型一般基于双塔结构分别得到

两段输入文本的向量表示，最后计算两段文本表示的相似度；该方法的优点是Doc 向

量可提前离线计算缓存，且匹配阶段计算速度很快，适合线上应用；缺点是只在模型

最后阶段进行交互，对文本之间匹配关系学习不足。而交互型模型在初期即对两段输

入文本进行交互，匹配阶段可以采用更复杂的网络结构，以学习文本间细粒度匹配关

系；这种方法往往可以达到更高的精度，主要挑战在于线上应用的性能瓶颈。
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美团搜索广告相关性服务的基线模型采用 Transformer+ESIM 的交互式模型结构，

在满足性能的前提下有效解决了部分相关性问题，但是实际应用中仍然存在一些不

足，主要包括：1. 训练数据中存在标签错误、正负样本分布不一致等问题；2.Doc 除

了基础门店信息外还关联了大量商品和团单内容，如果直接将这些信息拼接成长文本

作为Doc 输入，由于模型结构限制往往需要对Doc 文本进行截断，因而导致信息丢

失；3. 基线模型对于长文本的表征能力有限，相关性判别能力不足，很难在控制变现

效率影响的同时解决更多的Badcase。

为了解决这些问题，我们基于BERT在训练数据、特征构造和模型方面进行若干探

索和实践。下文将逐一展开介绍。

数据增强

由于BERT模型微调阶段所需数据量相比ESIM模型更少，并且对数据覆盖全面度、

标签准确度、数据分布合理性等因素更为敏感，在进行模型结构探索前，我们先按照

如下思路产出一份可用性较高的数据。搜索广告涉及的业务众多且差异性大，包含的

团单和商品种类多元，我们希望BERT的微调数据尽可能覆盖各个场景和主要服务。

如果全部人工标注人力和时间成本较高，而用户点击转化行为能一定程度反映出广告

是否相关，所以训练数据主要基于曝光点击日志构造，对于部分困难样本加以规则及

人工校验。我们根据业务特性对训练数据的主要优化包括以下几点。

正样本置信加权

正样本主要通过点击数据得到，我们对 4个月内的Query-POI 点击数据进行统计，

并且基于曝光频次和CTR进行数据清洗以减少噪声。实际采样流程中，假设对于某

个Query 需要取N个 POI 构造 N条正样本，采样过程中令POI 被采样的概率与其

点击数成正比，这样做主要是基于点击越多相关性越高的认知，既可以进一步保证标

签置信，又有利于模型学习到POI 之间不同的相关程度。

在实验中我们也尝试了另外两个正样本采样方法：1)	对某个 Query 随机取 N个

POI，2)	对某个Query 取点击最多的N个 POI。实践发现方法 1会采样到较多的弱
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相关样本，而方法 2得到的大多为强相关样本，这两种方式均不利于模型拟合真实场

景的数据分布。

负采样分层

我们按照模型学习的困难程度，从低到高设计了三种负样本采样方式：

	● 全局随机负样本：大多为跨业务的负样本（比如烧烤和密室逃脱），模型学习最

容易，可以有效识别跨类目的恶劣Badcase；

	● 一级类目内负样本：Query 和 POI 属于相同一级类目（比如美食、丽人等），

但是属于不同细化类目（比如祛痘和医学美容），这部分样本可以为模型学习增

加一定难度，提高模型判别能力；

	● 三级类目内负样本：Query 和 POI 属于相同的细化类目，但是POI 并不提供

Query 相关的服务（比如光子嫩肤和水光针商户），这部分属于困难负样本，

可以提升模型对语义相近但服务不相关的Badcase 的判别能力，更大程度保

障用户体验；但是在三级类目下采样可能取到较多相关样本，所以这部分样本

还需要经过基于服务核心词的规则过滤以及人工校验。

采样平滑及分布一致性

	● 采样平滑：在正样本构建过程中对 Query 采样频次做了平滑，避免高频

Query 采样过多，导致模型忽略对中长尾Query 样本的学习。

	● 样本分布一致性：在负样本构建中，对于每种负样本均需要保证各Query 出现

概率与其在正样本中概率相等，避免样本分布不一致性导致模型学习有偏。

文本关键词提取

美团搜索广告场景下，Query 中可能包含地址词、品牌词、服务核心词等多种成分，

Query 文本一般较短，90%以上的Query 长度小于 10；POI 的主要文本特征包括

门店名称和商品信息，而广告主的商品数量普遍较多，直接拼接商品标题会导致POI

文本过长，有 26%的 POI 文本长度超过 240。

由于相关性模型的主要目标是学习Query 和 POI 之间的服务相关性，大量冗余文本
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信息会影响模型性能和学习效果，我们对Query 和 POI 文本进行如下处理以提取关

键文本信息：

	● 对于 Query 文本：基于命名实体识别（NER）和词权重结果过滤掉地址词、

分店名等成分，保留服务核心词；

	● 对于 POI 文本：对所有商品标题进行关键词抽取，得到一组能反映商户核心服

务的关键词，将其拼接作为POI 文本。相比直接拼接原始商品文本，长度大

幅下降，仅有 5%的 POI 长度超过 240，并且 POI 文本质量更高，模型学习

效果更好。

最终，我们的微调样本包括约 50 万条数据，涵盖餐饮、休娱、亲子和丽人等 20 个

主要类目，其中正负样本比例为 1:5，三种负样本比例为 2:2:1。

模型优化

基于多任务学习的多业务模型

由于美团搜索广告涉及餐饮、休娱亲子、丽人医美等大量业务场景，并且不同场景之

间差异较大。从过去的实践经验可知，对于某个业务场景下的相关性优化，利用该业

务数据训练的子模型相比利用全业务数据训练的通用模型往往效果更佳，但这种方法

存在几个问题：1)	多个子模型的维护和迭代成本更高；2)	某些小场景由于训练数据稀

疏难以正确学习到文本表示。

受到多业务子模型优缺点的启发，我们尝试了区分业务场景的多任务学习，利用

BERT作为共享层学习各个业务的通用特征表达，采用对应不同业务的多个分类器处

理BERT输出的中间结果，实际应用中根据多个小场景的业务相似程度划分成N类，

亦对应N个分类器，每个样本只经过其对应的分类器。多业务模型的主要优势在于，

能够利用所有数据进行全场景联合训练，同时一定程度上保留每个场景的特性，从而

解决多业务场景下的相关性问题，模型结构如下图 1所示：



算法　<　223

图 1　多业务模型结构

引入品类信息的预训练

由于美团商户POI 和商品标题可能缺乏有效信息表达，有时仅根据Query 和 POI 商

品文本很难准确判断两者之间的语义相关性。例如【租车公司，<上水超跑俱乐部；

宝马，奥迪 >】，Query 和 POI 文本的相关性不高，而该商户的三级品类是“养车 -

用车租车 -租车”，我们认为引入品类信息有助于提高模型效果。

为了更合理的引入品类信息，我们对BERT模型的输入编码部分进行改造，除了与

原始 BERT 一致的Query、Doc 两个片段外，还引入了品类文本作为第三个片段，

将品类文本作为额外片段的作用是防止品类信息对Query、Doc 产生交叉干扰，使

模型对于POI 文本和品类文本区别学习。

下图 2为模型输入示意图，其中红色框内为品类片段的编码情况，Ec为品类片段的

片段编码（Segment	Embedding）。由于我们改变了BERT输入部分的结构，无法

直接基于标准BERT进行相关性微调任务。我们对BERT重新进行预训练，并对预
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训练方式做了改进，将 BERT 预训练中用到的NSP（Next	Sentence	Prediction）

任务替换为更适合搜索广告场景的点击预测任务，具体为“给定用户的搜索关键词、

商户文本和商户品类信息，判断用户是否点击”。预训练数据采用自然及广告搜索曝

光点击数据，大约 6千万样本。

图 2　BERT 输入部分引入 POI 品类信息

模型优化离线效果

为了清晰准确地反映模型迭代的离线效果，我们通过人工标注的方法构建了一份广

告相关性任务 Benchmark。基线 ESIM 模型、BERT 模型以及本文提到的优化后

BERT模型在Benchmark 上的评估指标如下表 1所示：

Model Accuracy AUC F1-Score

ESIM（基线，旧训练数据） 67.73% 76.94% 72.62%

MT-BERT-Base 74.88% 82.65% 75.85%

MT-BERT-Base- 多业务 75.41% 83.03% 76.49%

MT-BERT-Base- 引入品

类信息
77.33% 83.85% 77.93%

MT-BERT-Large- 引入品

类信息
77.87% 85.06% 79.14%

表 1　广告相关性任务模型优化迭代指标

我们首先利用上文介绍的数据增强后的训练样本训练了MT-BERT-Base 模型（12

层 768 维），与 ESIM 模型相比，各项指标均显著提升，其中 AUC 提升 6.6PP。

在 BERT模型优化方面，多任务学习和引入品类信息这两种方式均能进一步提升模

型效果，其中引入品类信息的MT-BERT-Base 模型效果更佳，相比标准的MT-

BERT-Base 模型 AUC提升 1.2PP。
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在 BERT 模型规模方面，实验发现随着其规模增长，模型效果持续提升，但是预训

练和部署成本也相应增长，最终我们选取了大约 3亿参数量的MT-BERT-Large 模

型（24 层 1024 维），在同样引入品类信息的条件下，相比MT-BERT-Base 模型

AUC增长 1.21PP，相比ESIM模型 AUC增长 8.12PP。

应用实践

在模型的实践落地过程中，我们也遇到若干挑战，并且针对性的设计了优化方案。第

一个挑战是BERT模型的前向耗时无法满足线上性能要求，我们通过知识蒸馏和低

精度量化方法对模型进行压缩，并且采用离线缓存与实时预测结合的方式进一步提升

了服务性能。

另一个挑战是，在广告业务场景下，需要综合考虑平台变现效率、用户体验、商户供

给及转化等因素，如何使相关性分数在广告整体链路中发挥出更好的作用。我们目前

采用了低质量广告过滤、重排阶段考虑相关性因子以及 TOP位次广告门槛控制等策

略。下文对应用实践方面的具体方案进行介绍。

模型压缩

由于BERT模型的庞大参数量和前向预测耗时，直接部署上线会面临很大的性能挑

战，通常需要将训练好的模型压缩为符合一定要求的小模型，业内常用模型压缩方

案包括模型裁剪、低精度量化和知识蒸馏等。知识蒸馏 [12] 旨在有效地从大模型（教

师模型）中迁移知识到小模型（学生模型）中，在业内得到了广泛的研究和应用，如

HuggingFace 提出的DistillBERT[13] 和华为提出的 TinyBERT[14] 等蒸馏方法，均在

保证效果的前提下大幅提升了模型性能。

经过在搜索等业务上的探索和迭代，美团NLP团队沉淀了一套基于两阶段知识蒸馏

的模型压缩方案，包括通用型知识蒸馏和任务型知识蒸馏，具体过程如下图 3所示。

在通用型知识蒸馏阶段，使用规模更大的预训练BERT模型作为教师模型，对学生

模型在无监督预训练语料上进行通用知识蒸馏，得到通用轻量模型，该模型可用于初
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始化任务型知识蒸馏里的学生模型或直接对下游任务进行微调。在任务型知识蒸馏阶

段，使用在有监督业务语料上微调的BERT模型作为教师模型，对学生模型在业务

语料上进行领域知识蒸馏，得到最终的任务轻量模型，用于下游任务。实验证明，这

两个阶段对于模型最终效果的提升都至关重要。

图 3　两阶段知识蒸馏

在美团搜索广告场景下，首先我们基于MT-BERT-Large（24 层 1024 维）在大规

模无监督广告语料上进行第一阶段通用型知识蒸馏，得到MT-BERT-Medium（6

层 384 维）通用轻量模型，在下游的广告相关性任务上进行微调。MT-BERT-Me-

dium属于单塔交互结构，如图 4(a) 所示。

目前，每个Query 请求会召回上百个POI 候选，交互模型需要分别对上百个Que-

ry-POI 对进行实时推理，复杂度较高，很难满足上线条件。常见解决方案是将交互

模型改造成如图 4(b) 所示的双塔结构，即分别对Query 和 POI 编码后计算相似度。

由于大量候选POI 编码可以离线完成，线上只需对Query 短文本实时编码，使用双

塔结构后模型效率大幅提升。我们使用通用型蒸馏得到的MT-BERT-Medium模型

对双塔模型中Query 和 POI 的编码网络进行初始化，并且在双塔在微调阶段始终共

享参数，因此本文将双塔模型记为 Siamese-MT-BERT-Medium（每个塔为 6层

384 维）。双塔结构虽然带来效率的提升，但由于Query 和 POI 的编码完全独立，缺

少上下文交互，模型效果会有很大损失，如表 2所示，Siamese-MT-BERT-Me-

dium 双塔模型相比MT-BERT-Medium 交互模型在相关性Benchmark 上各项指

标都明显下降。
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图 4　相关性模型结构对比

为了充分结合交互结构效果好和双塔结构效率高的优势，Facebook	Poly-encod-

er[15]、斯坦福大学ColBERT[16] 等工作在双塔结构的基础上引入不同复杂程度的后交

互层（Late	Interaction	Layer）以提升模型效果，如图 4© 所示。后交互网络能提

升双塔模型效果，但也引入了更多的计算量，在高QPS场景仍然很难满足上线要

求。针对上述问题，在第二阶段任务型知识蒸馏过程中，我们提出了虚拟交互机制

（Virtual	InteRacTion	mechanism,	VIRT），如图 4(d) 所示，通过在双塔结构中引

入虚拟交互信息，将交互模型中的知识迁移到双塔模型中，从而在保持双塔模型性能

的同时提升模型效果。

图 5　任务型知识蒸馏 & 虚拟交互

任务型知识蒸馏及虚拟交互的具体过程如上图 5所示。在任务型知识蒸馏阶段，我们

首先基于MT-BERT-Large 交互模型在业务语料上进行微调得到教师模型。由于学

生模型 Siamese-MT-BERT-Medium 缺乏上下文交互，如图 5(b) 所示，注意力

矩阵中的灰色部分代表了 2块缺失的交互信息，我们通过虚拟交互机制对缺失部分进

行模拟，计算公式如下为：
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我们对蒸馏阶段各个模型进行了Benchmark 上的效果评估以及线上QPS=50 时的

性能测试，结果如表 2所示。通过虚拟交互进行任务型知识蒸馏得到的任务轻量模

型 Siamese-MT-BERT-Medium 相较于直接对通用轻量模型进行微调得到的同

结构的 Siamese-MT-BERT-Medium（W/O任务型知识蒸馏）模型，各项效果指

标明显提升，其中 Accuracy 提升 1.18PP，AUC 提升 1.66PP，F1-Score 提升

1.54PP。最终我们对任务轻量模型 Siamese-MT-BERT-Medium 进行上线，相

较于最初的MT-BERT-Large 模型，线上推理速度提升 56 倍，完全满足线上服务

的性能要求。

Model
模型规模	/	

模型结构
Accuracy AUC

F1-

Score
参数量 耗时

MT-BERT-Large
24层 1024

维	/	交互
77.87% 85.06% 79.14% 340M 227.5ms

通用轻量模型：

MT-BERT-Medium

6 层 384

维	/	交互
77.62% 84.79% 78.63% 21M 16.8ms

Sia-

mese-MT-BERT-Medi-

um（w/o	任务型知识蒸馏）

6层 384

维	/	双塔
74.23% 81.65% 75.37% 21M 4.0ms

任务轻量模型：	Sia-

mese-MT-BERT-Medium

6 层 384

维	/	双塔
75.41% 83.31% 76.91% 21M 4.0ms

表 2　模型效果对比
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相关性服务链路优化

相关性计算

为了更好地衡量广告召回结果的相关程度，除了基于模型得出的语义相关性之外，我

们还计算了文本相关性、类目相关性等分数，并对所有分数进行融合得到最终的相

关性分数。其中，文本相关性的计算借鉴了搜索引擎场景的检索相关性方法，例如

Query 和 POI 的字符串包含关系、短语匹配数和匹配率、以及BM25分等。

另外，文本匹配同时考虑了原串匹配、核心词匹配及同义词匹配等多维度指标；类目

相关性主要基于Query 意图分类和商户类目信息进行匹配。分数融合模型可以选择

LR或者GBDT等复杂度比较低的模型，并基于高质量标注数据集训练得到。

相关性应用

通过模型结构和分数融合策略的迭代优化可以得到更加准确合理的相关性分数，但是

在实际的相关性应用中，还需要紧密结合广告业务场景，综合考虑平台变现效率、用

户体验、广告主供给及转化等多方面因素。基于“减少低质量的不相关广告”和“相关

广告排序应该尽量靠前”两个基本要求，我们设计了几种相关性分数的具体应用方式：

	● 过滤低质量广告：完全不相关的广告无疑会严重影响用户体验，需要进行过滤。

考虑到不同召回策略和不同业务流量在变现效率及Badcase 严重程度等方面

存在差异，过滤阈值被设计成召回策略×类目的二维超参矩阵；

	● 重排序参考相关性：在广告系统的竞价排序模块，在考虑点击率、转化率、交

易额和出价等因素的同时，也需要考虑相关性分数；

	● TOP 位次相关性门槛：首位、首屏等排序靠前的广告结果对于用户体验影响

更大，因此针对TOP位次设置了相关性门槛，进一步改善用户体验。
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图 6　相关性服务链路示意图

模型部署

为了进一步提升服务性能并且能有效利用计算资源，模型部署阶段我们采用高频流量

缓存、长尾流量实时计算的方案。对高频Query-POI 对进行离线相关性计算并写入

缓存，每日对新增或商品信息变化的Query-POI 对进行增量计算并更新缓存，线上

相关性服务优先取缓存数据，如果失效则基于蒸馏后的任务轻量模型进行实时计算。

对于输入相关性服务的Query-POI 对，缓存数据的覆盖率达到 90%以上，有效缓

解了在线计算的性能压力。

图 7　相关性分数离线 / 在线计算流程图
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线上实时计算的任务轻量模型使用 TF-Serving 进行部署，TF-Serving 预测引擎支

持使用美团机器学习平台的模型优化工具—ART 框架（基于 Faster-Transformer

改进）进行加速，在将模型转为 FP16 精度后，最终加速比可达到 5.5，数值平均误

差仅为 5e-4，在保证精度的同时极大地提高了模型预测的效率。

线上效果

为了更加直接客观地反映线上广告相关性情况，我们建立了美团场景下的搜索广告相

关性标准和评估体系，对搜索关键词和广告结果进行相关、一般和不相关的分档标

注，采用排序前五位广告的 Badcase 率（即 Badcase@5）作为搜索广告的相关性

评估核心指标。

除此之外，由于CTR能够通过用户行为间接反映广告的相关程度，并且便于在线上

进行AB实验评估，而NDCG可以反映相关性分数用于广告列表排序的准确性，所

以我们选取CTR和 NDCG作为间接指标来辅助验证相关性模型迭代的有效性。我

们对本文的优化进行了线上小流量实验，结果显示，实验组CTR 提升 1.0%，覆

盖率降低 1.0%，变现效率基本没有损失。并且经过人工评测，Badcase@5 降低

2.2PP，NDCG提升 2.0PP，说明优化后的相关性模型能够对召回广告列表进行更

加准确的校验，有效提升了广告相关性，从而给用户带来更好的搜索体验。

下面列举了两个Badcase 解决示例，图 8(a) 和 8(b) 分别包含了搜索“登记照”和

“头皮SPA”时的基线返回结果（左侧截图）和实验组返回结果（右侧截图），截图第

一位是广告结果。在这两个示例中，实验组相关性模型将不相关结果“麻朵新生儿

摄影”和“莲琪科技美肤抗衰中心”检测出来并过滤掉，让相关广告得以首位展示

曝光。
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图 8　Badcase 解决示例

总结与展望

本文介绍了预训练技术在美团到店搜索广告相关性上的应用，主要包括样本数据增

强、模型结构优化、模型轻量化及线上部署等优化方案。在数据增强方面，为了基于

曝光点击数据构造出适合美团广告场景下相关性任务的训练数据，我们构造了多种类

型负样本，在采样时考虑正样本置信度、关键词频率平滑、正负样本均衡等因素，另

外也对POI 和团单商品文本进行关键词抽取得到更加简短有效的文本特征。

在模型结构优化方面，我们尝试了对不同业务场景做多任务学习，以及在BERT输

入中引入品类文本片段这两种方案使模型更好地拟合美团搜索广告业务数据，并利用

规模更大的预训练模型进一步提升了模型的表达能力。

在实践应用中，为了同时满足模型效果和线上性能要求，我们对中高频流量进行离

线打分和缓存，并且利用MT-BERT-Large 蒸馏得到的双塔模型进行线上实时

预测以覆盖长尾流量。最终，在保证广告平台收入的前提下，有效降低了搜索广告

Badcase 率，提升了用户在平台的搜索体验。

目前，广告相关性打分主要应用于阈值门槛，目的是端到端的过滤掉不相关广告，从
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而快速降低广告Badcase。在此基础上，我们期望相关性模型继续提升区分相关和

一般相关广告的能力，从而在重排序中作为排序因子更好的平衡变现效率和用户体验

指标，更准确的度量用户体验损失和变现效率提升的兑换关系。此外，在本地搜索类

场景下，局部供给经常比较匮乏，实际召回效果对比全局供给的情况更依赖相关性打

分的能力，所以我们依然需要在相关性模型上持续深入迭代，并支撑广告召回模型和

策略的进一步优化。

在具体技术方向上，相关性门槛阈值设置、广告长文本表达和业务知识融合等方面依

然存在优化和提升空间：

	● 阈值搜索：目前的阈值策略需要对每个类目分别调参，缺乏整体性且难以达

到全局优化效果。我们正在实验将阈值搜索看作可变现流量上的最优化问

题，在限定消耗损失及其他业务约束的条件下，找到一组门槛阈值使得整体

Badcase 解决最大化，并已经取得初步的效果。

	● 特征表达：目前广告Doc 特征主要采用团单商品标题的关键词抽取结果，但是

Doc 文本仍然较长并且存在一些冗余信息，有必要对Doc 信息抽取方法继续

探索，比如融合外部知识进行信息抽取，或者通过优化 Transformer 注意力

机制使模型在相关性打分时更加关注某些重要词项或者行业相关的关键词。

	● 联合优化：Query 和 POI 文本中的蕴含的类目信息、实体成分等对于判断相关

性很有帮助，我们计划将相关性任务与搜索广告场景下其他任务联合优化，比

如命名实体识别、Query 类目识别等，期望通过引入辅助任务增强模型的学习

能力，更全面准确的学习语义相关性。
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美团智能客服核心技术与实践

作者：会星

客服是在用户服务体验不完美的情况下，尽可能帮助体验顺畅进行下去的一种解决办

法，是问题发生后的一种兜底方案。而智能客服能让大部分简单的问题得以快速自助

解决，让复杂问题有机会被人工高效解决。在用户服务的全旅程中，美团平台 / 搜索

与NLP部提供了问题推荐、问题理解、对话管理、答案供给、话术推荐和会话摘要

等六大智能客服核心能力，以期达到低成本、高效率、高质量地与用户进行沟通的目

的。本文主要介绍了美团智能客服核心技术以及在美团的实践。

1. 背景

目前，美团的年交易用户量为 6.3 亿，服务了 770 万生活服务类商家。此外，在美

团优选业务中还有一个很大的团长群体。美团平台涵盖吃、住、行、游、购、娱等

200 多个生活服务品类，在平台服务的售前、售中、售后各个环节，都有大量信息咨

询、订单状态获取以及申诉投诉等沟通诉求。另外，作为一家拥有几万名员工的上市

企业，员工之间亦有大量的沟通诉求。面对以上这些需求，如果都是通过人力进行实

现，显然不符合公司长远发展的目标，这就需要引入智能客服。
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1.1 面对不同场景的智能客服落地

首先，我们看看日常生活中几种最为常见的客服场景。

	● 售前场景：比如消费者在平台选择入住酒店，对房型价格、酒店设施、入退房

政策等，下单前都有很强的信息咨询诉求。

	● 售中场景：比如外卖催单还没到，添加备注不要辣、加开发票等咨询等等，售

前和售中场景主要发生在消费者和商家或平台之间。

	● 售后场景：比如外卖场景投诉菜品少送、骑手送餐超时、要求退款等，酒店场

景投诉酒店到店无法入住等，售后往往涉及到客服座席、消费者、骑手和商

家，需要多方协同解决。

	● 办公场景：比如 IT、人力资源、财务、法务等咨询，产运研对提供的接口产品

的咨询答疑，产品对销售顾问的答疑，以及销售顾问对商家的答疑等等。

1.2 面对不同人群的智能客服落地

沟通是人类的一项基本需求，在绝大多数场景下，我们对沟通的追求都是以低成本、

高效率和高质量为目标，而对话机器人也需要同时满足这三点要求。目前我们按照服

务的群体进行划分，智能客服落地场景大体可以分为以下四类：
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	● 面向用户：提供智能客服机器人，来帮助他们自助解决大部分的问题。

	● 面向座席：用话术推荐或者会话摘要等能力来提升人工座席的工作效率，改善

人工座席的工作体验。

	● 面向商家：打造商家助手来降低商家回复的费力度，改善消费者和商家的沟通

体验。

	● 面向员工：通过对话机器人，可以自助给员工进行答疑，从而提升办公效率。

1.3 智能客服是什么

要回答智能客服是什么，可以先看看客服是什么。我们的理解是，客服是在用户服务

体验不完美的时候，来帮助体验顺畅进行下去的一种解决办法，是问题发生后的一种

兜底方案。而智能客服能让大部分简单的问题得以快速自助解决，让复杂问题有机会

被人工高效解决。

上图展示的是用户服务旅程。首先，用户会通过在线打字或者拨打热线电话的方式进

线寻求服务，其中在线咨询流量占比在 85%以上。当用户进入到服务门户后，先是

用户表达需求，然后是智能机器人响应需求，过程中机器人先要理解问题，比如是追

加备注或是修改地址，还是申请退款等等，继而机器人尝试自助解决。如果解决不

了，再及时地流转到人工进行兜底服务。最后，当用户离开服务时，系统会发送调查

问卷，期待用户对本次服务进行评价。
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2. 智能客服核心技术

2.1 对话交互技术概述

智能客服背后的技术主要是以对话交互技术为核心。常见的对话任务可分为闲聊型、

任务型和问答型：

	● 闲聊型：通常是不关注某项特定任务，它的主要的目标是和人进行开放领域的

对话，关注点是生成流畅、合理且自然的回复。

	● 任务型：通常是帮助用户完成某项任务指令，如查找酒店、查询订单状态、解

决用户的退款申请等等。用户的需求通常比较复杂，需要通过多轮交互来不断

收集任务所需的必要信息，进而根据信息进行决策，执行不同的动作，最终完

成用户的指令。

	● 问答型：侧重于一问一答，即直接根据用户的问题给出精准答案。问答型和任

务型最本质的区别在于，系统是否需要维护一个用户目标状态的表示和是否需

要一个决策过程来完成任务。

在技术实现上，通常又可以划分为检索式、生成式和任务式：

	● 检索式：主要思路是从对话语料库中找出与输入语句最匹配的回复，这些回复

通常是预先存储的数据。
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	● 生成式：主要思路是基于深度学习的Encoder-Decoder 架构，从大量语料中

习得语言能力，根据问题内容及相关实时状态信息直接生成回答话术。

	● 任务式：就是任务型对话，通常要维护一个对话状态，根据不同的对话状态决

策下一步动作，是查询数据库还是回复用户等等。

闲聊、问答、任务型对话本质都是在被动地响应用户需求。在具体业务中还会有问题

推荐、商品推荐等来主动引导用户交互。在美团的业务场景里主要是任务型和问答

型，中间也会穿插一些闲聊，闲聊主要是打招呼或者简单情绪安抚，起到润滑人机对

话的作用。

如前面用户服务流程所介绍的那样，用户的沟通对象可能有两个，除了跟机器人沟通

外，还可能跟人工沟通。如果是找客服场景人工就是客服座席，如果是找商家场景人

工就是商家。机器人的能力主要包括问题推荐、问题理解、对话管理以及答案供给。

目前，衡量机器人能力好坏的核心输出指标是不满意度和转人工率，分别衡量问题解

决的好坏，以及能帮人工处理多少问题。而在人工辅助方面，我们提供了话术推荐和

会话摘要等能力，核心指标是ATT和 ACW的降低，ATT是人工和用户的平均沟通

时长，ACW是人工沟通后的其它处理时长。
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2.2 智能机器人——多轮对话

这是一个真实的多轮对话的例子。当用户进入到服务门户后，先选择了一个推荐的问

题“如何联系骑手”，机器人给出了联系方式致电骑手。同时为了进一步厘清场景，

询问用户是否收到了餐品，当用户选择“还没有收到”的时候，结合预计送达时间和

当前时间，发现还未超时，给出的方案是“好的，帮用户催一下”，或者是“我再等

等吧”，这时候用户选择了“我再等等吧”。
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这个例子背后的机器人是怎么工作的呢？首先当用户输入“如何联系骑手”的时候，

问题理解模块将它与知识库中的拓展问进行匹配，进而得到对应的标准问即意图“如

何联系骑手”。然后对话管理模块根据意图“如何联系骑手”触发相应的任务流程，

先查询订单接口，获取骑手电话号码，进而输出对话状态给到答案生成模块，根据模

板生成最终结果，如右边的红框内容所示。在这个过程中涉及到要先有意图体系、定

义好 Task 流程，以及订单的查询接口，这些都是业务强相关的，主要由各业务的运

营团队来维护。那么，对话系统要做的是什么呢？一是将用户的输入与意图体系中的

标准问进行匹配，二是完成多轮交互里面的调度。

问题理解是将用户问题与意图体系进行匹配，匹配到的拓展问所对应的标准问即用户

意图。机器人的工作过程实际是要做召回和精排两件事情。召回更多地是用现有检索

引擎实现，技术上更多地关注精排。

美团自研的智能客服系统是从 2018 年开始搭建的，在建设的过程中，我们不断地将

业界最先进的技术引入到我们的系统中来，同时根据美团业务的特点，以及问题理解

这个任务的特点，对这些技术进行适配。

比如说，当 2018 年底 BERT（参见《美团 BERT 的探索和实践》一文）出现的时

候，我们很快全量使用BERT替换原来的DSSM模型。后面，又根据美团客服对话

https://tech.meituan.com/2019/11/14/nlp-bert-practice.html
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的特点，我们将BERT进行了二次训练及在线学习改造，同时为了避免业务之间的

干扰，以及通过增加知识区分性降低噪音的干扰，我们还做了多任务学习（各业务在

上层为独立任务）以及多域学习（Query 与拓展问匹配，改为与拓展问、标准问和答

案的整体匹配），最终我们的模型为Online	Learning	based	Multi-task	Multi-Field	

RoBERTa。经过这样一系列技术迭代，我们的识别准确率也从最初不到 80%到现

在接近 90%的水平。

理解了用户意图后，有些问题是可以直接给出答案解决的，而有些问题则需要进一步

厘清。比如说“如何申请餐损”这个例子，不是直接告诉申请的方法，而是先厘清是

哪一个订单，是否影响食用，进而厘清一些用户的诉求是部分退款还是想安排补送，

从而给出不同的解决方案。这样的一个流程是跟业务强相关的，需要由业务的运营团

队来进行定义。如右边任务流程树所示，我们首先提供了可视化的 TaskFlow 编辑工

具，并且把外呼、地图以及API 等都组件化，然后业务运营人员可以通过拖拽的方式

来完成Task 流程设计。

对话引擎在与用户的真实交互中，要完成 Task 内各步骤的匹配调度。比如这个例子

里用户如果不是点选”可以但影响就餐了…”这条，而是自己输入说“还行，我要部

分退款”，怎么办？这个意图也没有提前定义，这就需要对话引擎支持 Task 内各步
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骤的模糊匹配。我们基于Bayes	Network 搭建的 TaskFlow	Engine 恰好能支持规

则和概率的结合，这里的模糊匹配算法复用了问题理解模型的语义匹配能力。

这是另外一个例子，在用户问完“会员能否退订”后，机器人回复的是“无法退回”，

虽然回答了这个问题，但这个时候用户很容易不满意，转而去寻找人工服务。如果这

个时候我们除了给出答案外，还去厘清问题背后的真实原因，引导询问用户是“外卖

红包无法使用”或者是“因换绑手机导致的问题”，基于顺承关系建模，用户大概率

是这些情况，用户很有可能会选择，从而会话可以进一步进行，并给出更加精细的解

决方案，也减少了用户直接转人工服务的行为。

这个引导任务称为多轮话题引导，具体做法是对会话日志中的事件共现关系以及顺承

关系进行建模。如右边图所示，这里原本是要建模句子级之间的引导，考虑到句子稀

疏性，我们是将其抽象到事件之间的引导，共现关系我们用的是经典的协同过滤方式

建模。另外，考虑到事件之间的方向性，我们对事件之间的顺承关系进行建模，公式

如下：

并通过多目标学习，同时考虑点击指标和任务指标，如在非转人工客服数据和非不满

意数据上分别建模顺承关系，公式如下：
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最终，我们在点击率、不满意度、转人工率层面，都取得了非常正向的收益。

美团平台涵盖吃、住、行、游、购、娱等 200 多个生活服务品类，当用户是从美团

App 或点评 App 等综合服务门户入口进入服务时，需要先行确定用户要咨询的是哪

个业务，这里的一个任务是“判断用户Query 是属于哪个业务”，该任务我们叫做领

域识别。若能明确判断领域时，则直接用该领域知识来解答；当不能明确判断时，则

还需要多轮对话交互与用户进行澄清。比如用户输入“我要退款”，在多个业务里都

存在退款意图，这个时候就需要我们先判断是哪个业务的退款意图，如果判断置信度

不高，则给出业务列表让用户自行选择来进行澄清。

领域识别模型主要是对三类数据建模：各领域知识库的有标数据、各领域大量弱监督

无标数据和个性化数据。

	● 依据从各领域知识库的有标数据中学习得到的问题理解模型信号，可以判断用

户输入属于各业务各意图的可能性。

	● 我们注意到除了美团App、点评 App 等综合服务入口涉及多个业务外，还有

大量能够明确业务的入口，比如说订单入口，从商品详情页进来的入口，这些

入口进来的对话数据是有明确业务标签信息的。因此，我们可以得到大量的弱
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监督的各业务领域的数据，基于这些数据我们可以训练一个一级分类模型。

	● 同时，有些问题是需要结合用户订单状态等个性化数据才能进一步明确的。比

如“我要退款”，多个业务里都会有。因此，又要结合用户状态特征一起来训

练一个二级模型，最终来判断用户的输入属于哪个业务。

最终，该二级领域识别模型在满意度、转人工率以及成功转接率指标上都取得了非常

不错的收益。

2.3 智能机器人——问题推荐

在介绍完多轮对话基础模块问题理解和对话管理后，接下来我们介绍一下智能机器人

的另外两个模块：问题推荐和答案供给。如前面多轮对话的例子所示，当用户进入服

务门户后，机器人首先是要如何引导用户精准地表达需求，这样即可降低用户迷失或

者直接转人工服务，也降低了若机器人不能正确理解时带来的多轮澄清等无效交互。

该问题是一个标准的曝光点击问题，它的本质是推荐问题。我们采用了CTR预估任

务经典的 FM模型来作为基础模型，同时结合业务目标，期望用户点击的问题的解决

方案能够解决用户问题，该问题最终定义为“曝光、点击、解决”问题，最终的模型

是结合多目标学习的ESSM-FM，对有效交互的转化率、转人工率和不满意度等指

标上都带来了提升。
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2.4 智能机器人——答案供给

售后客服场景通常问题较集中，且问题的解决多依赖业务内部系统数据及规则，通常

是业务部门维护知识库，包括意图体系、Task 流程和答案等。但在售前场景，知识

多来自于商户或商品本身、用户体验及评价信息等，具有用户问题开放、知识密度

高、人工难以整理答案等特点。比如去哪个城市哪个景点游玩，附近有哪些酒店，酒

店是否有浴缸，酒店地址在哪里等，都需要咨询”决策”，针对这些诉求，我们通过

智能问答来解决咨询以及答案供给问题。

智能问答就是从美团数据中习得答案供给，来快速回答用户的问题，基于不同的数据

源，我们建设了不同的问答技术。
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	● 针对商家基础信息，比如问营业时间、地址、价格等，我们通过图谱问答

（KBQA）来解决。利用商家基础信息构建图谱，通过问题理解模型来理解问

题，进而查询图谱获取准确的答案。

	● 针对社区数据，即商户详情页中“问大家”模块的用户问用户答的社区数据，构

建社区问答（Community	QA）能力，通过对用户问题与问大家中的”问答对”

的相似度建模，选择相似度最高的作为答案，来回答用户的一些开放性问题。

	● 针对 UGC评论数据以及商户政策等无结构化数据，构建文档问答（Docu-

ment	QA）能力，针对用户问题利用机器阅读理解技术从文档中抽取答案，类

似我们小时候语文考试中的阅读理解题，进一步回答用户的一些开放性问题。

最后，针对多个问答模块给出的答案，进行多答案来源的答案融合排序，来挑选最终

的答案，此外这里还考察了答案真实性，即对“相信多数认为正确的则正确”建模。

这部分的详细介绍大家可以参考《美团智能问答技术探索与实践》一文。

3. 人工辅助核心技术

3.1 人工辅助——话术推荐

前文介绍的都是智能机器人技术，用户除了跟机器人沟通外，还可能是跟人工沟通。

我们在客服座席职场调研过程中发现，座席在与用户的对话聊天中经常回复相似甚至

https://mp.weixin.qq.com/s/IN-xzbrjjV2XgrGLPS5wRw
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相同的话术，他们一致期望提供话术推荐的能力来提高效率。此外，除了请求客服座

席帮助外，很多情况下用户与商家直接沟通会使得解决问题更高效，而沟通效率不仅

影响到消费者的体验，也影响到了商家的经营。比如在外卖业务中，消费者的下单率

和商家的回复时长有较为明显的反比关系，无论是客服座席还是商家，都有很强的话

术推荐诉求。

那么，话术推荐具体要怎么做呢？常见的做法是先准备好常用通用话术库，部分座席

或商家也会准备个人常见话术库，然后系统根据用户的Query 及上下文来检索最合

适的话术来推荐。我们根据调查发现，这部分知识库维护得很不好，既有业务知识变

更频繁导致已维护的知识很快不可用因素，也有座席或商家本身意愿不强的因素等。

另外，针对新客服座席或者新商家，可用的经验更少。因此我们采用了自动记忆每个

座席及其同技能组的历史聊天话术，商家及其同品类商家的历史聊天话术，根据当前

输入及上下文，预测接下来可能的回复话术，无需人工进行整理，大大提升了效率。

我们将历史聊天记录构建成“N+1”QA问答对的形式建模，前N句看作问题Q，后

1句作为回复话术A，整个框架就可以转化成检索式的问答模型。在召回阶段，除了

文本信息召回外，我们还加入了上文多轮槽位标签，Topic 标签等召回优化，排序为

基于BERT的模型，加入角色信息建模，角色为用户、商家或者座席。

整个架构如上图所示，分为离线和在线两部分。另外上线后我们也加入了一层CTR
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预估模型来提升采纳率。当前多个业务的话术推荐平均采纳率在 24%左右，覆盖率

在 85%左右。话术推荐特别是对新座席员工价值更大，新员工通常难以组织话术，

通过采纳推荐的话术可以来缩减熟练周期，观测发现，3个月内座席员工的平均采纳

率是 3个月以上座席员工的 3倍。

3.2 人工辅助——会话摘要

在客服场景座席跟用户沟通完后，还需要对一些必要信息进行工单纪要，包括是什么

事件，事件发生的背景是什么，用户的诉求是什么，最后的处理结果是什么等等。而

填写这些内容对座席来说其实是很不友好，通常需进行总结归纳，特别是有些沟通进

行的时间还比较长，需要来回翻看对话历史才能正确总结。另外，为了持续对于服务

产品进行改善，也需要对会话日志进行相应事件抽取及打上标签，从而方便经营分析。
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这里有些问题是选择题，有些问题是填空题，比如这通会话具体聊的是哪个事件，我

们提前整理有比较完整的事件体系，可以看成是个选择题，可以用分类或者语义相似

度计算模型来解决。又比如说事件发生的背景，如外卖退款的背景是因餐撒了、酒店

退款的背景是到店没有房间等，是个开放性问题，分析发现可以很好地从对话内容中

抽取，可以用摘要抽取模型来解决。而对于处理结果，不仅仅依赖对话内容，还包括

是否外呼，外呼了是否商家接通了，后续是否需要回访等等，我们实验发现生成模型

更有效。具体使用的模型如上图所示，这里事件选择考虑到经常有新事件的添加，我

们转成了双塔的相似度计算任务，背景抽取采用的是BERT-Sum模型，处理结果采

用的是谷歌的PEGASUS模型。

4. 小结与下一步计划

4.1 小结——交互立方

前面介绍了美团智能客服实践中的一些核心技术，过程中也穿插着介绍了客服座席

与消费者 / 商家 / 骑手 / 团长等之间的沟通提效，以及消费者与商家之间的沟通提效。

除了这两部分之外，在企业办公场景，其实还有员工之间、销售顾问与商家之间的大

量沟通。如果一个个去做，成本高且效率低，解决方案是把智能客服中沉淀的能力进

行平台化，最好“一揽子”进行解决，以固定成本来支持更多的业务需求。于是我们
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搭建了美团的对话平台 -摩西对话平台，用“一揽子”方案以固定成本来解决各业务

的智能客服需求。

4.2 小结——对话平台“摩西”

构建一个怎么样的对话平台，才能提供期望的没有NLP能力的团队也能拥有很好的

对话机器人呢？首先是把对话能力工具化和流程化。如上图所示，系统可分为四层：

应用场景层、解决方案层、对话能力层、平台功能层。

	● 应用场景层：在售前应用场景，一类需求是商家助手，如图中所列的美团闪购

IM助手和到综 IM助手，需要辅助商家输入和机器人部分接管高频问题能力；

还有一类需求是在没有商家 IM的场景需要智能问答来填补咨询空缺，比如图

中所列的酒店问一问和景点问答搜索；另外售中、售后以及企业办公场景，各

自需求也不尽相同。

	● 解决方案层：这就要求我们有几套解决方案，大概可以分为智能机器人、智能

问答、商家辅助、座席辅助等。每个解决方案的对话能力要求也有所不同，这

些解决方案是需要很方便地对基础对话能力进行组装，对使用方是透明的，可

以拿来即用。

	● 对话能力层：前面也进行了相应的介绍，六大核心能力包括问题推荐、问题理

解、对话管理、答案供给、话术推荐和会话摘要。
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	● 平台功能层：此外，我们需要提供配套的运营能力，提供给业务方的运营人员

来日常维护知识库、数据分析等等。

其次，提供“一揽子”的解决方案，还需要针对处在不同阶段的业务提供不同阶段的

解决方案。

	● 有些业务只希望维护好常用的问答，能回答高频的问题就好，那么他们只需要

维护一个入门级的机器人，只需要在意图管理模块来维护它的意图，意图的常

见说法以及答案就可以了。

	● 而对于有运营资源的团队，他们希望不断地去丰富知识库来提升问答能力，这

个时候可以使用知识发现模块，可以自动地从每天的日志里面发现新意图及意

图的新说法，运营人员只需要每天花一点时间来确认添加及维护答案即可，这

是一个进阶的业务方。

	● 还有一些高级的业务方希望调用他们业务中的API 来完成复杂问题的求解。这

个时候他们可以使用 TaskFlow 编辑引擎，在平台上直接注册业务的API，通

过可视化拖拽的方式来完成Task 编辑。

此外，为了进一步方便更多的业务介入，我们也提供了一些闲聊、通用指令、地区查

询等官方技能包，业务方可以直接勾选使用。另外，随着我们不断在业务中沉淀，也会

有越来越多的官方行业技能包。整体方向上是逐步让业务方使用的门槛变得越来越低。

4.3 下一步计划
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前文所介绍的对话系统是一种Pipeline 式对话系统，按照功能划分为不同的模块，各

个模块单独建模，依次串联。这种方式的好处是可以做到不同团队职责的有效分工，

比如研发同学专注于建设好问题推荐模型、问题理解模型和 Task 引擎等；业务运营

同学专注于意图体系维护、Task 流程设计以及答案设计等等。它的劣势也很明显，

模块耦合，误差累积，很难联合优化，进而各模块负责的同学可能会去修修补补，容

易导致动作变形。

另一类建模方式是End-to-End，将 Pipeline 式对话系统的各个模块联合建模成一

个模型，直接实现语言到语言的转变，此类方法最初应用在闲聊式对话系统里面，近

期随着大规模预训练模型的快速发展，学术上也逐渐开始研究基于预训练模型的端到

端任务型对话系统。它的优点是模型可以充分利用无监督人人会话，用数据驱动可以

快速迭代；缺点是模型的可控性差，不易解释且缺乏干预能力。目前主要以学术研究

为主，未见成熟的应用案例。

除了使用这种大量无监督的人人会话日志外，还有一种思路是基于 Rule-Based	

TaskFlow 构建规则的用户模拟器，进行交互以生成大量的对话数据，进而训练对话

模型。为了保证对话系统的鲁棒性，也可使用类似对抗攻击的方法优化，可以模拟

Hard	User 的行为，不按顺序执行TaskFlow，随机打断、跳转某个对话节点等等。

此外，通过对比分析人机对话日志和人人对话日志，人机对话比较僵硬死板，无法有

效捕捉用户的情绪，而人就很擅长这方面。这在客服场景非常重要，用户往往进来就

是带着负面情绪的，机器人需要有共情能力。而端到端数据驱动的对话和对话共情能

力建设，也将是接下来一段时间我们尝试的重点方向。
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广告深度预估技术在美团到店场景下的突破与畅想

作者：胡可

背景与简介

1. 背景

点击率 / 转化率 / 交易额预估问题，是广告 / 推荐领域的核心，预估值准确性与广告 /

推荐平台的营收和发展直接相关。因此，该方向吸引了学术界与工业界的广泛研究，

成为机器学习 / 深度学习技术应用最成功的领域之一。

得益于大规模深度学习框架的推广以及在图像、NLP等方向的成功应用，深度学习

技术被引入广告和推荐领域，尤其在点击率 / 转化率 / 交易额预估问题上，取得了巨

大成功，已经成为业界的主流方法。对比传统的机器学习方法 [1][2]，DNN（深度神经

网络）[3][4][5] 兼具记忆与泛化性 [6]，在拟合能力上体现出更大优势。然而，经过几年的

发展，深度模型的优化变得越来越困难，既往“拿锤子找钉子”——单方面提升模型

复杂度的模式已经不再奏效。在这种大背景下，如何打破新的瓶颈呢？

美团到店广告质量预估团队在过去的两年中不断进行实践和研究：通过与美团业务特

点深度结合，发挥DNN结构设计灵活多变的优势，大量新模型新技术喷涌而出，团

队探索出了一条破局之路。

2. 业务特点与挑战

模型整体化方案设计同业务特点紧密相关，团队的业务形态，主要场景覆盖美团 / 大

众点评双侧的搜索广告，筛选列表广告，信息流广告三种业务形式（如图 1所示），意

图依次从强到弱。每一个业务也具体包括餐饮、丽人、休闲娱乐、结婚、酒店等不同

品类。丰富的业务特点使得算法需要从多个角度进行结合，为团队不断进行新模型的

灵活设计提供了广阔的空间。



算法　<　255

图 1　美团 / 大众点评双平台各自三种广告形式

进一步理解业务特点，上述的O2O(Online	to	Offline) 业务类型，将线下的商业机会

与互联网结合，同传统的线上业务的核心差异在两方面，一方面是Online	to	Offline

中的“to”，从线上到线下过程中，用户会重点考虑线上线下间的距离因素，因此空

间维度的 LBS(Location	Based	Service) 距离约束是一个重要特点；另一方面是

Online	to	Offline 中的“Offline”，线下门店消费习惯，行为周期具有明显时间维度

特点，例如在月级别固定消费的美甲行为，因此长周期性为另一重要特点。

基于以上O2O业务特点，模型整体建模设计有以下空间与时间维度两方面的挑战。

a. LBS 空间距离约束：

	● 特点：线上门店 / 商品需要在有限的距离约束下展示，不同空间位置差异性大。

	● 挑战：带来了候选量差异大，上下文刻画重要等挑战。

b. 长周期性：

	● 特点：门店消费习惯具有周期性强，长期行为影响大等特点。

	● 挑战：用户的长期兴趣建模挑战大，并且因常规模型训练方式较难学习周期性，

训练方式存在遗忘历史信息挑战。
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3. 深度预估技术

针对 LBS 距离约束与长周期性两方面挑战，下文将简要介绍CTR(Click-through	

Rate) 预估技术方案。从机器学习分类的角度理解，CTR预估是一个有监督机器学

习问题：min f u a c yf ( ( , , ), )，最优预测函数 f̂ 	被用户 (u)、广告 (a)、上下文 (c) 三个

维度的函数输入，以及训练过程的函数求解 ( minf 	) 所决定，其中上下文包括了请求

Query、请求列表上下文、请求地理位置等实时信息。

如图 2所示，我们结合 LBS距离约束和长周期性这两个核心挑战，对CTR预估建

模函数（用户、广告、上下文和训练过程）进行优化：

图 2　CTR 预估建模关系图

a. 函数输入：上下文、用户、广告三方面建模

基于位次组合的上下文偏差感知预估（上下文）：由于 LBS距离约束挑战，空间位置

差异引起不同展示上下文影响大，因此利用深度位次交叉网络将广告和位次组合建

模，并基于位次信息强化不同请求下的上下文偏差感知。基于时空依赖的超长序列建

模（用户）：针对长周期性与 LBS距离约束两方面挑战，一方面基于预训练机制实现

了超长序列建模，捕获用户周期性行为；另一方面，实现行为序列的时间与空间联合

建模，优化 LBS距离约束问题。广告候选动态化（广告）：由于 LBS距离约束挑战，

空间差异性引起不同位置候选差异大，广告与用户两者表达存在匹配关系 ( 如图 2所

示），只有保障了广告供给的充足性，才能对用户广告关系进行更好的建模。因此进

行广告候选量 / 候选类型 / 算力资源三方面动态化，提供用户需求匹配的供给。
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b. 函数求解：模型训练方式

灾难遗忘与持续学习（训练方式）：针对长周期性挑战，高维稀疏模型在学习最近数据

的同时会遗忘历史数据，形成灾难遗忘。通过具备数据回放能力的记忆结构进行持续

学习，实现对周而复始的历史数据有效刻画。整体网络如图 3 所示，结合上述 User/

Ad/Context/Training 几方面优化，实现方式通过表示单元 (Representation 

Unit)，记忆单元 (Memory Unit)，组合单元 (Combination Unit) 三个模块构成

高精度高量级的预估系统。其中表示单元通过加载流式数据，结合超长序列和实时序

列，构建时空依赖激活（图中Representation	Unit 的 User 部分）；记忆单元整合历

史与当前数据，在数据流控制的基础上，一方面提供历史超长序列的表达学习（图中

Memory	Unit 的 User 部分），实现序列长度为 2000~10000 用户全生命周期兴趣建

模。另一方面面对灾难遗忘问题 [10]，通过具备数据回放能力的记忆结构进行持续学

习（图中 Training 部分），实现高精度的单点预估。组合单元提供组合能力，在广告

方面，可以将记忆单元的综合表示与多个泛商品表示进行组合（图中Ad部分），在上

下文方面，可以与多个位次表示进行组合，将单门店的预估能力扩展到多位次多商品

（图中Context 部分），进而感知展示上下文偏差，从而实现高精度高量级的组合预估

系统（精排在线预估量级 3000+）。
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图 3　CTR 预估整体网络图

下文会就 Context、User、Ad、Training 四个方面具体介绍技术突破。

预估技术突破

1. 上下文：基于位次组合的上下文偏差感知预估

由于CTR预估模型的训练通常采用曝光点击数据，该数据是一种隐式反馈数据，所

以会不可避免地产生各种偏差问题，例如位次偏差、选择性偏差、流行度偏差等。以

位次偏差为例（通常也被称为位置偏差，为与本文 LBS的位置区分开，我们称其为位
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次偏差），由于在搜索列表页场景中，用户存在着从上至下的浏览行为习惯，靠前位

次的广告通常会受到更多的关注从而容易有更高的CTR，这种位次倾向会累积到数

据中，从而导致数据中存在着偏差问题。此外，受整个列表上下文所产生的点击差异

性而导致的偏差也逐渐受到业界关注，在本文该偏差被称之上下文偏差。在 LBS空

间距离约束挑战下，位次偏差和上下文偏差相较于传统电商场景更突出，下文具体介

绍该问题。

展示上下文偏差问题：在O2O场景的 LBS距离约束下，不同地理位置相同搜索词所

展示的列表差异极大，而传统电商由于不存在 LBS约束，对于同一搜索词往往更容

易根据热度去排序展示，在此比较下，LBS的展示上下文对于广告有着更大的影响，

这就导致了在不同的上下文中数据存在较大不同的偏差。对于位次偏差而言，传统电

商的位次偏差更趋向于一个固定偏差，而 LBS约束下的位次偏差在不同上下文中是

有明显差异的，例如一线城市相较于三线城市而言，由于广告的供给更加充足且质量

更高，靠前位次广告容易吸引用户点击，更易形成用户点击靠前位次的行为习惯。同

时，一线城市商户质量差异小，三线城市商户质量参差不齐，这就导致广告受其上

下文自然的影响呈现差异，进一步而言，相同广告在不同自然上下文中点击率也是有

差异的，用户容易受到不同上下文的影响从而有不一样的决策，这种差异同样会累积

到数据中导致数据存在上下文偏差。为此，本文将位次偏差及广告受不同上下文自然

影响所带来的上下文偏差这两类偏差归纳为展示上下文偏差。在美团业务中，搜索广

告场景的用户意图较强，其更关注于靠前广告位，位次偏差较大，而在筛选列表广告

场景中，意图不明确的用户偏向于去浏览更多的潜在优质商家，因此上下文偏差较大，

团队结合这些业务特点在各个场景上推进了基于位次组合的上下文偏差感知预估技术。

位次组合预估技术框架：基于位次偏差问题，我们首先沉淀出一个深度位次交叉网络

（Deep	Position-wise	Interaction	Network）（DPIN）模型框架去同时预估多个位次

的CTR。如图 4所示，DPIN 模型由三个模块组成，分别是处理 J个（例如 200 个）

候选广告的基础模块（Base	Module），处理 K个（例如 10 个）候选广告位次的深

度位次交叉模块（Deep	Position-wise	Interaction	Module）以及组合 J	X	K（例如

2000 个）个交叉候选的位次组合模块（Position-wise	Combination	Module），不
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同模块需预估的样本数量不一样，复杂模块预估的样本数量少，简单模块预估的样本

数量多，由此来提高模型性能和保障服务性能。通过这三个模块的组合，DPIN 模型

有能力在服务性能的限制下预估每个广告在每个位次上的CTR，并学习位次信息和

其他信息的深度非线性交叉表示 [6]。

上下文偏差感知学习：DPIN 技术框架具备位次信号的深度交叉能力，从而实现多位

次的CTR预估。在此基础上，由于自然广告分别排序及广告插入自然列表的业务特

点，我们在广告预估时可以去考虑已排序好的自然列表，而多位次预估的技术框架赋

予了广告可以去感知其局部自然上下文的能力。因此，我们在DPIN 的基础上考虑每

个位次的邻域自然信息，如图 4所示，深度位次交叉模块在考虑位次、上下文、用户

位次历史行为的基础上通过上下文自然聚合（Position-wise	Context	Aggregation）

模块去感知并聚合局部自然上下文信息，从而更好地缓解上下文偏差。进一步地，相

同上下文中的自然和广告具有同质性，我们通过基于异质的 Listwise 损失函数加强

自然广告间的竞争性建模，通过基于同质的自适应采样加强广告间关系建模。

基于位次组合的上下文偏差感知预估在多个主广告位落地，并都在衡量广告营收的

RPM(Revenue	Per	Mille) 指标提升 2%~3%。

详情请参考团队的 SIGIR 2021 论文，Deep Position-wise Interaction Network 

for CTR Prediction[6]。

图 4　基于位次组合的上下文偏差感知网络
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2. 用户：基于时空依赖的超长序列建模

针对长周期性和 LBS约束两个挑战，进行用户建模深度优化。一方面针对长周期问

题，基于“长短分离”用户行为序列设计原则，通过预训练方式建模长期兴趣；另一

方面针对 LBS约束问题，通过时空建模进行时间与空间的多重依赖关系学习，有效

刻画在不同时空条件的用户表达。

用户长期行为复杂性：在美团O2O场景下，用户行为习惯存在明显月级周期性（如

图 5所示），	并且行为间周期性差异较大，例如脱毛 / 水光针类的周期性大于火锅 / 烧

烤类，用户超长序列建模是捕获周期性行为特点的必要条件。在时空依赖方面，用户

点击体现出明显的“长分散、短聚合”特点（如图 6所示），即较短时间内用户的地理

位置聚集在单点，但拉长来看，用户将漫游到多个地理位置；超长周期内，大部分用

户还会有跨省跨城流动。因此时空联合联合建模存在潜能。

图 5　不同类目行为的平均点击间隔天数
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图 6　用户地理位置漫游“长分散，短聚合”特点示例

综上两方面问题，整体建模如下：

P click f a u c h s( 1) ( , , , ( ))= = ,

where {( , , )}s a t g= i i i i N∈ ,

其中包括	1).	超长序列预训练： h s( )部分，将其建模为一个仅依赖于历史序列 s 作为

输入、用户兴趣向量作为输出的子网络，支撑千级别的超长序列推理性能；2). 时空联

合建模：s a t g= {( , , )}i i i i N∈ 部分的建模。下文具体介绍。

超长序列预训练：针对以上超长序列的性能问题，基于“长短分离”设计，将超长序

列单独预训练 ( 如图 7所示 )，同短期表达分离，超长序列模块负责将用户全生命周

期序列进行激活和降维，提取用户长期兴趣的表达。主模型负责将用户长期表达与短

期表达结合。线上推理时，超长序列可以直接读取天级别缓存的表达向量，通过短期

表达部分补充因无法实时更新的效果损失，然后再进行长短期兴趣表达结合，最终线

上性能增加由原先 30+ms 降至 1ms 以内，实现千级别序列复杂推理。为能捕捉用

户周期性行为兴趣，采用Channel-wise	Activator	Layer 结构设计（如图 7所示），

利用长期行为兴趣漫游的特点将超长序列切分为能表达不同兴趣的时间子序列（Sub	
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Seq），并增加行为动态时间间隔表征后，同差异性属性进行多通道表达激活，实现

基于类目周期性差异的兴趣表达。对比业界基于相关检索的超长序列方案	[7]，上述超

长序列预训练并没有丢弃不相似的表达，充分建模全部行为。例如烧烤与素食、健身

房和快餐之间意图负相关，但互相却又强影响，预训练建模以上负相关等更通用的行

为影响，在美团数据集中也取得比检索方法 [7] 更显著的效果。

时空联合建模：依赖美团O2O的业务特点与挑战，我们充分考量其时间与空间属

性，对用户的历史时空信息和当前时空信息进行了充分的建模和交互。我们分辨出用

户行为的三重时空信息，即：用户点击发生时的时间、用户请求发出的地理位置、用

户所点击的商户的地理位置。基于上述三重时空信息，我们提出 Spatio-temporal	

Activator	Layer（如图 7所示）：三边时空注意力机制神经网络来对用户历史行为进

行建模，通过对请求经纬度信息、商户经纬度信息和请求时间的交互，囊括了同构空

间信息深度交叉（用户历史请求位置和用户当前请求位置、用户历史点击商户位置和

用户当前目标商户位置等）、异构空间信息深度交叉（用户历史请求位置和用户当前目

标POI 位置、用户历史点击商户位置和用户当前请求位置）、时间信息深度交叉的三

边时空信息交互机制。针对空间信息交叉，我们进一步采用地理位置哈希编码和球面

距离相结合的方式，以综合表达绝对空间信息和相对位置信息；针对时间信息交叉，

我们也采用绝对与相对时间相结合的方式，有效实现用户行为序列在不同时空条件下

的三边表达。从业务角度，针对不同的业务特性，我们进行空间信息表达的动态归

一。比如在美食业务中，我们刻画用户搜索地和商户的相对距离信息；而在空间变迁

属性更强的酒店业务中，当用户搜索词包含地址词时，我们刻画该地址和目标商户的

相对距离信息。最后，经上述网络编码后的时空信息经过注意力机制网络融合，得到

LBS场景下用户超长行为序列对不同请求候选的个性化表达。

基于时空依赖的超长序列建模在各个主广告位落地，RPM提升 2%~5%。

详情请参考团队的 CIKM 2021 论文，Trilateral Spatiotemporal Attention Network 

for User Behavior Modeling in Location-based Search[8]。
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图 7　基于时空依赖的超长序列模型图

3. 广告：广告候选动态化

广告同用户存在着匹配关系，在用户意图精准理解的基础上，充分的广告供给能够进

一步释放潜能。而在 LBS距离约束挑战下，不同请求的广告候选存在很大差异。

因此如图 8所示，我们从候选量、候选类型、候选算力三个维度构造广告候选动态化

系统，实现精细化的供给匹配，具体优化如下：

图 8　广告候选动态化三维图
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候选量动态化：在广告 / 推荐领域，由于性能和资源限制，召回 ->粗排 ->精排 ->

机制，各层之间普遍存在漏斗候选截断，其中的精排候选数一般设置固定值。美团业

务的距离约束特点显著，大型城市是小型城市平均候选数的 59倍。根据城市、商圈

等空间粒度进行候选量动态化后，可以在资源固定下最大限度释放热门地区的排序效

果，特别是大型城市效果明显，RPM提升约 20%。

由于候选量大幅度提升，精排模型有更严重的选择性偏差问题——线上面对的扩量候

选与此前系统的候选不一致，为扩量前系统候选的超集。将候选扩量对应的流量理解

为Explore 流量，对CTR模型训练进行了多阶段优化，进一步取得效果 [13]，整体优

化在部分筛选列表广告RPS提升 5%~10%。

候选类型动态化：在候选量动态化的基础上，我们进一步进行了候选类型动态化。因

不同类型均为广告，我们在此处不采用Ad概念，在某些类目上，受 LBS限制门店

数较少，而每个门店下的泛商品（门店下更细粒度候选，同门店差异见上图，例如在

结婚品类下的某婚纱照为商品）较多，将候选类型从门店扩展到门店 +泛商品后，候

选供给在部分类目可以扩大约 30倍。并且在业务中，用户意图逐渐呈现具体化、明

确化与多样化特点，例如“写真”等搜索关键词增多，粗粒度的门店候选已经不足以

匹配细粒度用户意图。通过深度个性化的异构候选混排，能够匹配细粒度的用户意

图，给用户展示最符合其兴趣偏好的候选类型。如图 9所示，我们通过组合预估实现

异构混排系统，主网络的高复杂性门店表征通过共有表达的迁移学习，和商品网络的

高数量级商品表征进行维度动态转换对齐，实现数千量级的门店 / 泛商品异构混排系

统。在部分筛选列表广告RPM提升 10%~15%。
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图 9　导构混排网络

候选算力动态化：通过动态的候选供给我们发现更多的候选能够带来效果空间，在此

基础上我们进一步进行算力动态化，从性能角度进一步提升候选量级。广告系统收到

请求后，会经过召回、粗排、精排、机制模块，最终生成广告展现顺序。其中各模块

的超时时间和资源是固定的，导致总体算力缺乏弹性，容易因候选过多出现总体请求

超时而不出广告的情况，或是候选过少出现多余算力浪费的现象。因此我们进行候选

算力动态化，根据流量价值调整每个模块的耗时，通过全局优化实现在有限算力下收

益最大化：首先在工程架构上增加各个服务算力弹性变量，如超时时间、模型复杂度

和计算并行度等等，实现了效果和算力的灵活兑换。之后在算法上通过流量价值预估

模块预估当前请求价值，确定各阶段打分数。在接下来的各服务阶段，结合当前算力

消耗与预估价值情况，即时调整后续阶段算力弹性变量，进一步释放了效果空间。在

筛选列表广告RPM提升约 2%。

候选动态化效果在各个主广告位落地效果差异较大，RPM提升范围在 2%~15%。同

时广告侧优化我们通过多模态表达学习取得效果，详情后续整理为论文公开。
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4. 训练方式：灾难遗忘与持续学习

灾难遗忘 (Catastrophic	Forgetting)[10] 是模型学习同人脑学习的一个重要差异，指

的是同一个网络模型，在学习新的任务的时候，因分布变化而导致老任务学习的模型

权重损坏。在美团广告业务，无论是用户和商户均存在周期性特点，并且高维稀疏网

络特性会放大这个特点，现象是在拟合新数据模式过程中，遗忘具备周期性的老数

据，形成了灾难遗忘。下面会介绍长周期性挑战，与高维稀疏网络结构问题，以及对

应的持续学习解决方案。

周期性数据模式：不同于传统机器学习数据独立同分布假设 (i.i.d.)，CTR预估模型

面临着动态非平稳的外部环境。特别地，在我们的O2O业务中，新用户、新商户不

停出现，流行元素如小龙虾、烤肉等不时演变，夹杂着周中简餐周末大餐等节日性、

季节性、星期级，小时级特征，对CTR预估模型的持续学习提出了挑战，要求我们

的模型能够快速拟合新出现的数据模式。针对这类时变数据的学习任务，一种常见选

择是流式训练。流式训练将数据按照时间顺序依次喂入模型，以Regret[11] 为目标让

模型实时动态地调整模型参数，达到拟合最新数据分布的目的。但是，单纯地流式训

练有过分强调新数据模式而遗忘过往学习到的老数据模式的危险。特别地，在我们的

O2O业务场景下，存在大量周期性数据模式，下面将以星期级周期为例进行介绍。

高维稀疏网络的结构匹配性：不同于NLP/CV领域，广告 / 推荐领域的DNN模型具

有显著的参数不平衡性，即高维度稀疏的Embedding 层约有亿级 ~千亿级别参数量

的参数量，而连接 Embedding 到 Output 的 FC 层 (Fully	Connected	Layers) 却

低维稠密，网络中极度稀疏的Embedding 层占据 99.99%+的参数量，该不平衡性

易于引发老数据模式的遗忘问题。以天级更新模式的星期几特征为例，线上推理的数

据是周六 (t,	w(t)	=	6)	数据，训练时在未充分纳 t 时刻数据时，会更多的拟合在周五

(t-1) 特征上，而实际上在上一周的周六 (t-7) 与线上推理数据 (t) 具有更强的分布一

致性。特别地，如果我们使用星期几这一离散特征，在高维稀疏的Embedding 层在

线上推理的 t 时刻会直接查询到 t-7 天的 Embedding，而低维稠密的 FC层会查询

到 t-1 的 FC层，会引起严重的结构不匹配问题，形成星期属性模式的灾难性遗忘。
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更具一般性地，训练中存在着周中简餐，周末大餐等复杂模式的灾难遗忘，引起效果

大幅退化。

面向未来分布的持续学习：为系统性地解决上述问题，我们采用持续学习中的数据回

放技术，在流式训练的基础上进一步拟合回放的数据，加强模型在无遗忘约束下的持

续学习能力。具体地，为结合流式训练和持续学习的数据回放技术，我们采用 FC层

分多塔的结构来达成预训练模型可流式更新、持续学习模型可依赖最新预训练模型

更好地拟合当前数据的效果。如下图 10所示，通过流式训练我们维护一个预训练模

型；而为避免模型过分拟合最新数据而导致历史稀疏Embedding 层参数和上层 FC

层参数不匹配的问题，通过数据控制器 (Data	Controller) 维护一份记忆集 (Memory	

Set)，其中的数据为根据未来分布预测，在历史数据中采样得到，并将该份记忆集提

供给基础模型用于持续学习，从而在加强对未来分布数据的模型预估能力。

持续学习技术在各个主广告位落地，RPM提升 2%~3%。更多详情已整理为论文投

稿中，后续会进行公开。

图 10　灾难遗忘与持续学习训练模式
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预估技术新趋势

上文介绍了基于O2O特点的CTR技术突破，我们将优化方法推广在转化率、交易

额预估问题，其中 LBS距离约束在转化率中起到更重要的影响，因方法接近，不再

进行赘述。

同一技术的点击率预估优化效果在不同业务类型中也存在一定差异，意图强的搜索广

告场景，上下文差异性更大，Context 相关优化有更明显效果。而在意图弱的信息流

广告场景，User 建模有更大的空间。

那么预估技术如何持续突破的系统上线？迭代路径从前期通过模型复杂度提升，到现

阶段结合问题的模型灵活设计均取得效果，而未来我们认为将越来越剥离模块与目标

设置的现状，消除建模中人为的设置假设。

如何抽丝剥茧，回归问题本质？我们认为有如下新趋势。

a. 模型内推理量级动态化

广告系统通常分为召回、粗排、精排（预估）等多个模块，模块漏斗遵循的一个核心设

计逻辑是简单模块打分量级大（例如粗排），复杂模块打分量级低（例如精排）。以递归视

角进一步理解子模块设计，将设计逻辑泛化到模型内，同样存在简单的网络部分打分

量大，复杂的网络部分打分量低，同一个网络打分量差异化的优化方式。例如粗排常

用的双塔网络结构 (Two-tower	Network) 在 User 端打分一次，Ad端打分多次。

更具一般性的形式并不局限在表达能力受限的双塔结构，而在于更充分的应用打

分量与复杂度的关系进行灵活设计，例如本文阐述的DPIN(Deep	Position-wise	

Interaction	Network)[7] 组合网络部分打分量大，基础网络部分打分量小，同在本文

阐述的异构混排网络，超长序列预训练优化同样适用于这一趋势。

未来将在更细化的层面进行推理量级动态化，通过每一个局部精度与性能的平衡达到

整体的最优平衡。
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b. 问题间评估指标差异化

评测指标是一个比优化方式甚至更重要的问题，点击率预估最经典的评测指标为

AUC，而随着模型精度的提升，离线 AUC提升同线上不一致的情况逐渐增多。回

归到预估问题本身，实际排序系统是在固定请求固定位次下的最优排序，等价寻优

User	×	Context	×	Time 限定条件的Ad最优序。

time 条件在持续变化难建模，为简化问题，以User/Context 维度分组，近似寻优

Ad最优序。基于以上假设，User/Context 分组的“组间序”同“组内序”并不具备

等价的业务意义。例如个性化优化问题，每一个User 作为一组进行分组为例，User	

Group	AUC[12] 同线上具有更强的一致性；而在Context 中的 Position	Bias 问题中，

我们发现通过 Position	Group	AUC(PAUC)[7] 评估同线上系统具有更强的一致性。

在全局AUC增长挑战性变大的背景下，不同问题进行差异性评估指标设计，进而指

导模型优化，是取得效果的一个关键趋势。

c. 链路模块间目标多元化

系统整体目标面对排序问题，先是解耦为召回、粗排、精排等多模块独立优化，而后

针对整体性排序问题，链路目标一致性优化成为一个明显的演进趋势。在召回 ->粗

排 ->精排目标一致，取得明显效果的同时，存在着因多模块过于同质化、协同共振

引起的马太效应。以召回为例，是否应该由其他路模块，例如探索路召回来解决这个

问题？

更具泛化性地，多路召回之间的强互补性，能够提供给下游更优的候选超集，召回各

个路之间面向Diversity	Loss 进行优化是未来的探索性方向之一。随着模块间关系动

态变化，广告系统目标设计存在着一致性与差异性的辩证关系。

d. 搜索推荐边界模糊化

从广告视角，团队内的搜索广告、推荐广告间做法呈现逐步边界模糊化特点。传统搜

索广告围绕意图明确进行Query 理解，进而内容适配。逐渐Query 相关的刻画不能

完全满足用户意图的细化，搜索问题逐渐转变为在Query 约束下的个性化匹配问题。
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边界模糊化带来的一个技术现象就是全域数据的运用，搜索、推荐间的全方位深度迁

移学习是取得效果的一个关键。

e. 模型学习非监督化

如图 11所示，整个广告系统中，是在用户交互、数据、模型之间不断产生反馈循环，

在这个过程中会有偏差循环放大的问题，例如产生偏差的数据会喂入模型影响展示，

数据回溯到模型形成进一步归纳偏差。

传统的建模方式是将整个动态的系统简化为监督问题进行预估建模，优化集合仅为线

上集合的子集，效果限制随迭代愈发明显。未来针对监督模型无法充分建模的候选超

集依然有较大空间。在实际动态演化的广告系统中，无论是新目标定义、模型优化还

是AB	Test 评测方式都有较大的探索潜能。

Debiasing问题优化详情参照团队的KDD	Cup	2020冠军技术分享，KDD Cup 2020 

Debiasing 比赛冠军技术方案及在美团的实践 [13]。

图 11　广告系统中的反馈环路，偏差积累循环
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	● 触发策略：用户意图识别、广告商家数据理解，Query 改写，深度匹配，相关性建模。

	● 质量预估：广告质量度建模。点击率、转化率、客单价、交易额预估。

	● 机制设计：广告排序机制、竞价机制、出价建议、流量预估、预算分配。

	● 创意优化：智能创意设计。广告图片、文字、团单、优惠信息等展示创意的优化。
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岗位要求

	● 有三年以上相关工作经验，对CTR/CVR预估、NLP、图像理解，机制设计至少一方面有应

用经验。

	● 熟悉常用的机器学习、深度学习、强化学习模型。

	● 具有优秀的逻辑思维能力，对解决挑战性问题充满热情，对数据敏感，善于分析 / 解决问题。

	● 计算机、数学相关专业硕士及以上学历。

具备以下条件优先：

	● 有广告 / 搜索 / 推荐等相关业务经验。

	● 有大规模机器学习相关经验。

感兴趣的同学可投递简历至：chengxiuying@meituan.com（邮件标题请注明：美团广平算法

团队）。
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小样本学习及其在美团场景中的应用

作者：骆颖　徐俊　谢睿　武威

1. 背景

美团的各个业务有着丰富的NLP场景，而这些场景中模型的构建需要很多的标注资

源，成本很高。小样本学习致力于在数据资源稀少的情况下训练出比较好的模型，主

要有以下两个评价标准：

	● 提升算法效果：在标注资源一定的情况下，使用小样本学习能够尽可能多地提

升相应的指标。

	● 节省标注数据：在算法效果希望达到一定水平的情况下，希望尽可能减少标注

数据。

在NLP领域少样本的场景下，主要存在以下三种场景，小样本学习针对这些问题采

取了不同的措施：

1.	样本空间稀缺（图 1左）：样本数量较少时，分布稀缺，数据增强旨在更好利

用样本 /Embedding 之间的关系，提高模型泛化性能。

2.	样本分布在局部空间（图 1中）：某个领域往往只有少量标注数据，而有大量

的未标注数据。根据对未标注数据的使用方式不同，我们将其划分为两种，

第一种是半监督学习，是在模型 Finetune 过程中同时学习标注样本和未标注

样本，利用了模型对未标注数据的预测一致性；第二种是集成学习 +自训练，

强调的是融合多个模型对未标注数据的预测结果作为伪标注数据加入训练。

3.	不同领域之间的样本分布差异（图 1右）：在某个领域充分学习到标注信息之

后，因样本空间有差异，无法直接用到其他领域，迁移学习旨在学习到一个

领域的充分知识后，能够快速学习到其他领域的知识。
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图 1　小样本学习三种应用场景

除了上面提到的三种场景，	还有一种是，如何在有限的标注成本中选择更有针对性的

样本进行人工标注（主动学习）。因此我们将小样本学习划分为下面几种：

	● 数据增强：数据增强可以分为样本增强和Embedding 增强。样本增强早先在

计算机视觉中对图像进行数据增强，图像的一些简单操作，如将图像旋转或将

其转换为灰度，并不会改变其语义，语义不变变换的存在使增强成为计算机视

觉研究中的一个重要工具。在NLP领域中的样本增强也试图不改变句子主旨

来扩充文本数据，主要方法有简单文本替换、预训练语言模型生成相似句子

等，对得到的增强数据可以使用课程学习的方式由简到难地进行学习。Em-

bedding 增强在模型的Embedding 层进行操作，可以通过对Embedding 加

扰动 / 插值等，提升模型的鲁棒性。

	● 半监督学习：监督学习往往需要大量的标注数据，而标注数据的成本比较高，

因此如何利用大量的无标注数据来提高监督学习的效果，具有十分重要的意

义。近年来，半监督深度学习取得了长足的进展，特别是在计算机视觉领域；

相关的研究主要着力于如何针对未标注数据构建无监督信号，与监督学习联合

建模，目前的主要方法都是基于无标注数据的一致性正则构建损失函数。

	● 集成学习 + 自训练：机器学习的有监督学习目标是学习出一个稳定的且在各个

方面表现都较好的模型，但实际情况中有时只能得到多个有偏好的模型（弱监

督模型，在某些方面表现的比较好）。集成学习就是组合这里的多个弱监督模

型以期得到一个更好更全面的强监督模型，集成学习潜在的思想是即便某一个

弱分类器得到了错误的预测，其他的弱分类器也可以将错误纠正回来。单纯使
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用多个模型在预测时做集成会增加线上负担，因此我们利用多个模型对大量无

标注数据进行预测，选取组合置信度较高的数据合并到训练集进行训练，最后

将多个模型的优势集成到一个统一的模型上。这部分也属于半监督学习的一

种，但是与上面提到的半监督学习的主要区别是后者提到的方法都是强调在

Finetune 阶段利用模型对未标注数据的预测一致性，而这部分强调融合多个

模型的预测结果，故单独将这部分单独列出。

	● Few-shot Learning/ 领域迁移：人类在具备一定的知识储备后可以快速学

习新的知识，研究人员希望机器学习模型也能具备这种能力，一个模型已经从

一定类别的大量数据学习许多信息后，对于新的类别可以依据新的少量的标记

样本得到新的分类器，该分类器可以在新的类别中识别出该类样本。

	● 主动学习：主动学习是一个机器学习和人工参与迭代的过程，通过机器学习的

方法筛选出合适的候选集给人工标注。大致思路是：通过机器学习的方法获取

到那些比较“难”分类的样本数据，让人工再次确认和审核，然后再将人工标

注得到的数据再次使用有监督学习模型进行训练，逐步提升模型效果。

图 2　小样本学习相关工作
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2. 方法综述

预训练语言模型 BERT，在 NLP 许多任务中取得非常好的结果。BERT 是基于

Transformer 的深度双向语言表征模型，利用Transformer 结构构造了一个多层双向

的Encoder 网络。我们采取 BERT 作为 Baseline 模型，对预训练好的模型在特定

任务样本上进行Finetune。

2.1 数据增强

数据增强可以分为数据扩充和 Embedding 增强，数据扩充在保持语义不变的情况

下，变换文本的表达形式，如回译、同义词替换、随机删除等等；模型增强主要有

Mixup 和对抗训练，Mixup 在 NLP 领域有一系列的变体，包括SeqMix、Manifold	

Mixup 等。数据增强提高了模型的鲁棒性，使得模型更关注文本的语义信息，并对文

本的局部噪声不再敏感。在少样本场景，文本增强技术可以有效提高模型的鲁棒性，

提高其泛化能力。

2.1.1 样本增强

2.1.1.1 简单数据增强 EDA

EDA[1] 通过知识库来替换句子中的某些词 / 短语，主要包含以下四种操作：

	● 同义词替换（Synonym Replacement，SR）：不考虑停用词，在句子中随

机抽取 n个词，然后从同义词词典中随机抽取同义词，并进行替换。

	● 随机插入（Random Insertion，RI）：随机的找出句中某个不属于停用词集的

词，并求出其随机的同义词，将该同义词插入句子的一个随机位置。重复n次。

	● 随机交换（Random Swap，RS）：随机的选择句中两个单词并交换它们的位

置。重复 n次。

	● 随机删除（Random Deletion，RD）：以概率 p随机删除句子中每个单词。

2.1.1.2 回译（Back Translation）

回译是NLP在机器翻译中经常使用的一个数据增强的方法，它的本质就是快速产生

https://tech.meituan.com/2019/11/14/nlp-bert-practice.html
https://tech.meituan.com/2020/04/16/transformer-in-meituan.html
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一些翻译结果达到增加数据的目的。回译将原有数据翻译为其他语言再翻译回原语

言，由于语言逻辑顺序等的不同，回译的方法也往往能够得到和原数据差别较大的新

数据。

2.1.1.3 预训练语言模型

	● 基于上下文信息的文本增强 [2]，利用训练好的语言模型，随机Mask 文中的一

个词或字，再将文本输入语言模型，选择语言模型所预测的 Top	k 个词去替换

原文中被去掉的词，以形成 k 条新的文本。

	● 基于语言生成模型的文本增强 Lambda[3]，Lambda 基于预训练语言模型

GPT，使模型能够捕获语言的结构，从而能产生连贯的句子。在不同任务的少

量数据集上对模型进行微调，并使用微调后的模型生成新的句子。

2.1.2 增强样本使用

上面几种方式生成了一批数据增强文本，增强后的文本数量多、带噪音；原始标注数

据数据量少、不含噪音。	NAACL2021[4] 的一篇工作提出了一种课程学习的方式更好

地学习这两种样本。

图 3　增强数据三种学习方式
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Standard Data Augmentation

直接将原始数据和增强后的数据融合起来进行训练。

Curriculum Data Augmentation

课程学习先学习简单的标注数据，具备一定知识之后再学习带噪音的增强数据，有以

下两种使用方式：

1.	Two	Stage：先在原始数据上进行训练，等到开发集收敛之后再在原始数据

和增强数据上一起训练。

2.	Gradual：先在原始数据上进行训练，然后逐步以线性方式添加增强数据，通

过控制扰动变量	\tauτ，即一开始 \tau=0τ=0，然后每次线性增加 0.1，直

到增加到 0.5。

2.1.3 Embedding 增强

2.1.3.1 Mixup

自然语言具备系统组合性（Systematic	Compositionality），能够理解通过适当重组

的句子。考虑以下样例，左边两个为原始文本，通过对其中的某些词进行替换 / 重组

可以生成右边可理解的样本 [5]。

图 4　自然语言重组变换样例

Mixup[6,7] 提出了一种更通用的，基于向量增强的模型，从训练数据中任抽样两个样

本，构造混合样本和混合标签，作为新的增广数据。其中 ( , )x yi i 和 ( , )x yj j 为原始样
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本， ( , )x yˆ ˆ 为重组生成的新样本。当 λ的取值限制在 {0,	1}，就会产生图 4的组合。

x x xˆ = + −λ λi j(1 ) ,

y y yˆ = + −λ λi j(1 ) ,	

实验中 λ的取值满足Beta 分布。

λ α α~ Beta( , )

直观来看，它要求当模型的输入为另外两个输入的线性组合时，输出也是这两个数据

单独输入模型后所得输出的线性组合，这其实就是要求模型近似为一个线性系统，防

止模型过拟合，Mixup 变换本身可以视为一种正则化技术。	下面介绍几种Mixup 的

变体，SeqMix 和Manifold	Mixup。

a. SeqMix

SeqMix[8]	对 Mixup 生成的句子的困惑度打分，用Discriminator 判断生成的句子困

惑度，只选择困惑度较低的句子，减少噪音句子的影响。同时对于更关注于词的任务

（如命名实体识别）替换Sub-Sequence 而不是整个句子。

图 5　SeqMix 的几种变体

	● 图 5（a）最原始的Mixup，对整个序列做Mixup，生成新序列。

	● 图 5（b）子序列Mixup，对合法的子序列做Mixup，并分别代替原来的子序

列，生成两个新序列。
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	● 图 5（c）标签限制的子序列Mixup，只对同类别标签的子序列做Mixup，分别

代替原来的子序列，生成两个新序列。

b. Manifold Mixup

流形混合算法Manifold	Mixup[9] 将上述的Mixup 操作泛化到特征上；特征具有更高

阶的语义信息，在其维度上插值可能会产生更有意义的样本。在类似于BERT的模

型中，随机选择层数 k，对该层的特征表示进行Mixup，具体操作如下：

	● 随机选取网络第 k 层（包括输入层）。

	● 传两批数据给网络，前向传播直到第 k 层，得到隐藏特征表示 ( ( ), )g x yk 和

( ( ), )g x yk ′ ′ 。

	● 对其进行Mixup 生成新样本 ( , ) (Mixup ( ( ), ( )), (Mixup ( , ))g y g x g x y y k k k= λ λ′ ′

	● 继续前向传播得到输出。

	● 计算损失值和梯度。

2.1.3.2 对抗训练

对抗训练 (Adversarial	training,	AT)[10] 通过在输入样本上增加微小的扰动来显著提

高模型 Loss，对抗训练就是训练一个能有效识别原始样本和对抗样本的模型。如果

模型在对抗噪声下，依然能够保持光滑，那么整个网络就能够表现出很好的一致性。

当将对抗训练应用到分类器时，对抗训练对应的损失函数为（在原有损失函数的基础

上又增加了一项）：

− + = +log( ( | ); ); where arg min log ( | ; )p y x r r p y x radv advθ θ
r r,|| ||≤



其中 x 为输入序列， θ为模型参数，r 为输入上的扰动， θ表示将模型的当前参数设

置为常数，即表明在构建对抗样本时，反向传播算法不会对当前模型参数进行更新。

其中 radv 	的计算为：

r g p y xadv x= = ∇
|| ||g

g

2

 where log ( | ; )θ
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2.1.3.3 对比学习 R-Drop

Dropout 是深度学习模型常用的正则化手段，Regularized	Dropout	(R-Drop)[11] 对

同一个句子做两次Dropout，并且强制由Dropout 生成的不同子模型的输出概率保

持一致。具体来说，对于每个训练样本，R-Drop 最小化了由不同Dropout 生成的

子模型的输出概率之间的KL散度。

图 6　R-Drop 模型图

图 6中左边图表示了每个输入样本 ( , )x y 都会经过模型两次，得到两个概率分布，右

图展示了由于 Dropout 本身的随机性，对同一个样本重复两次就可以得到两个子

模型。

给定训练数据D x y= {( , )}i i i
n
=1 	，模型为P y xw ( | )，	训练数据的交叉熵损失为：

L P y xCE i i= −
1
n∑i=

n

1
log ( | )w

通过不同的Dropout 可以得到两个子模型 P y x1
w ( | ) 和 P y x2

w ( | )，R-Drop 最小化两

个子模型输出概率的双向KL散度：

L D P y x P y x D P y x P y xi w w w w
KL KL i i i i KL i i i i= +

1
2

( ( ( | ) || ( | )) ( ( | ) || ( | )))1 2 2 1

对于训练数据 ( , )x yi i ，最终的损失函数为：
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L L L P y x P y x D P y x P y x

D P y x P y x

i i i w w w w

KL i i i i

= + = − − + +

( ( | ) || ( | )))

CE KL i i i i KL i i i i

2 1
w w

α log ( | ) log ( | ) ( ( ( | ) || ( | ))1 2 1 2
α
2

2.2 半监督学习

在实际业务中，有大量的未标注数据，对数据进行标注需要大量的人力。半监督学习

的核心目标是，希望通过标注的少量有标签数据，结合大量的无标签数据，训练出具

备强泛化能力的模型，从而解决实际中的问题。

	● 输入数据：大量的同领域未标注数据和少量的有标注数据。

	● 主要基于以下理论基础：

1.	自洽正则化（Consistency	Regularization）：对未标记的数据进行增广，

产生的增广数据输入模型，它的预测值应该与原数据的预测值一致，即保持

自洽。

2.	最小化熵（Entropy	Minimization）：基于一个规则，分类器的分类边界不应

该穿过边际分布的高密度区域。具体做法为强迫分类器对未标记数据作出低

熵预测。

3.	传统正则化（Traditional	Regularization）：为了提高模型泛化能力，防止过

拟合的方法，如 L2正则化等。

	● 如何构造半监督学习的自洽正则化项是很多半监督模型研究的重点。

	○ Temporal	Ensemble、Mean	Teacher、MixTemporal 这几种方法的思想

都是利用了对历史模型的集成，利用历史模型预测结果 / 模型参数构造一致

性正则。

	○ VAT则是利用了给Embedding 加上扰动构造正则项。

	○ MixMatch、MixText、UDA则是利用了样本增强的结果，MixMatch 利用

了图像的旋转、缩放等，MixText 和 UDA依赖于通过回译生成的样本之间

的一致性，模型结果很大一部分取决于样本增强的质量。
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2.2.1 Temporal Ensembling

Temporal	Ensembling[12] 采用时序融合模型，将历史预测结果的指数滑动平均

（EMA）作为未标注数据的伪标签，从而和当前的预测结果构造一致性正则项。

	● 有标注数据计算交叉熵损失。

	● 未标注数据采用历史多次预测结果的指数滑动平均（EMA）作为重构目标计算

MSE损失，避免采用模型一次的预测作为重构项会产生较大误差，有利于平

滑单次预测中的噪声。

	● 有标注数据的交叉熵损失和未标注数据的均方误差加权和作为最终损失函数。

图 7　Temporal Ensembling 模型结构

其中 xi 	中包含有标注数据和未标注数据文本， yi 	表示标注数据标签， zi 	表示当前模型

对 xi 	的预测结果， zi 	表示对未标注数据多个 epoch 预测结果的滑动平均值作为其概

率分布，w t( )表示未标注数据MSE所占权重，模型刚开始训练时w t( ) 0→ ，此时模

型倾向于学习标注数据标签，随着迭代次数增加，w t( )慢慢增加，此时模型学习大量

未标注数据。

2.2.2 Mean Teacher

Mean	Teacher[13] 思想上与 Temporal	Ensembling 模型基本一致，Temporal	

Ensembling 需要矩阵保存历史预测概率，Mean	Teacher 模型则是对模型参数做指

数滑动平均EDA作为 Teacher 模型，原模型作为Student 模型。用 Teacher 模型

和 Student 模型的预测结构构造一致性正则。

	● 在 Temporal	Ensembling 中，无标签数据的目标标签来自模型前几个Epoch

预测结果的加权平均。而在Mean	Teacher 中，无标签数据的目标标签来自	
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Teacher 模型的预测结果。

	● 由于是通过模型参数的平均来实现标签预测，因此在每个Step 都可以把无标

签中的信息更新到模型中，而不必像 Temporal	Ensembling 模型需要等到一

个Epoch 结束再更新。

图 8　Mean Teacher 模型结构

2.2.3 VAT

虚拟对抗网络（Virtual	adversarial	training,	VAT）[14] 与 Temporal	Ensembling 模

型的不同之处在于，后者采用数据增强、Dropout 来对无标签数据施加噪声，而前者

施加的则是模型变化最陡峭方向上的噪声，即所谓的对抗噪声。如果模型在对抗噪声

下，依然能够保持光滑，那么整个网络就能够表现出很好的一致性。虚拟对抗训练通

过对模型添加正则使得一个样本的输出分布与加扰动之后的输出分布相同来将对抗训

练扩展到半监督领域。

	● 首先对未标注数据抽取随机标准正态扰动 d ~ (0,1) 加到Embedding 上，并

用KL散度计算梯度。

	● 然后用得到的梯度计算对抗扰动，并进行对抗训练。

	● 标注数据的交叉熵损失和未标注数据对抗损失作为最终损失函数。
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2.2.4 MixMatch

MixMatch[15] 是集大成者，将数据增强、Mixup、Sharpening 等方法融合起来，起

重要作用的两个模块就是Mixup 和 Sharpening。

图 9　MixMatch 无标注数据标签构造

	● 在图像领域未标注数据的 k 条增强数据来自图像的旋转、缩放等。

	● 输入标注数据X x p= ( , )b b ,	未标注数据U u= ( )b ,	利用图 9生成未标注数据的

标签 qb 	， qb 	即是模型对未标注数据和它的条增强数据预测结果的平均值。

	● 将X x p= ( , )b b 和U u q= ( , )b b 混合做Mixup 操作。

	● 计算标注数据的交叉熵损失和未标注数据的一致性正则损失项。

2.2.5 MixText

MixText[16] 整个思路和MixMatch 是一致的。首先利用Back	Translation 对未标注

数据做数据增强，利用模型对增强后的数据和原数据的预测结果的加权和作为未标注

数据的标签，	再对有标注数据和未标注数据同时做Mixup。

	● 无标注数据通过Back	Translation 做数据增强。

	● 利用模型对增强后的数据和原数据的预测结果的加权和作为无标注数据的标签。

	● 同时对有标注数据和无标注数据做Mixup。

	● 学习有标注数据的交叉熵损失和无标注数据的一致性正则。



算法　<　287

图 10　MixText 模型结构图

其中 xl 	是标注样本， xu 	是未标注样本， xa 	是未标注样本的回译增强样本。与Mani-

fold	Mixup 相似，同样是对模型第mm层的隐藏表示做Mixup，可以挖掘到句子之

间的隐式关系。对有标签和无标签数据同时进行插值，可以在学习有标签句子的同时

利用无标签句子的信息。

2.2.6 MixTemporal

借鉴MixMatch 和MixText 思想，但对无标注数据的预测不是通过EDA或者回译这

种数据增强，而是利用 Temporal	Ensemling 的思想，对多个Epoch 历史预测结果

的指数滑动平均（EMA）作为未标注数据的伪标签，不需要额外的同义词典和翻译工

具等，实现较为方便。

最终损失函数计算两部分组成：Mixup 之后的交叉熵 Loss+ 无标注数据一致性正则

Loss。

图 11　MixTemporal 模型结构图
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其中 xi 	是标注样本， yi 	表示标注样本标签， zi 	表示当前模型对 xi 	的预测结果， zi 	表示

对未标注数据多个Epoch 预测结果的滑动平均值作为其概率分布，w t( )表示未标注

数据MSE所占权重。

2.2.7 UDA

UDA[17] 来自 Google，同样也是采用一致性正则。对于图像UDA针对图像采取一种

高质量的数据增强方法RandAugment，对于文本UDA使用的是回译和非核心词替

换，用 TF-IDF 值来衡量一个词对于一段文本的重要性，来判断该词是否要被替换，

再联合回译做替换。

图 12　UDA 模型结构图

训练技巧：

	● Confidence-based masking：通过阈值筛选一致性正则项。

	● Sharpening Predictions：让预测的概率分布更加极端化。

	● Domain-relevance Data Filtering：去掉领域不相关的数据，同样根据置

信度来选择。

2.3 集成学习 + 自训练

在有监督学习算法中，目标是学习出一个稳定的且在各个方面表现都较好的模型，但

实际情况往往不这么理想，有时只能得到多个有偏好的模型（弱监督模型，在某些方

面表现的比较好）。集成学习就是组合这里的多个弱监督模型以期得到一个更好更全
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面的强监督模型，集成学习潜在的思想是即便某一个弱分类器得到了错误的预测，其

他的弱分类器也可以将错误纠正回来。如果待组合的各个模型之间差异性（Diversity）

比较显著，那么Ensemble 之后通常会有一个较好的结果。

自训练使用少量的标记数据和大量的未标记数据对模型进行联合训练，首先使用经过

训练的分类器来预测所有未标记数据的标签，然后选择置信度较高的标签作为伪标注

数据，将伪标记数据与人工标记的训练数据联合起来重新训练分类器。

	● 集成学习：训练多个不同的模型，如 BERT 模型、Mixup 模型、半监督学习

模型。

	○ 分别用每个模型预测数据池 U（Unlabeled	Data）的标签概率分布。

	○ 计算标签概率分布的加权和，得到数据池U的概率分布Soft	Prediction。

	● 自训练：训练一个模型用于组合其他各个模型。

	○ Student 模型学习数据池 U 中高置信度样本的Soft	Prediction。

	○ Student 模型作为最后的强学习器。

图 13　集成学习 + 自训练结构图
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2.4 领域迁移

领域迁移主要解决少样本，多类别的问题。

MAML[18]：2017 年发表被广泛引用的方法，但是训练过程较为复杂，后面被

Meta-Baseline 方法在多个领域超越了。

Meta-Baseline[19]：2020 年发表的新基线方法，大幅超越前者，且方法简单，因此

称为New	Baseline。Meta-Baseline 方法，通过在所有 Base	Classes 上预先训

练分类器，并在基于最近质心的少样本（Few-Shot）分类算法上进行元学习。

	● Classifier-Baseline:	在所有的Base	Classes 上使用交叉熵损失预训练分类

器，然后移除最后一层FC，得到 Feature	Encoder fθ。

	● Meta-Baseline

	○ Pre-Training	Stage：训练Classifier-Baseline 模型。

	○ Meta-Learning	Stage：	给定一个 Few-Shot	Task（N-way	k-shot），计

算每个类别的特征平均值w f xc = | |S
1

c x s
∑
∈ c

θ ( )。

	○ 针对于每个Query-Set 中的样本用余弦相似度计算与每个类别的相似度，

减少类内方差。

图 14　Meta-Learning Stage 结构图
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2.5 主动学习

Active	Learning（主动学习）通过一定的算法查询最有用的未标记样本，并交由专家

进行标记，然后用查询到的样本训练分类模型来提高模型的精确度。模型抛出的未标

注数据为“Hard	Sample”，对于“Hard	Sample”的不同定义可以衍生出一大堆的

方法，如可以是Ambiguous	Sample，即模型最难区分的样本；可以是对模型提升

（改变）最大的样本，如梯度提升最大；可以是方差减小等等，相比与有监督学习，主

动学习通过让模型更多的关注或学习“Hard	Sample”，以期在较少的训练样本下获

得较好的模型。

	● 查询策略是主动学习的核心之处，不确定性采样的查询是最常用的，不确定性

采样的关键是描述样本的不确定性，通常有如下思路：

	○ 置信度最低（Least	Confident），如对于三分类的情况下，对两个样本预测

的概率分别是 (0.8,	0.1,	0.1) 和 (0.51,	0.31,	0.18)，在这种情况下第二个

数据更“难”被区分，因此更有标注价值。

	○ 边缘采样（Margin	Sampling），选择那些更容易被判定成两类的样本数据，

即这些数据被判定成两类的概率相差不大，边缘采样选择模型预测最大和第

二大的概率差值最小的样本。

	○ 熵方法（Entropy），用熵来衡量一个系统的不确定性，熵越大表示系统的不

确定性越大，熵越小表示系统的不确定性越小，可以选择那些熵比较大的样

本数据作为待标注数据。

	● 迭代思路：输入，初始少量标注数据 L0 	、未标注数据池 U、深度学习模型 M。

1. 标注数据集 L L← 0 。

2. 用 L 训练模型 M，并对未标注数据池 U 进行预测。

3. 用对应的查询策略选择 U 中需要标注的样本进行标注，并将其加入到标注

数据集 L 中。

4. 重复 2-3 过程，直到达到精度或者或者标注预算。
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图 15　主动学习迭代过程

3. 应用实践

图 16展示了基于BERT[20] 的模型微调，包括句间关系任务和单句分类任务。

1.	单句分类任务：BERT模型预训练中的NSP任务使得 BERT 中的“[CLS]”

位置的输出包含了整个句子对（句子）的信息，我们利用其在有标注的数据上

微调模型，给出预测结果。常见单句分类任务如文本分类、情感分类等。

2.	句间关系任务：对两个句子用“[SEP]”进行拼接，用“[CLS]”位置的输出

判断两个句子之间的关系。常见句间关系任务如自然语言推理、语义相似度

判断等。

图 16　基于 BERT 的微调模型

3.1 实验结果

在上面我们提到了主要有以下两个评价标准，提升算法效果和节省标注数据，我们分
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别在美团业务和通用Benchmark 数据集上进行了微调实验。

3.1.1 小样本学习，提升算法效果

图 17　 小样本学习在美团业务 Benchmark 上效果对比（加粗表示了得分最高的两个结果，下划线表

示超出 Baseline 结果）

图 18　 小样本学习在中文通用 Benchmark 上效果对比（Dev 集结果，加粗表示了得分最高的两个

结果，下划线表示超出 Baseline 结果）

图 17 和图 18 列出了四种 Embedding 增强，两种半监督学习，以及集成学习 +自

训练模型的结果。我们也尝试过上文提到的其他方法，如UDA/MixText，这些方法

依赖于外部翻译软件翻译的结果，效果不稳定。因此我们主要使用了以上模型，几种

模型的比较如下：
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	● 数据增强：四种Embedding 增强结果中，对抗训练（AT）表现最为稳定，平

均可提升模型 1pp。

	● 半监督学习：数据增强相对于半监督学习结果较为稳定，但半监督学习可以带

来的提升较为明显，可提升模型 1.5pp-2pp，其中在AFQMC数据集上提升

模型 2pp-4pp。

	● 集成学习 + 自训练：集成学习 +自训练融合了单模型在未标注数据上的预测结

果，基本可以达到或这接近最好的结果，平均可提升模型 1.5pp-2pp。

3.1.2 主动学习，减少训练样本

主动学习（Active	Learning）选择置信度较低的样本用作下一批标注，可以减少重

复 / 相似样本标注，降低标注成本。在新项目标注数据从无到有的时候，可以使用

active	learning 选择启动样本。

图 19　Active Learning 与随机选择样本在小样本情况下比较
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在目前数据集下，平均 500 条 Active	Learning 选择数据可以达到 1000 条随机样本

结果，900 条数据可以接近 1500 条随机样本结果。在新项目标注数据从无到有的时

候，可以使用Active	Learning 选择启动样本。

3.2 在美团业务中的应用

3.2.1 医美题材分类

对美团和点评的笔记内容按题材分为 8类：猎奇、探店、测评、真人案例、治疗过

程、避坑、效果对比、科普。用户点击某一种题材时，返回对应的笔记内容，上线至

美团和点评App 医疗美容频道的百科页、方案页经验分享。该任务是典型的文本分

类任务，小样本学习利用 2,989 条训练数据准确率达到了 89.24%。

图 20　医美题材分类示例

3.2.2 攻略识别

从UGC和笔记中挖掘旅游攻略，提供旅游攻略的内容供给，应用于景点精搜下的攻

略模块，召回内容为描述旅游攻略的笔记。该任务为二分类任务，小样本学习利用

384 条训练数据准确率达到了 87%。
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图 21　攻略识别示例

3.2.3 医美功效打标

对美团和点评的笔记内容按功效进行召回，功效的类型有：补水、美白、瘦脸、除皱

等，上线至医美频道页。该任务是句间关系任务，全量笔记内容为 104 万，有 110

种功效类型需要打标，小样本学习仅用 2909 条训练数据准确率达到了 91.88%。

图 22　医美功效打标示例
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3.2.4 医美品牌打标

品牌上游企业有针对旗下产品进行品牌宣传和营销的诉求，而内容营销是当前主流、

有效的营销方式之一。品牌打标就是为每种品牌如“伊肤泉”、“术唯可”召回详细介

绍该品牌的笔记内容。先用品牌词进行匹配，再判断品牌词和匹配到的笔记内容的相

关性，是详细描述该品牌，还是简单提及到品牌名字，上线至医美品牌馆。该任务是

句间关系任务，有 103 种品牌，大类品牌 15种每种标注 64 条数据，其余品牌每种

标注 5-8条数据，小样本学习仅用 1676 条训练数据准确率达到了 88.59%。

图 23　医美品牌打标示例

3.2.5 其他业务应用

	● 医美评价真实性：点评和美团医美业务如果存在虚假评论，会对体验有比较大

的伤害，需要通过模型检测出来。通过Active	Learning选取标注数据，数据增

强、半监督学习和集成学习+自训练优化模型，最后业务方仅标注 1757 条数

据，模型在检测感知虚假评价的准确率上就能达到 95.88%，超出业务预期。

	● POI 打标情感分析：该任务为句间关系任务，判断Query 和内容的情感导向

（正面、负面、不确定和不相关）。已有模型在 1万条数据上训练，通过小样本

学习，在已有模型上提升模型精度 0.63pp。
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	● 学城（美团内部学习工具）文本分类：该任务为文本分类任务，将文本分为 17

种类别。已有模型在 700 条数据上训练，通过小样本学习，在已有模型上提升

模型精度 2.5pp。

4. 未来展望

1.	持续改进现有模型、探索更多模型。目前的实验结果还有很大的改进空间，

需要不断探索，改进模型；同时探索更多的领域迁移模型，并应用到业务中，

达成业务方可以用最少的数据训练最好的结果。

2.	在更多任务类型上进行实验。目前主要是单句分类、句间分类等任务类型上

进行实验，需要进一步MRC模型、命名实体识别模型。

3.	深入探索领域迁移，训练通用模型。目前，我们对接的业务较多，因此也积

累了不少领域的文本分类和句间关系数据集，希望能够训练一个通用模型用

于该领域的各项任务，从而在一个新的业务中使用更少量的数据就能达到很

好的业务效果。如可以通过 Facebook 的 EFL[21] 模型，将该领域下的文本分

类任务和句间关系任务都重新表述为文本蕴含任务训练一个通用模型，可以

直接在新的业务上进行迁移。

4.	建设小样本学习平台。目前正在将小样本学习能力集成到公司统一的BERT

平台，开放给公司各业务方灵活使用。后续，在对小样本学习进行了更加深

入的探索之后，我们会尝试建立单独的小样本学习平台，提供更多的低资源

学习能力。
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美团外卖广告智能算力的探索与实践

作者：顺辉　家宏　宋伟　国梁　乾龙　乐彬

1. 业务背景

目前，美团外卖日订单量已突破 4000 万，成为美团最为重要的业务之一。外卖广告

服务也从最初的支撑单一业务线发展到现在的十余条业务线，服务整体承受的流量日

益增长，所消耗的机器资源也达到了一定的规模。

在外卖场景下，流量呈现明显的双峰结构，即午餐和晚餐两个时段为流量波峰，其余

时段流量较小。在这种流量特点下，外卖广告服务在高峰时段面临较大的性能压力，

在非高峰时段存在大量算力冗余，从全局来看，机器算力分配效率低，流量价值仍然

具有较大的挖掘空间。一方面，流量消耗的算力没有根据流量价值进行动态的分配，

造成系统在高价值流量上算力分配不足，价值没有得到充分的挖掘，而在低价值流量

上，却存在浪费大量算力的现象；另一方面，在非高峰时段，系统流量较低，导致系

统的整体资源利用率偏低，限制了系统获取更高的业务收益。

因此，算力需要进行更合理的分配来得到更加高效的利用。当前业界对于动态算力分

配的研究较少，以阿里巴巴定向广告平台的DCAF[1] 为代表，该方案根据流量价值进

行差异化的算力分配，对不同价值的流量分配不同的候选队列长度，实现有限资源约

束下的收益最大化。DCAF提供了一种优秀的解决方案，但该方案在外卖广告场景下
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存在一定的局限性。

针对外卖广告场景，外卖广告技术团队在DCAF方案的基础上进行了一系列探索和

改进，首次进行了队列弹性分配和模型弹性分配相结合的尝试，并取得了不错的收

益。一方面，在机器资源持平的情况下，CPM可以提升 2.3%；另一方面，在业务收

益持平的情况下，机器资源可以减少 40%，最后我们在外卖列表广告精排阶段推全

了机器资源持平的方案。

2. 整体思路

在外卖广告投放引擎中，为应对极大的在线流量压力和庞大的候选集，我们将整个检

索过程设计成候选集依次递减的漏斗型级联架构，主要包含召回、粗排、精排、机制

等模块。

实现智能算力的整体思路，是在系统算力容量约束下，对不同价值流量进行差异化算

力分配，从而提高在广告检索过程中的算力分配效率，实现收益的最大化。智能算力

主要包括以下四个要素：

1. 流量价值量化：流量价值指流量为平台、广告商家、用户三方带来的收益，系统需

要具备量化流量价值的能力。

2. 流量算力量化：流量算力指流量在系统内消耗的机器资源，在外卖广告场景下，流

量消耗的算力和候选集大小、召回通道数量、模型大小、链路复杂度等系统变量紧密

相关，同样系统需要具备量化流量算力的能力。
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3. 系统算力容量量化：系统算力容量指系统的机器资源总和，和流量算力量化的量纲

一致，通常可以通过压测等手段获取系统的算力容量；在系统算力分配过程中，需要

保证总体流量算力消耗不超过系统的算力容量。

4. 智能算力分配：基于以上三个要素，在广告投放引擎全链路进行智能算力分配，我

们把算力分配的手段定义为“弹性动作”，在外卖广告场景下，我们主要归纳了以下

四种动作：

	● 弹性队列：线上检索是一个漏斗的过程，不同价值流量可以在级联漏斗的各模

块中分配不同候选队列长度。

	● 弹性模型：在模型预估服务中，不同价值流量可以分配不同模型，大模型相对

小模型预估效果更好的同时消耗的算力也更多。

	● 弹性通道：在多通道召回中，不同价值流量可以分配不同的召回通道。

	● 弹性链路：在检索链路上，不同价值流量可以分配不同复杂度的检索链路。	这

些弹性动作的可选范围，定义为“弹性档位”，如队列长度 100 和 200 对应弹

性队列的两个不同档位。在智能算力下，算力的分配过程即弹性动作和弹性档

位的智能决策过程。

挑战分析

为了让智能算力在外卖广告场景下落地，我们主要面临着如下的挑战：

	● 问题求解

	○ 挑战点：智能算力的目标是最优化算力资源分配，这就要求我们对“在系统

算力约束下，最大化流量收益”这个问题进行求解。

	○ 应对思路：参考已有方案，将问题拆解为流量价值预估、流量算力预估以及

算力分配三个子问题进行求解，并针对外卖广告场景进行探索和改进。

	● 系统稳定性保障

	○ 挑战点：将系统算力分配托管给智能算力框架，从等额算力分配到智能算力

分配，不仅需要保证智能算力框架本身的稳定性，更需要保证系统全链路的
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平稳运行。

	○ 应对思路：除了监控报警、熔断降级等常规保障手段，我们实现了基于系统

状态的实时调控功能，保障系统稳定性。

	● 通用性 & 扩展性

	○ 挑战点：兼顾基础能力的复用和个性化能力的扩展，支撑外卖广告推荐和搜

索两大方向，多个业务场景的接入。

	○ 应对思路：核心组件以SDK形式提供可复用、可扩展能力，同时基于通用

的价值评估指标、算力评估指标和智能算力框架，支撑多弹性动作的组合决

策和多业务场景的高效接入。

3. 方案设计

经过工程团队和算法团队深度Co-Design 后，我们设计了一套多动作组合决策的智

能算力框架。整个框架由决策组件、采集组件和调控组件组成，其中决策组件作为智

能算力框架的核心，以SDK形式嵌入应用服务，提供可复用可扩展的多动作组合最

优档位决策能力和系统稳定性保障能力，为广告投放引擎的各阶段赋能；采集组件和
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调控组件为系统稳定性保障提供支撑。下面主要对最优档位决策和系统稳定性保障两

个模块进行详细介绍。

3.1 最优档位决策

在业内已有弹性队列求解方案的基础上，我们进行一系列探索和改进：

	● 通过选用更加通用的流量算力评估指标，同时增加流量算力预估模块，保证量

化指标通用的同时提高精确度，解决算力量化不通用和不精确的问题。

	● 通过构建特殊档位，首次尝试了弹性队列和弹性模型的结合，解决了部分流量

无法建模的问题。

基于以上策略，我们实现了多弹性动作组合最优化档位决策。

3.1.1 问题建模

现有方案

DCAF[1] 将该问题转化为对应的对偶问题进行求解，得到决策公式，实现弹性队列分配。

方案改进

上述建模方案在外卖广告场景中存在以下问题：



算法　<　305

如图所示，由于档位 j=j0 的算力和价值已知，无需对不同模型的价值和算力进行预

估，后续的流量价值预估和流量算力预估工作都面向弹性队列即可。
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3.1.2 决策框架

如图所示，最优档位决策模块分为离线和在线两个阶段，包含如下四个子模块：

	● 流量价值预估模块（离线 +在线）：预估流量在不同档位下的价值。

	● 流量算力预估模块（离线 +在线）：预估流量在不同档位下的算力。

	● 离线 λ 求解模块（离线）：通过回放历史流量，利用二分查找算法求解最优	λ。

	● 在线决策模块（在线）：对线上流量，基于档位决策公式计算最优档位，并根据

计算结果分配不同模型和队列长度。

3.1.3 流量价值预估

流量价值预估是智能算力决策的核心，要求具备一定准确性。而线上进行模型预估会

增加检索链路耗时，我们采用离线XGB模型预估 +在线查找词表的方案，既保证了

预估的准确性，又足够轻量。

价值评估指标选取：一般来说，流量价值指当前流量为广告平台带来的收入；在外卖

广告场景中，我们关注平台收入的同时，也关注商家的收入，因此我们的流量预估的

指标选定为 k1*平台收入 +k2*商家收入。
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如图所示，流量价值预估模块包含离线和在线两个阶段。

离线阶段：

	● 特征筛选 & 分桶：基于离线特征重要性分析和分布情况，进行特征筛选和分桶。

	● 模型训练

	○ 主要问题：初期我们采用统计方案，在特征分桶较多的情况下，数据稀疏问

题严重，且队列长度越大，数据越稀疏。

	○ 解决方案：采用XGB模型代替统计方案，增强泛化能力。

	● 分桶价值存储：不同特征分桶的价值预估结果以KV结构写入词表。

在线阶段：

	● 特征抽取 & 解析：进行特征抽取、解析，按照离线分桶规则生成Key 值。

	● 原始价值预估：根据Key 值查找对应分桶的价值，然后通过线性插值计算原始

队列长度下请求的价值。

	● 档位价值预估：如下图所示，借助粗排打分，通过计算不同档位下价值的衰减

情况，实现不同档位的价值预估。
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3.1.4 流量算力预估

业内智能算力的落地以弹性队列为主，一般采用队列长度作为流量算力评估指标，而

队列长度作为流量算力评估指标面临以下两个问题：

	● 通用性问题：在弹性模型、弹性通道和弹性链路中流量算力消耗不由队列长度

唯一确定，比如不同来源的流量可能走不同模型（不同模型算力消耗可能不同）。

	● 精确度问题：外卖广告场景下，即使对于弹性队列动作，流量算力消耗和队列

长度也不是简单的线性关系。

算力评估指标选取：为了解决以上问题，我们采用流量消耗的CPU时间作为流量算

力评估指标。
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如图所示，流量算力预估包括离线和在线两个阶段。

离线阶段：

	● 特征筛选 & 分桶：基于离线特征重要性分析和分布情况，进行特征筛选和分桶。

	● 模型训练

	○ 训练过程：首先将样本划分到不同特征分桶中（同一分桶中队列长度不同，

其他特征相同），然后分别对不同分桶拟合算力和队列长度的关系。

	○ 主要问题：由于数据分布不平均，队列长度大于一定阈值后，由于数据稀疏，

分桶内算力统计值开始出现波动，不利于线上决策。

	○ 为了解决数据稀疏的问题，并拟合真实业务中的拆包现象，我们使用了分段

线性拟合方案，将算力和队列长度之间的关系拟合为分段线性函数（下图是

某个特征分桶内算力和队列长度关系拟合结果）。
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	● 算力词表存储：不同特征分桶的算力预估结果以KV结构写入词表。

在线阶段：

	● 特征抽取 & 解析：进行特征抽取、解析，按照离线分桶规则生成Key 值。

	● 算力预估：根据Key 值查找对应分桶的算力。

3.1.5 档位决策

1. 离线 λ 求解

基于价值预估和算力预估模块，通过回放历史流量，利用二分查找算法求解最优	λ。

离线	λ	求解的核心步骤是流量回放：通过重放历史同时段流量，复用线上逻辑，为

每个请求模拟决策当前	λ	下的最优档位。
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主要问题及解决方案

	● 问题描述：离线流量大，将流量划分为多个时间片后，λ	的求解过程需要进行

多次流量回放，仿真复杂度高。

	● 解决方案：通过流量采样、多个时间片并行化求解等方案，快速求解最优	λ。

2. 在线档位决策

3.2 系统稳定性保障

在智能算力下，系统从等额算力分配转换成动态算力分配，为保障系统服务稳定性，

我们提供了熔断降级等常规措施，还实现了基于系统状态的PID实时调控功能。

	● 流量准入：提供分广告位、城市、时段等不同流量准入规则，控制智能算力流量。

	● 监控报警：提供PV和系统整体两个维度的档位、性能、算力等变化监控和阈

值报警。

	● 熔断降级：实时监控智能算力的异常，达到配置的异常阈值后，智能算力会自
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动熔断降级，进行等额算力分配。

	● 异步决策：为保障主流程整体链路耗时不增长，智能算力决策是一个异步的过

程，超时后进行等额算力分配。

3.2.2 基于系统状态的 PID 实时调控

PID（Proportion	Integration	Differentiation）是一个通过比例、积分、微分进行控

制的主流控制算法，我们通过对系统状态的实时监控和变化感知，基于PID算法对系

统状态进行实时调控，保证系统状态的稳定。

系统状态通常可以用系统的CPU/GPU利用率、QPS、RT（Avg、TP99、TP999

等）、调用失败率（FailRate）等指标衡量。

调控目标

调控目标应该选取最能够快速反映出系统状态变化的指标，基于这个原则，我们选取

了TP999、FailRate、CpuUtils 作为调控目标。

调控策略

基于PID调控器，支持多种调控策略：

	● 调控动作档位：对于弹性队列，可以调控队列长度的系数或者上限，从而调节

候选队列长度。

	● 调控决策公式：可以通过调控决策公式的	λ	系数，从而调节系统整体的算力

消耗。
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调控过程

	● 系统状态上报：投放引擎服务通过监控系统，实时反馈系统当前状态，同步到

MQ，其中核心指标具有 10s 的时效性。

	● 采集组件：基于 Flink 流处理框架，实时解析聚合系统状态数据，并进行去噪

和平滑处理，处理后的数据写到KV存储。

	● 调控组件：基于 PID 算法，通过轮询感知系统状态变化，根据选择的调控目

标，实时调控系统算力，将调控结果反馈到投放引擎的决策组件，形成调控闭环。

智能算力接入PID 实时调控后，在系统负载偏高时，可以快速稳定有效的反馈调节，

将系统性能保持在目标水位。

4. 实验

4.1 实验设置

	● 系统算力容量的选取：为了保证线上系统能根据实时流量快速调整，结合外卖

的流量特点，我们选择 15min 作为最小的调控单元；实际场景中，我们选取

过去多天内流量最大且性能稳定的高峰期时间片，并统计该时间片内消耗的总

CPU时间作为系统算力容量C。

	● Baseline 选取：选取线上无智能算力的流量作为对照组。

	● 流量价值预估：选取最近多天流量作为训练数据，使用XGB模型进行预估并

将结果写入词表。
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	● 流量算力预估：选取最近多天流量作为训练数据，将算力随队列长度的变化拟

合为分段线性函数，并将最终预估结果写入词表。

	● 离线 λ 求解：外卖场景中，同环比流量变化趋势基本一致，我们通过重放昨

日流量，离线计算当日每个时间片内（15分钟为一个时间片）最优	λ	并存储

为词表。

	● 实验思路：离线仿真时使用的系统算力容量C可控制线上算力的消耗，故而可

通过调节离线求解使用的系统算力容量C实现机器资源持平或业务收益持平的

实验。

4.2 实验一：机器资源持平，提高业务收益

CPM ROI CTR CVR 机器资源

Baseline（系统算力

容量 =C）
+0.00% +0.00% +0.00% +0.00% +0.00%

智能算力（系统算力

容量 =C）
+2.36% -1.40% +0.94% +0.09% +0.46%

收益来源分析

	● 流量高峰时段，保证系统稳定的同时，通过差异化算力分配提升业务收益。

	● 非流量高峰时段，提高系统资源利用率，将空闲机器资源转化为业务收益。
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4.3 实验二：业务收益持平，减少机器资源

CPM ROI CTR CVR 机器资源

Baseline（系统算力容量 =C） +0.00% +0.00% +0.00% +0.00% +0.00%

智能算力（系统算力容量 =60%	*	C） +0.70% -1.22% +0.15% +0.85% -40.8%

收益来源分析：	-	通过压制午高峰和晚高峰算力消耗，达到减少机器资源的目标。从

下图可以看出，在高峰时段，实验组的机器资源消耗约占对照组的 60%。	-	同时，

在高峰时段进行差异化算力分配，在非高峰时段提高资源利用率，填平整体业务

收益。

5. 总结与展望

这篇文章主要从最优档位决策和系统稳定性保障两个方面，介绍了智能算力在外卖广

告从 0到 1建设过程中的思考和优化思路。

未来在算法策略上，我们将尝试基于进化算法和强化学习算法，对系统全链路组合下

的算力最优分配问题进行建模和求解；在引擎架构上，对系统仿真能力、在线决策能

力和稳定性保障能力进行持续优化，同时尝试和公司弹性伸缩系统相结合，发挥智能

算力的更大价值。
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外卖套餐搭配的探索和应用

作者：瑞玉　文斌　杨林　懋地

1. 背景

让用户更方便快捷地选购到满意的外卖商品，是美团外卖一直在努力的方向。本文主

要介绍了针对美食类商家的套餐搭配技术以及应用实践。在外卖点餐的选择过程中，

用户一般会考虑单品偏好、组合搭配等因素，挑选商家和商品的过程耗时较长。我们

通过套餐搭配技术，基于商家的候选商品，自动搭配优质套餐，轻松解决用户“选择

困难症”，能够提升用户的决策效率。

2. 业务目标和挑战

2.1 业务目标

目前，美团外卖 App 的套餐搭配应用有很多，有“今日套餐推荐”、“满减神器”、

“套餐搭配推荐”等。由于目前外卖商家自行搭配套餐的能力较弱而且意愿不强，导

致外卖套餐底层供给对业务场景和商家的覆盖率偏低，不能满足套餐相关推荐排序

应用的需求。因此，外卖套餐搭配的业务目标是对于美食类商家搭配出候选的套餐组

合，给套餐相关应用方提供更丰富的套餐供给。
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图 1　“套餐推荐” 、“满减神器套餐推荐”、“菜品详情页套餐搭配”应用示例

对于套餐相关应用方，我们进行了业务分析：“今日推荐”、“满减神器”等业务的搭配

条件相对较弱且可以离线获取搭配条件，归类为推荐型相关业务，此类业务需要保证

商家的套餐覆盖率提升，从而保证商家的推荐露出。详情页、满减加购等业务的搭配

条件较强，而且偏实时。例如，详情页是用户指定一个菜品后进行搭配，满减加购场

景是用户选择一个菜品和特定的价格区间作为条件。这些属于搭配型业务，此类业务

需要保证套餐对实时场景的覆盖，从而保证套餐搭配 Tab 的露出。套餐搭配算法的

目标有：①提升套餐组合的覆盖度，从而给下游的套餐相关应用提供场景覆盖率高、

多样性充足的套餐组合。②保证搭配套餐的质量。

2.2 业务挑战

商品搭配在电商场景下也存在较多的应用，例如淘宝的购物车搭配、服装搭配，化妆

品搭配。购物车搭配是基于用户购物车、已购买商品的打包推荐，例如，用户在加购

牙刷后，可以给出牙膏的推荐。这类方法主要基于商品的购买行为进行相关性的推
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荐，目标不是形成一个完成的搭配组合。但是，外卖美食商品搭配则需要考虑整个组

合的合理性，而不单纯基于商品是否相关。比如：大量订单中有“小炒肉 +番茄鸡蛋

汤 +米饭”、“鱼香肉丝 +番茄鸡蛋汤 +米饭”等组合方式，但是“番茄鸡蛋汤 +米

饭”并不构成一个好的套餐搭配。

服装搭配和化妆品搭配为面向组合的搭配推荐，对此类搭配问题的解决方案大体分成

两类，一类是：搭配模式用于模型挑选商品过程的剪枝，搭配模式可以是人工或者模

型的方式先验给出，参考文献中的论文 4、5采用此思路，该方法的特点是搭配效果

靠剪枝策略 +质量评估模型共同保证。另一类是通过端到端的网络参数学习搭配模式

思路，论文 6和我们的离线套餐搭配采用此思路，该方案的特点是搭配效果更依赖于

端到端模型保证，但同时搭配模型更复杂。

相比电商场景的商品搭配，美食搭配面临独特的业务挑战：

	● 套餐搭配的业务场景和搭配条件比较多样，因此套餐搭配方案需要满足各类业

务、各种搭配条件下的需求。

	● 美食商品属于非标品，且不同商家销售的商品各不相同，导致套餐搭配模式因

商家而异。例如，不同商家销售的宫保鸡丁，在份量、口味、食材、价格上都

不相同，因此对于宫保鸡丁这道菜也会有不同的套餐搭配方式。

	● 算法搭配不可避免会产生低质量的搭配结果，而商品的非标品属性，导致我们

更难衡量美食搭配的质量。低质量的搭配可能包括：a. 包含不适宜单独销售、

非美食品类的搭配，例如包含赠品、锅具、餐具的搭配。b. 搭配结果不符合常

规搭配模式，例如两份饮料，饮料 +馒头等。

为此，我们的解决方案是：

	● 为了解决业务场景和搭配条件多样的问题，我们形成了离线、实时结合的算法

搭配框架。对于推荐型相关业务，我们采用离线搭配方法预先搭配出套餐候

选，再在业务场景中做个性化排序。离线搭配本着规则到模型的迭代思路，规

则搭配依赖知识图谱的商品表示，通过高频聚合 +规则搭配泛化，产出相对高

质量套餐以确保头部商家覆盖。模型搭配可以在保证搭配质量的同时，通过模
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型泛化提高套餐的场景覆盖率。对于实时搭配型的业务，算法会依据业务的搭

配条件实时搭配套餐，进一步提升各个实时场景下的套餐的覆盖率。

	● 为了解决美食商品非标品的问题，我们引入外卖美食图谱对菜品进行了多方位

的刻画。我们基于外卖知识图谱提取了菜品丰富的信息表征，例如菜品的标准

菜品、菜品品类、口味、食材、做法等，减弱非标品带来的影响。

	● 为了保证搭配套餐的质量，我们开发了套餐质量评估的模型。

总体，我们在非标品的商品表示、商家表示、套餐搭配模型、套餐搭配质量评估上都

进行了相关的探索和迭代，形成了如下图 2所示的套餐搭配框架。

图 2　套餐搭配框架

3. 套餐搭配模型

3.1 基于图谱标签归纳的套餐搭配模型

我们面临的一个问题是外卖商品为非标品，菜品数据质量较差、属性缺失。为此，我

们基于商家菜单、菜谱、商品描述等多种信息源，通过信息抽取、关系识别、知识融

合等多种方法，构建了以美食为核心的知识图谱，对菜品建立了品类、口味、做法、

功效等多个维度的表示。
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图 3　外卖美食知识图谱

商家的历史高销量套餐一般可认为是优质的套餐，但是，中低销量商家的高销量套餐

数量较少，难以支持套餐的个性化推荐等应用。依赖美食图谱对菜品的语义表达，我

们首先尝试了基于知识图谱的直接归纳演绎进行套餐搭配的方案。例如，通过高频订

单可以归纳得出，{热菜 }+{ 米饭 }+{ 汤 } 是一个常见的套餐搭配方式，进而对于商家

演绎出“番茄炒鸡蛋 +番茄鸡蛋汤 +米饭”的套餐搭配。

图谱归纳演绎的过程是高频聚合和基于搭配模板的泛化过程，我们通过订单聚合、同

品牌、同标签、同菜品模板泛化，来产生高质量的套餐搭配，同时套餐的商家覆盖率

有了显著的提升。但是搭配模板的问题在于较难对搭配质量和泛化程度取得折中。约

束性较强的搭配模板可以确保搭配质量，但泛化能力不足，套餐覆盖度较低。如果用

单一或少量标签描述搭配项，会导致模式过度泛化，准确率不能保证。为此，我们引

入了基于模型的套餐搭配方法。

3.2 基于 Encoder-Decoder 的套餐搭配模型

用户搭配套餐也是一个信息编码到信息输出的过程：用户浏览商家菜单即是编码过

程，得到该商家和商品信息的一个整体概况，再基于这个概况去进行套餐的搭配。

贴合该过程的一个思路是采用 Encoder-Decoder 框架进行套餐搭配模型的建设，
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Encoder 类比用户浏览菜单的过程，学习菜单的语义信息，Decoder 负责搭配出套

餐。Encoder-Decoder 是一种深度学习网络框架，已经被广泛应用于文本摘要、机

器翻译、对话生成等应用中，其建模的方式是通过编码（特征提取）和解码（目标拟

合），学习从 Encoder 输入数据到 Decoder 输出数据的映射。常见的编码方式有

CNN、RNN、Transformer 等结构，解码方式也类似。

3.2.1 基于 LSTM 的套餐搭配模型

套餐生成问题是要从一个商家的所有候选商品集合中提取出多个商品子集，形成方便

用户筛选、可直接下单的套餐。套餐生成的数据源主要是该商家的候选商品信息（如

商品的名称、标签、价格、销量等），再结合用餐价格区间、用餐人数等约束条件，

以及用户偏好等信息。最初我们采用了 LSTM作为 Encoder 和 Decoder 的神经网

络进行套餐搭配。我们基于图谱语义抽取商品语义表示，并输入 Encoder 的 RNN

模型。Encoder 编码过程类似于用户翻阅商家候选商品的过程，Encoder 端输入菜

品名称、菜品标签、菜品的业务属性（价格、销量等），通过 LSTM对非标品菜品进

行特征抽取。如下图 4所示，每个商品的名称经过Embedding 层、CNN+Pooling

层提取特征，并同菜品标签、类别的Embedding 以及价格和销量等连续特征进行拼

接，最终作为Encoder	RNN中每步的输入。

图 4　Encoder 网络结构
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Decoder 在解码过程中一般依赖一个固定的字典或词典作为候选集，每一步输出

候选集中的字、词被选中的概率分布。对于套餐搭配网络来说，Decoder 解码的

候选集来源于 Encoder 输入端商家内的商品列表，而非固定维度的外部菜品词表，

Pointer	Network 是建模这一问题的有效架构。Pointer	Network 是基于 Seq2seq

的扩展，主要解决的是候选集不固定的问题，这一模型架构已被成功应用于抽取式文

本摘要，以及旅行商问题、凸包问题等组合优化问题的解决方案中。

套餐搭配解码的具体过程为，Decoder 每一步预估目标菜品来自菜品列表的概率分

布。在第 n（n>=1）步时，这个概率分布向量表达了在已经选择了 n-1 个商品的情况

下，某个商品或者终止位被选中的概率。若终止位对应的概率较大，则模型倾向以前

n-1 个已选商品形成一个完整的套餐搭配。解码过程中，我们结合BeamSearch 算

法产生 TopN个结果，保证搭配的多样性。

图 5　Encoder-Decoder 网络结构
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3.2.2 套餐搭配模型的优化

套餐搭配模型的学习目标

为了解决菜品搭配模式因商家而异的问题，模型通过拟合该商家的历史订单来学习

商家的搭配特性。一种较为主流的训练形式是基于商家真实订单，采用 Teacher	

Forcing 的形式进行训练，使得模型预测的菜品逐位匹配上真实订单内的菜品。

Teacher	Forcing 式的训练方法使得预测菜品的概率倾向于 0-1 分布，但是现实的

菜品搭配通常是个性化、多样性的，例如在Decoder 已经输出“宫保鸡丁”菜品的

基础上，下一步选择的主食为“米饭”或者“炒饭”皆可。

为此，我们对商家历史成单的套餐搭配模式进行统计，计算出商品选择的概率分布，

Decoder 以此商品选择的概率分布作为训练目标，同预估的分布计算MSE	Loss，

并最小化该值指导模型的训练。Teacher	Forcing 的另一个问题是较难引入搭配质

量、套餐的点击购买行为等外部知识来指导模型训练，为此我们尝试了采用强化学习

的思路进行改进。在解码过程的时刻 T，我们通过蒙特卡洛算法采样（Monte	Carlo	

Sampling）出完整的套餐候选，并计算套餐候选的搭配质量分作为Reward，结合

MSE	Loss 和搭配质量分进行模型训练。

套餐搭配的约束

套餐搭配过程会面临多种业务约束，例如，对于“满减神器”来说，搭配的套餐需要

满足给定的满减价格档位。“智能助手”的套餐搭配过程需要考虑用户选定的筛选条

件，例如条件可能为“主食为米饭”且“价格为 30元以下”。我们通过剪枝策略保证

搭配过程满足约束，以“满减神器”的价格区间约束为例，Decoder 端在单步产生

候选菜品时，会基于剩余的价格过滤掉超出剩余价格范围的菜品。如下图 6所示，对

于商家的A、B、C、D、E菜品，Decoder 会利用剩余价格的区间“15元以内”对

后一轮菜品A、B、C、D、E进行剪枝，并删除超过价格区间的C、D两个菜品。
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图 6　套餐搭配价格约束

基于 Attention 网络的套餐搭配模型

基于 LSTM网络的商家内菜品特征提取面临的问题有：第一，商家菜单的菜品本身无

序，而RNN网络依赖序列进行建模。第二，菜品之间可能存在长距离的语义依赖，

例如，菜单内是否有“米饭”、“馒头”等菜品会影响对于“宫保鸡丁”菜品的搭配。

为了更好的对无序菜单和菜品之间依赖信息进行表征，我们尝试了基于Attention 结

构的 Encoder-Decoder 模型。Encoder 部分采用层次化 Attention 结构提取菜品

的语义信息，包含底层单菜品级的Attention 和菜品之间的Attention 两部分。对于

单菜品级的Attention，我们在字维度采用Multi-Head	Attention 结构得到菜品名称

的语义向量，菜品标签同样采用Multi-Head	Attention	得到菜品标签语义向量，对

于菜品的交易属性，我们采用多层全连接网络提取交易特征的语义向量。

最后，菜品名称语义向量、菜品标签语义向量、交易特征语义向量拼接后经过全连接

层 +层归一化得到菜品语义向量。对于菜品之间的Attention 层，我们对该店的菜品
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语义向量列表采用多层Multi-Head	Attention 得到该店的菜单级别语义向量。模型

Decoder 部分同样采用Multi-Head	Attention 进行解码，输入信息包括用户偏好信

息、历史时刻的解码输入、价格约束等上下文信息，模型在每步输出商家菜单中的菜

品被选择的概率分布。Decoder 过程中我们对用户偏好信息同商家菜单级别的语义

向量进行Multi-Head	Attention，在套餐搭配过程中考虑用户的用餐偏好。

图 7　基于 Attention 的套餐搭配网络

3.2.3 套餐搭配模型分析

我们认为商家高质量的搭配可以从订单的销量体现，一种评估方法即是评估模型输出

的套餐对商家真实高销量套餐的覆盖。通过离线和在线评估，我们发现该模型可以拟

合出商家高销量套餐。在人工评估部分，我们把算法搭配的套餐和真实成单订单进行

混合并让人工进行区分，发现人工无法分辨模型搭配的订单和真实成单订单的差异。同

时，该模型具备良好的泛化能力，显著提升了套餐对商家和特定业务场景的覆盖度。

我们对模型输出的菜品表征向量进行了分析，以了解模型的套餐搭配模式。利用

TSNE对向量进行降维和聚类，通过聚类图观察发现“主食”、“主菜”、“小食”类的

菜品各自聚集在一起，可以看出模型识别了菜品的“主食”、“菜品”、”小食”等品类

语义属性，并参考此语义进行套餐搭配。
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主食类：”馄饨”的TOP N相似菜品 菜品类：”红烧肉”的TOP N相似菜品

鸡汤大馄饨	0.981 黄瓜拌牛肉	0.975

豌杂酸辣粉	0.979 鲜菇牛肉	0.977

猪肉馄饨	0.975 毛家红烧肉	0.980

清汤牛肉面	0.975 白菜肥肠	0.973

皮肚肥肠面	0.974 拌小肠	0.976

海鲜炒乌冬面	0.974 猪头肉	0.981

大葱肉锅贴	0.973 红烧小土豆	0.975

豌杂米粉	0.971 拌牛肉	0.980

3.3 实时套餐搭配模型

利用离线搭配产生套餐候选的方案可以满足推荐型业务的需求，但对于一些搭配型的

业务场景仍然覆盖不足，例如，目前离线套餐对菜品的覆盖度较低，即对于菜品详情

页等应用只保证部分PV的搭配模块露出。

一种解决方案是通过离线搭配提升套餐对美食商品的覆盖，但该方案的存储成本较

高，为此我们采用实时套餐搭配方案。实时生成方案的难点在于既要保证套餐质量，

又要满足各种搭配条件，最重要的还要保证实时性。最初我们把离线搭配模型应用于

线上实时搭配，发现在性能方面存在瓶颈。因此，我们对离线模型进行了精简，精简

的思路是将选菜的过程精简为选择菜品类目的过程，将菜品维度的搭配关系精简为菜

品类目的搭配关系，实现整个解空间的缩小。如下图 8所示，具体流程如下：

	● 搭配模板挖掘：通过商家历史订单挖掘出商家高销的类目层面的搭配关系，即

搭配模板，例如“热菜 +主食”。

	● 搜索剪枝：在搭配选菜时，依据搭配模板中的菜品类目，进行菜品的选择。例

如上述的例子，首先进行“热菜”的选择，然后进行“主食”的选择。在选择

的过程中，根据用户的实时需求，例如指定必选菜、指定价格、指定主食类型

等约束条件，对整体的选择过程进行剪枝。

	● 筛选评估：在搭配完成后，对得到的候选搭配结果进行质量评估，这里基于性

能考虑，使用树模型进行质量评估，筛选出Top	N 的搭配结果。
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图 8　实时套餐搭配和离线套餐搭配

4. 套餐质量评估

高销量的订单中也存在搭配质量稍低的套餐，加上模型泛化的精度问题，搭配模型很

容易生成质量较差的搭配组合。如下图 9右侧，模型生成的后两个套餐搭配相对不是

特别合理。为进一步保证用户体验，我们建立了套餐搭配质量模型，对套餐的质量进

行统一评估。套餐质量分类模型将套餐搭配质量转化为一个分类问题。因为套餐组合

是有多个菜品组成的，所以我们基于菜品名称、标签等信息构造菜品的表示，然后通

过Global-Attention 来实现菜品间重要程度的考量，同时添加总商品个数、总份数

等全局特征来表示整体搭配的信息，模型结构具体见下图 9所示：

图 9　套餐质量分类
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我们对套餐的搭配质量进行了细粒度的分档：极差、差、中、好	，且四种类别存在有

序关系（极差 <差 <中 <好），对应模型有四个输出值，每一个表示该位为 1的概率，

例如“极差”表示为“1,0,0,0”,	“差”表示为“1,1,0,0”，“中”表示为“1,1,1,0”，

“好”表示为“1,1,1,1”。模型的损失采用Pair	Hinge	Loss 函数，避免前面节点为

0后面节点为 1的情况，保证模型的准确度。套餐的搭配质量分值为四个输出节点的

求和平均值，使得预测值更加可信。模型结构同一般的分类模型大体一致，目标函数

如下：

图 10　套餐质量分类

套餐质量模型的建设过程中，负例样本主要来自用户反馈的Bad	Case，和通过人工

构造不合理搭配模式版筛出的套餐。这种方式存在的问题是：Bad	Case 和人工构造

的搭配负样本有偏、多样性较差，且负样本同正样本的配比不容易调节。

为此，我们引入一个预训练任务学习历史订单的搭配模式，为套餐搭配质量模型引入

更多的搭配先验知识。预训练过程如下图 11所示，我们随机Mask 已成单搭配组合

中的一个菜品，然后训练 Transformer 模型还原被Mask 掉的菜品。在这个过程中，

考虑一些次优套餐的合理性（例如：”宫保鸡丁 +米饭 +可乐”，Mask 掉”宫爆鸡

丁”，生成器生成出来的是“鱼香肉丝”，“鱼香肉丝 +米饭 +可乐”就可理解为一个

次优套餐），我们在最后的损失函数添加预测菜品与目标菜品类别相似性的判别器来

解决这类情况。预训练得到的参数最终用来初始化套餐搭配质量分档模型，并基于少

量的人工标注语料进行模型的调优。
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图 11　套餐质量分类

5. 套餐搭配的应用和未来展望

目前，外卖已打造了多款以套餐为核心供给的产品，“今日套餐推荐”帮助用户解决

不知道吃什么、选购慢的问题，店铺页内的“满减神器”、“单品搭配推荐”解决用户

凑单难、搭配难的问题。为了解决了各业务场景下套餐搭配难题，套餐搭配算法针对

覆盖度、搭配质量、搭配多样性进行了持续优化，为业务提供了重要的技术和数据支

撑。离线套餐搭配用于”满减神器“、”今日套餐推荐“等业务，显著提高了套餐商

家的覆盖率，实时套餐搭配用于“菜品详情页套餐搭配”等业务，并取得较好的业务

收益。

后续工作，一方面我们会继续优化菜品知识图谱的构建，完善对非标品菜品的刻画，

通过引入图像等多模态数据进一步提升数据准确度和覆盖度，通过构建场景知识图谱

更好地刻画用户需求和供给。另一方面我们会探索场景化的套餐搭配：目前我们在场

景化套餐搭配方面的工作较少，而且用户在不同场景下会有不同的套餐需求，例如天

气寒冷偏爱吃火锅类套餐、腊八节吃粥类套餐，在异地希望吃当地特色类套餐。接下

来，我们会在场景化套餐搭配方面进行探索，针对节气、节日、人群等场景搭配套

餐，更好的满足用户个性化、场景化的用餐需求。



算法　<　331

图 12　套餐搭配相关应用
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自动驾驶轨迹预测算法：NeurIPS 挑战赛冠军方案

	作者：炎亮　傅壮　德恒　冬淳

01 背景

NeurIPS	（Conference	on	Neural	Information	Processing	Systems）	 是机器学

习和计算神经科学相关的学术会议，也是人工智能方向的顶级会议。INTERPRET

轨迹预测挑战赛（INTERACTION-Dataset-based	PREdicTion	Challenge）隶

属 于 NeurIPS	2020	Workshop:	Competition	Track	Saturday。 该 竞 赛 由 UC	

Berkeley	MSC	Lab 主办，旨在建立一个公共数据集来评估自动驾驶领域各类轨迹预

测算法的性能。美团无人车配送中心团队获得	NeurIPS	2020	INTERPRET轨迹预

测挑战赛Generalizability 赛道冠军，Regular 赛道亚军。
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02 赛题简介

INTERPRET 竞赛共包含两条赛道：Generalizability	Track 和 Regular	Track。

Generalizability 赛道中，测试集轨迹与训练集差异较大（采自不同的场景），且不带

有高精地图；而Regular 赛道中测试集轨迹分布与训练集相同（采自相同的场景），同

时带有高精地图。数据集采自于美国、中国、德国等多个国家，包含并线 / 变道的高

速与城市道路、带停车 / 让车标志的环形路、无保护左转路口等场景。此外，场景中

的障碍物包含行人、自行车和机动车 3种类型。

本次竞赛中，参赛队伍需要根据每个障碍物过去 1秒（10 帧）的运动轨迹，预测出

它在未来 3秒（30 帧）的轨迹。障碍物的轨迹使用离散采样点集合来表示，采样的

频率是 10 赫兹，即每 0.1 秒采样一个轨迹点。竞赛允许参赛队伍对于每个障碍物

输出 50 条预测轨迹，但只根据最优轨迹（排序第 1条）的平均位移误差（Average	

Displacement	Error，ADE）来排名。平均位移误差的计算方式为：

ADE Y Y= −
NT

1

p
∑∑
i t

N

= =1 1

Tp

| || i i
t tˆ | 2 	

其中 N 表示障碍物的数量， Tp 	表示预测时刻数，Y 表示真实轨迹， Ŷ 表示预测轨迹。

03 算法介绍

Part 1 地图数据处理

由于Generalizability	Track 和 Regular	Track 数据形式不一致（前者带有高精地

图，后者不带高精地图），为保证算法的有效性，我们使用了两种形式来更好地表达

场景。如下图 1：
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在 Regular	Track 中，所有测试集都附带高精地图，我们可以通过查询地图的方式

得到任意位置附近的车道线（如图 1- 左所示，场景中道路拓扑非常完整）；而对于

Generalizability	Track，测试集没有给出对应的高精地图，无法获取完整的道路结

构化信息。对此，我们设计了一种基于地理位置的语义地图来描述非结构化场景下的

可行驶区域。基于地理位置的语义地图依赖于场景中障碍物的历史观测轨迹，具体绘

制流程主要分为 3个步骤：

1.	将一定大小（e.g.,	50 米 x50 米）的实际场景区域以 d（e.g.,	0.2 米）的分辨

率划分成W H× 个栅格（W=250,	H=250）；

2.	根据障碍物的历史轨迹，计算每个轨迹点的方向，放入对应位置的栅格中；

3.	统计所有栅格的运动方向信息，形成方向描述子。具体方法是：将 360 度

划分成 8 个区间，45 度一个区间，统计每个区间内的轨迹点个数，然后归

一化。

最终，基于地理位置的语义地图的大小为H W× ×8。

Part 2 预测模型设计

轨迹预测算法设计过程中通常需要考虑一个重要问题：即在预测时如何建模障碍物与

周围环境的复杂交互，这里周围环境通常包含多类交通元素，例如其他交通参与者，路

网拓扑，交通信号灯等。现有的预测算法中，对障碍物交互的建模方式也不尽相同，例

如较早期基于简单位置关系的交互 [1-3]，基于语义地图 +CNN编码的交互 [4-6]，基于

（图）注意力机制的交互 [7-11] 等。随着对障碍物交互认知的加深以及新技术的迭代，
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轨迹预测算法的精度也在逐步提高。本次竞赛中，我们提出一种基于混合注意力机制

的预测算法，以通用的形式解决两个赛道的预测问题。算法是基于目前主流的图注意

力机制，整体设计思路是通过引入混合注意力机制，促使算法更准确地提取障碍物运

动特性与车道拓扑特性，同时编码障碍物之间、障碍物与车道间的复杂交互。

上图 2是算法的整体结构，整个模型基于主流的 Encoder-Decoder 结构，包含特

征编码网络（Feature	Embedding	Network）和交互 & 预测网络（Interaction	&	

Prediction	Network）。特征编码网络使用 Timewise	+	Agentwise	Attention 双注

意力机制与双通道GRU对障碍物轨迹和地图信息进行高质量特征强化与时序编码；

交互预测网络则使用 Agentwise	+	Conditional	Attention 双注意力机制建模智能

体间交互行为，并输出多模态预测轨迹及其概率。上述两个网络都是基于混合注意

力的图网络，其核心是 Enc-MAT 和 Dec-MAT（Mixture	Attention	Transformer	

encoder）模块。Enc-MAT 和 Dec-MAT 是现有 BERT-like 模型（Transformer	

encoder）的改进结构，下图 3对比了传统 Transformer	encoder、Enc-MAT 和

Dec-MAT的区别。
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从图 3可以看到，相比于传统 Transformer	encoder，Enc-MAT和 Dec-MAT改

进并额外新增加了一个注意力通道，混合注意力机制也由此而来。Enc-MAT 编码

器使用了 Timewise 和 Agentwise 混合注意力机制；Dec-MAT 编码器则是使用了

Agentwise 和 Conditional（同图 3-c 中的 Distance-base	Attention）混合注意力

机制。算法使用混合注意力代替原有单注意力机制，目的在于结合实际需求来强化障

碍物与环境拓扑的特征表达。图 2下半部分展示了三种Attention 结构，从计算形式

上看，三种注意力方式的计算公式是一致的：

Attention Q K V softmax V( , , ) =
 
  
 

QK
dk

T

区别在于三种注意力方式中，Attention 模块的QKV特征的产生方式有区别：

1. 在 Timewise	Attention 中，QKV计算方式为 :	

Q e w K e w V e w e= = = ∈φ φ φq ta q ta k ta k ta v ta v ta, , , , , ,( ; ), ( ; ), ( ; ), 

N T D× ×

2. 在 Agentwise	Attention 中，QKV计算方式为 :

Q e w K e w V e w e= = = ∈φ φ φq aa q aa k aa k aa v aa v aa, , , , , ,( ; ), ( ; ), ( ; ), 

T N D× ×

3. 在 Conditional	Attention 中，QKV计算方式为 :

Q c w K e w V e w e c= = = ∈ ∈φ φ φq ca q ca k ca k ca v ca v ca, , , , , ,( ; ), ( ; ), ( ; ), , 

N T D N T S× × × ×

上述公式中 e 是输入数据（例如轨迹、车道等）的 Embedding 编码特征，大小为

N T D× × ；c是额外输入包含人工先验的条件信息，下文会做解释，大小为N T S× × ； φ* (⋅)
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是编码函数，例如 Linear 函数， w* 	是对应的编码函数参数。此外，三类Attention

模块内部也额外增加了ADD输入的操作。

Part 3 轨迹预测流程

首先对符号作一些说明：

假设场景中障碍物的数量为 N，历史观测时长为 T，所有障碍物的历史观测轨迹为 P。

则 P 大小为N T× ×6，6维特征包含坐标、速度和类别。预测的时长为 Tp 	，预测轨迹

为 Ŷ ，未来真实轨迹为 Y，在输出一条轨迹的情况下， Ŷ 和 Y 大小均为N T× ×p 2。

此外，当存在高精地图时，假设场景中车道的数量为 K，车道的采样点个数为 L，场

景（离散车道）可以被表示为 M。M 大小为 K L× ×2；当不存在高精地图时，直接

使用基于地理位置的语义地图，场景（语义图像）同样可以被表示为 M。M 大小为

H W× ×8。

编码过程主要包含障碍物历史轨迹编码与场景拓扑编码。以障碍物特征编码为例，流

程主要分为两步：

1.	Dec-MAT 编码。给定障碍物观测轨迹 P，算法首先使用 Enc-MAT 强

化每个障碍物的特征。Enc-MAT 中第一个注意力通道在时间维度对数据

进行 Timewise	Attention 操作，目的是对于每个障碍物，根据其他历史时

刻的信息，来强化某个时刻的信息；第二个注意力通道在障碍物维度进行

Agentwise	Attention 操作，目的是对于每个时刻，根据其他障碍物的位置信

息，来强化某个障碍物的信息。最终两个通道的特征拼接得到障碍物轨迹特

征R_{agent}Ragent	；

2.	Slow+Fast Channel GRU 时序编码。特征 Ragent 	是经过其它时刻（或者

障碍物）强化过的障碍物信息，然后我们通过 Slow	Channel	GRU和 Fast	

Channel	GRU来分别提取障碍物的精细化运动特征和主体运动特征。Slow	

Channel 是用特征Ragent 	的全部时序信息（N T D× ×2 ），经过一个Slow	GRU

进行时序编码得到特征H1 	；Fast	Channel 则先对特征 Ragent 	在时序上降采样
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（N T D× ×down 2 ），再经过 Fast	GRU得到特征H2 	。最终障碍物的时序编码结

果Hagent 	由H1 	和H2 	拼接得到，它记录了障碍物的时序运动特性。

对于道路拓扑的编码也采用相似的方式，但与轨迹编码有两个区别：

1.	特征强化区别。为了简化计算，我们只使用常规的Transformer	Encoder 对

场景信息进行 Timewise	Attention 单通道注意力特征强化，得到特征 Renv 	。

高精地图模式下，Renv 	为三维特征，大小为K L D× × ；语义地图模式下，Renv 	

为三维特征，大小为 1× ×HW D；

2.	时序特征编码区别。基于上述特征 Renv 	，高精地图模式下，我们使用 Fast	

Channel	Bi-GRU直接进行双向道路拓扑特征编码；而语义地图模式下，我

们使用Fast	X	Bi-GRU和 Fast	Y	Bi-GRU对图像横纵两个方向进行时序编

码。最终得到特征Henv 	。

解码过程主要包含高层交互和轨迹预测两个阶段。前者采用混合注意力网络Dec-

MAT，后者使用基础的MLP实现轨迹与概率的多任务预测。在介绍流程前，我们先

阐述两个相对合理的事实：

	● 事实 1：障碍物运动方向和场景中车道走向存在关联（运动趋势关联）。

	● 事实 2：障碍物运动更依赖与距离它更近的邻近车道（相对位置关联）。

基于上述两个事实，解码器两个阶段的流程分别可以描述为：

1.	高层交互阶段。障碍物时序特征 Hagent 	和场景拓扑特征 Henv 	特征组成一张

全局的图，这张图可以表示为一个混合矩阵 Hmix 	（高精地图模式下大小为

( ) 1 2N L D+ × × ，语义图模式下为 ( 1) 1 2 )N D+ × × 。基于这张混合图，我们同

样使用双通道混合注意力模块Dec-MAT进行特征强化与编码。其中，第一

个通道对于特征 Hmix 	的第一维度进行Agentwise	Attention 操作，目的是根

据每个障碍物各自的时序运动特征来做全局交互，这基于上述事实 1；第二个

通道对于特征Hmix 	，引入位置信息 c 作为条件进行Conditional	Attention 操

作，目的是根据障碍物之间的相对位置关系来做全局交互，这基于上述事实
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2。条件特征 c 是障碍物和车道的绝对位置坐标，因此Conditional	Attention

也称为Distance-based	Attention。最终两个通道的编码特征以及输入Hmix 	

特征相加，过滤掉道路信息后得到障碍物特征Gagent 	（大小为N D×2 ）;

2. 轨迹预测阶段。 Gagent 	通过 Backbone 以后，经过两个MLP	head 分别输出

预测轨迹 Ŷ 和轨迹概率 Pr。

最终在Generalizability 赛道上，我们以 ADE	0.5339 米获得冠军；Regular 赛道

上，我们以ADE	0.1912 米获得亚军。

04 总结

障碍物轨迹预测对无人车安全行驶具有重要的意义，它也是学界与工业界公认有很大

挑战性的课题。我们希望通过努力做出更好的解决方案，持续提升自动驾驶系统对障

碍物的预测能力，为美团实际业务及出行领域提供更多的技术支持。
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KDD 2021 | 美团联合多高校提出多任务学习模
型，已应用于联名卡获客场景

作者：冬博　陈振

论文下载：《Modeling	the	Sequential	Dependence	among	Audience	Multi-

step	Conversions	with	Multi-task	Learning	in	Targeted	Display	Advertising》	

源代码：https://github.com/xidongbo/AITM

一、摘要

很多应用通常都需要用定向展示广告来获客，比如电子商务平台或者金融应用。随着

这类应用的爆炸式增长，如何进行持续有效的获客，已经成为现实世界中这些大规模

应用最大的挑战之一。在这些应用中，获客通常是一个用户多步转化的过程。例如在

电子商务平台中，用户转化通常表现为一个曝光 -> 点击 -> 购买的过程。而在金融

广告，比如信用卡业务中，用户转化通常是一个曝光 -> 点击 -> 申请 -> 核卡 ->

激活的过程。所以，信用卡广告中获客比传统广告更加具有挑战性：

	● 用户多步转化过程中的路径序列依赖更长。

	● 在多步转化的长序列依赖中，正反馈（正样本）是逐步稀疏的，类别不平衡越

来越严重。



342　>　2021年美团技术年货

在美团的信用卡业务中，我们通常希望用户能完成最后两个转化阶段（即曝光 -> 核

卡、曝光 -> 激活），这才被认为是有效转化。因此，用前边任务的丰富的正样本信

息，来缓解后续任务的类别不平衡问题是很有必要的。而在这个方向上，多任务学习

是一个提高端到端获客转化率的典型解决方案。

二、背景介绍

在我们的信用卡业务中：

	● 曝光（Impression）：意味着广告被展示给了特定的用户，这些用户是根据一

些排序指标选中的，比如CTR、CVR等等。

	● 点击（Click）：用户如果对这个广告内容感兴趣的话，他会点击这个广告，点

击后，就会进入申请表格页。

	● 申请（Application）：进入申请表格页后用户可以填写申请表格，并且点击申

请按钮来申请一张信用卡。

	● 核卡（Approval）：也称授信，意味着用户信用良好，通过申请并被授予了一

定的信用卡额度。在我们的系统中，这在多数情况下也是一个系统实时判断的

过程。

	● 激活（Activation）：用户在授信并且收到邮寄的信用卡之后，可以激活信用卡

并使用。是否激活的标签通常比较难获得，因为信用卡邮寄需要一定的时间，

而且用户主动去激活也需要一定的表现期，所以这里类别不平衡更为严重。在

这里，我们通常看用户是否会在核卡后 14天内激活信用卡。

以上的转化步骤有序列依赖，这意味着只有前一个步骤发生了，后一个步骤才可能发

生。基于这个约束，用户只可能有 5个不同的转化阶段如下图所示：
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图 1　5 个不同的转化阶段

在工业界和学术界，多任务学习是一个提高端到端获客转化率的典型解决方案。近年

来，在多任务学习中建模任务间关系的研究取得了很大的进展。我们将这些主要研究

分为两大类：

1）控制多任务模型底部的专家模块如何在任务间参数共享 [1,2,3]，顶部的多塔模块

分别处理每个任务，正如图 3（a）所示，我们称这一类为 ** 专家底（Expert-Bot-

tom）** 模式。然而，专家底模式只能在任务间传递浅层表示，但在靠近输出层的网

络中往往包含更丰富、更有用的表示 [4,5]，这已被证明能带来更多的增益 [6]。另外，

由于专家底模式不是专门为具有序列依赖的任务设计的，因此这些具有专家底模式的

模型不能显式地对序列依赖进行建模。

2）在不同任务的输出层中迁移概率 [7,8,9,10]，如图 3（b）所示，我们称之为 ** 概

率迁移（Probability-Transfer）** 模式。概率迁移模式只能通过标量乘积传递简单

的概率信息，而忽略了向量空间中更丰富、更有用的表示，导致了信息的损失。如果

其中任何一个概率没有被准确预测，多个任务将会受到影响。

本文针对序列依赖任务，提出了一种自适应信息迁移多任务（Adaptive Information 

Transfer Multi-task，AITM）框架，该框架通过自适应信息迁移（AIT）模块对用户
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多步转化之间的序列依赖进行建模。AIT 模块可以自适应地学习在不同的转化阶段需

要迁移什么和迁移多少信息。此外，通过在损失函数中加入行为期望校准器，AITM

框架可以更准确地识别端到端转化。该框架被部署在美团APP中，利用它来为对美

团联名卡有高转化率的用户实时展示联名卡广告。

三、系统概览

图 2　美团 App 中的多任务排序系统

上图给出了一个多任务排序系统示意图。在我们的信用卡业务中，除了被动的曝光步

骤外，我们建模了四个任务。其中核卡、激活是主要任务，点击、申请是辅助任务。

这是因为如果用户只完成了点击和申请步骤，而核卡步骤还没有完成，那么就不是一

次有效转化，就会造成资源的浪费（例如计算和流量资源）。因此，我们主要关注最后

两个端到端的转化任务，即曝光 -> 核卡和曝光 -> 激活。由于后两个任务的正样本

数较少，且激活是延迟反馈的，而前两个辅助任务的正样本数较多，因此可以通过前

两个任务来缓解后两个任务的类别不平衡问题。

另外，美团联名信用卡是与不同的银行合作发行的，不同的银行处于不同的业务发展

阶段，因此对核卡和激活有不同的要求。信用卡业务刚刚起步的银行往往希望发行更

多的信用卡以迅速占领市场，而发展成熟的银行则希望提高激活率以实现快速盈利。

因此，我们的系统中有一个选择器，可以为不同的银行输出不同的转化目标，多任务

框架可以很好地处理不同的业务需求。
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此外，由于美团不同的业务都需要流量来为各自业务获客，而且不同用户对不同业务

的兴趣也不同，所以不能简单地将流量划分给不同的业务。我们需要一个多业务排序

机制来分配流量从而最大化整体的利益。

四、模型介绍

图 3　（a）专家底模式（b）概率迁移模式（c）AITM 框架

上图（c）中展示了我们提出的AITM框架。该框架利用AIT 模块来建模用户多步转

化过程中的序列依赖。这个模型图显示了两个相邻的任务：t −1和 t。

首先，输入特征 x 经过任务共享的 Embedding 分别输出到多个 Tower 网络中。

通过共享 Embedding 模块，一方面可以用前边任务的丰富的正样本信息来学习

Embedding 表示，从而缓解后续任务的类别不平衡问题，另一方面可以减少模型

参数。Tower 网络可以根据自己需要定制，这里我们只使用了简单的MLP。然后，

AIT 模块利用当前任务 Tower 输出的向量 qt 	以及前一个任务传来的信息 pt−1 	来学习任

务间如何融合信息。AIT 模块如下定义：

z p qt t t= AIT ( , )−1 ,

p zt t t− − −1 1 1= g ( ) .

这里其实利用了特殊设计的注意力机制来自动为迁移信息 pt−1 	和原始信息 qt 来分配权

重。而迁移的信息 pt−1 	是通过函数 gt−1( )⋅ 来学习的，这里 gt−1( )⋅ 可以是一个简单的全
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连接层，用来学习两个相邻的任务间应该迁移什么信息。而该函数的输入 zt−1 	是前一

个任务的AIT 模块的输出。

具体地，AIT 模块中的注意力机制如下设计：

z ut u=
u p q∈{ , }
∑

t t−1

w h1( ) ,

w wu u= =
∑

u

exp w h h
exp w

( ) ( ), ( )ˆ
( )

u

ˆu

, ˆ
< >2 3u u

k
	.

其中， wu 	是自动学习的迁移信息的权重。 h1( )⋅ , h2 ( )⋅ ,	 h3 ( )⋅ 利用前馈神经网络将输

入投影到新的向量空间。

最后，我们通过在损失函数中施加校准器来约束概率的输出尽量满足序列依赖。损失

函数是交叉熵 +校准器约束，其中α ∈[0,1]定义了校准器约束强度：

L L L( ) ( ) ( )θ θ α θ= +ce lc .

具体地，交叉熵定义如下：

L y logy y log yce t t t t( ) (1 ) (1 )θ = − + − −
N
1 ∑ ∑

t y D

T N

= ∈1 ( , )x t

( ˆ ˆ ) .

校准器约束定义如下：

L max y ylc t t( ) ( ,0)θ = −
N
1 ∑∑

t D

T N

= ∈2 x

ˆ ˆ −1 .

如果 ŷt 	大于 ŷt−1 ，校准器将输出一个正的惩罚项，否则输出 0。

五、实验分析

在本节中，我们将在工业和公开现实数据集上进行实验，对比各种基线模型来评估我

们提出的AITM框架。接下来，首先会介绍使用的数据集，然后是离线和在线实验结

果，最后是进一步的实验分析（包括消融实验、超参数实验和Case	Study）。
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5.1 数据集

我们使用两个数据集进行了离线实验。工业数据集是美团联名卡广告曝光的所有样

本，我们取了一段时间的样本。该数据集有 4个任务，分别是点击、申请、核卡、激

活。在我们的业务中，我们只关注核卡和激活的转化指标，这两步转化才是有效转

化。公开数据集是使用的阿里的点击转化预估数据集 [9,11]，这个数据集有点击、购

买两个任务。

表 1　数据集统计信息。其中，“%Positive”代表采样后训练集中每个任务的正样本占比

5.2 离线、在线实验

表 2　 工业和公开数据集上的 AUC（均值 ± 标准差）表现。Gain 表示与 LightGBM 模型相比的

AUC 提升，下划线代表最好的基线模型。“*”表示与最好的基线模型相比，AITM 在配对

样本 t 检验上 p-value<0.05。“*”表示与最好的基线模型相比，AITM 在配对样本 t 检验上

p-value<0.01

表 3　在线 A/B 实验
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我们进行了离线和在线实验。随着业务发展，我们先后部署了 LightGBM、MLP和

AITM	3 个模型到线上。离线和在线实验都证明了AITM的显著表现。

5.3 消融实验

我们设计了AIT 模块来建模用户多步转化过程中的序列依赖，为了证明AIT 模块的

有效性，我们对AIT 模块进行了消融研究。我们先分别随机取了 500 个激活正、负

样本，然后对它们的激活任务预测分进行排序。越 Top 的预测分，表明模型预测这

些用户越容易激活联名卡。然后我们利用 t-SNE在激活任务上画出了原始信息 qt ，

迁移 +原始信息 p qt t−1 + ，以及AIT 模块学习到的信息 zt 的二维图。

从下图中，我们可以看到当用户激活比较容易预测时（即激活分 Top0%-Top50%），

三个模块都能够较好地区分正负样本。但是，当用户激活比较难预测时（即激活分

Top50%-Top100%），原始信息 qt 、迁移 +原始信息 p qt t−1 + 都不能很好地区分正

负样本，而AIT 模块在 Top50%-Top100%预测分上显著优于其他两个部分，说明

了AIT 模块的有效性。

图 4　AIT 中不同模块的 t-SNE 可视化
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5.4 超参数实验

另外，为了研究AITM框架的稳定性以及对超参数的依赖，我们进行了超参数研究。

我们通过对Embedding 向量维度、校准器强度、正样本比例、任务数量取不同的值

进行多次实验，我们有以下发现：

	● 前两个超参数实验表明，AITM模块在 Embedding 向量维度、校准器强度这

些超参数下都表现比较稳定。

	● 第三个超参数实验表明合适的下采样比例是缓解类别不平衡的一个重要举措。

	● 最后一个图显示了更多的任务可以带来更多有用的信息，从而进一步提升端到

端转化率。

图 5　不同超参数设置下的平均 AUC 表现，阴影代表多次实验的标准差

5.5 Case Study

最后，为了理解AIT 模块在不同的阶段迁移了什么信息以及多少信息，我们进行了

Case	Study。下图中W_uWu	是迁移信息的权重。我们先随机采样 4万个测试样

本，然后将它们按照相邻两个任务的 Label 分成 3 组：00/10/11（分别对应图中红

色、蓝色、绿色的线），并且在每个组中根据 Logloss 对 Top	500 个样本进行排序，

越Top 的样本表示预测越准。

	● 首先，看红色的线，由于存在序列依赖，当前一个任务 Label 是 0 时，后一个

任务 Label 也只能是 0。所以我们看到前一个任务迁移了很强的信息给后一个

任务（权重几乎为 1）。

	● 然后，看蓝色和绿色的线，当前一个任务 Label 是 1 时，后一个任务 Label
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是不确定的。随着 Logloss 的增加，迁移信息的权重会逐渐增大，这表明后一

个任务的预测结果可能会被前一个任务所误导。

	● 另外，看绿色的线，当后一个任务 Label 是 1 时，前一个任务迁移了很少的信

息（权重很小），这表明后一个任务主要根据自己任务本身来识别正样本。

	● 从以上的结果中，我们可以看到AIT 模块能学习到两个相邻的任务间应该迁移

多少信息。

图 6　不同转化阶段的迁移信息平均权重，阴影代表标准差

六、总结

本文提出了一种自适应信息迁移多任务（AITM）框架来建模用户多步转化之间的序列

依赖关系。本文提出的自适应信息迁移（AIT）模块配合行为期望校准器，可以学习在

不同的转化阶段需要迁移什么和迁移多少信息，以提高序列依赖多任务学习的表现。

离线和在线实验结果表明，与最新的基线模型相比该框架有显著的提升。该框架被部

署在美团App 中，利用它来为对美团联名卡有高转化率的用户实时展示联名卡广告。

更多的技术细节，欢迎大家参考我们的论文。
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ACL 2021 | 一文详解美团技术团队 7 篇精选论文

作者：可清　翔宇　恒通　会星等

计算语言学协会年会（ACL	2021）于 2021 年 8 月 1 日至 6日在泰国曼谷举办（虚

拟线上会议）。ACL 是计算语言学和自然语言处理领域最重要的顶级国际会议，该

会议由国际计算语言学协会组织，每年举办一次。据谷歌学术计算语言学刊物指标

显示，ACL 影响力位列第一，是CCF-A 类推荐会议。今年 ACL 的主题是“NLP	

for	Social	Good”。据官方统计信息，本次会议共收到 3350 篇有效投稿，共计接收

710 篇主会论文（接受率为 21.3%），493 篇 Findings 论文（接受率为 14.9%）。

美团技术团队共有 7篇论文（其中 6篇长文，1篇短文）被ACL	2021 接收，这些论

文是美团在事件抽取、实体识别、意图识别、新槽位发现、无监督句子表示、语义解

析、文档检索等自然语言处理任务上的一些技术沉淀和应用。

针对于事件抽取，我们显示地利用周边实体的语义级别的论元角色信息，提出了一个

双向实体级解码器（BERD）来逐步对每个实体生成论元角色序列；针对于实体识别，

我们首次提出了槽间可迁移度的概念，并为此提出了一种槽间可迁移度的计算方式，

通过比较目标槽与源任务槽的可迁移度，为不同的目标槽寻找相应的源任务槽作为其

源槽，只基于这些源槽的训练数据来为目标槽构建槽填充模型；针对于意图识别，我

们提出了一种基于监督对比学习的意图特征学习方法，通过最大化类间距离和最小化

类内方差来提升意图之间的区分度；针对于新槽位发现，我们首次定义了新槽位识别

（Novel	Slot	Detection,	NSD）任务，与传统槽位识别任务不同的是，新槽位识别任

务试图基于已有的域内槽位标注数据去挖掘发现真实对话数据里存在的新槽位，进而

不断地完善和增强对话系统的能力。

此外，为解决BERT原生句子表示的“坍缩”现象，我们提出了基于对比学习的句

子表示迁移方法—ConSERT，通过在目标领域的无监督语料上 Fine-Tune，使模

型生成的句子表示与下游任务的数据分布更加适配。我们还提出了一种新的无监督的

https://2021.aclweb.org/
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语义解析方法——同步语义解码（SSD），它可以联合运用复述和语法约束解码同时

解决语义鸿沟与结构鸿沟的问题。我们还从改进文档的编码入手来提高文档编码的语

义表示能力，既提高了效果也提高了检索效率。

接下来，我们将对这 7篇学术论文做一个更加详细的介绍，希望能对那些从事相关研

究的同学有所帮助或启发，也欢迎大家在文末评论区留言，一起交流。

01 Capturing Event Argument Interaction via A Bi-

Directional Entity-Level Recurrent Decoder

|	论文下载	|	论文作者：习翔宇，叶蔚（北京大学），张通（北京大学），张世琨（北京大

学），王全修（RICHAI），江会星，武威	|	论文类型：Main	Conference	Long	Paper（Oral）

事件抽取是信息抽取领域一个重要且富有挑战性的任务，在自动文摘、自动问答、信

息检索、知识图谱构建等领域有着广泛的应用，旨在从非结构化的文本中抽取出结构

化的事件信息。事件论元抽取对具体事件的描述信息（称之为论元信息）进行抽取，

包括事件参与者、事件属性等信息，是事件抽取中重要且难度极大的任务。绝大部分

论元抽取方法通常将论元抽取建模为针对实体和相关事件的论元角色分类任务，并且

针对一个句子中实体集合的每个实体进行分离地训练与测试，忽略了候选论元之间潜

在的交互关系；而部分利用了论元交互信息的方法，都未充分利用周边实体的语义级

别的论元角色信息，同时忽略了在特定事件中的多论元分布模式。

针对目前事件论元检测中存在的问题，本文提出显示地利用周边实体的语义级别的论

元角色信息。为此，本文首先将论元检测建模为实体级别的解码问题，给定句子和已

知事件，论元检测模型需要生成论元角色序列；同时与传统的词级别的Seq2Seq 模

型不同，本文提出了一个双向实体级解码器（BERD）来逐步对每个实体生成论元角

色序列。具体来说，本文设计了实体级别的解码循环单元，能够同时利用当前实例信

息和周边论元信息；并同时采用了前向和后向解码器，能够分别从左往右和从右往左

地对当前实体进行预测，并在单向解码过程中利用到左侧 / 右侧的论元信息；最终，

本文在两个方向解码完成之后，采用了一个分类器结合双向编码器的特征来进行最终

https://aclanthology.org/2021.acl-long.18.pdf
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预测，从而能够同时利用左右两侧的论元信息。

本文在公开数据集ACE	2005 上进行了实验，并与多种已有模型以及最新的论元交

互方法进行对比。实验结果表明该方法性能优于现有的论元交互方法，同时在实体数

量较多的事件中提升效果更加显著。

02 Slot Transferability for Cross-domain Slot Filling

|	论文下载	|	论文作者：陆恒通（北京邮电大学），韩卓芯（北京邮电大学），袁彩霞（北

京邮电大学），王小捷（北京邮电大学），雷书彧，江会星，武威	|	论文类型：Findings	

of	ACL	2021,	Long	Paper

槽填充旨在识别用户话语中任务相关的槽信息，是任务型对话系统的关键部分。当某

https://aclanthology.org/2021.findings-acl.440.pdf
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个任务（或称为领域）具有较多训练数据时，已有的槽填充模型可以获得较好的识别

性能。但是，对于一个新任务，往往只有很少甚至没有槽标注语料，如何利用一个或

多个已有任务（源任务）的标注语料来训练新任务（目标任务）中的槽填充模型，这对

于任务型对话系统应用的快速扩展有着重要的意义。

针对该问题的现有研究主要分为两种，第一种通过建立源任务槽信息表示与目标任务

槽信息表示之间的隐式语义对齐，来将用源任务数据训练的模型直接用于目标任务，

这些方法将槽描述、槽值样本等包含槽信息的内容与词表示以一定方式进行交互得

到槽相关的词表示，之后进行基于“BIO”的槽标注。第二种思路采用两阶段策略进

行，将所有槽值看作实体，首先用源任务数据训练一个通用实体识别模型识别目标任

务所有候选槽值，之后将候选槽值通过与目标任务槽信息的表示进行相似度对比来分

类到目标任务的槽上。

现有的工作，大多关注于构建利用源 -目标任务之间关联信息的跨任务迁移模型，模

型构建时一般使用所有源任务的数据。但是，实际上，并不是所有的源任务数据都会

对目标任务的槽识别具有可迁移的价值，或者不同源任务数据对于特定目标任务的价

值可能是很不相同的。例如：机票预定任务和火车票预定任务相似度高，前者的槽填

充训练数据会对后者具有帮助，而机票预定任务和天气查询任务则差异较大，前者的

训练数据对后者没有或只具有很小的借鉴价值，甚至起到干扰作用。

再进一步，即使源任务和目标任务很相似，但是并不是每个源任务的槽的训练数据都

会对目标任务的所有槽都有帮助，例如，机票预定任务的出发时间槽训练数据可能对

火车票预定任务的出发时间槽填充有帮助，但是对火车类型槽就没有帮助，反而起到

干扰作用。因此，我们希望可以为目标任务中的每一个槽找到能提供有效迁移信息的

一个或多个源任务槽，基于这些槽的训练数据构建跨任务迁移模型，可以更为有效地

利用源任务数据。

为此，我们首先提出了槽间可迁移度的概念，并为此提出了一种槽间可迁移度的计算

方式，基于可迁移度的计算，我们提出了一种为目标任务选择出源任务中能够提供有

效迁移信息的槽的方法。通过比较目标槽与源任务槽的可迁移度，为不同的目标槽寻
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找相应的源任务槽作为其源槽，只基于这些源槽的训练数据来为目标槽构建槽填充模

型。具体来说，可迁移度融合了目标槽和源槽之间的槽值表示分布相似度，以及槽值

上下文表示分布相似度作为两个槽之间的可迁移度，然后对源任务槽依据其与目标槽

之间的可迁移度高低进行排序，用可迁移度最高的槽所对应训练语料训练一个槽填充

模型，得到其在目标槽验证集上的性能，依据按照可迁移度排序加入新的源任务槽

对应训练语料训练模型并得到对应的验证集性能，选取性能最高的点对应的源任务

槽及可迁移度高于该槽的源任务槽作为其源槽。利用选择出来的源槽构建目标槽槽填

充模型。

槽填充模型依据槽值信息及槽值的上下文信息对槽值进行识别，所以我们在计算槽间

可迁移度时，首先对槽值表示分布与上下文表示分布上的相似性进行了度量，然后我

们借鉴了 F值对于准确率及召回率的融合方式，对槽值表示分布相似性及槽值上下文

表示分布相似性进行了融合，最后利用 Tanh 将所得到的值归一化到 0-1 之间，再

用 1减去所得到的值，为了符合计算得到的值越大，可迁移度越高的直观认知。下式

是我们所提出的槽间可迁移度的计算方式：

sim(pv(sa)，pv(sb)) 和 sim(pc(sa)，pc(sb)) 分别表示槽 a与槽 b在槽值表示分布与上下文

表示分布上的相似性，我们采用最大均值差异（MMD）来衡量分布之间的相似度。

我们并没有提出新的模型，但是我们提出的源槽选择方法可以与所有的已知模型进行

结合，在多个已有模型及数据集上的实验表明，我们提出的方法能为目标任务槽填充

模型带来一致性的性能提升（ALL 所在列表示已有模型原始的性能，STM1所在列表

示用我们的方法选出的数据训练的模型性能。）
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03 Modeling Discriminative Representations 

for Out-of-Domain Detection with Supervised 

Contrastive Learning

|	论文下载	|	论文作者：曾致远（北京邮电大学），何可清，严渊蒙（北京邮电大学），

刘子君（北京邮电大学），吴亚楠（北京邮电大学），徐红（北京邮电大学），江会星，

徐蔚然（北京邮电大学）	|	论文类型：Main	Conference	Short	Paper	(Poster)

在实际的任务型对话系统中，异常意图检测（Out-of-Domain	Detection）是一个

关键的环节，其负责识别用户输入的异常查询，并给出拒识的回复。与传统的意图识

别任务相比，异常意图检测面临着语义空间稀疏、标注数据匮乏的难题。现有的异常

意图检测方法可以分为两类：一类是有监督的异常意图检测，是指训练过程中存在有

监督的OOD意图数据，此类方法的优势是检测效果较好，但缺点是依赖于大量有标

注的OOD数据，这在实际中并不可行。另一类是无监督的异常意图检测，是指仅仅

利用域内的意图数据去识别域外意图样本，由于无法利用有标注OOD样本的先验知

识，无监督的异常意图检测方法面临着更大的挑战。因此，本文主要是研究无监督的

异常意图检测。

无监督异常意图检测的一个核心问题是，如何通过域内意图数据学习有区分度的语义

表征，我们希望同一个意图类别下的样本表征互相接近，同时不同意图类别下的样本

互相远离。基于此，本文提出了一种基于监督对比学习的意图特征学习方法，通过最

https://aclanthology.org/2021.acl-short.110.pdf
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大化类间距离和最小化类内方差来提升特征的区分度。

具体来说，我们使用一个 BiLSTM/BERT 的上下文编码器获取域内意图表示，然

后针对意图表示使用了两种不同的目标函数：一种是传统的分类交叉熵损失，另一

种是监督对比学习（Supervised	Contrastive	Learning）损失。监督对比学习是在

对比学习的基础上，改进了原始的对比学习仅有一个 Positive	Anchor 的缺点，使

用同类样本互相作为正样本，不同类样本作为负样本，最大化正样本之间的相关性。

同时，为了提高样本表示的多样性，我们使用对抗攻击的方法来进行虚拟数据增强

（Adversarial	Augmentation），通过给隐空间增加噪声的方式来达到类似字符替换、

插入删除、回译等传统数据增强的效果。模型结构如下：

我们在两个公开的数据集上验证模型的效果，实验结果表明我们提出的方法可以有效

的提升无监督异常意图检测的性能，如下表所示。
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04 Novel Slot Detection: A Benchmark for 

Discovering Unknown Slot Types in the Task-

Oriented Dialogue System

|	论文下载	|	论文作者：吴亚楠（北京邮电大学），曾致远（北京邮电大学），何可清，

徐红（北京邮电大学），严渊蒙（北京邮电大学），江会星，徐蔚然（北京邮电大学）	|	论

文类型：Main	Conference	Long	Paper（Oral）

槽填充（Slot	Filling）是对话系统中一个重要的模块，负责识别用户输入中的关键信

息。现有的槽填充模型只能识别预先定义好的槽类型，但是实际应用里存在大量域外

实体类型，这些未识别的实体类型对于对话系统的优化至关重要。

在本文中，我们首次定义了新槽位识别（Novel	Slot	Detection,	NSD）任务，与传统

槽位识别任务不同的是，新槽位识别任务试图基于已有的域内槽位标注数据去挖掘发

现真实对话数据里存在的新槽位，进而不断地完善和增强对话系统的能力，如下图

所示：

对比现有的OOV识别任务和域外意图检测任务，本文提出的NSD任务具有显著的

差异性：一方面，与OOV识别任务相比，OOV识别的对象是训练集中未出现过的

新槽值，但这些槽值所属的实体类型是固定的，而NSD任务不仅要处理OOV的问

https://aclanthology.org/2021.acl-long.270.pdf
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题，更严峻的挑战是缺乏未知实体类型的先验知识，仅仅依赖域内槽位信息来推理

域外实体信息；另一方面，和域外意图检测任务相比，域外意图检测仅需识别句子

级别的意图信息，而NSD任务则面临着域内实体和域外实体之间上下文的影响，以

及非实体词对于新槽位的干扰。整体上来看，本文提出的新槽位识别（Novel	Slot	

Detection,	NSD）任务与传统的槽填充任务、OOV识别任务以及域外意图检测任务

有很大的差异，并且面临着更多的挑战，同时也给对话系统未来的发展提供了一个值

得思考和研究的方向。

基于现有的槽填充公开数据集 ATIS 和 Snips，我们构建了两个新槽位识别数据集

ATIS-NSD和 Snips-NSD。具体来说，我们随机抽取训练集中部分的槽位类型作

为域外类别，保留其余类型作为域内类别，针对于一个句子中同时出现域外类别和域

内类别的样例，我们采用了直接删除整个样本的策略，以避免O标签引入的 bias，

保证域外实体的信息仅仅出现在测试集中，更加的贴近实际场景。同时，我们针对于

NSD任务提出了一系列的基线模型，整体的框架如下图所示。模型包含两个阶段：

	● 训练阶段：基于域内的槽标注数据，我们训练一个BERT-based 的序列标注

模型（多分类或者是二分类），以获取实体表征。

	● 测试阶段：首先使用训练的序列标注模型进行域内实体类型的预测，同时基

于得到的实体表征，使用MSP 或者GDA 算法预测一个词是否属于 Novel	

Slot，也即域外类型，最后将两种输出结果进行合并得到最终的输出。
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我们使用实体识别的 F1作为评价指标，包括Span-F1 和 Token-F1，二者的区别

在于是否考虑实体边界，实验结果如下：

我们通过大量的实验和分析来探讨新槽位识别面临的挑战：1.	非实体词与新实体

之间混淆；2.	不充分的上下文信息；3.	槽位之间的依赖关系；4.	开放槽（Open	

Vocabulary	Slots）。

05 ConSERT: A Contrastive Framework for Self-

Supervised Sentence Representation Transfer

|	论文下载	|	论文作者：严渊蒙，李如寐，王思睿，张富峥，武威，徐蔚然（北京邮电

大学）	|	论文类型：Main	Conference	Long	Paper（Poster）

句向量表示学习在自然语言处理（NLP）领域占据重要地位，许多 NLP 任务的成

功离不开训练优质的句子表示向量。特别是在文本语义匹配（Semantic	Textual	

Similarity）、文本向量检索（Dense	Text	Retrieval）等任务上，模型通过计算两个

句子编码后的 embedding 在表示空间的相似度来衡量这两个句子语义上的相关程

度，从而决定其匹配分数。尽管基于BERT的模型在诸多NLP任务上取得了不错的

性能（通过有监督的 Fine-Tune），但其自身导出的句向量（不经过 Fine-Tune，对

所有词向量求平均）质量较低，甚至比不上Glove 的结果，因而难以反映出两个句子

的语义相似度。

为解决BERT原生句子表示这种“坍缩”现象，本文提出了基于对比学习的句子表

示迁移方法—ConSERT，通过在目标领域的无监督语料上 fine-tune，使模型生

成的句子表示与下游任务的数据分布更加适配。同时，本文针对NLP 任务提出了

https://aclanthology.org/2021.acl-long.393.pdf
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对抗攻击、打乱词序、裁剪、Dropout 四种不同的数据增强方法。在句子语义匹配

（STS）任务的实验结果显示，同等设置下ConSERT	相比此前的	SOTA	（BERT-

Flow）大幅提升了 8%，并且在少样本场景下仍表现出较强的性能提升。

在无监督实验中，我们直接基于预训练的BERT在无标注的STS数据上进行 Fine-

Tune。结果显示，我们的方法在完全一致的设置下大幅度超过之前的 SOTA—

BERT-Flow，达到了 8%的相对性能提升。
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06 From Paraphrasing to Semantic Parsing: 

Unsupervised Semantic Parsing via Synchronous 

Semantic Decoding

|	论文下载	|	论文作者：吴杉（中科院软件所），陈波（中科院软件所），辛春蕾（中科

院软件所），韩先培（中科院软件所），孙乐（中科院软件所），张伟鹏，陈见耸，杨帆，

蔡勋梁	|	论文类型：Main	Conference	Long	Paper

语义解析（Semantic	Parsing）是自然语言处理中的核心任务之一，它的目标是把自

然语言转换为计算机语言，从而使得计算机真正理解自然语言。目前语义解析面临的

一大挑战是标注数据的缺乏。神经网络方法大都十分依赖监督数据，而语义解析的数

据标注非常费时费力。因此，如何在无监督的情况下学习语义解析模型成为非常重要

的问题，同时也是有挑战性的问题，它的挑战在于，语义解析需要在无标注数据的情

况下，同时跨越自然语言和语义表示间的语义鸿沟和结构鸿沟。之前的方法一般使用

复述作为重排序或者重写方法以减少语义上的鸿沟。与之前的方法不同，我们提出了

一种新的无监督的语义解析方法——同步语义解码（SSD），它可以联合运用复述和

语法约束解码同时解决语义鸿沟与结构鸿沟。

语义同步解码的核心思想是将语义解析转换为复述问题。我们将句子复述成标准句式，

同时解析出语义表示。其中，标准句式和逻辑表达式存在一一对应关系。为了保证生

成有效的标准句式和语义表示，标准句式和语义表示在同步文法的限制中解码生成。

https://aclanthology.org/2021.acl-long.397.pdf
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我们通过复述模型在受限的同步文法上解码，利用文本生成模型对标准句式的打分，

找到得分最高的标准句式（如上所述，空间同时受文法限制）。本文给出了两种不同的

算法：Rule-Level	Inference 以语法规则为搜索单元和Word-Level	Inference 使

用词作为搜索单元。

我们使用GPT2.0 和 T5 在复述数据集上训练序列到序列的复述模型，之后只需要使

用同步语义解码算法就可以完成语义解析任务。为了减少风格偏差影响标准句式的生

成，我们提出了适应性预训练和句子重排序方法。

我们在三个数据集上进行了实验：Overnight（λ-DCS）、GEO（FunQL）和

GEOGranno。数据覆盖不同的领域和语义表示。实验结果表明，在不使用有监督语

义解析数据的情况下，我们的模型在各数据集上均能取得最好的效果。

07 Improving Document Representations by 

Generating Pseudo Query Embeddings for Dense 

Retrieval

|	论文下载	|	论文作者：唐弘胤，孙兴武，金蓓弘（中科院软件所），王金刚，张富峥，

武威	|	论文类型：Main	Conference	Long	Paper（Oral）

文档检索任务的目标是在海量的文本库中检索出和给定查询语义近似的文本。在实际

场景应用中，文档文档库的数量会非常庞大，为了提高检索效率，检索任务一般会分

成两个阶段，即初筛和精排阶段。在初筛阶段中，模型通过一些检索效率高的方法筛

选出一部分候选文档，作为后续精排阶段的输入。在精排阶段，模型使用高精度排序

方法来对候选文档进行排序，得到最终的检索结果。

https://aclanthology.org/2021.acl-long.392.pdf
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随着预训练模型的发展和应用，很多工作开始将查询和文档同时送入预训练进行编

码，并输出匹配分数。然而，由于预训练模型的计算复杂度较高，对每个查询和文档

都进行一次计算耗时较长，这种应用方式通常只能在精排阶段使用。为了加快检索速

率，一些工作开始使用预训练模型单独编码文档和查询，在查询前提前将文档库中的

文档编码成向量形式，在查询阶段，仅需利用查询编码和文档编码进行相似度计算，

减少了时间消耗。由于这种方式会将文档和查询编码为稠密向量形式，因此这种检索

也称作“稠密检索”（Dense	Retrival）。

一个基本的稠密检索方法会将文档和查询编码成为一个向量。然而由于文档包含的信

息较多，容易造成信息丢失。为了改进这一点，有些工作开始对查询和文档的向量表

示进行改进，目前已有的改进方法大致可分为三种，如下图所示：

我们的工作从改进文档的编码入手来提高文档编码的语义表示能力。首先，我们认为

稠密检索的主要瓶颈在于编码时，文档编码器并不知道文档中的哪部分信息可能会被

查询，在编码过程中，很可能造成不同的信息互相影响，造成信息被改变或者丢失。

因此，我们在编码文档的过程中，对每个文档构建了多个“伪查询向量”（Pseudo	

Query	Embeddings），每个伪查询向量对应每个文档可能被提问的信息。

具体而言，我们通过聚类算法，将BERT编码的 Token 向量进行聚类，对每个文档

保留 Top-k 个聚类向量，这些向量包含了多个文档 Token 向量中的显著语义。另

外，由于我们对每个文档保留多个伪查询向量，在相似度计算时可能造成效率降低。

我们使用Argmax 操作代替 Softmax，来提高相似度计算的效率。在多个大规模文

档检索数据集的实验表明，我们的方法既可以提高效果也提高了检索效率。
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写在后面

以上这些论文是美团技术团队与各高校、科研机构通力合作，在事件抽取、实体识

别、意图识别、新槽位发现、无监督句子表示、语义解析、文档检索等领域所做的一

些科研工作。论文是我们在实际工作场景中遇到并解决具体问题的一种体现，希望对

大家能够有所帮助或启发。

美团科研合作致力于搭建美团各部门与高校、科研机构、智库的合作桥梁和平台，依

托美团丰富的业务场景、数据资源和真实的产业问题，开放创新，汇聚向上的力量，

围绕人工智能、大数据、物联网、无人驾驶、运筹优化、数字经济、公共事务等领

域，共同探索前沿科技和产业焦点宏观问题，促进产学研合作交流和成果转化，推动

优秀人才培养。面向未来，我们期待能与更多高校和科研院所的老师和同学们进行合

作，欢迎大家跟我们联系（meituan.oi@meituan.com）。
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ACL 2021 ｜美团提出基于对比学习的文本表示
模型，效果相比 BERT-flow 提升 8%

作者：渊蒙　如寐　思睿

尽管基于BERT的模型在NLP诸多下游任务中取得了成功，直接从BERT导出的句

向量表示往往被约束在一个很小的区域内，表现出很高的相似度，因而难以直接用于文

本语义匹配。为解决BERT原生句子表示这种“坍缩”现象，美团NLP中心知识图谱

团队提出了基于对比学习的句子表示迁移方法——ConSERT，通过在目标领域的无监

督语料上Fine-tune，使模型生成的句子表示与下游任务的数据分布更加适配。在句

子语义匹配（STS）任务的实验结果显示，同等设置下ConSERT相比此前的SOTA

（BERT-flow）大幅提升了8%，并且在少样本场景下仍表现出较强的性能提升。

	● 论文：《ConSERT:	A	Contrastive	Framework	for	Self-Supervised	Sentence	

Representation	Transfer》

	● 会议：ACL	2021

	● 下载链接：https://arxiv.org/abs/2105.11741

	● 开源代码：https://github.com/yym6472/ConSERT

1. 背景

句向量表示学习在自然语言处理（NLP）领域占据重要地位，许多 NLP 任务的成

功离不开训练优质的句子表示向量。特别是在文本语义匹配（Semantic	Textual	

Similarity）、文本向量检索（Dense	Text	Retrieval）等任务上，模型通过计算两个

句子编码后的 Embedding 在表示空间的相似度来衡量这两个句子语义上的相关程

度，从而决定其匹配分数。

尽管基于BERT的模型在诸多NLP任务上取得了不错的性能（通过有监督的 Fine-

tune），但其自身导出的句向量（不经过Fine-tune，对所有词向量求平均）质量较低，

甚至比不上Glove 的结果，因而难以反映出两个句子的语义相似度 [1][2][3][4]。我们在研
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究的过程中进一步分析了BERT导出的句向量所具有的特性，证实了以下两点：

1.	BERT 对所有的句子都倾向于编码到一个较小的空间区域内，这使得大多数的句

子对都具有较高的相似度分数，即使是那些语义上完全无关的句子对（如图 1a 所

示）。我们将此称为BERT句子表示的“坍缩（Collapse）”现象。

图 1　 左：BERT 表示空间的坍缩问题（横坐标是人工标注的相似度分数，纵坐标是模型预测的余弦

相似度）；右：经过我们的方法 Fine-tune 之后

2.	BERT 句向量表示的坍缩和句子中的高频词有关。具体来说，当通过平均词向量

的方式计算句向量时，那些高频词的词向量将会主导句向量，使之难以体现其原本的

语义。当计算句向量时去除若干高频词时，坍缩现象可以在一定程度上得到缓解（如

图 2蓝色曲线所示）。

图 2　计算句向量时移除 Top-K 高频词后的性能变化



370　>　2021年美团技术年货

BERT导出的句向量难以直接用于下游的语义匹配任务，而用于 Fine-tune 的监督

语料又是昂贵的。因此我们希望寻找一种自监督的方法，只需要收集少量来自于下游

任务无标注的文本用于 Fine-tune，就能解决 BERT句向量的“坍缩”问题，同时

让其表征更适用于下游任务。

在本文中，我们使用了对比学习（Contrastive	Learning）来达到上述目的。对比学

习是目前被广泛应用的自监督任务之一，其核心思想为：人类是通过“对比”来辨别

对象的，因此相似的事物在编码后的表示空间中应当相近，不同的事物则应当相距尽

可能远。通过对同一样本施加不同的数据增强方法，我们能够得到一系列“自相似”

的文本对作为正例，同时将同一个Batch 内的其他文本作为负例，以此为监督信号去

规范BERT的表示空间。在实验中，我们发现对比学习能够出色地消解高频词对句

子语义表示的干扰（如图 2橙色曲线所示）。在经过对比学习训练之后，模型生成的句

子表示将不再由高频词主导（体现在移除前几个高频词后，性能没有出现非常明显的

变化）。这是因为对比学习“辨别自身”的学习目标能够天然地识别并抑制这类高频

特征，从而避免语义相差较大的句子表示过于相近（即坍缩现象）。

在对比学习中，我们进一步分析了不同的数据增强方法在其中的影响，同时验证了我

们的方法在少样本情况下的性能表现。实验结果显示，即使是在非常有限的数据量情

况下（如 1000 条无标注样本），我们的方法仍然表现出很强的鲁棒性，能够十分有效

地解决BERT表示空间的坍缩问题，提升在下游语义匹配任务上的指标。

2. 研究现状和相关工作

2.1 句子表征学习

句子表征学习是一个很经典的任务，分为以下三个阶段：

	● 有监督的句子表征学习方法：早期的工作 [5] 发现自然语言推理（Natural	

Language	Inference，NLI）任务对语义匹配任务有较大的帮助，他们使用

BiLSTM编码器，融合了两个NLI 的数据集 SNLI 和 MNLI 进行训练。Uni-

versal	Sentence	Encoder[6]（USE）使用了基于 Transformer 的架构，并使
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用 SNLI 对无监督训练进行增强。SBERT[1] 进一步使用了一个共享的预训练的

BERT编码器对两个句子进行编码，在NLI数据集上进行训练（Fine-tune）。

	● 自监督的Sentence-level 预训练：有监督数据标注成本高，研究者们开始寻

找无监督的训练方式。BERT提出了NSP的任务，可以算作是一种自监督的

句子级预训练目标。尽管之后的工作指出NSP相比于MLM其实没有太大帮

助。Cross-Thought[7]、CMLM[8]	是两种思想类似的预训练目标，他们把一

段文章切成多个短句，然后通过相邻句子的编码去恢复当前句子中被Mask 的

Token。相比于MLM，额外添加了上下文其他句子的编码对 Token 恢复的帮

助，因此更适合句子级别的训练。SLM[9] 通过将原本连贯的若干个短句打乱顺

序（通过改变Position	Id 实现），然后通过预测正确的句子顺序进行自监督预

训练。

	● 无监督的句子表示迁移：预训练模型现已被普遍使用，然而BERT的 NSP任

务得到的表示表现更不好，大多数同学也没有资源去进行自监督预训练，因此

将预训练模型的表示迁移到任务才是更有效的方式。BERT-flow[2]：CMU&

字节 AI	Lab 的工作，通过在BERT之上学习一个可逆的 Flow 变换，可以将

BERT表示空间映射到规范化的标准高斯空间，然后在高斯空间进行相似度匹

配。BERT-whitening[10]：苏剑林和我们同期的工作。他们提出对 BERT 表

征进行白化操作（均值变为 0，协方差变为单位矩阵）就能在STS上达到媲美

BERT-flow 的效果。SimCSE[11]：陈丹琦组在 2021 年 4 月份公开的工作。

他们同样使用基于对比学习的训练框架，使用Dropout 的数据增强方法，在

维基百科语料上Fine-tune	BERT。

2.2 对比学习

对比学习是CV领域从 2019 年末开始兴起的预训练方法，同时最近也被广泛应用到

了NLP任务中，我们简要介绍两个领域下的进展：

	● 计算机视觉（CV）领域的对比学习：2019 年年末～ 2020 年年初，Facebook

提出MoCo[14]，谷歌提出 SimCLR[15]，自此对比学习开始在无监督图像表示
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预训练领域大放光彩。SimCLR提出了一种简单的对比学习框架，通过对同一

个图像进行增强，得到两个不同版本，随后通过ResNet 对图像编码，再使用

一个映射层将其映射到对比学习空间，使用NT-Xent 损失进行预训练。本文

的框架也主要受到SimCLR的启发。

	● NLP 领域的对比学习（用于文本表示学习）：随着对比学习在CV无监督图像

表示预训练任务上大获成功，许多工作也试图将对比学习引入到NLP的语言

模型预训练中。下面是一些代表性的工作及其总结：

名称 结构 数据增强方法 作用阶段

BERT-CT[18]

用两个相同结

构、不同参数

的模型产生两

个View

用两个相同结构、不同参数的

模型产生两个View
微调 BERT

IS-BERT[16]

在 BERT之

上添加额外的

CNN层

全局Embedding 作为一个

View；CNN层局部的Em-

bedding 作为另一个View

微调 BERT，最大化全局Em-

bedding 和局部Embedding

的互信息，类似DeepInfoMax

（DIM）

CERT[17]

类似MoCo，

用一个动量编

码器

回译
先在任务上用对比无监督精调，

再迁到有监督任务

CLEAR[20] 类似 SimCLR

Token、Span 的删除（Dele-

tion）、交换位置（Reordering）、

替换（Substitution）

预训练阶段，用MLM和对比损

失联合训练模型

DeCLUTR[19] 类似 SimCLR 从文本中抽取Span
预训练阶段，用MLM和对比损

失联合训练模型

3. 模型介绍

3.1 问题定义

给定一个类似BERT的预训练语言模型 M，以及从目标领域数据分布中收集的无标

签文本语料库 D，我们希望通过构建自监督任务在 D 上对 M 进行 Fine-tune，使得

Fine-tune 后的模型能够在目标任务（文本语义匹配）上表现最好。
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3.2 基于对比学习的句子表示迁移框架

图 3　ConSERT 的基本框架

如图 3所示，我们受到 SimCLR 的启发对 BERT 编码器进行了改进，提出Con-

SERT，主要包含三个部分：

	● 一个数据增强模块（详见后文），作用于Embedding 层，为同一个句子生成两

个不同的增强版本（View）。

	● 一个共享的BERT编码器，为输入的句子生成句向量。

	● 一个对比损失层，用于在一个Batch 的样本中计算对比损失，其思想是最大化

同一个样本不同增强版本句向量的相似度，同时使得不同样本的句向量相互远离。

训练时，先从数据集 D 中采样一个Batch 的文本，设Batch	size 为 N。通过数据增

强模块，每一个样本都通过两种预设的数据增强方法生成两个版本，得到总共2N 条样

本。这2N 条样本均会通过共享的BERT编码器进行编码，然后通过一个平均池化层，

得到2N个句向量。我们采用和SimCLR一致的NT-Xent损失对模型进行Fine-tune：
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这里的 sim() 函数为余弦相似度函数；r 表示对应的句向量；τ表示 temperature，是

一个超参数，实验中取 0.1。该损失从直观上理解，是让Batch 内的每个样本都找到

其对应的另一个增强版本，而Batch 内的其他 2N—2 个样本将充当负样本。优化的

结果就是让同一个样本的两个增强版本在表示空间中具有尽可能大的一致性，同时和

其他的Batch 内负样本相距尽可能远。

3.3 用于文本领域的数据增强方法探索

图 4　  四种高效的数据增强方法：Adversarial Attack、Token Shuffling、Cutoff、Dropout，均

作用于 Embedding 层

图像领域可以方便地对样本进行变换，如旋转、翻转、裁剪、去色、模糊等等，从而

得到对应的增强版本。然而，由于语言天然的复杂性，很难找到高效的、同时又保留

语义不变的数据增强方法。一些显式生成增强样本的方法包括：

	● 回译：利用机器翻译模型，将文本翻译到另一个语言，再翻译回来。

	● CBERT[12][13]：将文本的部分词替换成 [MASK]，然后利用BERT去恢复对应

的词，生成增强句子。

	● 意译（Paraphrase）：利用训练好的Paraphrase 生成模型生成同义句。

然而这些方法一方面不一定能保证语义一致，另一方面每一次数据增强都需要做一次
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模型 Inference，开销会很大。鉴于此，我们考虑了在Embedding 层隐式生成增强

样本的方法，如图 4所示：

	● 对抗攻击（Adversarial Attack）：这一方法通过梯度反传生成对抗扰动，将

该扰动加到原本的Embedding 矩阵上，就能得到增强后的样本。由于生成对

抗扰动需要梯度反传，因此这一数据增强方法仅适用于有监督训练的场景。

	● 打乱词序（Token Shuffling）：这一方法扰乱输入样本的词序。由于Transform-

er 结构没有“位置”的概念，模型对 Token 位置的感知全靠 Embedding

中的 Position	Ids 得到。因此在实现上，我们只需要将 Position	Ids 进行

Shuffle 即可。

	● 裁剪（Cutoff）：又可以进一步分为两种：

	○ Token	Cutoff：随机选取Token，将对应Token的Embedding整行置为零。

	○ Feature	Cutoff：随机选取Embedding 的 Feature，将选取的 Feature 维

度整列置为零。

	● Dropout：Embedding 中的每一个元素都以一定概率置为零，与Cutoff 不同

的是，该方法并没有按行或者按列的约束。

这四种方法均可以方便地通过对Embedding 矩阵（或是BERT的 Position	Encod-

ing）进行修改得到，因此相比显式生成增强文本的方法更为高效。

3.4 进一步融合监督信号

除了无监督训练以外，我们还提出了几种进一步融合监督信号的策略：

	● 联合训练（joint）：有监督的损失和无监督的损失通过加权联合训练模型。

	● 先有监督再无监督（sup-unsup）：先使用有监督损失训练模型，再使用无监

督的方法进行表示迁移。

	● 联合训练再无监督（joint-unsup）：先使用联合损失训练模型，再使用无监督

的方法进行表示迁移。
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4. 实验分析

我们主要在文本语义匹配（Semantic	Textual	Similarity，STS）任务上进行了实验，

包括七个数据集：STS12、STS13、STS14、STS15、STS16、STSb、SICK-R。

其中STS12-16 为 SemEval2012	～	2016 评测比赛放出的数据集；STSb 为 STS	

benchmark，来自于SemEval2017评测赛；SICK-R	表示	SICK-Relatedness，是

SICK（Sentences	Involving	ComPositional	Knowledge）数据集中的一个子任务，

目标是推断两个句子时间的语义相关性（即Relatedness）。这些数据集中的样本均

包含两个短文本 text1 和 text2，以及人工标注的位于 0～ 5之间的分数，代表 text1

和 text2 语义上的匹配程度（5表示最匹配，即“两句话表达的是同一个语义”；0表

示最不匹配，即“两句话表达的语义完全不相关”）。下面给出了两条样本作为示例：

text1 text2
人工标注的语义相

似度

a	man	is	cutting	paper	with	a	sword	. a	woman	is	cutting	a	tomato	. 0.6

a	woman	is	dancing	in	the	rain	.
a	woman	dances	in	the	rain	out	side	

.
5.0

在测试时，我们根据此前的工作 [1][2] 选择了斯皮尔曼相关系数（Spearman	correla-

tion）作为评测指标，它将用于衡量两组值（模型预测的余弦相似度和人工标注的语义

相似度）之间的相关性，结果将位于 [-1,	1] 之间，仅当两组值完全正相关时取到 1。

对于每个数据集，我们将其测试样本全部融合计算该指标，并且报告了七个数据集的

平均结果。考虑到简洁性，会在表格中报告乘以 100 倍的结果。
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4.1 无监督实验

图 5　无监督设置下的实验结果

在无监督实验中，我们直接基于预训练的 BERT 在无标注的 STS 数据上进行

Fine-tune。结果显示，我们的方法在完全一致的设置下大幅度超过之前的SOTA—

BERT-flow，达到了 8%的相对性能提升。

4.2 有监督实验

图 6　有监督设置下的实验结果

在有监督实验中，我们额外使用了来自SNLI 和 MNLI 的训练数据，使用上面提到的
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融合额外监督信号的三种方法进行了实验。实验结果显示，我们的方法在“仅使用

NLI 有标注数据”和“使用NLI 有标注数据	+	STS 无标注数据”的两种实验设置下

均超过了基线。在三种融合监督信号的实验设置中，我们发现 joint-unsup 方法取得

了最好的效果。

4.3 不同的数据增强方法分析

图 7　不同数据增强组合方法的性能

我们对不同的数据增强组合方法进行了消融分析，结果如图 7 所示。我们发现

Token	Shuffle 和 Feature	Cutoff 的组合取得了最优性能（72.74）。此外，就单种数

据增强方法而言，Token	Shuffle	>	Token	Cutoff	>>	Feature	Cutoff	≈	Dropout	

>>	None。

4.4 少样本设置下的实验分析

我们进一步分析了数据量（无标注文本的数目）对效果的影响，结果如图 8所示。结

果显示，我们的方法仅需较少的样本就能近似达到全数据量的效果；同时，在样本量

很少的情况下（如 100 条文本的情况下）仍相比于Baseline 表现出不错的性能提升。
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图 8　ConSERT 在小样本情况下的性能

4.5 Temperature 超参的实验分析

在实验中，我们发现对比学习损失函数中的温度超参数（tɔ）对于结果有很大影响。从

图 9的分析实验中可以看到，当 tɔ值在 0.08 到 0.12 之间时会得到最优结果。这个

现象再次证明了BERT表示的塌缩问题，因为在句子表示都很接近的情况下，tɔ过

大会使句子间相似度更平滑，编码器很难学到知识。而 tɔ如果过小，任务就太过简

单，所以需要调整到一个合适的范围内。

图 9　不同超参数 tɔ 下的性能
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4.6 Batch size 超参的实验分析

在图像领域的对比学习中，Batch	size 会对结果有很大影响，因此我们也对比了不同

Batch	size 下模型的表现。从图 10可以看到两者基本是成正比的，但提升很有限。

图 10　不同 Batch size 下的性能

5. 总结

在此工作中，我们分析了BERT句向量表示空间坍缩的原因，并提出了一种基于对

比学习的句子表示迁移框架ConSERT。ConSERT 在无监督 Fine-tune 和进一步

融合监督信号的实验中均表现出了不错的性能；同时当收集到的样本数较少时，仍能

有不错的性能提升，表现出较强的鲁棒性。

同时，在美团的业务场景下，有大量不同领域的短文本相关性计算需求，目前Con-

SERT已经在知识图谱构建、KBQA、搜索召回等业务场景使用。未来将会在美团更

多业务上进行探索落地。目前，相关代码已经在GitHub 上开源，欢迎大家使用。
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CVPR 2021 | 基于 Transformer 的端到端视频
实例分割方法

作者：钰晴　昭良

前言

实例分割是计算机视觉中的基础问题之一。目前，静态图像中的实例分割业界已经

进行了很多的研究，但是对视频的实例分割（Video	Instance	Segmentation，简

称 VIS）的研究却相对较少。而真实世界中的摄像头所接收的，无论是自动驾驶背景

下车辆实时感知的周围场景，还是网络媒体中的长短视频，大多数都是视频流信息

而非纯图像信息。因而研究对视频建模的模型有着十分重要的意义，本文系美团无

人配送团队在CVPR2021 发表的一篇Oral 论文 :	《End-to-End	Video	Instance	

Segmentation	with	Transformers》的解读。本届CVPR大会共收到 7015 篇有效

投稿，最终共 1663 篇论文被接收，论文录用率为 23.7%，Oral 的录用率仅为 4%。

背景

图像的实例分割指的是对静态图像中感兴趣的物体进行检测和分割的任务。视频是包

含多帧图像的信息载体，相对于静态图像来说，视频的信息更为丰富，因而建模也更

为复杂。不同于静态图像仅含有空间的信息，视频同时含有时间维度的信息，因而更

接近对真实世界的刻画。其中，视频的实例分割指的是对视频中感兴趣的物体进行检

测、分割和跟踪的任务。如图 1所示，第一行为给定视频的多帧图像序列，第二行为

视频实例分割的结果，其中相同颜色对应同一个实例。视频实例分割不光要对单帧图

像中的物体进行检测和分割，而且要在多帧的维度下找到每个物体的对应关系，即对

其进行关联和跟踪。

https://arxiv.org/abs/2011.14503
https://arxiv.org/abs/2011.14503
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图 1　视频实例分割任务示意

相关工作

现有的视频实例分割算法通常为包含多模块、多阶段的复杂流程。最早的Mask	

Track	R-CNN[1] 算法同时包含实例分割和跟踪两个模块，通过在图像实例分割算

法Mask	R-CNN[2] 的网络之上增加一个跟踪的分支实现，该分支主要用于实例特征

的提取。在预测阶段，该方法利用外部Memory 模块进行多帧实例特征的存储，并

将该特征作为实例关联的一个要素进行跟踪。该方法的本质仍然是单帧的分割加传

统方法进行跟踪关联。Maskprop[3] 在 Mask	Track	R-CNN的基础上增加了Mask	

Propagation 的模块以提升分割Mask 生成和关联的质量，该模块可以实现当前帧提

取的mask 到周围帧的传播，但由于帧的传播依赖于预先计算的单帧的分割Mask，

因此要得到最终的分割Mask 需要多步的Refinement。该方法的本质仍然是单帧的

提取加帧间的传播，且由于其依赖多个模型的组合，方法较为复杂，速度也更慢。

Stem-seg[4] 将视频实例分割划分为实例的区分和类别的预测两个模块。为了实现实

例的区分，模型将视频的多帧Clip 构建为 3D	Volume，通过对像素点的 Embed-

ding 特征进行聚类实现不同物体的分割。由于上述聚类过程不包含实例类别的预测，

因此需要额外的语义分割模块提供像素的类别信息。根据以上描述，现有的算法大多

沿袭单帧图像实例分割的思想，将视频实例分割任务划分为单帧的提取和多帧的关联
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多个模块，针对单个任务进行监督和学习，处理速度较慢且不利于发挥视频时序连续

性的优势。本文旨在提出一个端到端的模型，将实例的检测、分割和跟踪统一到一个

框架下实现，有助于更好地挖掘视频整体的空间和时序信息，且能够以较快的速度解

决视频实例分割的问题。

VisTR 算法介绍

重新定义问题

首先，我们对视频实例分割这一任务进行了重新的思考。相较于单帧图像，视频含有

关于每个实例更为完备和丰富的信息，比如不同实例的轨迹和运动模态，这些信息能

够帮助克服单帧实例分割任务中一些比较困难的问题，比如外观相似、物体邻近或者

存在遮挡的情形等。另一方面，多帧所提供的关于单个实例更好的特征表示也有助于

模型对物体进行更好的跟踪。因此，我们的方法旨在实现一个端到端对视频实例目标

进行建模的框架。为了实现这一目标，我们第一个思考是：视频本身是序列级别的数

据，能否直接将其建模为序列预测的任务？比如，借鉴自然语言处理（NLP）任务的

思想，将视频实例分割建模为序列到序列（Seq2Seq）的任务，即给定多帧图像作为输

入，直接输出多帧的分割Mask序列，这时需要一个能够同时对多帧进行建模的模型。

第二个思考是：视频的实例分割实际同时包含实例分割和目标跟踪两个任务，能否将

其统一到一个框架下实现？针对这个我们的想法是：分割本身是像素特征之间相似度

的学习，而跟踪本质是实例特征之间相似度的学习，因此理论上他们可以统一到同一

个相似度学习的框架之下。

基于以上的思考，我们选取了一个同时能够进行序列的建模和相似度学习的模型，

即自然语言处理中的 Transformer[5] 模型。Transformer 本身可以用于 Seq2Seq

的任务，即给定一个序列，可以输入一个序列。并且该模型十分擅长对长序列进

行建模，因此非常适合应用于视频领域对多帧序列的时序信息进行建模。其次，

Transformer 的核心机制，自注意力模块（Self-Attention），可以基于两两之间的相

似度来进行特征的学习和更新，使得将像素特征之间相似度以及实例特征之间相似度
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统一在一个框架内实现成为可能。以上的特性使得 Transformer 成为 VIS 任务的恰

当选择。除此之外，Transformer 已经有被应用于计算机视觉中进行目标检测的实践

DETR[6]。因此我们基于 transformer 设计了视频实例分割（VIS）的模型VisTR。

VisTR 算法流程

图 2　VisTR 算法框架

遵照上述思想，VisTR 的整体框架如图 2所示。图中最左边表示输入的多帧原始图

像序列（以三帧为例），右边表示输出的实例预测序列，其中相同形状对应同一帧图像

的输出，相同颜色对应同一个物体实例的输出。给定多帧图像序列，首先利用卷积神

经网络（CNN）进行初始图像特征的提取，然后将多帧的特征结合作为特征序列输入

Transformer 进行建模，实现序列的输入和输出。

不难看出，首先，VisTR是一个端到端的模型，即同时对多帧数据进行建模。建模的

方式即：将其变为一个Seq2Seq 的任务，输入多帧图像序列，模型可以直接输出预

测的实例序列。虽然在时序维度多帧的输入和输出是有序的，但是单帧输入的实例的

序列在初始状态下是无序的，这样仍然无法实现实例的跟踪关联，因此我们强制使得

每帧图像输出的实例的顺序是一致的（用图中同一形状的符号有着相同的颜色变化顺

序表示），这样只要找到对应位置的输出，便可自然而然实现同一实例的关联，无需

任何后处理操作。为了实现此目标，需要对属于同一个实例位置处的特征进行序列维
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度的建模。针对性地，为了实现序列级别的监督，我们提出了 Instance	Sequence	

Matching 的模块。同时为了实现序列级别的分割，我们提出了 Instance	Sequence	

Segmentation 的模块。端到端的建模将视频的空间和时间特征当做一个整体，可以

从全局的角度学习整个视频的信息，同时 Transformer 所建模的密集特征序列又能

够较好的保留细节的信息。

VisTR 网络结构

图 3　VisTR 网络结构

VisTR的详细网络结构如图 3所示，以下是对网络的各个组成部分的介绍：

	● Backbone：主要用于初始图像特征的提取。针对序列的每一帧输入图像，首

先利用CNN的 Backbone 进行初始图像特征的提取，提取的多帧图像特征沿

时序和空间维度序列化为多帧特征序列。由于序列化的过程损失了像素原始的

空间和时序信息，而检测和分割的任务对于位置信息十分敏感，因此我们将其

原始的空间和水平位置进行编码，作为Positional	Encoding 叠加到提取的序

列特征上，以保持原有的位置信息。Positional	Encoding 的方式遵照 Image	

Transformer[7] 的方式，只是将二维的原始位置信息变为了三维的位置信息，

这部分在论文中有详细的说明。

	● Encoder：主要用于对多帧特征序列进行整体的建模和更新。输入前面的多帧

特征序列，Transformer 的 Encoder 模块利用Self-Attention模块，通过点和
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点之间相似度的学习，进行序列中所有特征的融合和更新。该模块通过对时序和

空间特征的整体建模，能够对属于同一个实例的特征进行更好的学习和增强。

	● Decoder：主要用于解码输出预测的实例特征序列。由于 Encoder 输入

Decoder 的是密集的像素特征序列，为了解码出稀疏的实例特征，我们参

考 DETR 的方式，引入 Instance	Query 进行代表性的实例特征的解码。

Instance	Query 是网络自身学习的Embedding 参数，用于和密集的输入特

征序列进行Attention 运算选取能够代表每个实例的特征。以处理 3帧图像，

每帧图像预测 4个物体为例，模型一共需要 12 个 Instance	Query，用于解

码 12 个实例预测。和前面的表示一致，用同样的形状表示对应同一帧图像的

预测，同样的颜色表示同一个物体实例在不同帧的预测。通过这种方式，我们

可以构造出每个实例的预测序列，对应为图 3中的 Instance	1…Instance	4，

后续过程中模型都将单个物体实例的序列看作整体进行处理。

	● Instance Sequence Matching：主要用于对输入的预测结果进行序列级

别的匹配和监督。前面已经介绍了从序列的图像输入到序列的实例预测的过

程。但是预测序列的顺序其实是基于一个假设的，即在帧的维度保持帧的输入

顺序，而在每帧的预测中，不同实例的输出顺序保持一致。帧的顺序比较容易

保持，只要控制输入和输出的顺序一致即可，但是不同帧内部实例的顺序其实

是没有保证的，因此我们需要设计专门的监督模块来维持这个顺序。在通用

目标检测之中，在每个位置点会有它对应的Anchor，因此对应每个位置点的

Ground	Truth 监督是分配好的，而在我们的模型中，实际上是没有Anchor

和位置的显式信息，因此对于每个输入点我们没有现成的属于哪个实例的监

督信息。为了找到这个监督，并且直接在序列维度进行监督，我们提出了

Instance	Sequence	Matching 的模块，这个模块将每个实例的预测序列和标

注数据中每个实例的Ground	Truth 序列进行二分匹配，利用匈牙利匹配的方

式找到每个预测最近的标注数据，作为它的Groud	Truth 进行监督，进行后

面的 Loss 计算和学习。

	● Instance Sequence Segmentation：主要用于获取最终的分割结果序列。
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前面已经介绍了Seq2Seq 的序列预测过程，我们的模型已经能够完成序列的

预测和跟踪关联。但是到目前为止，我们为每个实例找到的只是一个代表性的

特征向量，而最终要解决的是分割的任务，如何将这个特征向量变为最终的

Mask 序列，就是 Instance	Sequence	Segmentation 模块要解决的问题。

前面已经提到，实例分割本质是像素相似度的学习，因此我们初始计算Mask

的方式就是利用实例的预测和 Encode 之后的特征图计算 Self-Attention

相似度，将得到的相似度图作为这个实例对应帧的初始 Attention	Mask 特

征。为了更好的利用时序的信息，我们将属于同一个实例的多帧的Attention	

Mask	作为Mask 序列输入 3D卷积模块进行分割，直接得到最终的分割序

列。这种方式通过利用多帧同一实例的特征对单帧的分割结果进行增强，可以

最大化的发挥时序的优势。

VisTR 损失函数

根据前面的描述，网络学习中需要计算损失的主要有两个地方，一个是 Instance	

Sequence	Matching 阶段的匹配过程，一个是找到监督之后最终整个网络的损失函

数计算过程。

Instance	Sequence	Matching 过程的计算公式如式 1所示：由于Matching 阶段只

是用于寻找监督，而计算Mask 之间的距离运算比较密集，因此在此阶段我们只考虑

Box 和预测的类别 c两个因素。第一行中的 yi 表示对应第 i 个实例的Ground	Truth

序列，其中 c表示类别，b表示 Boundingbox，T 表示帧数，即 T帧该实例对应的

类别和Bounding	Box 序列。第二行和第三行分别表示预测序列的结果，其中 p表

示在 ci 这个类别的预测的概率，b表示预测的Bounding	Box。序列之间距离的运算

是通过两个序列对应位置的值两两之间计算损失函数得到的，图中用 Lmatch 表示，

对于每个预测的序列，找到 Lmatch 最低那个Ground	Truth 序列作为它的监督。根

据对应的监督信息，就可以计算整个网络的损失函数。
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公式 1　Instance Sequence Matching 计算过程

由于我们的方法是将分类、检测、分割和跟踪做到一个端到端网络里，因此最终的损

失函数也同时包含类别、Bounding	Box 和Mask 三个方面，跟踪通过直接对序列算

损失函数体现。公式 2表示分割的损失函数，得到了对应的监督结果之后，我们计算

对应序列之间的Dice	Loss 和 Focal	Loss 作为Mask 的损失函数。

公式 2　分割损失函数

最终的损失函数如公式 3所示，为同时包含分类（类别概率）、检测（Bounding	Box）

以及分割（Mask）的序列损失函数之和。

公式 3　VisTR 整体损失函数
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实验结果

为了验证方法的效果，我们在广泛使用的视频实例分割数据集 YouTube-VIS 上进

行了实验，该数据集包含 2238 个训练视频，302 个验证视频以及 343 个测试视频，

以及 40 个物体类别。模型的评估标准包含AP和 AR，以视频维度多帧Mask 之间

的 IOU作为阈值。

时序信息的重要性

相对于现有的方法，VisTR的最大区别是直接对视频进行建模，而视频和图像的主要

区别在于视频包含着丰富的时序信息，如果有效的挖掘和学习时序信息是视频理解的

关键，因此我们首先探究了时序信息的重要性。时序包含两个维度：时序的多少（帧

数）以及有序和无序的对比。

表 1　不同帧数模型的训练效果对比

表 1中展示了我们利用不同帧数的Clip 训练模型最终的测试效果，不难看出，随着

帧数从 18提升至 36，模型的精度AP也在不断提升，证明多帧提供的更丰富的时序

信息对模型的学习有所帮助。

表 2　打乱时序 vs. 按照时序训练的效果对比
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表 2中展示了利用打乱物理时序的Clip 以及按照物理时序的Clip 进行模型训练的效

果对比，可以看出，按照时间顺序训练的模型有一个点的提升，证明VisTR 有学到

物理时间下物体变化和规律，而按照物理时间顺序对视频建模也有助于视频的理解。

Query 探究

第二个实验是对于Query 的探究。由于我们的模型直接建模的 36帧图像，对每帧图

像预测 10个物体，因此需要 360 个 Query，对应表 3最后一行的结果（Prediction	

Level）。我们想探究属于同一帧或者同一个实例的Query 之间是否存在一定的关联，

即是否可以共享。针对这个目标，我们分别设计了 Frame	Level 的实验：即一帧只

使用一个Query 的特征进行预测，以及 Instance	level 的实验：一个实例只使用一

个Query 的特征进行预测。

可以看到，Instance	Level 的结果只比 Prediction	Level 的结果少一个点，而

Frame	Level 的结果要低 20个点，证明不同帧属于同一个 Instance 的 Query 可以

共享，而同一帧不同 Instance 的 Query 信息不可共享。Prediction	Level 的 Query

是和输入的图像帧数成正比的，而 Instance	Level 的 Query 可以实现不依赖输入帧

数的模型。只限制模型要预测的 Instance 个数，不限制输入帧数，这也是未来可以

继续研究的方向。除此之外，我们还设计了Video	Level 的实验，即整个视频只用一

个Query 的 Embedding 特征进行预测，这个模型可以实现 8.4 的 AP。

表 3　不同类型 Query 的效果对比
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其他设计

以下是实验过程中我们发现有效的其他设计。

表 4　有无 positional encoding 的实验效果对比

由于在特征序列化的过程中会损失原有的空间和时间信息，我们提供了原始的

Positional	Encoding 特征以保留原有的位置信息。在表 5中进行了有无该模块的对

比，Positional	Encoding 提供的位置信息可以带来约 5个点的提升。

表 5　CNN-encoded 的特征 vs.Transformer-Encoded 的特征对分割的效果对比

在分割的过程中，我们通过计算实例的 Prediction 与 Encoded 之后特征的

Self-Attention 来获取初始的 Attention	Mask。在表 6 中，我们进行了利用

CNN-Encoded 的特征和利用 Transformer-Encoded 的特征进行分割的效果对

比，利用 Transformer 的特征可以提升一个点。证明了 Transformer 进行全局特征

更新的有效性。

表 6　有无 3D 卷积的实验效果对比
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表 6中展示了在分割模块有无 3D卷积的效果对比，使用 3D卷积可以带来一个点的

提升，证明了利用时序信息直接对多帧mask 分割的有效性。

可视化结果

图 4　VisTR 可视化效果

VisTR 在 YouTube-VIS 的可视化效果如图 4所示，其中每行表示同一个视频的序

列，相同颜色对应同一个实例的分割结果。可以看出无论是在	(a). 实例存在遮挡（b).

实例位置存在相对变化	©. 同类紧邻易混淆的实例	以及	(d). 实例处于不同姿态情形

下，模型都能够实现较好的分割个跟踪，证明在有挑战性的情况下，VisTR仍具有很

好的效果。

方法对比

表 7　VisTR 可视化效果
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表 7是我们的方法和其他方法在YoutubeVIS 数据集上的对比。我们的方法实现了

单一模型的最好效果（其中MaskProp 包含多个模型的组合），在 57.7FPS 的速度

下实现了 40.1 的 AP。其中前面的 27.7 指的是加上顺序的Data	Loading 部分的速

度（这部分可以利用并行进行优化），57.7 指的是纯模型 Inference 的速度。由于我

们的方法直接对 36帧图像同时进行建模，因此相对于同样模型的单帧处理，理想情

况下能带来大约 36倍的速度提升，更有助于视频模型的广泛应用。

总结与展望

视频实例分割指的是同时对视频中感兴趣的物体进行分类，分割和跟踪的任务。现有

的方法通常设计复杂的流程来解决此问题。本文提出了一种基于 Transformer 的视

频实例分割新框架VisTR，该框架将视频实例分割任务视为直接端到端的并行序列解

码和预测的问题。给定一个含有多帧图像的视频作为输入，VisTR直接按顺序输出视

频中每个实例的掩码序列。该方法的核心是一种新的实例序列匹配和分割的策略，能

够在整个序列级别上对实例进行监督和分割。	VisTR 将实例分割和跟踪统一到了相

似度学习的框架下，从而大大简化了流程。在没有任何 trick 的情况下，VisTR 在所

有使用单一模型的方法中获得了最佳效果，并且在 YouTube-VIS 数据集上实现了

最快的速度。

据我们所知，这是第一个将 Transformers 应用于视频分割领域的方法。希望我们

的方法能够启发更多视频实例分割的研究，同时也希望此框架未来能够应用于更多视

频理解的任务。关于论文的更多细节，请参考原文：《End-to-End	Video	Instance	

Segmentation	with	Transformers》，同时代码也已经在GitHub 上开源：https://

github.com/Epiphqny/VisTR，欢迎大家来了解或使用。

作者
美团无人车配送中心 :	钰晴、昭良、保山、申浩等。

阿德莱德大学：王鑫龙、沈春华。
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ICLR 2021 | 美团 AutoML 论文：鲁棒的神经网
络架构搜索 DARTS-

作者：祥祥　晓星　张勃　晓林

背景

美团日益增长的用户侧和商家侧业务对人工智能（AI）技术有着非常广泛和强烈的诉

求。从用户角度出发，美团	AI	在外卖之外，有到店消费、酒店旅游等 200 多个生活

服务场景，均需要	AI	来提升用户体验。从商家角度出发，美团	AI	将帮助商家提高效

率、分析运营状况，比如能对用户评论进行细粒度分析，来刻画出商家服务现状、商

家竞争力分析，以及商圈洞察等等，为商户提供精细化经营建议。

目前，美团	AI	涉及的研发领域，包括自然语言理解、知识图谱、搜索、语音识别、

语音生成、人脸识别、文字识别、视频理解、图像编辑、AR、环境预测、行为规划、

运动控制等。AI	技术在这些场景中落地的两个关键部分是规模化的数据和先进的深度

学习模型，其中高质量模型的设计和更新迭代是当前	AI	生产开发的痛点和难点，亟

需自动化技术来辅助并提升生产效率。在此情景下应运而生的技术叫做自动化机器学

习（AutoML）。AutoML	被认为是模型设计的未来解决方案，能够将	AI	算法工程师

从手动设计的繁复试错中解放出来。

谷歌	2017	年正式提出神经网络架构搜索（Neural	Architecture	Search，NAS）

[1]	用于自动化生成模型架构，这项技术被业界寄予厚望，成为	AutoML	的核心组成

部分。凭借日益增强的算力和持续迭代的	NAS	算法，视觉模型在架构层面诞生了

像	EfficientNet、MobileNetV3	等影响力深远的系列模型，NAS	也应用到了视觉、

NLP、语音等领域的很多方向	[2,3]。NAS	作为生成	AI	模型的	AI，其重要意义不言而

喻。美团在	NAS	方向也开展了深入性的研究，对该领域保持着积极的探索。

本文介绍美团和上海交通大学合作的文章	DARTS-[4]，该文即将发表在	ICLR	2021	

顶会上。ICLR	（International	Conference	on	Learning	Representations）全称是
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国际学习表征会议，2013	年由两位深度学习大牛、图灵奖得主	Yoshua	Bengio	和	

Yann	LeCun	牵头创办。ICLR	成立至今仅七年，但它已得到学术界的广泛认可，被

认为是“深度学习领域的顶级会议”。ICLR	的	h5	指数为	203，在所有科学出版物

中排名第	17，超过了	NeurIPS、ICCV	和	ICML。本届	ICLR	共有	2997	篇论文提

交，最终接收	860	篇，包括	53	篇	Oral（接收率	6%），114	篇	Spotlight，693	篇	

Poster，接收率为	28.7%。

神经网络架构搜索简介

神经网络架构搜索（NAS）的主要任务是如何在有限时间和资源下搜索得到最优的模

型。NAS	主要由搜索空间、搜索算法、模型评估三部分组成。NAS	最早在视觉分类

任务中验证，在分类任务中常见的搜索空间分为基于子结构单元（Cell）和基于子结

构块（Block）两种，前者的特点是具有丰富的图结构，将相同的单元串联再组成最终

的网络。后者是直筒型的，搜索的焦点就在于每层子结构块的选取。

按搜索算法分类，NAS	主要包括基于强化学习（Reinforcement	Learning，RL）、

基于遗传算法（Evolutionary	Algorithm，EA）、基于梯度优化（Gradient-Based）

的方法。RL	方法通过生成并评估模型来获取反馈，根据反馈来调整生成的策略，从

而生成新的模型，循环这一过程直到最优。	EA	方法将模型结构编码为可以交叉和变

异的“基因”，通过不同的遗传算法来获取新一代的基因，直到达到最好。EA	方法

的优点在于可以处理多种目标，比如一个模型的优劣有参数量、计算延迟、性能指标

等多个考察维度，EA	方法便很适合在多个维度进行探索和演进。但	RL	和	EA	均比

较耗时，主要受限于模型评估部分，一般采取全量、少量训练的方法。最新的	One-

Shot	路线采用训练一个包含所有子结构的超网来评估所有子网的方式，可以从很大

程度上提高	NAS	的效率。但同期，基于梯度优化的	DARTS	方法更为高效，成为当

下	NAS	方法主流的选择。

DARTS	由卡耐基梅隆大学（CMU）的研究者刘寒骁等人提出，全称为可微分的神

经网络架构搜索（Differentiable	Architecture	Search，	DARTS）	[5]	，大幅提高了
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搜索效率，受到了业界的广泛认可。可微分方法（DARTS）基于梯度优化，它首先

其定义了一个基于有向无环图（DAG）的子结构（Cell），DAG	有四个中间节点（下

图	Figure	1	中灰色方框），每条边有多个可选算子（由不同颜色的边表示），通过	

softmax	加和不同边的结果作为到下个节点的输入。堆叠这样的子结构可以形成网络

的主干。DARTS	将搜索过程看作对堆叠而成的主干网络（也称为超网，或过参数化

网络）的优化过程。这里每条边被赋予了不同的结构权重，并和网络权重一起交叉进

行梯度更新。优化完成后结构权重大（由粗线条表示）的作为最终子网的算子，并将

该子网作为搜索结果（Figure	1d	展示了最终的	Cell	结构）。这个过程（	Figure	1	从	

c	到	d）将连续的结构权重硬性截断为离散值，比如	0.2	变为	1，	0.02	变为	0，而这

样会产生所谓的离散化偏差（Discretization	Gap）。

神经网络架构搜索的难点

简单总结目前神经网络架构搜索主要需要解决的难点在于：

	● 搜索过程的高效性：搜索算法耗费的计算资源和时间要在可接受的范围，从而

可以在实践中得到广泛的应用，直接支撑面向业务数据集的模型结构搜索；

	● 搜索结果的有效性：搜索得到的模型要在多个数据集上有很好的性能，且又很

好的泛化性能和领域迁移能力，比如搜索得到的分类主干网可以很好地迁移到
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检测和分割任务，并且有很好的表现；

	● 搜索结果的鲁棒性：在具有有效性的同时，多次搜索的结果要相对稳定，即提

高搜索的可靠性，降低试错成本。

可微分方法的缺点和改进方法

可微分神经网络架构搜索方法的不足之处就是鲁棒性较差，容易产生性能崩塌，

即搜索过程中的超网性能表现很好但推断出的子网存在大量的跳跃连接（Skip	

Connection），严重削弱了最终模型的性能。基于DARTS	涌现出了非常多的改进

工作，比如	Progessive	DARTS[6]，Fair	DARTS[7]，RobustDARTS[8]，Smooth	

DARTS[9]	等。其中，	ICLR	2020	满分论文	RobustDARTS	提出用	Hessian	特征根

作为衡量	DARTS	出现性能崩塌的征兆，但计算特征根又非常耗时。而且在标准的	

DARTS	搜索空间下，RobustDARTS	在	CIFAR-10	数据集上的搜索得到的模型

性能并不突出。这促使我们思考怎么提高鲁棒性，同时又提高有效性。针对这两个问

题，业内有不同的分析和解决方法，代表性的分别是	Fair	DARTS	（ECCV	2020）	、	

RobustDARTS	（ICLR	2020）	和	Smooth	DARTS	（ICML	2020）。

Fair	DARTS	观察到大量跳跃连接的存在，并着重分析了其可能的产生原因。文

章认为，跳跃连接在可微分的优化过程中，存在竞争环境下的不公平优势（Unfair	

Advantage），导致跳跃连接容易在竞争中胜出。因此，FairDARTS	提出放宽竞争

环境（Softmax	加和）为合作环境（Sigmoid	加和），使得不公平优势带来的影响失

效。最终选取算子方式也与	DARTS	不同，通过采取阈值截断，比如选取结构权重高

于	0.8	的算子，此时跳跃连接可以和其他算子同时出现，但这样等同于增大了搜索空

间：原先的子网中，两个节点之间最终只选取一个。

RobustDARTS（简称	R-DARTS）	通过计算	Hessian	特征根来判断优化过程是

否出现崩塌，文章认为，损失函数地貌（Loss	Landscape）存在尖锐的局部最优点

（Sharp	Local	Minima，Figure	5a	右侧点），离散化过程（α*	到	αdisc）会导致从优

化较好的尖锐点偏移到优化较差的地方，从而导致最终模型性能下降。R-DARTS	

发现这个过程和	Hessian	特征根关系密切	（Figure	5b）。因此可认为，Hessian	特
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征根变化幅度过大时优化应该停止，或者通过正则化手段来避免	Hessian	特征根产

生大幅变化。

Smooth	DARTS	（简作	SDARTS）遵循了	R-DARTS	的判断依据，采取基于扰动

的正则化方法，对	Hessian	特征根进行了隐式的约束。具体来讲，SDARTS	对结构

权重给予了一定程度的随机扰动，使得超网具有更好的抗干扰性，同时对损失函数地

貌有平滑作用。

DARTS- 跳跃连接的工作机制分析

我们首先从跳跃连接的工作机制进行分析性能崩塌现象。ResNet	[11]	中引入了跳跃连

接，从而使得反向传播时，网络的浅层总包含对深层的梯度，因此可以缓解梯度消失

的现象。如下式（i	，j，k	表示层数，X	为输入，W	为权重，f	为计算单元）。

为了理清跳跃连接对残差网络性能的影响，我们在	ResNet	上做了一组验证性试验，

即对跳跃连接加上可学习的结构权重参数	β，此时我们的梯度计算则变为下式：
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三次实验分别初始化	β	为	{0,	0.5,	1.0}，我们发现	β	总能快速增长到	1	附近

（Figure	2）来增大深层梯度向浅层的传递，进而缓解梯度消失的现象。

在	DARTS	中，跳跃连接跟	ResNet	类似，当具有可学习参数时，其结构参数也具

有这种趋势，从而促进超网的训练。但正如	Fair	DARTS	[7]	提到的，同时带来的问

题就是对其他算子来讲跳跃连接存在不公平优势。

解决崩塌的办法：增加辅助跳跃连接

根据上述的分析，DARTS-	指出跳跃连接（下图	Figure	1	中	Skip）存在双重作用：

	● 作为可选算子本身，参与构建子网。

	● 与其他算子形成残差结构，从而产生对超网优化产生促进作用。

第一个作用是预期其要发挥的作用，从而与其他算子公平竞争。第二个作用是跳跃连

接具有不公平优势的原因，促进了优化，但干扰了我们对最终搜索结果的推断。

为了将第二个作用剥离出来，我们提出额外增加一条跳跃连接（Auxiliary	Skip），

并使其结构权重	β	从	1	衰减到	0（简便起见，使用线性衰减），这样可以使得超网

和子网保持结构上的一致性。Figure	1	（b）图示出了一个子结构中两个节点间的连接

情况。



402　>　2021年美团技术年货

除了增加的辅助跳跃连接，DARTS-	优化过程和	DARTS	大同小异。首先根据	

Figure	1	（b）构建超网，选取一种	β	衰减策略，然后采取交替迭代优化超网权重	w	

和结构权重	α，具体见下面的算法描述（Algorithm	1）。

在本方法中，我们去掉了用指示信号（Indicator）发现性能崩塌的做法，比如	

R-DARTS	中的特征根，从而消除了	DARTS	的性能崩塌，因此命名为	DARTS-。

另外根据	PR-DARTS	[12]	的收敛理论来分析，辅助跳跃连接具有平衡算子间竞争的

作用，且当	β	衰减后，算子间的公平竞争依然保持。



算法　<　403

分析和验证

Hessian 特征根变化趋势

在	R-DARTS	以及	DARTS	采用的多个搜索空间下，DARTS-	发现了子网性能增

长（Figure	4b）但	Hessian	特征根变化幅度过大（Figure	4a）的情形，这个结果成

为了	R-DARTS	所提出原则的反例，即采用	R-DARTS	判定准则，我们会漏掉一

些好的模型。这也说明了	DARTS-	可以带来不同于	R-DARTS	的模型结构。

验证集准确率地貌

验证集准确率的地貌可以一定程度上说明模型的优化过程难易。DARTS	（Figure	

3a）在最优解附近范围的地貌相对陡峭，等高线比较疏密不均，而	DARTS-	则表现

得舒缓平滑，等高线更为均匀。另外更为光滑的地貌也不容易出现尖锐的局部最优

点，一定程度也减少了离散化偏差。
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实验结果

模型结构

Figure	9	给出了我们在	DARTS	搜索空间	S0	和	Robust	DARTS	搜索空间	S1-S4	

得到的网络结构。Figure	10	是在	MobileNetV2	的搜索空间下	ImageNet	数据集上

进行直接搜索的结果。
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分类任务结果

在标准分类数据集	CIFAR-10	和	ImageNet	上	DARTS-	均取得了业界领先的结

果，如下表所示：

在	RobustDARTS	提出的检验鲁棒性的多个搜索空间	S1-S4	中，DARTS-	搜索得

到的模型性能优于	R-DARTS	和	SDARTS。
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NAS 算法评测

NAS-Bench-201[10]	是用于衡量	NAS	算法的评测基准工具之一，DARTS-	也取得

了优于其他	NAS	算法的结果，而且最好结果基本逼近了基准中最好的模型。

迁移能力

DARTS-A	作为主干网在	COCO	数据集目标检测任务上也优于之前	NAS	模型的性

能，mAP	达到了	32.5%。
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综合来看，DARTS-	方法继承了DARTS	的高效率，且在标准数据集、NAS	基准

评测、R-DARTS	搜索空间中证明了其鲁棒性和有效性，在检测任务中也证明了其

领域迁移的能力，从而印证了搜索方法本身的优越性，解决了当前神经网络架构搜索

中的一些难题，将会对	NAS	研究和应用产生积极的推动作用。

总结及展望

本次美团在	ICLR	2021 被收录的文章	DARTS-，重新了梳理	DARTS	搜索结果不

够鲁棒的原因，分析了跳跃连接的双重作用，并提出了增加带衰减系数的辅助跳跃连

接来对其进行分离的方法，使得内层原生的跳跃连接只表现其作为可选操作的功能。

我们同时对	R-DARTS	所依赖的特征根进行深入分析，发现了其作为性能崩塌标志

会出现反例的情形。未来	DARTS-	作为高效、鲁棒且通用的搜索方法，期望在其他

领域任务和落地中得到更多的拓展和应用。关于文章的更多细节，请参考原文。实验

代码已经在	GitHub 上开源。

AutoML	技术可以适用于计算机视觉、语音、NLP、搜索推荐等领域，视觉智能中心	

AutoML	算法团队旨在通过	AutoML	技术赋能公司业务、加速算法落地。目前该论

文已经申请了专利，本文算法也集成到美团自动化视觉平台系统中，加速自动化模型

生产和迭代。除了视觉场景外，我们后续将探索在搜索推荐、无人车、优选、语音等

业务场景中的应用。

作者简介
祥祥、晓星、张勃、晓林等，均来自美团视觉智能中心。

https://github.com/Meituan-AutoML/DARTS-
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SIGIR 2021 | 广告系统位置偏差的 CTR 模型优
化方案

作者：坚强、胡可、庆涛、明健、漆毅、程佳、雷军

近些年来，由于人工智能技术的高速发展，所带来的公平性问题也愈发受到关注。同

样的，广告技术也存在着许多公平性问题，由于公平性问题造成的偏差对广告系统的

生态会产生较大的负面影响。图 1所示的是广告系统中的反馈环路 [1]，广告系统通

过累积的用户交互反馈数据基于一定的假设去训练模型，模型对广告进行预估排序展

示给用户，用户基于可看到的广告进行交互进而累积到数据中。在该环路中，位置偏

差、流行度偏差等各种不同类型的偏差会在各环节中不断累积，最终导致广告系统的

生态不断恶化，形成“强者愈强、弱者愈弱”的马太效应。

由于偏差对广告系统和推荐系统的生态有着极大的影响，针对消除偏差的研究工作也

在不断增加。比如国际信息检索会议SIGIR 在 2018 年和 2020 年组织了一些关注于

消除偏差主题的专门会议，同时也给一些基于偏差和公平性的论文颁发了最佳论文奖

（Best	Paper）[2,3]。KDD	Cup	2020 的其中一个赛道也基于电子商务推荐中的流行度

偏差进行开展 [1]。

图 1　广告系统中的反馈环路，各种偏差被不断循环累积
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美团到店广告平台算法团队基于多年来在广告领域上积累的经验，一直在数据偏差

等业界挑战性问题不断进行深入优化与算法创新。在之前分享的《KDD	Cup	2020	

Debiasing 比赛冠军技术方案与广告业务应用》一文 [4] 中，团队分享了在KDD	Cup

比赛中取得冠军的选择性偏差以及流行度偏差的解决方案，同时也分享了在广告业务

上偏差优化的技术框架。

本文基于这一技术框架进行继续介绍，聚焦于位置偏差问题的最新进展，并详细地介

绍团队在美团广告取得显著业务效果的位置偏差CTR模型优化方案，以该方案为基

础形成的论文《Deep	Position-wise	Interaction	Network	for	CTR	Prediction》

也被国际顶级会议SIGIR	2021 录用。

1. 背景

美团到店广告平台算法团队基于美团和点评双侧的广告业务场景，不断进行广告前

沿技术的深入优化与算法创新。在大多数广告业务场景下，广告系统被分为四个模

块，分别是触发策略、创意优选、质量预估以及机制设计，这些模块构成一个广告投

放漏斗从海量广告中过滤以及精选出优质广告投放给目标用户。其中，触发策略从海

量广告中挑选出满足用户意图的候选广告集合，创意优选负责候选广告的图片和文本

生成，质量预估结合创意优选的结果对每一个候选广告进行质量预估，包括点击率

（CTR）预估、转化率（CVR）预估等，机制排序结合广告质量以及广告出价进行优化

排序。在本文中，我们也将广告称之为 item。

CTR预估，作为质量预估的一个环节，是计算广告中最核心的算法之一。在每次点

击付费（CPC）计费模式下，机制设计可以简单地按每千次展示收入（eCPM）来对

广告进行排序以取得广告收入最大化。由于 eCPM正比于CTR和广告出价（bid）

的乘积。因此，CTR预估会直接影响到广告的最终收入和用户体验。为了有更高

的CTR 预估精度，CTR 预估从早期的 LR[5]、FM[6]、FFM[7] 等支持大规模稀疏特

征的模型，到 XGBoost[8]、LightGBM[9] 等树模型的结合，再到Wide&Deep[10]、

Deep&Cross[11]、DeepFM[12]、xDeepFM[13] 等支持高阶特征交叉的深度学习模型，

https://tech.meituan.com/2020/08/20/kdd-cup-debiasing-practice.html
https://tech.meituan.com/2020/08/20/kdd-cup-debiasing-practice.html


算法　<　411

进一步演化到DIN[14]、DIEN[15]、DSIN[16] 等结合用户行为序列的深度学习模型，一

直作为工业界以及学术界研究的热点领域之一，被不断探索和不断创新。

由于CTR预估模型的训练通常采用曝光点击数据，该数据是一种隐式反馈数据，所

以会不可避免地产生各种偏差问题。其中，位置偏差因对CTR影响极大而备受关注。

如图 2所示，随机流量上不同位置的CTR分布反应了用户通常倾向于点击靠前位置

的广告，并且CTR会随着曝光位置的增大而迅速下降。因此，直接在曝光点击数据

上进行训练，模型不可避免地会偏向于靠前位置的广告集合，造成位置偏差问题。图

2显示正常流量相比随机流量CTR分布更加集中在高位置广告上，通过反馈环路，

这一问题将不断地放大，并且进一步损害模型的性能。因此，解决好位置偏差问题不

仅能够提升广告系统的效果，而且还能平衡广告系统的生态，促进系统的公平性。

图 2　美团广告正常流量和随机流量在不同位置上的 CTR 分布

广告最终的真实曝光位置信息在线上预估时是未知的，这无疑进一步增大了位置偏差

问题的解决难度。现有的解决位置偏差的方法可以大致分为以下两种：

	● 神经网络位置特征建模：该方法将位置建模为神经网络中的特征，由于在预

估过程中并不知道真实位置信息，故而有些方法 [17-19] 把位置信息放于网络的

Wide 部分，在线下训练时使用真实位置，在线上预估时使用固定位置，这种
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方法由于其简单性和有效性，在工业界被广泛应用。为了在线上预估时无需

使用位置信息，如图 3所示，PAL[20] 将样本的CTR建模为 ProbSeen 乘以

pCTR，其中ProbSeen 仅使用位置特征建模，而 pCTR使用其他信息建模，

在线上只使用 pCTR作为CTR预估值。

图 3　PAL 框架

	● Inverse Propensity Weighting（IPW）：该方法被学术界广泛研究 [21-29]，

其在模型训练时给不同曝光位置的样本赋予不同的样本权重，直观地看，应该

将具有较低接收反馈倾向的广告样本（曝光位置靠后的广告）分配较高的权重。

因此，这种方法的难点就在于不同位置的样本权重如何确定，一个简单的方法

是使用广告随机展示的流量来准确地计算位置CTR偏差，但不可避免地损害

用户体验。故而，许多方法致力于在有偏的流量上来准确地预估位置偏差。

上述的方法通常基于一个较强的假设，即点击伯努利变量C依赖于两个潜在的伯努利

变量E和R，如下式所示：

其中，等式左边指的是用户 u在上下文 c中点击第 k个广告 i的概率，我们定义上下文

c为实时的请求信息。等式右边第一项指的是位置 k被查看的概率，其中 [ ]s 通常为上

下文 c的一个子集，大部分方法假设 [ ]s 为空集，即位置 k被查看的概率仅与 k有关。

等式右边第二项指的是相关性概率（例如用户 u在上下文 c中对广告 i的的真实兴趣）。

上述方法通常显式或隐式地估计查看概率，然后利用反事实推理（Counterfactual	

Inference）得出相关性概率，最终在线上将相关性概率作为CTR的预估值。训练和

预估之间位置信息的不同处理将不可避免地导致线下线上间的不一致问题，进一步导
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致次优的模型性能。

此外，已有方法通常假设查看概率仅依赖于位置及部分上下文信息，其假设过于简

单。不同的用户通常具有不同的浏览习惯，有些用户可能倾向于浏览更多 item，而有

些用户通常能快速做出决定，并且同一个用户在不同的上下文中搜索意图中也会有不

同的位置偏好，例如商场等地点词的搜索往往意图不明确导致高低位置的CTR差异

并不大。故而，位置偏差与用户，上下文有关，甚至可能与广告本身也有关，建模它

们间的关系能更好地解决位置偏差问题。

不同于上述的方法，本文提出了一个基于深度位置交叉网络（Deep	Position-wise	

Interaction	Network）（DPIN）模 型的多位置预估方法去有效地直接建模

CTR p C u c i kk
j = =( 1 | , , , ) 	来提高模型性能，其中 CTRk

j 是第 j 个广告在第 k 个位置

的CTR预估值。该模型有效地组合了所有候选广告和位置，以预估每个广告在每

个位置的CTR，实现线下线上的一致性，并在在线服务性能限制的情况下支持位

置、用户、上下文和广告之间的深度非线性交叉。广告的最终序可以通过最大化

∑CTR bidk
j j 来确定，其中 bid j 为广告的出价，本文在线上机制采用一个位置自顶向

下的贪婪算法去得到广告的最终序。本文的贡献如下：

	● 本文在DPIN 中使用具有非线性交叉的浅层位置组合模块，该模块可以并行地

预估候选广告和位置组合的CTR，达到线下线上的一致性，并大大改善了模

型性能。

	● 不同于以往只对候选广告进行用户兴趣建模，本次首次提出对候选位置也进行

用户兴趣建模。DPIN 应用一个深度位置交叉模块有效地学习位置，用户兴趣

和上下文之间的深度非线性交叉表示。

	● 根据对于位置的新处理方式，本文提出了一种新的评估指标 PAUC（Posi-

tion-wise	AUC），用于测量模型在解决位置偏差问题上的模型性能。本文在

美团广告的真实数据集上进行了充分的实验，验证了DPIN 在模型性能和服

务性能上都能取得很好的效果。同时本文还在线上部署了A/B	Test，验证了

DPIN 与高度优化的已有基线相比有显著提升。
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2. 深度位置交叉网络（Deep Position-wise Interaction 

Network

本节主要介绍深度位置交叉网络（Deep	Position-wise	Interaction	Network）

（DPIN）模型。如图 4所示，DPIN 模型由三个模块组成，分别是处理 J 个候选广

告的基础模块（Base	Module），处理 K 个候选位置的深度位置交叉模块（Deep	

Position-wise	Interaction	Module）以及组合 J个广告和 K个位置的位置组合模块

（Position-wise	Combination	Module），不同模块需预估的样本数量不一样，复杂

模块预估的样本数量少，简单模块预估的样本数量多，由此来提高模型性能和保障服

务性能。通过这三个模块的组合，DPIN 模型有能力在服务性能的限制下预估每个广

告在每个位置上的CTR，并学习位置信息和其他信息的深度非线性交叉表示。下文

将会详细地介绍这三个模块。

图 4　Deep Position-wise Interaction Network 模型结构

2.1 基础模块（Base Module）

与大多数深度学习CTR模型 [10-16] 类似，本文采用 Embedding 和 MLP（多层感知

机）的结构作为基础模块。	对于一个特定请求请求，基础模块将用户、上下文和 J个

候选广告作为输入，将每个特征通过Embedding 进行表示，拼接Embedding 表示
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输入多层MLP，采用ReLU作为激活函数，最终可以得到每个广告在该请求下的表

示。第 j个广告的表示 rj
item 可以通过如下公式得到：

其中 u u1, , m ， c c1, , m ， i i1
j j, , o 分别是当前用户特征集合、当前上下文特征集合以

及第 j个广告的特征集合，E( )⋅ ∈是Embedding 映射。

2.2 深度位置交叉模块（Deep Position-wise Interaction Module）

在大多数业务场景中，基础模块通常已经被高度优化，包含了大量特征甚至用户序列

等信息，其目的是捕捉用户在该上下文中对不同广告的兴趣。因此，基础模块的推理

时间复杂度通常较大，直接在基础模块中加入位置特征对所有广告在所有位置上进行

CTR预估是不可接受的。因此，本文提出了一个与基础模块并行的深度位置交叉模

块，不同于针对广告进行兴趣建模的基础模块，该模块针对于位置进行兴趣建模，学

习每个位置与上下文及用户兴趣的深度非线性交叉表示。

在深度位置交叉模块中，我们提取用户在每个位置的行为序列，将其用于各位置上的

用户兴趣聚合，这样可以消除整个用户行为序列上的位置偏差。接着，我们采用一层

非线性全连接层来学习位置、上下文与用户兴趣非线性交叉表示。最后，为了聚合用

户在不同位置上的序列信息来保证信息不被丢失，我们采用了 Transformer[30] 来使

得不同位置上的行为序列表示可以进行交互。

位置兴趣聚合（Position-wise Interest Aggregation）。我们令 B b b bk L= 1 2
k k k, , , 为用户

在第 k个位置的历史行为序列，其中 b v cl l l
k k k= [ , ]为用户在第 k个位置上的历史第 l个行

为记录， vl为点击的 item特征集合， cl
k 为发生该行为时的上下文（包括搜索关键词、

请求地理位置、一周中的第几天、一天中的第几个小时等），行为记录的Embedding
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表示 bk
l 可以通过下式得到：

其中 v v1
k kl l, o ， c c1

k kl l, n 分别为 vl
k 和 cl

k 的特征集合， dif kl 为该行为与当前上下文的时间差。

第 k个位置行为序列的聚合表示 bk 可以通过注意力机制获取，如以下公式所示：

其引入当前上下文 c去计算注意力权重，对于与上下文越相关的行为可以给予越多的

权重。

位置非线性交叉（Position-wise Non-linear Interaction）：	我们采用一层非线

性全连接层来学习位置、上下文与用户兴趣非线性交叉表示，如下式所示：

其中，W bvv , ,将拼接的向量映射到 dmodel维度。

Transformer Block：如果将 Vk 直接作为第 k 个位置的非线性交叉表示，那么会丢

失用户在其他位置上的行为序列信息。因此，我们采用 Transformer 去学习不同

位置兴趣的交互。令 Q K V v v v= = = Concat( , , , )1 2 K 为 Transformer 的输入，

Tranformer 的多头自注意力结构可以由以下公式表示：

其中， dk dmodel h= / 是每个头的维度。因为 vk 中已经包含位置信息，故而我们不

需要 Transformer 中的位置编码。同样的，我们也沿用 Transformer 中的前馈网络
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（Position-wise	Feed-forward	Network）、残差连接（Residual	Connections）以

及层标准化（Layer	Normalization）。N个 Transformer	Block 会被使用去加深网

络。

最终，深度位置交叉模块会产出每个位置的深度非线性交叉表示，其中第 $k$ 个位置

被表示为 rk
pos 。

2.3 位置组合模块（Position-wise Combination Module）

位置组合模块的目的是去组合 J 个广告和 K 个位置来预估每个广告在每个位置上的

CTR，我们采用一层非线性全连接层来学习广告、位置、上下文和用户的非线性表

示，第 j个广告在第 k个位置上的CTR可以由如下公式得出：

其中包括了一层非线性连接层和一层输出层，是 E k( ) 位置 k的 embedding 表示，

σ ( )⋅ 是 sigmoid 函数。

整个模型可以使用真实位置通过批量梯度下降法进行训练学习，我们采用交叉熵作为

我们的损失函数。

3. 实验

在本节中，我们评估DPIN 的模型性能和服务性能，我们将详细描述实验设置和实验

结果。

3.1 实验设置

数据集：我们使用美团搜索关键词广告数据集训练和评估我们的CTR模型。训练数

据量达到数亿，测试数据量大约一千万。测试集被划分为两个部分，一部分是线上收

集的常规流量日志，另一部分是线上 Top-k 随机的探索流量日志。Top-k 随机的探

索流量日志是更适合用来评估位置偏差问题，因为它大大削弱了相关性推荐对位置偏

差的影响。
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评估指标：我们使用AUC（Area	Under	ROC）作为我们的评估指标之一。为了更好

的针对位置偏差问题进行评估，我们提出PAUC	（Position-wise	AUC）作为我们的

另一个评估指标，其由以下公式计算：

其中， #impressionk 是第 k 个位置的曝光数量， PAUC k@ 是第 k 个位置曝光数据的

AUC。PAUC指标衡量每个位置上相关性排序的质量，忽略了位置偏差对排序质量

的影响。

对比的方法。为了公平且充分地对比不同模型的效果，我们所有实验中所使用的模型

输入使用等量且深度结合美团业务的特征，不同模型中的相同模块都使用一致的参

数，并且对比的基线DIN[14] 模型经过高度优化，以下为我们具体进行对比的实验：

	● DIN：	该模型训练和预估时都没有使用位置信息。

	● DIN+PosInWide：	这个方法在网络的Wide 部分建模位置特征，在评估时采

用第一个位置作为位置特征的默认值去评估。

	● DIN+PAL：	这个方法采用PAL框架去建模位置信息。

	● DIN+ActualPosInWide：	这个方法在网络的Wide 部分建模位置特征，在

评估时采用真实位置特征去评估。

	● DIN+Combination：	这个方法在DIN 的基础上添加了位置组合模块，评估

时采用真实位置特征去评估。

	● DPIN-Transformer：	这个方法在我们提出的DPIN 模型上去除了 Trans-

former 结构，来验证 Transformer 的作用。

	● DPIN：	这是我们提出的DPIN 模型。

	● DPIN+ItemAction：	我们在DPIN 的基础模块MLP层前添加深度位置交叉

模块，并在位置兴趣聚合和位置非线性交叉中引入候选广告的信息，这个实验

是我们方法模型性能的理论上界，然而服务性能是不可接受的。
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3.2 离线评估

表 1　在常规流量和随机流量上的离线实验评估对比结果

表 1展示了我们所进行的对比方法在常规流量和随机流量上的离线实验评估结果，其

中的数值为各个模型相对于DIN 模型的效果差异，我们首先分析在常规流量上不同

方法的差异。与DIN相比，DIN+PosInWide 和 DIN+PAL 的模型在AUC指标上有

所下降，但在PAUC上有所提升，这表明了这两种方法都可以有效地缓解位置偏差，

但会导致离线和在线之间的不一致。

DIN+AcutalPosInWide 通过在评估过程中引入实际位置来解决不一致问题，这可以

通过位置组合模块来实现，但是在wide 部分建模位置会导致位置特征只是一个偏差，

不能提升PAUC指标，虽然能更准确地预估各位置上的CTR，但没有对数据中固有

的位置偏差进行更好的学习。

DIN+Combination 通过在 DIN 中引入位置组合模块，我们取得了 1.52%的 AUC

增益和 0.82%的 PAUC增益，达到线下线上一致性的同时也进一步地缓解了位置偏

差，这个结果说明了位置偏差与上下文、用户等信息不独立，在不同的用户及上下文

中会有不同的位置偏差。更进一步的，DPIN 建模位置、上下文、用户的深度非线性

交叉关系，也消除了用户行为序列中存在的位置偏差，对比DIN+Combination 取得

了 0.24%的 AUC增益以及 0.44%的 PAUC增益。
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DPIN-Transformer 的效果说明了丢失其他位置的用户兴趣会影响模型的性能，因

为这将损失大部分用户兴趣信息。对比DPIN和DPIN+ItemAction，我们发现DPIN

的模型性能接近于这个暴力方法，说明DPIN模型逼近了我们方法的理论上界。最终，

相较于我们的线上基线模型DIN+PosInWide，DPIN 取得了 2.98%的 AUC增益和

1.07%的 PAUC增益，这在我们的业务场景中是一次极大的AUC和 PAUC提升。

为了确保我们的方法能够学习位置偏差而不是单纯地过度拟合系统的选择性偏差，我

们进一步在随机流量上评估我们的方法。表 1的结果表明了在常规流量和随机流量上

不同方法之间的差异是一致的，这说明了就算系统的推荐结果有了巨大的差异，该模

型仍能有效地学习到在不同用户及上下文中的位置偏差，模型学到的位置偏差受系统

推荐列表的影响很小，这也说明我们的模型可以不受系统选择性偏差的影响从而泛化

到其他推荐方法的流量上。

3.3 服务性能

图 5　不同的方法下服务延迟随着不同候选广告数量的变化图

我们从数据集中检索出一些具有不同候选广告数量的请求，以评估不同候选广告数

量下的服务性能。如图 5所示，由于用户序列操作的延迟在服务延迟中占了很大比

例，因此与DIN模型相比，位置组合模块服务延迟可以忽略不计。DPIN 的服务延迟

随着广告数量的增加而缓慢增加，这是因为相比较于DIN，DPIN 将用户序列从基础

模块移动到深度位置交叉模块，而深度位置交叉模块的服务性能与广告数量无关。与
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DIPIN+ItemAction 方法相比，DPIN 在服务性能方面有了很大的改进，对模型性能

的损害很小，这表明我们提出的方法既高效又有效。

3.4 在线评估

我们在线上部署了A/B 测试，有稳定的结果表明，与基线相比，DPIN 在 CTR上提

高了 2.25％，在RPM（每千次展示收入）上提高了 2.15％。如今，DPIN 已在线部

署并服务于主要流量，为业务收入的显着增长做出了贡献。

4. 总结与展望

在本文中，我们提出了一种新颖的深度位置交叉网络模型（Deep	Position-wise	

Interaction	Network）以缓解位置偏差问题，该模型有效地组合了所有候选广告和位

置以估算每个广告在每个位置的点击率，实现了离线和在线之间的一致性。该模型设

计了位置、上下文和用户之间的深层非线性交叉，可以学习到不同用户、不同上下文

中的位置偏差。为了评估位置偏向问题，我们提出了一种新的评估指标PAUC，离线

实验表明，所提出的DPIN 的效果和效率均优于已有方法。目前，DPIN 已部署到美

团搜索关键词广告系统并服务于主要流量。

值得一提的是，我们的并行组合思想不仅可以用在广告和位置的组合上，也可以用在

广告和创意的组合等广告领域常见的组合排序问题。在未来，我们将在这些问题上继

续实践我们的方法，并进一步地设计更完善的网络结构来解决类似的组合排序问题。

我们也将在偏差领域上进行更多的探索，解决更多的问题，进一步维护广告系统的生

态平衡。
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智能搜索模型预估框架 Augur 的建设与实践

作者：朱敏　紫顺　乐钦　洪晨　乔宇　武进　孝峰　俊浩等

1. 背景

在过去十年，机器学习在学术界取得了众多的突破，在工业界也有很多应用落地。美

团很早就开始探索不同的机器学习模型在搜索场景下的应用，从最开始的线性模型、

树模型，再到近两年的深度神经网络、BERT、DQN等，并在实践中也取得了良好

的效果与产出。

本文将与大家探讨美团搜索与NLP部使用的统一在线预估框架Augur 的设计思路、

效果、优势与不足，希望对大家有所帮助或者启发。

搜索优化问题，是个典型的 AI 应用问题，而 AI 应用问题首先是个系统问题。经历

近 10年的技术积累和沉淀，美团搜索系统架构从传统检索引擎升级转变为AI 搜索引

擎。当前，美团搜索整体架构主要由搜索数据平台、在线检索框架及云搜平台、在线

AI 服务及实验平台三大体系构成。在AI 服务及实验平台中，模型训练平台Poker 和

在线预估框架Augur 是搜索 AI 化的核心组件，解决了模型从离线训练到在线服务的

一系列系统问题，极大地提升了整个搜索策略迭代效率、在线模型预估的性能以及排

序稳定性，并助力商户、外卖、内容等核心搜索场景业务指标的飞速提升。

算法
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首先，让我们看看在美团App 内的一次完整的搜索行为主要涉及哪些技术模块。如

下图所示，从点击输入框到最终的结果展示，从热门推荐，到动态补全、最终的商户

列表展示、推荐理由的展示等，每一个模块都要经过若干层的模型处理或者规则干

预，才会将最适合用户（指标）的结果展示在大家的眼前。

为了保证良好的用户体验，技术团队对模型预估能力的要求变得越来越高，同时模型

与特征的类型、数量及复杂度也在与日俱增。算法团队如何尽量少地开发和部署上
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线，如何快速进行模型特征的迭代？如何确保良好的预估性能？在线预估框架Augur

应运而生。经过一段时间的实践，Augur 也有效地满足了算法侧的需求，并成为美团

搜索与NLP部通用的解决方案。下面，我们将从解读概念开始，然后再分享一下在

实施过程中我们团队的一些经验和思考。

2. 抽象过程：什么是模型预估

其实，模型预估的逻辑相对简单、清晰。但是如果要整个平台做得好用且高效，这就

需要框架系统和工具建设（一般是管理平台）两个层面的配合，需要兼顾需求、效率

与性能。

那么，什么是模型预估呢？如果忽略掉各种算法的细节，我们可以认为模型是一个函

数，有一批输入和输出，我们提供将要预估文档的相关信息输入模型，并根据输出的

值（即模型预估的值）对原有的文档进行排序或者其他处理。

纯粹从一个工程人员视角来看：	模型可以简化为一个公式（	举例：f(x1,x2)=	ax1	+	

bx2	+c	），训练模型是找出最合适的参数 abc。所谓特征，是其中的自变量 x1 与

x2，而模型预估，就是将给定的自变量 x1 与 x2 代入公式，求得一个解而已。（当然

实际模型输出的结果可能会更加复杂，包括输出矩阵、向量等等，这里只是简单的举

例说明。）

所以在实际业务场景中，一个模型预估的过程可以分为两个简单的步骤：第一步，特

征抽取（找出 x1与 x2）；第二步，模型预估（执行公式	f，获得最终的结果）。
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模型预估很简单，从业务工程的视角来看，无论多复杂，它只是一个计算分数的过

程。对于整个运算的优化，无论是矩阵运算，还是底层的GPU卡的加速，业界和美

团内部都有比较好的实践。美团也提供了高性能的 TF-Serving 服务（参见《基于

TensorFlow	Serving 的深度学习在线预估》一文）以及自研的MLX模型打分服务，

都可以进行高性能的Batch 打分。基于此，我们针对不同的模型，采取不同的策略：

	● 深度学习模型：特征多，计算复杂，性能要求高；我们将计算过程放到公司统

一提供的TF-Serving/MLX预估服务上；

	● 线性模型、树模型：搜索场景下使用的特征相对较少，计算逻辑也相对简单，我

们将在构建的预估框架内部再构建起高性能的本机求解逻辑，从而减少RPC。

这一套逻辑很简单，构建起来也不复杂，所以在建设初期，我们快速在主搜的核心业

务逻辑中快速实现了这一架构，如下图所示。这样的一个架构使得我们可以在主搜的

核心排序逻辑中，能够使用各类线性模型的预估，同时也可以借助公司的技术能力，

进行深度模型的预估。关于特征抽取的部分，我们也简单实现了一套规则，方便算法

同学可以自行实现一些简单的逻辑。
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3. 预估框架思路的改变

3.1 老框架的局限

旧架构中模型预估与业务逻辑耦合的方式，在预估文档数和特征数量不大的时候可以

提供较好的支持。但是，从 2018 年开始，搜索业务瓶颈开始到来，点评事业部开始

对整个搜索系统进行升级改造，并打造基于知识图谱的分层排序架构（详情可以参见

点评搜索智能中心在 2019 年初推出的实践文章《大众点评搜索基于知识图谱的深度

学习排序实践》）。这意味着：更多需要模型预估的文档，更多的特征，更深层次的模

型，更多的模型处理层级，以及更多的业务。在这样的需求背景下，老框架开始出现

了一些局限性，主要包括以下三个层面：

https://mp.weixin.qq.com/s/wjgoH6-eJQDL1KUQD3aQUQ
https://mp.weixin.qq.com/s/wjgoH6-eJQDL1KUQD3aQUQ
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	● 性能瓶颈：核心层的模型预估的Size 扩展到数千级别文档的时候，单机已经

难以承载；近百万个特征值的传输开销已经难以承受。

	● 复用困难：模型预估能力已经成为一个通用的需求，单搜索就有几十个场景都

需要该能力；而老逻辑的业务耦合性让复用变得更加困难。

	● 平台缺失：快速的业务迭代下，需要有一个平台可以帮助业务快速地进行模型

和特征的管理，包括但不限于配置、上线、灰度、验证等等。

3.2 新框架的边界

跟所有新系统的诞生故事一样，老系统一定会出现问题。原有架构在少特征以及小模

型下虽有优势，但业务耦合，无法横向扩展，也难以复用。针对需求和老框架的种种

问题，我们开始构建了新的高性能分布式模型预估框架Augur，该框架指导思路是：

	● 业务解耦，设定框架边界：只做特征抽取和模型预估，对预估结果的处理等业

务逻辑交给上层处理。
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	● 无状态，且可以做到分布式模型预估，无压力支持数千级别文档数的深度模型

预估。

架构上的改变，让Augur 具备了复用的基础能力，同时也拥有了分布式预估的能力。

可惜，系统架构设计中没有“银弹”：虽然系统具有了良好的弹性，但为此我们也付

出了一些代价，我们会在文末进行解释。

4. 预估平台的构建过程

框架思路只能解决“能用”的问题，平台则是为了“通用”与“好用”。一个优秀的

预估平台需要保证高性能，具备较为通用且接口丰富的核心预估框架，以及产品级别

的业务管理系统。为了能够真正地提升预估能力和业务迭代的效率，平台需要回答以

下几个问题：

	● 如何解决特征和模型的高效迭代？

	● 如何解决批量预估的性能和资源问题？

	● 如何实现能力的快速复用并能够保障业务的安全？

下面，我们将逐一给出答案。
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4.1 构建预估内核：高效的特征和模型迭代

4.1.1 Operator 和 Transformer

在搜索场景下，特征抽取较为难做的原因主要包括以下几点：

	● 来源多：商户、商品、交易、用户等数十个维度的数据，还有交叉维度。由于

美团业务众多，难以通过统一的特征存储去构建，交易相关数据只能通过服务

来获取。

	● 业务逻辑多：大多数据在不同的业务层会有复用，但是它们对特征的处理逻辑

又有所不同。

	● 模型差异：同一个特征，在不同的模型下，会有不同的处理逻辑。比如，一个

连续型特征的分桶计算逻辑一样，但“桶”却因模型而各不相同；对于离散特

征的低频过滤也是如此。

	● 迭代快：特征的快速迭代，要求特征有快速在线上生效的能力，如果想要改动

一个判断还需要写代码上线部署，无疑会拖慢了迭代的速度。模型如此，特征

也是如此。

针对特征的处理逻辑，我们抽象出两个概念：

Operator：通用特征处理逻辑，根据功能的不同又可以分为两类：

	● IO	OP：用处理原始特征的获取，如从KV里获取数据，或者从对应的第三方

服务中获取数据。内置批量接口，可以实现批量召回，减少RPC。

	● Calc	OP：用于处理对获取到的原始特征做与模型无关的逻辑处理，如拆分、

判空、组合。业务可以结合需求实现特征处理逻辑。

通过 IO、计算分离，特征抽取执行阶段就可以进行 IO异步、自动聚合RPC、并行

计算的编排优化，从而达到提升性能的目的。

Transformer：用于处理与模型相关的特征逻辑，如分桶、低频过滤等等。一个特

征可以配置一个或者多个 Transformer。Transformer 也提供接口，业务方可以根

据自己的需求定制逻辑。
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离在线统一逻辑：Transformer 是特征处理的模型相关逻辑，因此我们将 Trans-

former 逻辑单独抽包，在我们样本生产的过程中使用，保证离线样本生产与线上特

征处理逻辑的一致性。

基于这两个概念，Augur 中特征的处理流程如下所示：	首先，我们会进行特征抽取	，

抽取完后，会对特征做一些通用的处理逻辑；而后，我们会根据模型的需求进行二次

变换，并将最终值输入到模型预估服务中。如下图所示：

4.1.2 特征计算 DSL

有了Operator 的概念，为了方便业务方进行高效的特征迭代，Augur 设计了一套弱

类型、易读的特征表达式语言，将特征看成一系列OP与其他特征的组合，并基于

Bison&JFlex 构建了高性能语法和词法解析引擎。我们在解释执行阶段还做了一系

列优化，包括并行计算、中间特征共享、异步 IO，以及自动RPC聚合等等。
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举个例子：

// IO Feature: binaryBusinessTime;  ReadKV 是一个 IO 类型的 OP
ReadKV('mtptpoionlinefeatureexp','_id',_id,'ba_search.platform_poi_
business_hour_new.binarybusinesstime','STRING')
// FeatureA : CtxDateInfo;   ParseJSON 是一个 Calc 类型的 OP
ParseJSON(_ctx['dateInfo']);
// FeatureB : isTodayWeekend 需要看 Json 这种的日期是否是周末 , 便可以复用  
CtxDateInfo  这个特征 ; IsWeekend 也是是一个 Calc 类型的 OP
IsWeekend(CtxDateInfo['date'])

在上面的例子中，ParseJSON与 IsWeekend 都是OP，	CtxDateInfo 与 isToday-

Weekend 都是由其他特征以及OP组合而成的特征。通过这种方式，业务方根据自

己的需求编写OP	,	可以快速复用已有的OP和特征，创造自己需要的新特征。而在

真实的场景中，IO	OP的数量相对固定。所以经过一段时间的累计，OP的数量会趋

于稳定，新特征只需基于已有的OP和特征组合即可实现，非常的高效。

4.1.3 配置化的模型表达

特征可以用利用OP、使用表达式的方式去表现，但特征还可能需要经过Transform-

er 的变换。为此，我们同样为模型构建一套可解释的 JSON表达模板，模型中每一个

特征可以通过一个JSON对象进行配置，以一个输入到TF模型里的特征结构为例：
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// 一个的特征的 JSON 配置
{
    "tf_input_config": {"otherconfig"},
    "tf_input_name": "modulestyle",
    "name": "moduleStyle",
    "transforms": [                      // Transfomers：模型相关的处理逻辑，
可以有多个，Augur 会按照顺序执行
      {
        "name": "BUCKETIZE",             // Transfomer 的名称：这里是分桶
        "params": {
          "bins": [0,1,2,3,4]           // Transfomer 的参数
        }
      }
    ],
    "default_value": -1
}

通过以上配置，一个模型可以通过特征名和 Transformer 的组合清晰地表达。因此，

模型与特征都只是一段纯文本配置，可以保存在外部，Augur 在需要的时候可以动态

的加载，进而实现模型和特征的上线配置化，无需编写代码进行上线，安全且高效。

其中，我们将输入模型的特征名（tf_input_name）和原始特征名（name）做了区分。

这样的话，就可以只在外部编写一次表达式，注册一个公用特征，却能通过在模型的

结构体中配置不同 Transfomer 创造出多个不同的模型预估特征。这种做法相对节约

资源，因为公用特征只需抽取计算一次即可。
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此外，这一套配置文件也是离线样本生产时使用的特征配置文件，结合统一的

OP&Transformer 代码逻辑，进一步保证了离线 / 在线处理的一致性，也简化了上

线的过程。因为只需要在离线状态下配置一次样本生成文件，即可在离线样本生产、

在线模型预估两个场景通用。

4.2 完善预估系统：性能、接口与周边设施

4.2.1 高效的模型预估过程

OP和 Transformer 构建了框架处理特征的基本能力。实际开发中，为了实现高性

能的预估能力，我们采用了分片纯异步的线程结构，层层Call	Back，最大程度将线

程资源留给实际计算。因此，预估服务对机器的要求并不高。

为了描述清楚整个过程，这里需要明确特征的两种类型：

	● ContextLevel	Feature：全局维度特征，一次模型预估请求中，此类特征是通

用的。比如时间、地理位置、距离、用户信息等等。这些信息只需计算一次。

	● DocLevel	Feature：文档维度特征，一次模型预估请求中每个文档的特征不

同，需要分别计算。

一个典型的模型预估请求，如下图所示：

Augur 启动时会加载所有特征的表达式和模型，一个模型预估请求ModelScore-
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Request 会带来对应的模型名、要打分的文档 id（docid）以及一些必要的全局信

息Context。	Augur 在请求命中模型之后，将模型所用特征构建成一颗树，并区分

ContextLevel 特征和 DocLevel 特征。由于 DocLevel 特征会依赖 ContextLevel

特征，故先将ContextLevel 特征计算完毕。对于Doc 维度，由于对每一个Doc 都

要加载和计算对应的特征，所以在Doc 加载阶段会对Doc 列表进行分片，并发完成

特征的加载，并且各分片在完成特征加载之后就进行打分阶段。也就是说，打分阶段

本身也是分片并发进行的，各分片在最后打分完成后汇总数据，返回给调用方。	期间

还会通过异步接口将特征日志上报，方便算法同学进一步迭代。

在这个过程中，为了使整个流程异步非阻塞，我们要求引用的服务提供异步接口。

若部分服务未提供异步接口，可以将其包装成伪异步。这一套异步流程使得单机

（16c16g）的服务容量提升超过 100%，提高了资源的利用率。

4.2.2 预估的性能及表达式的开销

框架的优势：得益于分布式，纯异步流程，以及在特征OP内部做的各类优化（公用

特征	、RPC聚合等），从老框架迁移到Augur 后，上千份文档的深度模型预估性能

提升了一倍。

至于大家关心的表达式解析对对于性能的影响其实可以忽略。因为这个模型预估的耗

时瓶颈主要在于原始特征的抽取性能（也就是特征存储的性能）以及预估服务的性能

（也就是 Serving 的性能）。而	Augur	提供了表达式解析的 Benchmark 测试用例，

可以进行解析性能的验证。

_I(_I('xxx'))
Benchmark              Mode  Cnt  Score   Error  Units
AbsBenchmarkTest.test  avgt   25  1.644 ± 0.009  ms/op

一个两层嵌套的表达式解析 10W次的性能是 1.6ms 左右。相比于整个预估的时间，

以及语言化表达式对于特征迭代效率的提升，这一耗时在当前业务场景下，基本可以

忽略不计。
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4.2.3 系统的其他组成部分

一个完善可靠的预估系统，除了“看得见”的高性能预估能力，还需要做好以下几个

常被忽略的点：

	● 几个常被忽略的点：	预估时产出的特征日志，需要通过框架上传到公司日志中

心或者以用户希望的方式进行存储，方便模型的迭代。当然，必要的时候可以

落入本地，方便问题的定位。

	● 方便问题的定位：系统监控不用多说，美团内部的Cat& 天网，可以构建出完

善的监控体系。另一方面，特征的监控也很重要，因为特征获取的稳定性决定

了模型预估的质量，所以我们构建了实时的特征分布监控系统，可以分钟级发

现特征分布的异常，最大限度上保证模型预估的可靠性。

	● 丰富的接口：除了预估接口，还需要有特征抽取接口、模型打分Debug	接口、

特征表达式测试接口、模型单独测试接口、特征模型刷新接口、特征依赖检等

等一系列接口，这样才可以保证整个系统的可用性，并为后面管理平台的建设

打下基础。

Augur在完成了以上多种能力的建设之后，就可以当做一个功能相对完善且易扩展的在
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线预估系统。由于我们在构建	Augur的时候，设立了明确的边界，故以上能力是独立

于业务的，可以方便地进行复用。当然，Augur的功能管理，更多的业务接入，都需要

管理平台的承载。于是，我们就构建了Poker平台，其中的在线预估管理模块是服务于

Augur，可以进行模型特征以及业务配置的高效管理。我们将在下一小节进行介绍。

4.3 建设预估平台：快速复用与高效管理

4.3.1 能力的快速复用

Augur 在设计之初，就将所有业务逻辑通过OP和 Transformer 承载，所以跟业务

无关。考虑到美团搜索与NLP部模型预估场景需求的多样性，我们还为Augur 赋予

多种业务调用的方式。

	● 种业务调用的方式。：即基于Augur 构建一个完整的Service，可以实现无状

态分布式的弹性预估能力。

	● 布式的弹性预估能：Java 服务化版本中内置了对Thrift	的支持，使不同语言的

业务都可以方便地拥有模型预估能力。

	● 地拥有：Augur 支持同一个服务同时提供Pigeon（美团内部的RPC框架）以

及 Thrift	服务，从而满足不同业务的不同需求。

	● 不同业务的不同需：Augur 同样支持以 SDK的方式将能力嵌入到已有的集群

当中。但如此一来，分布式能力就无法发挥了。所以，我们一般应用在性能要

求高、模型比较小、特征基本可以存在本地的场景下。

其中服务化是被应用最多的方式，为了方便业务方的使用，除了完善的文档外，我们

还构建了标准的服务模板，任何一个业务方基本上都可以在 30分钟内构建出自己的

Augur 服务。服务模板内置了 60多个常用逻辑和计算OP	,	并提供了最佳实践文档

与配置逻辑，使得业务方在没有指导的情况下可以自行解决 95%以上的问题。整个

流程如下图所示：
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当然，无论使用哪一种方式去构建预估服务，都可以在美团内部的Poker 平台上进

行服务、模型与特征的管理。

4.3.2 Augur 管理平台 Poker 的构建

实现一个框架价值的最大化，需要一个完整的体系去支撑。而一个合格的在线预估平

台，需要一个产品级别的管理平台辅助。于是我们构建了Poker（搜索实验平台），其

中的在线预估服务管理模块，也是Augur 的最佳拍档。Augur 是一个可用性较高的

在线预估框架，而Poker+Augur 则构成了一个好用的在线预估平台。下图是在线预

估服务管理平台的功能架构：

首先是预估核心特征的管理，上面说到我们构建了语言化的特征表达式，这其实是个

较为常见的思路。Poker 利用 Augur 提供的丰富接口，结合算法的使用习惯，构建
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了一套较为流畅的特征管理工具。可以在平台上完成新增、测试、上线、卸载、历史

回滚等一系列操作。同时，还可以查询特征被服务中的哪些模型直接或者间接引用，

在修改和操作时还有风险提示，兼顾了便捷性与安全性。

模型管理也是一样，我们在平台上实现了模型的配置化上线、卸载、上线前的验证、

灰度、独立的打分测试、Debug 信息的返回等等。同时支持在平台上直接修改模型

配置文件，平台可以实现模型多版本控制，一键回滚等。配置皆为实时生效，避免了

手动上线遇到问题后因处理时间过长而导致损失的情况。
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4.3.3 Poker + Augur 的应用与效果

随着Augur 和 Poker 的成熟，美团搜索与NLP部门内部已经有超过 30个业务方已

经全面接入了预估平台，整体的概况如下图所示：

预估框架使用迁移 Augur 后，性能和模型预估稳定性上均获得了较大幅度的提升。

更加重要的是，Poker 平台的在线预估服务管理和Augur 预估框架，还将算法同学

从繁复且危险的上线操作中解放出来，更加专注于算法迭代，从而取得更好的效果。

以点评搜索为例，在Poker+Augur 稳定上线之后，经过短短半年的时间，点评搜索

核心KPI 在高位基础上仍然实现了大幅提升，是过去一年半涨幅的六倍之多，提前半
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年完成全年的目标。

4.4 进阶预估操作：模型也是特征

4.4.1 Model as a Feature，同构 or 异构？

在算法的迭代中，有时会将一个模型的预估的结果当做另外一个模型输入特征，进而

取得更好的效果。如美团搜索与NLP中心的算法同学使用BERT来解决长尾请求商

户的展示顺序问题，此时需要BERT	as	a	Feature。一般的做法是离线进行BERT

批量计算，灌入特征存储供线上使用。但这种方式存在时效性较低（T+1）、覆盖度差

等缺点。最好的方式自然是可以在线实时去做BERT模型预估，并将预估输出值作

为特征，用于最终的模型打分。这就需要Augur 提供Model	as	a	Feature 的能力。

得益于 Augur 抽象的流程框架，我们很快超额完成了任务。Model	as	a	feature，

虽然要对一个Model 做预估操作，但从更上层的模型角度看，它就是一个特征。既

然是特征，模型预估也就是一个计算OP而已。	所以我们只需要在内部实现一个特

殊的OP，ModelFeatureOpreator 就可以干净地解决这些问题了。

我们在充分调研后，发现Model	as	a	Feature 有两个维度的需求：同构的特征和异

构的特征。同构指的是这个模型特征与模型的其他特征一样，是与要预估的文档统
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一维度的特征，那这个模型就可以配置在同一个服务下，也就是本机可以加载这个

Stacking 模型；而异构指的是Model	Feature 与当前预估的文档不是统一维度的，

比如商户下挂的商品，商户打分需要用到商品打分的结果，这两个模型非统一维度，

属于两个业务。正常逻辑下需要串行处理，但是Augur 可以做得更高效。为此我们

设计了两个OP来解决问题：

	● LocalModelFeature：	解决同构Model	Feature 的需求，用户只需像配置

普通特征表达式一样即可实现在线的Model	Stacking；当然，内部自然有优

化逻辑，比如外部模型和特征模型所需的特征做统一整合，尽可能的减少资源

消耗，提升性能。	该特征所配置的模型特征，将在本机执行，以减少RPC。

	● RemoteModelFeature：解决异构Model	Feature 的需求，用户还是只需

配置一个表达式，但是此表达式会去调用相应维度的Augur 服务，获取相应

的模型和特征数据供主维度的Augur 服务处理。虽然多了一层	RPC，但是相

对于纯线性的处理流程，分片异步后，还是有不少的性能提升。

美团搜索内部，已经通过 LocalModelFeature 的方式，实现了 BERT	as	a	Fea-

ture。在几乎没有新的使用学习成本的前提下，同时在线上取得了明显的指标提升。

4.4.2 Online Model Ensemble

Augur 支持有单独抽取特征的接口，结合Model	as	a	Feature，若需要同时为一个

文档进行两个或者多个模型的打分，再将分数做加权后使用，非常方便地实现离线

Ensemble 出来模型的实时在线预估。我们可以配置一个简单的 LR、Empty	类型模

型（仅用于特征抽取），或者其他任何	Augur	支持的模型，再通过 LocalModelFea-

ture 配置若干的Model	Feature，就可以通过特征抽取接口得到一个文档多个模型

的线性加权分数了。而这一切都被包含在一个统一的抽象逻辑中，使用户的体验是连

续统一的，几乎没有增加学习成本。

除了上面的操作外，Augur 还提供了打分的同时带回部分特征的接口，供后续的业务

规则处理使用。
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5. 更多思考

当然，肯定没有完美的框架和平台。Augur 和 Poker 还有很大的进步空间，也有一

些不可回避的问题。主要包括以下几个方面。

被迫“消失”的 Listwise 特征

前面说到，系统架构设计中没有“银弹”。在采用了无状态分布式的设计后，请求会

分片。所以 ListWise 类型的特征就必须在打分前算好，再通过接口传递给Augur 使

用。在权衡性能和效果之后，算法同学放弃了这一类型的特征。

当然，不是说Augur 不能实现，只是成本有些高，所以暂时Hold	。我们也有设计过

方案，在可量化的收益高于成本的时候，我们会在Augur 中开放协作的接口。

单机多层打分的缺失

Augur 一次可以进行多个模型的打分，模型相互依赖（下一层模型用到上一层模型的

结果）也可以通过Stacking 技术来解决。但如果模型相互依赖又逐层减少预估文档

（比如，第一轮预估 1000 个，第二轮预估	500），则只能通过多次RPC的方式去解

决问题，这是一个现实问题的权衡。分片打分的性能提升，能否Cover 多次 RPC的

开销？在实际开发中，为了保持框架的清晰简单，我们选择了放弃多层打分的特性。

离线能力缺失？

Poker 是搜索实验平台的名字。我们设计它的初衷，是解决搜索模型实验中，从离

线到在线所有繁复的手工操作，使搜索拥有一键训练、一键 Fork、一键上线的能力。

与公司其他的训练平台不同，我们通过完善的在线预估框架倒推离线训练的需求，进

而构建了与在线无缝结合的搜索实验平台，极大地提升了算法同学的工作效。

未来，我们也会向大家介绍产品级别的一站式搜索实验平台，敬请期待。

6. 未来展望

在统一了搜索的在线预估框架后，我们会进一步对Augur 的性能 &能力进行扩展。
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未来，我们将会在检索粗排以及性能要求更高的预估场景中去发挥它的能力与价值。

同时	，我们正在将在线预估框架进一步融合到我们的搜索实验平台Poker 中，与离

线训练和AB实验平台做了深度的打通，为业务构建高效完整的模型实验基础设施。

如果你想近距离感受一下Augur 的魅力，欢迎加入美团技术团队！

7. 作者简介
朱敏，紫顺，乐钦，洪晨，乔宇，武进，孝峰，俊浩等，均来自美团搜索与NLP部。
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Transformer 在美团搜索排序中的实践

作者：肖垚

引言

美团搜索是美团	App	连接用户与商家的一种重要方式，而排序策略则是搜索链路的

关键环节，对搜索展示效果起着至关重要的效果。目前，美团的搜索排序流程为多层

排序，分别是粗排、精排、异构排序等，多层排序的流程主要是为了平衡效果和性

能。其中搜索核心精排策略是	DNN	模型，我们始终贴近业务，并且结合先进技术，

从特征、模型结构、优化目标角度对排序效果进行了全面的优化。

近些年，基于	Transformer[1]	 的一些	NLP	模型大放光彩，比如	BERT[2]	 等等，

将	Transformer	结构应用于搜索推荐系统也成为业界的一个潮流。比如应用于对	

CTR	预估模型进行特征组合的	AutoInt[3]、行为序列建模的	BST[4]	以及重排序模型	

PRM[5]，这些工作都证明了	Transformer	引入搜索推荐领域能取得不错的效果，所

以美团搜索核心排序也在	Transformer	上进行了相关的探索。

本文旨在分享	Transformer	在美团搜索排序上的实践经验。内容会分为以下三个部

分：第一部分对	Transformer	进行简单介绍，第二部分会介绍	Transfomer	在美团

搜索排序上的应用以及实践经验，最后一部分是总结与展望。希望能对大家有所帮助

和启发。

Transformer 简介

Transformer	是谷歌在论文《Attention	is	all	you	need》[1]	中提出来解决	Sequence	

to	Sequence	问题的模型，其本质上是一个编解码（Encoder-Decoder	）结构，编

码器	Encoder	由	6	个编码	block	组成，Encoder	中的每个	block	包含	Multi-Head	

Attention	和	FFN（Feed-Forward	Network）；同样解码器	Decoder	也是	6	个解码	

block	组成，每个	block	包含	Multi-Head	Attention、Encoder-Decoder	Attention	
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和	FFN。具体结构如图	1	所示，其详细的介绍可参考文献 [1,6]。

图 1　Transformer 结构示意图

考虑到后续内容出现的	Transformer	Layer	就是	Transformer	的编码层，这里先对

它做简单的介绍。它主要由以下两部分组成：
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Multi-Head Attention

Multi-Head	Attention	实际上是	h	个	Self-Attention	的集成，	h	代表头的个数。其

中	Self-Attention	的计算公式如下：

其中，Q代表查询，K代表键，V代表数值。

在我们的应用实践中，原始输入是一系列	Embedding	向量构成的矩阵	E	，矩阵	E	

首先通过线性投影：

得到三个矩阵：

然后将投影后的矩阵输入到	Multi-Head	Attention。计算公式如下：

Point-wise Feed-Forward Networks

该模块是为了提高模型的非线性能力提出来的，它就是全连接神经网络结构，计算公

式如下：
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Transformer	Layer	就是通过这种自注意力机制层和普通非线性层来实现对输入信号

的编码，得到信号的表示。

美团搜索排序 Transformer 实践经验

Transformer	在美团搜索排序上的实践主要分以下三个部分：第一部分是特征工程，

第二部分是行为序列建模，第三部分是重排序。下面会逐一进行详细介绍。

特征工程

在搜索排序系统中，特征工程的输入特征维度高但稀疏性很强，而准确的交叉特征对

模型的效果又至关重要。所以寻找一种高效的特征提取方式就变得十分重要，我们借

鉴	AutoInt[3]	的方法，采用	Transformer	Layer	进行特征的高阶组合。

模型结构

我们的模型结构参考	AutoInt[3]	结构，但在实践中，根据美团搜索的数据特点，我们

对模型结构做了一些调整，如下图 2所示：

图 2　Transformer&Deep 结构示意图
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相比	AutoInt[3]，该结构有以下不同：

	● 保留将稠密特征和离散特征的	Embedding	送入到	MLP	网络，以隐式的方式

学习其非线性表达。

	● Transformer	Layer	部分，不是送入所有特征的	Embedding，而是基于人工经

验选择了部分特征的	Embedding，第一点是因为美团搜索场景特征的维度高，

全输入进去会提高模型的复杂度，导致训练和预测都很慢；第二点是，所有特征

的	Embedding	维度不完全相同，也不适合一起输入到	Transformer	Layer	。

Embedding Layer 部分：众所周知在	CTR	预估中，除了大规模稀疏	ID	特征，稠

密类型的统计特征也是非常有用的特征，所以这部分将所有的稠密特征和稀疏	ID	特

征都转换成	Embedding	表示。

Transformer 部分：针对用户行为序列、商户	、品类	、地理位置等	Embedding	

表示，使用	Transformer	Layer	来显示学习这些特征的交叉关系。

MLP 部分：考虑到	MLP	具有很强的隐式交叉能力，将所有特征的	Embedding	表

示	concat	一起输入到	MLP。

实践效果及经验

效果：离线效果提升，线上	QV_CTR	效果波动。

经验：

	● 三层	Transformer	编码层效果比较好。

	● 调节多头注意力的“头”数对效果影响不大	。

	● Transformer	编码层输出的	Embedding	大小对结果影响不大。

	● Transformer	和	MLP	融合的时候，最后结果融合和先	concat	再接一个全连

接层效果差不多。
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行为序列建模

理解用户是搜索排序中一个非常重要的问题。过去，我们对训练数据研究发现，在训

练数据量很大的情况下，item	的大部分信息都可以被	ID	的	Embedding	向量进行表

示，但是用户	ID	在训练数据中是十分稀疏的，用户	ID	很容易导致模型过拟合，所以

需要大量的泛化特征来较好的表达用户。这些泛化特征可以分为两类：一类是偏静态

的特征，例如用户的基本属性（年龄、性别、职业等等）特征、长期偏好（品类、价格

等等）特征；另一类是动态变化的特征，例如刻画用户兴趣的实时行为序列特征。而

用户实时行为特征能够明显加强不同样本之间的区分度，所以在模型中优化用户行为

序列建模是让模型更好理解用户的关键环节。

目前，主流方法是采用对用户行为序列中的	item	 进行	Sum-pooling	 或者	

Mean-pooling	后的结果来表达用户的兴趣，这种假设所有行为内的	item	对用户的

兴趣都是等价的，因而会引入一些噪声。尤其是在美团搜索这种交互场景，这种假设

往往是不能很好地进行建模来表达用户兴趣。

近年来，在搜索推荐算法领域，针对用户行为序列建模取得了重要的进展：DIN	引入

注意力机制，考虑行为序列中不同	item	对当前预测	item	有不同的影响 [7]；而	DIEN	

的提出，解决	DIN	无法捕捉用户兴趣动态变化的缺点 [8]。DSIN	针对	DIN	和	DIEN	

没有考虑用户历史行为中的	Session	信息，因为每个	Session	中的行为是相近的，

而在不同	Session	之间的差别很大，它在	Session	层面上对用户的行为序列进行建

模 [9]；BST	模型通过	Transformer	模型来捕捉用户历史行为序列中的各个	item	的关

联特征，与此同时，加入待预测的	item	来达到抽取行为序列中的商品与待推荐商品

之间的相关性 [4]。这些已经发表过的工作都具有很大的价值。接下来，我们主要从美

团搜索的实践业务角度出发，来介绍	Transformer	在用户行为序列建模上的实践。

模型结构

在	Transformer	行为序列建模中，我们迭代了三个版本的模型结构，下面会依次进

行介绍。
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模型主要构成：所有特征（user	维度、item	维度、query	维度、上下文维度、交叉维

度）经过底层	Embedding	Layer	得到对应的	Embedding	表示；建模用户行为序列得

到用户的	Embedding	表示；所有	Embedding	concat	一起送入到三层的	MLP	网络。

第一个版本：因为到原来的	Sum-pooling	建模方式没有考虑行为序列内部各行为的

关系，而	Transformer	又被证明能够很好地建模序列内部之间的关系，所以我们尝

试直接将行为序列输入到	Transformer	Layer，其模型结构如图 3	所示：

图 3　Transformer 行为序列建模

行为序列建模

输入部分：

	● 分为短期行为序列和长期行为序列。

	● 行为序列内部的每个行为原始表示是由商户	ID，以及一些商户泛化信息的	

Embedding	进行	concat	组成。

	● 每段行为序列的长度固定，不足部分使用零向量进行补齐。
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输 出 部 分：对	Transformer	Layer	 输出的向量做	Sum-pooling	（这里尝试过

Mean-pooling、concat，效果差不多）得到行为序列的最终	Embedding	表示。

该版本的离线指标相比线上	Base（行为序列	Sum-pooling）	模型持平，尽管该版本

没有取得离线提升，但是我们继续尝试优化。

第二个版本：第一个版本存在一个问题，对所有的	item	打分的时候，用户的	Embed-

ding	表示都是一样的，所以参考	BST[4]，在第一个版本的基础上引入	Target-item，

这样可以学习行为序列内部的	item	与	Target-item	的相关性，这样在对不同的	item	

打分时，用户的	Embedding	表示是不一样的，其模型结构如下图 4	所示：

图 4　Transformer 行为序列建模

该版本的离线指标相比线上	Base（行为序列	Sum-pooling）	模型提升，上线发现效

果波动，我们仍然没有灰心，继续迭代优化。

第三个版本：和第二个版本一样，同样针对第一个版本存在的对不同	item	打分，用户	

Embedding	表示一样的问题，尝试在第一个版本引入	Transformer	的基础上，叠加	

DIN[7]	模型里面的	Attention-pooling	机制来解决该问题，其模型结构如图 5	所示：
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图 5　Transformer 行为序列建模

该版本的离线指标相比第二个版本模型有提升，上线效果相比线上	Base（行为序列	

Sum-pooling）有稳定提升。

实践效果及经验

效果：第三个版本（Transformer	+	Attention-pooling）模型的线上	QV_CTR	和	

NDCG	提升最为显著。

经验：

	● Transformer	编码为什么有效？ Transformer	编码层内部的自注意力机制，

能够对序列内	item	的相互关系进行有效的建模来实现更好的表达，并且我们

离线实验不加	Transformer	编码层的	Attention-pooling，发现离线	NDCG	

下降，从实验上证明了	Transformer	编码有效。

	● Transformer	编码为什么优于	GRU	？忽略	GRU	的性能差于	Transformer；

我们做过实验将行为序列长度的上限往下调，Transformer	 的效果相比	

GRU	的效果提升在缩小，但是整体还是行为序列的长度越大越好，所以
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Transformer	相比	GRU	在长距离时，特征捕获能力更强。

	● 位置编码（Pos-Encoding）的影响我们试过加	Transformer	里面原生的正余

弦以及距当前预测时间的时间间隔的位置编码都无效果，分析应该是我们在处

理行为序列的时候，已经将序列切割成不同时间段，一定程度上包含了时序位

置信息。为了验证这个想法，我们做了仅使用一个长序列的实验（对照组不加

位置编码，实验组加位置编码，离线	NDCG	有提升），这验证了我们的猜测。

	● Transformer	编码层不需要太多，层数过多导致模型过于复杂，模型收敛慢效

果不好。

	● 调节多头注意力的“头”数对效果影响不大。

重排序

在引言中，我们提到美团搜索排序过去做了很多优化工作，但是大部分都是集中在	

PointWise	的排序策略上，未能充分利用商户展示列表的上下文信息来优化排序。一

种直接利用上下文信息优化排序的方法是对精排的结果进行重排，这可以抽象建模

成一个序列（排序序列）生成另一个序列（重排序列）的过程，自然联想到可以使用	

NLP	领域常用的	Sequence	to	Sequence	建模方法进行重排序建模。

目前业界已有一些重排序的工作，比如使用	RNN	重排序 [10-11]、Transformer	重排

序 [5]。考虑到	Transformer	相比	RNN	有以下两个优势：（1）两个	item	的相关性计

算不受距离的影响	（2）Transformer	可以并行计算，处理效率比	RNN	更高；所以我

们选择	Transformer	对重排序进行建模。

模型结构

模型结构参考了	PRM[5]，结合美团搜索实践的情况，重排序模型相比	PRM	做了一

些调整。具体结构如图	6	所示，其中	D1，D2，…，Dn	是重排商户集合，最后根据

模型的输出	Score(D1)，Score(D2)，…，Score(Dn) 按照从大到小进行排序。
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图 6　Transformer 重排序

主要由以下几个部分构成：

	● 特征向量生成：由原始特征（user、item、交叉等维度的稠密统计特征）经过

一层全连接的输出进行表示。

	● 输入层：其中	X	表示商户的特征向量，P	表示商户的位置编码，将特征向量	X	

与位置向量	P	进行	concat	作为最终输入。

	● Transformer 编码层：一层	Multi-Head	Attention	和	FFN	的。

	● 输出层：一层全连接网络得到打分输出	Score。

模型细节：

	● 特征向量生成部分和重排序模型是一个整体，联合端到端训练。

	● 训练和预测阶段固定选择	TopK	进行重排，遇到某些请求曝光	item	集不够	

TopK	的情况下，在末尾补零向量进行对齐。

实践效果及经验

效果：Transformer	重排序对线上	NDCG	和	QV_CTR	均稳定正向提升。

经验：

	● 重排序大小如何选择？考虑到线上性能问题，重排序的候选集不能过大，我们
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分析数据发现	95%	的用户浏览深度不超过	10，所以我们选择对	Top10	的商

户进行重排。

	● 位置编码向量的重要性：这个在重排序中很重要，需要位置编码向量来刻

画位置，更好的让模型学习出上下文信息，离线实验发现去掉位置向量	

NDCG@10	下降明显。

	● 性能优化：最初选择商户全部的精排特征作为输入，发现线上预测时间太慢；

后面进行特征重要性评估，筛选出部分重要特征作为输入，使得线上预测性能

满足上线要求。

	● 调节多头注意力的“头”数对效果影响不大。

总结和展望

2019	年底，美团搜索对	Transformer	在排序中的应用进行了一些探索，既取得了一

些技术沉淀也在线上指标上取得比较明显的收益，不过未来还有很多的技术可以探索。

	● 在特征工程上，引入	Transformer	层进行高阶特征组合虽然没有带来收益，

但是在这个过程中也再次验证了没有万能的模型对所有场景数据有效。目前搜

索团队也在探索在特征层面应用	BERT	对精排模型进行优化。

	● 在行为序列建模上，目前的工作集中在对已有的用户行为数据进行建模来理解

用户，未来要想更加深入全面的认识用户，更加丰富的用户数据必不可少。当

有了这些数据后如何进行利用，又是一个可以探索的技术点，比如图神经网络

建模等等。

	● 在重排序建模上，目前引入	Transformer	取得了一些效果，同时随着强化学

习的普及，在美团这种用户与系统强交互的场景下，用户的行为反馈蕴含着很

大的研究价值，未来利用用户的实时反馈信息进行调序是个值得探索的方向。

例如，根据用户上一刻的浏览反馈，对用户下一刻的展示结果进行调序。

除了上面提到的三点，考虑到美团搜索上承载着多个业务，比如美食、到综、酒店、

旅游等等，各个业务之间既有共性也有自己独有的特性，并且除了优化用户体验，也

需要满足业务需求。为了更好的对这一块建模优化，	我们也正在探索	Partition	Model	
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和多目标相关的工作，欢迎业界同行一起交流。
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BERT 在美团搜索核心排序的探索和实践

作者：李勇　佳昊　杨扬　金刚　周翔　朱敏等

为进一步优化美团搜索排序结果的深度语义相关性，提升用户体验，搜索与NLP部

算法团队从 2019 年底开始基于BERT优化美团搜索排序相关性，经过三个月的算法

迭代优化，离线和线上效果均取得一定进展。本文主要介绍探索过程以及实践经验。

引言

美团搜索是美团App 上最大的连接人和服务的入口，覆盖了团购、外卖、电影、酒

店、买菜等各种生活服务。随着用户量快速增长，越来越多的用户在不同场景下都

会通过搜索来获取自己想要的服务。理解用户Query，将用户最想要的结果排在靠

前的位置，是搜索引擎最核心的两大步骤。但是，用户输入的Query 多种多样，既

有商户名称和服务品类的Query，也有商户别名和地址等长尾的Query，准确刻画

Query 与 Doc 之间的深度语义相关性至关重要。基于 Term匹配的传统相关性特征

可以较好地判断Query 和候选Doc 的字面相关性，但在字面相差较大时，则难以刻

画出两者的相关性，比如Query 和 Doc 分别为“英语辅导”和“新东方”时两者的

语义是相关的，使用传统方法得到的Query-Doc 相关性却不一致。

2018 年底，以Google	BERT[1] 为代表的预训练语言模型刷新了多项NLP 任务的

最好水平，开创了NLP 研究的新范式：即先基于大量无监督语料进行语言模型预

训练（Pre-training），再使用少量标注语料进行微调（Fine-tuning）来完成下游的

NLP任务（文本分类、序列标注、句间关系判断和机器阅读理解等）。美团AI 平台搜

索与NLP部算法团队基于美团海量业务语料训练了MT-BERT模型，已经将MT-

BERT应用到搜索意图识别、细粒度情感分析、点评推荐理由、场景化分类等业务场

景中 [2]。

作为 BERT的核心组成结构，Transformer 具有强大的文本特征提取能力，早在多

项NLP任务中得到了验证，美团搜索也基于 Transformer 升级了核心排序模型，取
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得了不错的研究成果 [3]。为进一步优化美团搜索排序结果的深度语义相关性，提升用

户体验，搜索与NLP部算法团队从 2019 年底开始基于BERT优化美团搜索排序相

关性，经过三个月的算法迭代优化，离线和线上效果均取得一定进展，本文主要介绍

BERT在优化美团搜索核心排序上的探索过程以及实践经验。

BERT 简介

近年来，以 BERT 为代表的预训练语言模型在多项	NLP	任务上都获得了不错的

效果。下图 1简要回顾了预训练语言模型的发展历程。2013 年，Google 提出的	

Word2vec[4] 通过神经网络预训练方式来生成词向量（Word	Embedding），极大地

推动了深度自然语言处理的发展。针对Word2vec 生成的固定词向量无法解决多义

词的问题，2018 年，Allen	AI 团队提出基于双向 LSTM网络的ELMo[5]。ELMo 根

据上下文语义来生成动态词向量，很好地解决了多义词的问题。2017 年底，Google

提出了基于自注意力机制的Transformer[6] 模型。

相比 RNN 模型，Transformer 语义特征提取能力更强，具备长距离特征捕获能

力，且可以并行训练，在机器翻译等NLP任务上效果显著。Open	AI 团队的GPT[7]

使用 Transformer 替换 RNN进行深层单向语言模型预训练，并通过在下游任务上

Fine-tuning 验证了Pretrain-Finetune 范式的有效性。在此基础上，Google	BERT

引入了 MLM（Masked	Language	Model）及 NSP（Next	Sentence	Prediction，

NSP）两个预训练任务，并在更大规模语料上进行预训练，在 11项自然语言理解任

务上刷新了最好指标。BERT的成功启发了大量后续工作，总结如下：

	● 融合更多外部知识的百度ERNIE[8]，	清华 ERNIE[9] 和 K-BERT[10] 等；

	● 优化预训练目标的 ERNIE	2.0[11]，RoBERTa[12]，SpanBERT[13]，Struct-

BERT[14] 等；

	● 优化模型结构或者训练方式的ALBERT[15] 和 ELECTRA[16]。关于预训练模型

的各种后续工作，可以参考复旦大学邱锡鹏老师最近的综述 [17]，本文不再赘述。
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图 1　NLP 预训练发展历程

基于预训练好的 BERT 模型可以支持多种下游 NLP 任务。BERT 在下游任务中

的应用主要有两种方式：即 Feature-based 和 Finetune-based。其中 Fea-

ture-based 方法将BERT作为文本编码器获取文本表示向量，从而完成文本相似度

计算、向量召回等任务。而 Finetune-based 方法是在预训练模型的基础上，使用

具体任务的部分训练数据进行训练，从而针对性地修正预训练阶段获得的网络参数。

该方法更为主流，在大多数任务上效果也更好。

由于 BERT 在 NLP 任务上的显著优势，一些研究工作开始将 BERT 应用于文档

排序等信息检索任务中。清华大学Qiao 等人 [18] 详细对比了 Feature-based 和

Finetune-based 两种应用方式在段落排序（Passage	Ranking）中的效果。滑铁

卢大学 Jimmy	Lin 团队 [19] 针对文档排序任务提出了基于Pointwise 和 Pairwise 训

练目标的MonoBERT 和 DuoBERT 模型。此外，该团队 [20] 提出融合基于 BERT

的Query-Doc 相关性和Query-Sentence 相关性来优化文档排序任务的方案。为

了优化检索性能和效果，Bing 广告团队 [21] 提出一种双塔结构的 TwinBERT 分别

编码Query 和 Doc 文本。2019 年 10 月，Google 在其官方博客介绍了 BERT 在

Google 搜索排序和精选摘要（Featured	Snippet）场景的应用，BERT 强大的语

义理解能力改善了约 10%的Google 搜索结果 [22]，除了英文网页，Google 也正在

基于 BERT优化其他语言的搜索结果。值得一提的是美团AI 平台搜索与NLP部在
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WSDM	Cup	2020 检索排序评测任务中提出了基于Pairwise 模式的 BERT排序模

型和基于 LightGBM的排序模型，取得了榜单第一名的成绩 [23]。

搜索相关性

美团搜索场景下相关性任务定义如下：给定用户Query 和候选Doc（通常为商户或商

品），判断两者之间相关性。搜索Query 和 Doc 的相关性直接反映结果页排序的优

劣，将相关性高的Doc 排在前面，能提高用户搜索决策效率和搜索体验。为了提升

结果的相关性，我们在召回、排序等多个方面做了优化，本文主要讨论在排序方面的

优化。通过先对Query 和 Doc 的相关性进行建模，把更加准确的相关性信息输送给

排序模型，从而提升排序模型的排序能力。Query 和 Doc 的相关性计算是搜索业务

核心技术之一，根据计算方法相关性主要分为字面相关性和语义相关性。

字面相关性

早期的相关性匹配主要是根据 Term的字面匹配度来计算相关性，如字面命中、覆盖

程度、TFIDF、BM25 等。字面匹配的相关性特征在美团搜索排序模型中起着重要作

用，但字面匹配有它的局限，主要表现在：

	● 词义局限：字面匹配无法处理同义词和多义词问题，如在美团业务场景下“宾

馆”和“旅店”虽然字面上不匹配，但都是搜索“住宿服务”的同义词；而

“COCO”是多义词，在不同业务场景下表示的语义不同，可能是奶茶店，也

可能是理发店。

	● 结构局限：“蛋糕奶油”和“奶油蛋糕”虽词汇完全重合，但表达的语义完全不

同。	当用户搜“蛋糕奶油”时，其意图往往是找“奶油”，而搜“奶油蛋糕”

的需求基本上都是“蛋糕”。

语义相关性

为了解决上述问题，业界工作包括传统语义匹配模型和深度语义匹配模型。传统语义

匹配模型包括：
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	● 隐式模型：将Query、Doc 都映射到同一个隐式向量空间，通过向量相似度来

计算Query-Doc 相关性，例如使用主题模型 LDA[24] 将 Query 和 Doc 映射

到同一向量空间；

	● 翻译模型：通过统计机器翻译方法将Doc 进行改写后与Query 进行匹配 [25]。

这些方法弥补了字面匹配方法的不足，不过从实际效果上来看，还是无法很好地解决

语义匹配问题。随着深度自然语言处理技术的兴起，基于深度学习的语义匹配方法成

为研究热点，主要包括基于表示的匹配方法（Representation-based）和基于交互

的匹配方法（Interaction-based）。

基于表示的匹配方法：使用深度学习模型分别表征Query 和 Doc，通过计算向量相

似度来作为语义匹配分数。微软的DSSM[26] 及其扩展模型属于基于表示的语义匹配

方法，美团搜索借鉴DSSM的双塔结构思想，左边塔输入Query 信息，右边塔输入

POI、品类信息，生成Query 和 Doc 的高阶文本相关性、高阶品类相关性特征，应

用于排序模型中取得了很好的效果。此外，比较有代表性的表示匹配模型还有百度提

出	SimNet[27]，中科院提出的多视角循环神经网络匹配模型（MV-LSTM）[28] 等。

基于交互的匹配方法：这种方法不直接学习Query 和 Doc 的语义表示向量，而是在

神经网络底层就让Query 和 Doc 提前交互，从而获得更好的文本向量表示，最后通

过一个MLP网络获得语义匹配分数。代表性模型有华为提出的基于卷积神经网络的

匹配模型ARC-II[29]，中科院提出的基于矩阵匹配的的层次化匹配模型MatchPyra-

mid[30]。

基于表示的匹配方法优势在于Doc 的语义向量可以离线预先计算，在线预测时只需

要重新计算Query 的语义向量，缺点是模型学习时Query 和 Doc 两者没有任何交

互，不能充分利用Query 和 Doc 的细粒度匹配信号。基于交互的匹配方法优势在于

Query 和 Doc 在模型训练时能够进行充分的交互匹配，语义匹配效果好，缺点是部

署上线成本较高。
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BERT 语义相关性

BERT预训练使用了大量语料，通用语义表征能力更好，BERT的 Transformer 结

构特征提取能力更强。中文 BERT 基于字粒度预训练，可以减少未登录词（OOV）

的影响，美团业务场景下存在大量长尾Query（如大量数字和英文复合Query）字粒

度模型效果优于词粒度模型。此外，BERT中使用位置向量建模文本位置信息，可以

解决语义匹配的结构局限。综上所述，我们认为BERT应用在语义匹配任务上会有

更好的效果，基于BERT的语义匹配有两种应用方式：

	● Feature-based：属于基于表示的语义匹配方法。类似于 DSSM 双塔结

构，通过 BERT 将 Query 和 Doc 编码为向量，Doc 向量离线计算完成进入

索引，Query 向量线上实时计算，通过近似最近邻（ANN）等方法实现相关

Doc 召回。

	● Finetune-based：属于基于交互的语义匹配方法，将Query 和 Doc 对输

入BERT进行句间关系 Fine-tuning，最后通过MLP网络得到相关性分数。

Feature-based 方式是经过BERT得到Query 和 Doc 的表示向量，然后计算余弦

相似度，所有业务场景下Query-Doc 相似度都是固定的，不利于适配不同业务场

景。此外，在实际场景下为海量Doc 向量建立索引存储成本过高。因此，我们选择

了 Finetune-based 方案，利用搜索场景中用户点击数据构造训练数据，然后通过

Fine-tuning 方式优化Query-Doc 语义匹配任务。图 2展示了基于 BERT 优化美

团搜索核心排序相关性的技术架构图，主要包括三部分：

	● 数据样本增强：由于相关性模型的训练基于搜索用户行为标注的弱监督数据，

我们结合业务经验对数据做了去噪和数据映射。为了更好地评价相关性模型

的离线效果，我们构建了一套人工标注的 Benchmark 数据集，指导模型迭

代方向。

	● BERT 领域适配：美团业务场景中，Query 和 Doc 以商户、商品、团购等短

文本为主，除标题文本以外，还存在商户 / 商品描述、品类、地址、图谱标签

等结构化信息。我们首先改进了MT-BERT 预训练方法，将品类、标签等文
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本信息也加入MT-BERT预训练过程中。在相关性 Fine-tuning 阶段，我们

对训练目标进行了优化，使得相关性任务和排序任务目标更加匹配，并进一

步将两个任务结合进行联合训练。此外，由于BERT模型前向推理比较耗时，

难以满足上线要求，我们通过知识蒸馏将 12层 BERT模型压缩为符合上线要

求的 2层小模型，且无显著的效果损失。

	● 排序模型优化：核心排序模型（本文记为 L2 模型）包括 LambdaDNN[31]、

TransformerDNN[3]、MultiTaskDNN等深度学习模型。给定，我们将基于

BERT预测的Query-Doc 相关性分数作为特征用于 L2模型的训练中。

图 2　美团搜索核心排序相关性优化技术架构图

算法探索

数据增强

BERT	Fine-tuning 任务需要一定量标注数据进行迁移学习训练，美团搜索场景下

Query 和 Doc 覆盖多个业务领域，如果采用人工标注的方法为每个业务领域标注一

批训练样本，时间和人力成本过高。我们的解决办法是使用美团搜索积累的大量用

户行为数据（如浏览、点击、下单等），	这些行为数据可以作为弱监督训练数据。在
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DSSM模型进行样本构造时，每个Query 下抽取 1个正样本和 4个负样本，这是比

较常用的方法，但是其假设Query 下的 Doc 被点击就算是相关的，这个假设在实际

的业务场景下会给模型引入一些噪声。

此处以商家（POI）搜索为例，理想情况下如果一个POI 出现在搜索结果里，但是没

有任何用户点击，可认为该POI 和 Query 不相关；如果该POI 有点击或下单行为，

可认为该POI 和 Query 相关。下单行为数据是用户“用脚投票”得来的，具有更高

的置信度，因此我们使用下单数据作为正样本，使用未点击过的数据构造负样本，然

后结合业务场景对样本进一步优化。数据优化主要包括对样本去噪和引入品牌数据两

个方面。此外，为了评测算法离线效果，我们从构造样本中随机采样 9K条样本进行

了人工标注作为Benchmark 数据集。

样本去噪

无意义单字Query 过滤。由于单字Query 表达的语义通常不完整，用户点击行为也

比较随机，如 <优，花漾星球专柜（中央大道倍客优）>，这部分数据如果用于训练会

影响最终效果。我们去除了包含无意义单字Query 的全部样本。

正样本从用户下单的 POI 中进行随机采样，且过滤掉Query 只出现在 POI 的分店

名中的样本，如 <大润发，小龙坎老火锅（大润发店）>，虽然Query 和 POI 字面匹

配，但其实是不相关的结果。

负样本尝试了两种构造方法：全局随机负采样和Skip-Above 采样。

	● 全局随机负采样：用户没有点击的POI 进行随机采样得到负例。我们观察发现

随机采样同样存在大量噪声数据，补充了两项过滤规则来过滤数据。①	大量

的POI 未被用户点击是因为不是离用户最近的分店，但POI 和 Query 是相关

的，这种类型的样例需要过滤掉，如 <蛙小侠	，蛙小侠（新北万达店）>。②	

用户Query 里包含品牌词，并且POI 完全等同于品牌词的，需要从负样本中

过滤，如 <德克士吃饭	，德克士 >。

	● Skip-Above 采样：受限于App 搜索场景的展示屏效，无法保证召回的POI
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一次性得到曝光。若直接将未被点击的POI 作为负例，可能会将未曝光但相

关的 POI 错误地采样为负例。为了保证训练数据的准确性，我们采用 Skip-

Above 方法，剔除这些噪音负例，即从用户点击过的POI 之上没有被点击过

的POI 中采样负例（假设用户是从上往下浏览的POI）。

品牌样本优化

美团商家中有很多品牌商家，通常品牌商家拥有数百上千的POI，如“海底捞”、“肯

德基”、“香格里拉酒店”等，品牌POI 名称多是“品牌 +地标”文本形式，如“北

京香格里拉饭店”。对Query 和 POI 的相关性进行建模时，如果仅取Query 和 POI

名进行相关性训练，POI 名中的“地标”会给模型带来很大干扰。例如，用户搜“香

格里拉酒店”时会召回品牌“香格里拉酒店”的分店，如“香格里拉酒店”和“北京

香格里拉饭店”等，相关性模型受地标词影响，会给不同分店会打出不同的相关性分

数，进而影响到后续排序模型的训练。因此，我们对于样本中的品牌搜索样本做了针

对性优化。搜索品牌词有时会召回多个品牌的结果，假设用户搜索的品牌排序靠后，

而其他品牌排序靠前会严重影响到用户体验，因此对Query 和 POI 相关性建模时召

回结果中其他品牌的POI 可认为是不相关样本。针对上述问题，我们利用POI 的品

牌信息对样本进行了重点优化。

	● POI 名映射到品牌：在品牌搜Query 不包含地标词的时候，将POI 名映射到

品牌（非品牌POI 不进行映射），从而消除品牌POI 分店名中地标词引入的噪

声。如Query 是“香格里拉酒店”，召回的“香格里拉大酒店”和“北京香格

里拉饭店”统一映射为品牌名“香格里拉酒店”。Query 是“品牌 +地标”形

式（如“香格里拉饭店	北京”）时，用户意图明确就是找某个地点的POI，不

需要进行映射，示例如下图 3所示。

	● 负样本过滤：如果搜索词是品牌词，在选取负样本的时候只在其他品牌的样本

中选取。如 POI 为“香格里拉实力希尔顿花园酒店”、“桔子香格里拉古城酒

店”时，同Query	“香格里拉酒店”虽然字面很相似，但其明显不是用户想要

的品牌。



468　>　美团 2020 技术年货

经过样本去噪和品牌样本优化后，BERT相关性模型在Benchmark 上的 Accuracy

提升 23BP，相应地 L2排序排序模型离线AUC提升 17.2BP。

图 3　POI 品牌信息优化样本示意图

模型优化

知识融合

我们团队基于美团业务数据构建了餐饮娱乐领域知识图谱—“美团大脑”[32]，对于候

选Doc（POI/SPU)，通过图谱可以获取到该Doc 的大量结构化信息，如地址、品

类、团单，场景标签等。美团搜索场景中的Query 和 Doc 都以短文本为主，我们尝

试在预训练和 Fine-tuning 阶段融入图谱品类和实体信息，弥补Query 和 Doc 文本

信息的不足，强化语义匹配效果。

引入品类信息的预训练

由于美团搜索多模态的特点，在某些情况下，仅根据Query 和 Doc 标题文本信息很

难准确判断两者之间的语义相关性。如 <考研班，虹蝶教育 >，Query 和 Doc 标题

文本相关性不高，但是“虹蝶教育”三级品类信息分别是“教育 -升学辅导 -考研”，
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引入相关图谱信息有助于提高模型效果，我们首先基于品类信息做了尝试。

在相关性判别任务中，BERT模型的输入是对。对于每一个输入的 Token，它的表

征由其对应的词向量（Token	Embedding）、片段向量（Segment	Embedding）和

位置向量（Position	Embedding）相加产生。为了引入Doc 品类信息，我们将Doc

三级品类信息拼接到Doc 标题之后，然后跟Query 进行相关性判断，如图 4所示。

图 4　BERT 输入部分加入 Doc（POI）品类信息

对于模型输入部分，我们将Query、Doc 标题、三级类目信息拼接，并用 [SEP] 分

割，区分 3种不同来源信息。对于段向量，原始的BERT只有两种片段编码EA和

EB，在引入类目信息的文本信息后，引入额外的片段编码EC。引入额外片段编码

的作用是防止额外信息对Query 和 Doc 标题产生交叉干扰。由于我们改变了BERT

的输入和输出结构，无法直接基于MT-BERT进行相关性 Fine-tuning 任务。我们

对MT-BERT的预训练方式做了相应改进，BERT预训练的目标之一是NSP（Next	

Sentence	Prediction），在搜索场景中没有上下句的概念，在给定用户的搜索关键词

和商户文本信息后，判断用户是否点击来取代NSP任务。

添加品类信息后，BERT相关性模型在Benchmark 上的 Accuracy 提升 56BP，相

应地 L2排序模型离线AUC提升 6.5BP。

引入实体成分识别的多任务 Fine-tuning

在美团搜索场景中，Query 和 Doc 通常由不同实体成分组成，如美食、酒店、商

圈、品牌、地标和团购等。除了文本语义信息，这些实体成分信息对于Query-Doc

相关性判断至关重要。如果Query 和 Doc 语义相关，那两者除了文本语义相似
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外，对应的实体成分也应该相似。例如，Query 为“Helens 海伦司小酒馆”，Doc

为“Helens 小酒馆（东鼎购物中心店）”，虽然文本语义不完全匹配，但二者的主要

的实体成分相似（主体成分为品牌 +POI 形式），正确的识别出Query/Doc 中的实

体成分有助于相关性的判断。微软的MT-DNN[33] 已经证明基于预训练模型的多任

务 Fine-tuning 可以提升各项子任务效果。由于BERT	Fine-tuning 任务也支持命

名实体识别（NER）任务，因而我们在Query-Doc 相关性判断任务的基础上引入

Query 和 Doc 中实体成分识别的辅助任务，通过对两个任务的联合训练来优化最终

相关性判别结果，模型结构如下图 5所示：

图 5　实体成分一致性学习模型结构
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多任务学习模型的损失函数由两部分组成，分别是相关性判断损失函数和命名实体识

别损失函数。其中相关性损失函数由 [CLS] 位的 Embedding 计算得到，而实体成分

识别损失函数由每个 Token 的 Embedding 计算得到。2种损失函数相加即为最终

优化的损失函数。在训练命名实体识别任务时，每个 Token 的 Embedding 获得了

和自身实体相关的信息，从而提升了相关性任务的效果。

引入实体成分识别的多任务 Fine-tuning 方式后，BERT相关性模型在Benchmark

上的 Accuracy 提升 219BP，相应地 L2排序模型AUC提升 17.8BP。

Pairwise Fine-tuning

Query-Doc 相关性最终作为特征加入排序模型训练中，因此我们也对 Fine-tuning

任务的训练目标做了针对性改进。基于BERT的句间关系判断属于二分类任务，本

质上是 Pointwise 训练方式。Pointwise	Fine-tuning 方法可以学习到很好的全局

相关性，但忽略了不同样本之前的偏序关系。如对于同一个Query 的两个相关结果

DocA和 DocB，Pointwise 模型只能判断出两者都与Query 相关，无法区分DocA

和 DocB相关性程度。为了使得相关性特征对于排序结果更有区分度，我们借鉴排序

学习中Pairwise 训练方式来优化BERT	Fine-tuning 任务。

Pairwise	Fine-tuning 任务输入的单条样本为三元组，对于同一Query 的多个候

选Doc，选择任意一个正例和一个负例组合成三元组作为输入样本。在下游任务中

只需要使用少量的Query 和 Doc 相关性的标注数据（有监督训练样本），对 BERT

模型进行相关性 Fine-tuning，产出 Query 和 Doc 的相关性特征。Pairwise	

Fine-tuning 的模型结构如下图 6所示：
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图 6　Pairwise Fine-tuning 模型结构

对于同一Query 的候选Doc，选择两个不同标注的Doc，其中相关文档记为Doc+,

不相关文档记Doc-。输入层通过 Lookup	Table	将 Query,	Doc+ 以及 Doc- 的单

词转换为	Token	向量，同时会拼接位置向量和片段向量，形成最终输入向量。接着

通过BERT模型可以分别得到（Query,	Doc+）以及（Query,	Doc-）的语义相关性

表征，即BERT的 CLS位输出。	经过 Softmax 归一化后，可以分别得到（Query,	

Doc+）和（Query,	Doc-）的语义相似度打分。

对于同一Query 的候选Doc，选择两个不同标注的Doc，其中相关文档记为Doc+,

不相关文档记Doc-。输入层通过 Lookup	Table	将 Query,	Doc+ 以及 Doc- 的单

词转换为	Token	向量，同时会拼接位置向量和片段向量，形成最终输入向量。接着

通过BERT模型可以分别得到（Query,	Doc+）以及（Query,	Doc-）的语义相关性

表征，即BERT的 CLS位输出。	经过 Softmax 归一化后，可以分别得到（Query,	

Doc+）和（Query,	Doc-）的语义相似度打分。

Pairwise	Fine-tuning 除了输入样本上的变化，为了考虑搜索场景下不同样本之间

的偏序关系，我们参考RankNet[34] 的方式对训练损失函数做了优化。	令PijPij 为

同一个 Query 下 DociDoci 相比DocjDocj 更相关的概率，其中 sisi 和 sjsj

分别为DociDoci 和DocjDocj 的模型打分，则：
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使用交叉熵损失函数，令 SijSij 表示样本对的真实标记，当DociDoci 比

DocjDocj 更相关时（即DociDoci 为正例而 $Docj 为负例），为负例），

S{ij}$ 为 1，否则为 -1，损失函数可以表示为：

其中NN表示所有在同Query 下的Doc 对。

使 用 Pairwise	Fine-tuning 方 式 后，BERT 相 关 性 模 型 在 Benchmark 上 的

Accuracy 提升 925BP，相应地 L2排序模型的AUC提升 19.5BP。

联合训练

前文所述各种优化属于两阶段训练方式，即先训练BERT相关性模型，然后训练 L2

排序模型。为了将两者深入融合，在排序模型训练中引入更多相关性信息，我们尝试

将BERT相关性 Fine-tuning 任务和排序任务进行端到端的联合训练。

由于美团搜索涉及多业务场景且不同场景差异较大，对于多场景的搜索排序，每个

子场景进行单独优化效果好，但是多个子模型维护成本更高。此外，某些小场景由

于训练数据稀疏无法学习到全局的Query 和 Doc 表征。我们设计了基于 Parti-

tion-model 的 BERT相关性任务和排序任务的联合训练模型，Partition-model 的

思想是利用所有数据进行全场景联合训练，同时一定程度上保留每个场景特性，从而

解决多业务场景的排序问题，模型结构如下图 7所示：
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图 7　联合训练模型结构

输入层：模型输入是由文本特征向量、用户行为序列特征向量和其他特征向量 3部分

组成。

	● 文本特征向量使用BERT进行抽取，文本特征主要包括Query 和 POI 相关的

一些文本（POI 名称、品类名称、品牌名称等）。将文本特征送入预训练好的

MT-BERT模型，取CLS向量作为文本特征的语义表示。

	● 用户行为序列特征向量使用Transformer 进行抽取 [3]。

	● 其他特征主要包括：①	统计类特征，包含Query、Doc 等维度的特征以及它

们之间的交叉特征，使用这些特征主要是为了丰富Query 和 Doc 的表示，更

好地辅助相关性任务训练。②	文本特征，这部分的特征同 1中的文本特征，

但是使用方式不同，直接将文本分词后做Embedding，端到端的学习文本语

义表征。③	传统的文本相关性特征，包括Query 和 Doc 的字面命中、覆盖程

度、BM25 等特征，虽然语义相关性具有较好的作用，但字面相关性仍然是一

个不可或缺的模块，它起到信息补充的作用。

共享层：底层网络参数是所有场景网络共享。
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场景层：根据业务场景进行划分，每个业务场景单独设计网络结构，打分时只经过所

在场景的那一路。

损失函数：搜索业务更关心排在页面头部结果的好坏，将更相关的结果排到头部，用

户会获得更好的体验，因此选用优化NDCG的 Lambda	Loss[34]。

联合训练模型目前还在实验当中，离线实验已经取得了不错的效果，在验证集上

AUC提升了 234BP。目前，场景切分依赖Query 意图模块进行硬切分，后续自动

场景切分也值得进行探索。

应用实践

由于BERT的深层网络结构和庞大参数量，如果要部署上线，实时性上面临很大挑

战。在美团搜索场景下，我们对基于MT-BERT	Fine-tuning 好的相关性模型（12

层）进行了 50QPS压测实验，在线服务的 TP99 增加超过 100ms，不符合工程上

线要求。我们从两方面进行了优化，通过知识蒸馏压缩BERT模型，优化排序服务

架构支持蒸馏模型上线。

模型轻量化

为了解决BERT模型参数量过大、前向计算耗时的问题，常用轻量化方法有三种：

	● 知识蒸馏：模型蒸馏是在一定精度要求下，将大模型学到的知识迁移到另一

个轻量级小模型上，目的是降低预测计算量的同时保证预测效果。Hinton 在

2015 年的论文中阐述了核心思想 [35]，大模型一般称作 Teacher	Model，

蒸馏后的小模型一般称作 Student	Model。具体做法是先在训练数据上学

习 Teacher	Model，然后 Teacher	Model 对无标注数据进行预测得到伪标

注数据，最后使用伪标注数据训练 Student	Model。HuggingFace 提出的

DistilBERT[36] 和华为提出的 TinyBERT[37]	等 BERT的蒸馏模型都取得了

不错的效果，在保证效果的情况下极大地提升了模型的性能。

	● 模型裁剪：通过模型剪枝减少参数的规模。
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	● 低精度量化：在模型训练和推理中使用低精度（FP16 甚至 INT8、二值网络）

表示取代原有精度（FP32）表示。

在 Query 意图分类任务 [2] 中，我们基于 MT-BERT 裁剪为 4 层小模型达到了

上线要求。意图分类场景下Query 长度偏短，语义信息有限，直接裁剪掉几层

Transformer 结构对模型的语义表征能力不会有太大的影响。在美团搜索的场景下，

Query 和 Doc 拼接后整个文本序列变长，包含更复杂的语义关系，直接裁剪模型会

带来更多的性能损失。因此，我们在上线Query-Doc 相关性模型之前，采用知识蒸

馏方式，在尽可能在保持模型性能的前提下对模型层数和参数做压缩。两种方案的实

验效果对比见下表 1：

表 1　裁剪和知识蒸馏方式效果对比

在美团搜索核心排序的业务场景下，我们采用知识蒸馏使得BERT模型在对响应时

间要求苛刻的搜索场景下符合了上线的要求，并且效果无显著的性能损失。知识蒸

馏（Knowledge	Distillation）核心思想是通过迁移知识，从而通过训练好的大模型

得到更加适合推理的小模型。首先我们基于MT-BERT（12	Layers），在大规模的

美团点评业务语料上进行知识蒸馏得到通用的MT-BERT蒸馏模型（6	Layers），蒸

馏后的模型可以作为具体下游任务 Fine-tuning 时的初始化模型。在美团搜索的场

景下，我们进一步基于通用的MT-BERT 蒸馏模型（6	Layers）进行相关性任务
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Fine-tuning，得到MT-BERT蒸馏（2	Layers）进行上线。

排序服务架构优化

图 8　核心排序框架图

美团搜索线上排序服务框架如上图 8所示，主要包括以下模块：

	● 模型在线预估框架（Augur）：支持语言化定义特征，配置化加载和卸载模型与

特征，支持主流线性模型与 TF模型的在线预估；基于Augur 可以方便地构建

功能完善的无状态、分布式的模型预估服务。为了能方便将BERT特征用于

排序模型，Augur 团队开发了Model	Stacking 功能，完美支持了BERT	as	

Feature；这种方式将模型的分数当做一个特征，只需要在Augur 服务模型配

置平台上进行特征配置即可，很好地提升了模型特征的迭代效率。

	● 搜索模型实验平台（Poker）：支持超大规模数据和模型的离线特征抽取、模型

训练，支持BERT模型自助训练 /Fine-tuning 和预测；同时打通了Augur 服

务，训练好的模型可以实现一键上线，大大提升了模型的实验效率。

TF-Serving 在线模型服务：L2 排序模型、BERT 模型上线使用 TF-Serving 进行

部署。TF-Serving 预测引擎支持 Faster	Transformer[38] 加速 BERT推理，提升了

线上的预估速度。

为了进一步提升性能，我们将头部Query 进行缓存只对长尾Query 进行在线打分，

线上预估结合缓存的方式，即节约了GPU资源又提升了线上预估速度。经过上述优
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化，我们实现了 50	QPS下，L2模型 TP99 只升高了 2ms，满足了上线的要求。

线上效果

针对前文所述的各种优化策略，除了离线 Benchmark 上的效果评测之外，我们也

将模型上线进行了线上 AB 评测，Baseline 是当前未做任何优化的排序模型，我们

独立统计了各项优化在 Baseline 基础上带来的变化，由于线上真实环境影响因素

较多，为了确保结论可信，我们同时统计了QVCTR 和 NDCG 两个指标，结果如

表 2 所示：

表 2　线上 AB 效果对比（* 表示 AB 一周稳定正向）

从表 2可以看出，各项优化对线上排序核心指标都带来稳定的提升。用户行为数据存

在大量噪声不能直接拿来建模，我们基于美团搜索排序业务特点设计了一些规则对训

练样本进行优化，还借助POI 的品牌信息对样本进行映射和过滤。通过人工对样本

进行评测发现，优化后的样本更加符合排序业务特点以及“人”对相关性的认知，同

时线上指标的提升也验证了我们优化的有效性。知识融合的BERT模型引入大量结
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构化文本信息，弥补了POI 名本身文本信息少的问题，排序模型CTR和 NDCG都

有明显的提升。对数据样本的优化有了一定的效果。为了更加匹配业务场景，我们从

模型的角度进行优化，模型损失函数改用排序任务常用的Pairwise	Loss，其考虑了

文档之间的关系更加贴合排序任务场景，线上排序模型NDCG取得了一定的提升。

总结与展望

本文总结了搜索与NLP算法团队基于BERT在美团搜索核心排序落地的探索过程和

实践经验，包括数据增强、模型优化和工程实践。在样本数据上，我们结合了美团搜

索业务领域知识，基于弱监督点击日志构建了高质量的训练样本；针对美团搜索多模

态特点，在预训练和 Fine-tuning 阶段融合图谱品类和标签等信息，弥补Query 和

Doc 文本较短的不足，强化文本匹配效果。

在算法模型上，结合搜索排序优化目标，引入了Pairwise/Listwise 的 Fine-tuning

训练目标，相比 Pointwise 方式在相关性判断上更有区分度。这些优化在离线

Benchmark 评测和线上AB评测中带来了不同幅度的指标提升，改善了美团搜索的

用户体验。

在工程架构上，针对BERT在线预估性能耗时长的问题，参考业界经验，我们采用

了BERT模型轻量化的方案进行模型蒸馏裁剪，既保证模型效果又提升了性能，同

时我们对整体排序架构进行了升级，为后续快速将BERT应用到线上预估奠定了良

好基础。

搜索与NLP算法团队会持续进行探索BERT在美团搜索中的应用落地，我们接下来

要进行以下几个优化：

	● 融合知识图谱信息对长尾流量相关性进行优化：美团搜索承接着多达几十种生

活服务的搜索需求，当前头部流量相关性问题已经较好地解决，长尾流量的相

关性优化需要依赖更多的高质量数据。我们将利用知识图谱信息，将一些结构

化先验知识融入到BERT预训练中，对长尾Query 的信息进行增强，使其可

以更好地进行语义建模。
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	● 相关性与其他任务联合优化：美团搜索场景下Query 和候选Doc 都更结构化，

除文本语义匹配外，Query/Doc 文本中蕴含的实体成分、意图、类目也可以

用于辅助相关性判断。目前，我们将相关性任务和成分识别任务结合进行联合

优化已经取得一定效果。后续我们考虑将意图识别、类目预测等任务加入相关

性判断中，多视角、更全面地评估Query-Doc 的相关性。

	● BERT 相关性模型和排序模型的深入融合：当前两个模型属于两阶段训练方

式，将BERT语义相关性作为特征加入排序模型来提升点击率。语义相关性

是影响搜索体验的重要因素之一，我们将BERT相关性和排序模型进行端到

端联合训练，将相关性和点击率目标进行多目标联合优化，提升美团搜索排序

的综合体验。
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美团智能配送系统的运筹优化实战

作者：王圣尧

深入各个产业已经成为互联网目前的主攻方向，线上和线下存在大量复杂的业务约束

和多种多样的决策变量，为运筹优化技术提供了用武之地。作为美团智能配送系统最

核心的技术之一，运筹优化是如何在美团各种业务场景中进行落地的呢？本文根据美

团配送技术团队资深算法专家王圣尧在 2019 年 ArchSummit 全球架构师峰会北京

站上的演讲内容整理而成。

美团智能配送系统架构

美团配送业务场景复杂，单量规模大。下图这组数字是 2019 年 5月美团配送品牌发

布时的数据。

更直观的规模数字，可能是美团每年给骑手支付的工资，目前已经达到几百亿这个量

级。所以，在如此大规模的业务场景下，配送智能化就变得非常重要，而智能配送的

核心就是做资源的优化配置。
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资源优化配置

外卖配送是一个典型的O2O场景。既有线上的业务，也有线下的复杂运营。配送连

接订单需求和运力供给。为了达到需求和供给的平衡，不仅要在线下运营商家、运营

骑手，还要在线上将这些需求和运力供给做合理的配置，其目的是提高整体的效率。

只有将配送效率最大化，才能带来良好的顾客体验，实现较低的配送成本。而做资源

优化配置的过程，实际上是有分层的。根据我们的理解，可以分为三层：

1.	基础层是结构优化，它直接决定了配送系统效率的上限。这种基础结构的优

化，周期比较长，频率比较低，包括配送网络规划、运力结构规划等等。

2.	中间层是市场调节，相对来说是中短期的，主要通过定价或者营销手段，使

供需达到一个相对理想的平衡状态。

3.	再上层是实时匹配，通过调度做实时的资源最优匹配。	实时匹配的频率是最

高的，决策的周期也最短。

智能配送系统架构
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根据智能配送的这三层体系，配送算法团队也针对性地进行了运作。如上图所示，右

边三个子系统分别对应这三层体系，最底层是规划系统，中间层是定价系统，最上层

是调度系统。同样非常重要的还包括图中另外四个子系统，在配送过程中做精准的数

据采集、感知、预估，为优化决策提供准确的参数输入，包括机器学习系统、IoT	和

感知系统、LBS系统，这都是配送系统中非常重要的环节，涉及大量复杂的机器学习

问题。

而运筹优化则是调度系统、定价系统、规划系统的核心技术。接下来，我们分享几个

典型的运筹优化案例。

实战业务项目

智能区域规划

为了帮助大家快速理解配送业务的基本背景，这里首先分享智能区域规划项目中经常

遇到的问题及其解决方案。

配送网络基本概念

配送连接的是商家、顾客、骑手三方，配送网络决定了这三方的连接关系。当用户打

开App，查看哪些商家可以点餐，这由商家配送范围决定。	每个商家的配送范围不一
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样，看似是商家粒度的决策，但实际上直接影响每个C端用户得到的商流供给，这

本身也是一个资源分配或者资源抢夺问题。商家配送范围智能化也是一个组合优化问

题，但是我们这里讲的是商家和骑手的连接关系。

用户在美团点外卖，为他服务的骑手是谁呢？又是怎么确定的呢？这些是由配送区域

边界来决定的。配送区域边界指的是一些商家集合所对应的范围。为什么要划分区域

边界呢？从优化的角度来讲，对于一个确定问题来说，约束条件越少，目标函数值更

优的可能性就越大。做优化的同学肯定都不喜欢约束条件，但是配送区域边界实际上

就是给配送系统强加的约束。

在传统物流中，影响末端配送效率最关键的点，是配送员对他所负责区域的熟悉程

度。这也是为什么在传统物流领域，配送站或配送员，都会固定负责某几个小区的原

因之一。因为越熟悉，配送效率就会越高。

即时配送场景也类似，每个骑手需要尽量固定地去熟悉一片商家或者配送区域。同

时，对于管理而言，站点的管理范围也比较明确。另外，如果有新商家上线，也很容

易确定由哪个配送站来提供服务。所以，这个问题有很多运营管理的诉求在其中。

区域规划影响配送效率

当然，区域规划项目的发起，存在很多问题需要解决。主要包括以下三种情况：	1.	配

送区域里的商家不聚合。这是一个典型站点，商家主要集中在左下角和右上角，造成

骑手在区域里取餐、送餐时执行任务的地理位置非常分散，需要不停往返两个商圈，
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无效跑动非常多。	2.	区域奇形怪状，空驶严重。之前在门店上线外卖平台的发展过

程中，很多地方原本没有商家，后来上线的商家多了，就单独作为一个配送区域。这

样的区域形状可能就会不规则，导致骑手很多时候在区域外跑。	而商家和骑手都有

绑定关系，骑手只能服务自己区域内的商家，因此骑手无法接到配送区域外的取餐任

务，空驶率非常高。很多时候骑手送完餐之后，只能空跑回来才可能接到新任务。	3.	

站点的大小不合理。图三这个站点，每天的单量只有一二百单。如果从骑手平均单

量的角度去配置骑手的话，只能配置 3~4 个骑手。如果某一两个人突然有事要请假，

可想而知，站点的配送体验一定会变得非常差，运营管理难度会很高。	反之，如果某

一个站点变得非常大，站长也不可能管得了那么多的骑手，这也是一个问题。所以，

需要给每个站点规划一个合理的单量规模。

既然存在这么多的问题，那么做区域规划项目就变得非常有必要。那么，什么是好的

区域规划方案？基于统计分析的优化目标设定。

多目标优化问题

优化的三要素是：目标、约束、决策变量。

第一点，首先要确定优化目标。在很多比较稳定或者传统的业务场景中，目标非常确

定。而在区域规划这个场景中，怎么定义优化目标呢？首先，我们要思考的是区域规

划主要影响的是什么。从刚才几类问题的分析可以发现，影响的主要是骑手的顺路

性、空驶率，也就是骑手平均为每一单付出的路程成本。所以，我们将问题的业务目

标定为优化骑手的单均行驶距离。基于现有的大量区域和站点积累的数据，做大量的

统计分析后，可以定义出这样几个指标：商家聚合度、订单的聚合度、订单重心和商

家重心的偏离程度。数据分析结果说明，这几个指标和单均行驶距离的相关性很强。
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经过这一层的建模转化，问题明确为优化这三个指标。

第二点，需要梳理业务约束。在这方面，我们花费了大量的时间和精力。比如：区域

单量有上限和下限；区域之间不能有重合，不能有商家归多个区域负责；所有的AOI

不能有遗漏，都要被某个区域覆盖到，不能出现商家没有站点的服务。

基于业务场景的约束条件梳理

最难的一个问题，其实是要求区域边界必须沿路网。起初我们很难理解，因为本质上

区域规划只是对商家进行分类，它只是一个商家集合的概念，为什么要画出边界，还

要求边界沿路网呢？其实刚才介绍过，区域边界是为了回答如果有新商家上线到底属

于哪个站点的问题。而且，从一线管理成本来讲，更习惯于哪条路以东、哪条路以南

这样的表述方式，便于记忆和理解，提高管理效率。所以，就有了这样的诉求，我们

希望区域边界更“便于理解”。
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整体方案设计

在目标和约束条件确定了之后，整体技术方案分成三部分：

1.	首先，根据三个目标函数，确定商家最优集合。这一步比较简单，做运筹优

化的同学都可以快速地解决这样一个多目标组合优化问题。

2.	后面的步骤比较难，怎么把区域边界画出来呢？为了解决这个问题，配送团

队和美团地图团队进行合作。先利用路网信息，把城市切成若干互不重叠的

多边形，然后根据计算几何，将一批商家对应的多边形拼成完整的区域边界。

3.	最后，用美团自主研发的配送仿真系统，评测这样的区域规划对应的单均行

驶距离和体验指标是否符合预期。因为一线直接变动的成本非常高，仿真系

统就起到了非常好的作用。

下面是一个实际案例，我们用算法把一个城市做了重新的区域规划。当然，这里必须

要强调的是，在这个过程中，人工介入还是非常必要的。对于一些算法很难处理好的

边角场景，需要人工进行微调，使整个规划方案更加合理。中间的图是算法规划的

结果。经过试点后，测试城市整体的单均行驶距离下降了 5%，平均每一单骑手的行

驶距离节省超过 100 米。可以想象一下，在这么庞大的单量规模下，每单平均减少

100 米，总节省的路程、节省的电瓶车电量，都是一个非常可观的数字。更重要的

是，可以让骑手自己明显感觉到自己的效率得到了提升。
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落地应用效果显著

智能骑手排班

业务背景

这是随着外卖配送的营业时间越来越长而衍生出的一个项目。早期，外卖只服务午高

峰到晚高峰，后来大家慢慢可以点夜宵、点早餐。到如今，很多配送站点已经提供了

24小时服务。但是，骑手不可能全天 24小时开工，劳动法对每天的工作时长也有规

定，所以这一项目势在必行。

另外，外卖配送场景的订单“峰谷效应”非常明显。上图是一个实际的进单曲线。可

以看到全天 24小时内，午晚高峰两个时段单量非常高，而闲时和夜宵相对来说单量

又少一些。因此，系统也没办法把一天 24 小时根据每个人的工作时长做平均切分，

也需要进行排班。

对于排班，存在两类方案的选型问题。很多业务的排班是基于人的维度，好处是配置

的粒度非常精细，每个人的工作时段都是个性化的，可以考虑到每个人的诉求。但
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是，在配送场景的缺点也显而易见。如果站长需要为每个人去规划工作时段，其难度

可想而知，也很难保证分配的公平性。

排班方案选型

配送团队最终选用的是按组排班的方式，把所有骑手分成几组，规定每个组的开工时

段。然后大家可以按组轮岗，每个人的每个班次都会轮到。

这个问题最大的挑战是，我们并不是在做一项业务工具，而是在设计算法。而算法要

有自己的优化目标，那么排班的目标是什么呢？如果你要问站长，怎么样的排班是好

的，可能他只会说，要让需要用人的时候有人。但这不是算法语言，更不能变成模型

语言。

决策变量及目标设计
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为了解决这个问题，首先要做设计决策变量，决策变量并没有选用班次的起止时刻和

结束时刻，那样做的话，决策空间太大。我们把时间做了离散化，以半小时为粒度。

对于一天来讲，只有 48个时间单元，决策空间大幅缩减。然后，目标定为运力需求

满足订单量的时间单元最多。这是因为，并不能保证站点的人数在对应的进单曲线情

况下可以满足每个单元的运力需求。所以，我们把业务约束转化为目标函数的一部

分。这样做，还有一个好处，那就是没必要知道站点的总人数是多少。

在建模层面，标准化和通用的模型才是最优选。所以，我们把人数做了归一化，算法

分配每个班次的骑手比例，但不分人数。最终只需要输入站点的总人数，就得到每个

班次的人数。在算法决策的时候，不决策人数、只决策比例，这样也可以把单量进行

归一化。每个时间单元的进单量除以每天峰值时间单元的单量，也变成了 0~1 之间

的数字。这样就可以认为，如果某个时间单元内人数比例大于单量比例，那么叫作运

力得到满足。这样，通过各种归一化，变成了一个通用的问题，而不需要对每种场景

单独处理。

另外，这个问题涉及大量复杂的强约束，涉及各种管理的诉求、骑手的体验。约束有

很多，比如每个工作时段尽量连续、每个工作时段持续的时间不过短、不同工作时段

之间休息的时间不过短等等，有很多这样的业务约束，梳理之后可以发现，这个问题

的约束太多了，求最优解甚至可行解的难度太大了。另外，站长在使用排班工具的时

候，希望能马上给出系统排班方案，再快速做后续微调，因此对算法运行时间要求也

比较高。
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算法核心思想

基于约束条件的构造算法与局部搜索

综合考虑以上因素，我们最终基于约束条件，根据启发式算法构造初始方案，再用局

部搜索迭代优化。使用这样的方式，求解速度能够达到毫秒级，而且可以给出任意站

点的排班方案。整体的优化指标还不错，当然，不保证是最优解，只是可以接受的满

意解。

落地应用效果

站点体验指标良好，一线接受度高。

排班时间节省：2h/ 每站点每次

这种算法也在自营场景做了落地应用，跟那些排班经验丰富的站长相比，效果基本持

平，一线的接受程度也比较高。最重要的是带来排班时间的节省，每次排班几分钟就

搞定了，这样可以让站长有更多的时间去做其它的管理工作。
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骑手路径规划

具体到骑手的路径规划问题，不是简单的路线规划，不是从 a到 b该走哪条路的问

题。这个场景是，一个骑手身上有很多配送任务，这些配送任务存在各种约束，怎样

选择最优配送顺序去完成所有任务。这是一个NP难问题，当有 5个订单、10 个任

务点的时候，就存在 11万多条可能的顺序。而在高峰期的时候，骑手往往背负的不

止 5单，甚至有时候一个骑手会同时接到十几单，这时候可行的取送顺序就变成了一

个天文数字。

算法应用场景
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再看算法的应用场景，这是智能调度系统中最为重要的一个环节。系统派单、系统改

派，都依赖路径规划算法。在骑手端，给每个骑手推荐任务执行顺序。另外，用户点了

外卖之后，美团会实时展示骑手当前任务还需要执行几分钟，要给用户提供更多预估信

息。这么多应用场景，共同的诉求是对时效要求非常高，算法运行时间要越短越好。

但是，算法仅仅是快就可以吗？并不是。因为这是派单、改派这些环节的核心模块，

所以算法的优化求解能力也非常重要。如果路径规划算法不能给出较优路径，可想而

知，上层的指派和改派很难做出更好的决策。

所以，对这个问题做明确的梳理，核心的诉求是优化效果必须是稳定的好。不能这次

的优化结果好，下次就不好。另外，运行时间一定要短。

核心设计思想

在求解路径规划这类问题上，很多公司的技术团队，都经历过这样的阶段：起初，采

用类似遗传算法的迭代搜索算法，但是随着业务的单量变大，发现算法耗时太慢，根

本不可接受。然后，改为大规模邻域搜索算法，但算法依然有很强的随机性，因为没

有随机性在就没办法得到比较好的解。而这种基于随机迭代的搜索策略，带来很强的

不确定性，在问题规模大的场景会出现非常多的Bad	Case。另外，迭代搜索耗时太

长了。主要的原因是，随机迭代算法是把组合优化问题当成一个单纯的Permutation

问题去求解，很少用到问题结构特征。这些算法，求解 TSP时这样操作，求解VRP

时也这样操作，求解Scheduling 还是这样操作，这种类似“无脑”的方式很难有出

色的优化效果。



496　>　美团 2020 技术年货

所以，在这个项目中，基本可以确定这样的技术路线。首先，只能做启发式定向搜

索，不能在算法中加随机扰动。不能允许同样的输入在不同运行时刻给出不一样的优

化结果。然后，不能用普通迭代搜索，必须把这个问题结构特性挖掘出来，做基于知

识的定制化搜索。

说起来容易，具体要怎么做呢？我们认为，最重要的是看待这个问题的视角。这里

的路径规划问题，对应的经典问题模型，是开环 TSP问题，或是开环VRP的变种

么？可以是，也可以不是。我们做了一个有意思的建模转换，把它看作流水线调度问

题：每个订单可以认为是 job；一个订单的两个任务取餐和送餐，可以认为是一个 job

的 operation。任意两个任务点之间的通行时间，可以认为是序列相关的准备时间。

每一单承诺的送达时间，包括预订单和即时单，可以映射到流水线调度问题中的提前

和拖期惩罚上。

算法应用效果

做了这样的建模转换之后，流水线调度问题就有大量的启发式算法可以借鉴。我们把

一个经典的基于问题特征的启发式算法做了适当适配和改进，可以得到非常好的效

果。相比于之前的算法，耗时下降 70%，优化效果不错。因为这是一个确定性算法，

所以运行多少次的结果都一样。我们的算法运行一次，跟其它算法运行 10次的最优

结果相比，优化效果是持平的。
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订单智能调度

配送调度场景，可以用数学语言描述。它不仅是一个业务问题，更是一个标准的组合

优化问题，并且是一个马尔可夫决策过程。

调度问题的数学描述

并非对于某个时刻的一批订单做最优分配就足够，还需要考虑整个时间窗维度，每一

次指派对后面的影响。每一次订单分配，都影响了每个骑手后续时段的位置分布和行

进方向。如果骑手的分布和方向不适合未来的订单结构，相当于降低了后续调度时刻

最优性的天花板。所以，要考虑长周期的优化，而不是一个静态优化问题。

问题简化分析

为了便于理解，我们还是先看某个调度时刻的静态优化问题。它不仅仅是一个算法问

题，还需要我们对工程架构有非常深刻的理解。因为，在对问题输入数据进行拆解的
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时候，会发现算法的输入数据太庞大了。比如说，我们需要任意两个任务点的导航距

离数据。

而我们面临的问题规模，前几年只是区域维度的调度粒度，一个商圈一分钟峰值 100

多单，匹配几百个骑手，但是这种乘积关系对应的数据已经非常大了。现在，由于美

团有更多业务场景，比如跑腿和全城送，是会跨非常多的商圈，甚至跨越半个城市，

所以只能做城市级的全局优化匹配。目前，调度系统处理的问题的峰值规模，是 1万

多单和几万名骑手的匹配。而算法允许的运行时间只有几秒钟，同时对内存的消耗也

非常大。

另外，配送和网约车派单场景不太一样。打车的调度是做司机和乘客的匹配，本质是

个二分图匹配问题，有多项式时间的最优算法：KM算法。打车场景的难点在于，如

何刻画每对匹配的权重。而配送场景还需要解决，对于没有多项式时间最优算法的情

况下，如何在指数级的解空间，短时间得到优化解。如果认为每一单和每个骑手的匹

配有不同的适应度，那么这个适应度并不是可线性叠加的。也就意味着多单对多人的

匹配方案中，任意一种匹配都只能重新运算适应度，其计算量可想而知。

总结一下，这个问题有三类挑战：

1.	性能要求极高，要做到万单对万人的秒级求解。我们之前做了一些比较有意

思的工作，比如基于历史最优指派的结果，用机器学习模型做剪枝。基于大

量的历史数据，可以帮助我们节省很多无用的匹配方案评价。

2.	动态性。	作为一个MDP问题，需要考虑动态优化场景，这涉及大量的预估
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环节。在只有当前未完成订单的情况下，骑手如何执行、每一单的完成时刻

如何预估、未来时段会进哪些结构的订单、对业务指标和效率指标产生怎样

的影响……可能会觉得这是一个典型的强化学习场景，但它的难点在于决策

空间太大，甚至可以认为是无限大的。目前我们的思路，是通过其它的建模

转换手段进行解决。

3.	配送业务的随机因素多。比如商家的出餐时间，也许是很长时间内都无法解

决的随机性。就连历史每一个已完成订单，商家出餐时间的真值都很难获得，

因为人为点击的数据并不能保证准确和完整。商家出餐时刻不确定，这个随

机因素永远存在，并且非常制约配送效率的提升。另外，在顾客位置交付的

时间也不确定。写字楼工作日的午高峰，上电梯、下电梯的时间，很难准确

进行预估。当然，我们也在不断努力让预估变得更精准，但随机性永远存在。

对于骑手来说，平台没法规定每个骑手的任务执行顺序。骑手在配送过程中

可以自由发挥，所以骑手执行顺序的不确定性也一直存在。为了解决这些问

题，我们尝试用鲁棒优化或是随机规划的思想。但是，如果基于随机场景采

样的方式，运算量又会大幅增加。所以，我们需要进行基于学习的优化，优

化不是单纯的机器学习模型，也不是单纯的启发式规则，优化算法是结合真

实数据和算法设计者的经验，学习和演进而得。只有这样，才能在性能要求

极高的业务场景下，快速的得到鲁棒的优化方案。

目前，美团配送团队的研究方向，不仅包括运筹优化，还包括机器学习、强化学习、

数据挖掘等领域。这里具有很多非常有挑战的业务场景，欢迎大家加入我们。

作者简介
圣尧，2017 年加入美团，美团配送团队资深算法专家。
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一站式机器学习平台建设实践

作者：艳伟

本文根据美团配送资深技术专家郑艳伟在 2019	SACC（中国系统架构师大会）上的

演讲内容整理而成，主要介绍了美团配送技术团队在建设一站式机器学习平台过程中

的经验总结和探索，希望对从事此领域的同学有所帮助。

0. 写在前面

AI 是目前互联网行业炙手可热的“明星”，无论是老牌巨头，还是流量新贵，都在大

力研发AI 技术，为自家的业务赋能。配送作为外卖平台闭环链条上重要的一环，配

送效率和用户体验是配送业务的核心竞争力。随着单量上涨、骑手增多、配送场景复

杂化，配送场景的各种算法在更快（算法需要快速迭代、快速上线）、更好（业务越来

越依赖机器学习算法产生正向的效果）、更准（算法的各种预测如预计送达时间等，需

要准确逼近真实值）的目标下也面临日益增大的挑战。算法从调研到最终上线发挥作

用，需要有一系列的工程开发和对接，由此引发了新的问题：如何界定算法和工程的

边界，各司其职，各善其长？如何提升算法迭代上线的速度和效率？如何快速准确评

估算法的效果？本文将为大家分享美团配送技术团队在建设一站式机器学习平台过程

中的一些经验和探索，希望对大家能有所帮助或者启发。

1. 业务背景

2019 年 7月份，美团外卖的日订单量已经突破 3000 万单，占有了相对领先的市场

份额。围绕着用户、商户、骑手，美团配送构建了全球领先的即时配送网络，建设了

行业领先的美团智能配送系统，形成了全球规模最大的外卖配送平台。
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如何让配送网络运行效率更高，用户体验更好，是一项非常有难度的挑战。我们需要

解决大量复杂的机器学习和运筹优化等问题，包括ETA预测、智能调度、地图优化、

动态定价、情景感知、智能运营等多个领域。同时，我们还需要在体验、效率和成本

之间达到平衡。

2. 美团配送机器学习平台演进过程

2.1 为什么建设一站式机器学习平台

如果要解决上述的机器学习问题，就需要有一个功能强大且易用的机器学习平台来辅

助算法研发人员，帮助大家脱离繁琐的工程化开发，把有限的精力聚焦于算法策略的
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迭代上面。

目前业界比较优秀的机器学习平台有很多，既有大公司研发的商用产品，如微软的

Azure、亚马逊的 SageMaker、阿里的 PAI 平台、百度的 PaddlePaddle 以及腾

讯的 TI 平台，也有很多开源的产品，如加州大学伯克利分校的Caffe、Google 的

TensorFlow、Facebook 的 PyTorch 以及 Apache 的 Spark	MLlib 等。而开源平

台大都是机器学习或者深度学习基础计算框架，聚焦于训练机器学习或深度学习模

型；公司的商用产品则是基于基础的机器学习和深度学习计算框架进行二次开发，提

供一站式的生态化的服务，为用户提供从数据预处理、模型训练、模型评估、模型在

线预测的全流程开发和部署支持，以期降低算法同学的使用门槛。

公司级的一站式机器学习平台的目标和定位，与我们对机器学习平台的需求不谋而

合：为用户提供端到端的一站式的服务，帮助他们脱离繁琐的工程化开发，把有限

的精力聚焦于算法策略的迭代上面。鉴于此，美团配送的一站式机器学习平台应运

而生。

美团配送机器学习平台的演进过程可以分为两个阶段：

MVP 阶段：灵活，快速试错，具备快速迭代能力。

平台化阶段：业务成指数级增长，需要机器学习算法的场景越来越多，如何既保证业

务发展，又能解决系统可用性、扩展性、研发效率等问题。

2.2 MVP 阶段

初始阶段，大家对机器学习平台要发展成什么样子并不明确，很多事情也想不清楚。

但是为了支撑业务的发展，必须快速上线、快速试错。因此，在此阶段，各个业务线

独自建设自己的机器学习工具集，按照各自业务的特殊需求进行各自迭代，快速支持

机器学习算法上线落地应用到具体的业务场景，也就是我们所熟知的“烟囱模式”。

此种模式各自为战，非常灵活，能够快速支持业务的个性化需求，为业务抢占市场赢

得了先机。但随着业务规模的逐渐扩大，这种“烟囱模式”的缺点就凸显了出来，主

要表现在以下两个方面：
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	● 重复造轮子：特征工程、模型训练、模型在线预测都是各自研发，从零做起，

算法的迭代效率低下。

	● 特征口径混乱：各个业务方重复开发特征，相同特征的统计口径也不一致，导

致算法之间难以协同工作。

2.3 平台化阶段

为了避免各部门重复造轮子，提升研发的效率，同时统一业务指标和特征的计算口

径，标准化配送侧的数据体系，美团配送的研发团队组建了一个算法工程小组，专门

规整各业务线的机器学习工具集，希望建设一个统一的机器学习平台，其需求主要包

括以下几个方面：
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	● 该平台底层依托于 Hadoop/Yarn 进行资源调度管理，集成了 Spark	ML、

XGBoost、TensorFlow 三种机器学习框架，并保留了扩展性，方便接入其

它机器学习框架，如美团自研的MLX（超大规模机器学习平台，专为搜索、推

荐、广告等排序问题定制，支持百亿级特征和流式更新）。

	● 通过对 Spark	ML、XGBoost、TensorFlow 机器学习框架的封装，我们实现

了可视化离线训练平台，通过拖拉拽的方式生成DAG图，屏蔽多个训练框架

的差异，统一模型训练和资源分配，降低了算法RD的接入门槛。

	● 模型管理平台，提供统一的模型注册、发现、部署、切换、降级等解决方案，

并为机器学习和深度学习模型实时计算提供高可用在线预测服务。

	● 离线特征平台，收集分拣线下日志，计算提炼成算法所需要的特征，并将线下

的特征应用到线上。

	● 实时特征平台，实时收集线上数据，计算提炼成算法所需要的特征，并实时推

送应用到线上。

	● 版本管理平台，管理算法的版本以及算法版本所用的模型、特征和参数。

	● AB实验平台，通过科学的分流和评估方法，更快更好地验证算法的效果。

3. 图灵平台

平台化阶段，我们对美团配送机器学习平台的目标定位是：一站式机器学习平台，给

算法同学提供一站式服务，覆盖算法同学调研、开发、上线、评估算法效果的全流

程，包括：数据处理、特征生产、样本生成、模型训练、模型评估、模型发布、在线

预测和效果评估。为了响应这个目标，大家还给平台取了个大胆的名字——Turing，

中文名称为图灵平台，虽然有点“胆大包天”，但是也算是对我们团队的一种鞭策。

1）首先在获取数据阶段，支持在线和离线两个层面的处理，分别通过采样、过滤、

归一化、标准化等手段生产实时和离线特征，并推送到在线的特征库，供线上服务

使用。

2）模型训练阶段，支持分类、回归、聚类、深度学习等多种模型，并支持自定义

Loss 损失函数。
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3）模型评估阶段，支持多种评估指标，如AUC、MSE、MAE、F1等。

4）模型发布阶段，提供一键部署功能，支持本地和远程两种模式，分别对应将模型

部署在业务服务本地和部署在专用的在线预测集群。

5）在线预测阶段，支持AB实验，灵活的灰度发布放量，并通过统一埋点日志实现

AB实验效果评估。

3.1 离线训练平台

离线训练平台的目标是：搭建可视化训练平台，屏蔽多个训练框架的差异，降低算法

RD的接入门槛。

为了降低算法 RD进入机器学习领域的门槛，我们开发了带有可视化界面的离线训

练平台，通过各种组件的拖拉拽组合成 DAG 图，从而生成一个完整的机器学习训

练任务。

目前支持的组件大致分为：输入、输出、特征预处理、数据集加工、机器学习模型、

深度学习模型等几大类，每种类别都开发了多个不同的组件，分别支持不同的应用场

景。同时为了不失去灵活性，我们也花费了一番心思，提供了多种诸如自定义参数、

自动调参、自定义 Loss 函数等功能，尽量满足各个不同业务方向算法同学各种灵活

性的需求。
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我们的离线训练平台在产出模型时，除了产出模型文件之外，还产出了一个MLDL

（Machine	Learning	Definition	Language）文件，将各模型的所有预处理模块信

息写入MLDL 文件中，与模型保存在同一目录中。当模型发布时，模型文件连带

MLDL 文件作为一个整体共同发布到线上。在线计算时，先自动执行MLDL 中的预

处理逻辑，然后再执行模型计算逻辑。通过MLDL 打通了离线训练和在线预测，贯

穿整个机器学习平台，使得线下和线上使用同一套特征预处理框架代码，保证了线下

和线上处理的一致性。
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在发布模型时，我们还提供了模型绑定特征功能，支持用户把特征和模型的入参关联

起来，方便在线预测时模型自动获取特征，极大地简化了算法RD构造模型输入时获

取特征的工作量。

3.2 模型管理平台

前面介绍了，我们的图灵平台集成了 Spark	ML、XGBoost、TensorFlow 三种底

层训练框架，基于此，我们的训练平台产出的机器学习模型种类也非常多，简单的

有 LR、SVM，树模型有 GBDT、RF、XGB 等，深度学习模型有 RNN、DNN、

LSTM、DeepFM等等。而我们的模型管理平台的目标就是提供统一的模型注册、

发现、部署、切换、降级等解决方案，并为机器学习和深度学习模型提供高可用的线

上预测服务。
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模型管理平台支持本地和远程两种部署模式：

	● 本地：模型和MLDL 统一推送到业务方服务节点上，同时图灵平台提供一个

Java 的 Lib 包，嵌入到业务方应用中，业务方通过本地接口的方式调用模型

计算。

	● 远程：图灵平台维护了一个专用的在线计算集群，模型和MLDL统一部署到在

线计算集群中，业务方应用通过RPC接口调用在线计算服务进行模型计算。
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对于超大规模模型，单机无法装载，需要对模型进行 Sharding。鉴于美团配送的

业务特性，可以按照配送城市 / 区域进行分区训练，每个城市或区域产出一个小模

型，多个分区模型分散部署到多个节点上，解决单节点无法装载大模型的问题。分

区模型要求我们必须提供模型的路由功能，以便业务方精准地找到部署相应分区模

型的节点。

同时，模型管理平台还收集各个服务节点的心跳上报信息，维护模型的状态和版本切

换，确保所有节点上模型版本一致。

3.3 离线特征平台

配送线上业务每天会记录许多骑手、商家、用户等维度的数据，这些数据经过ETL

处理得到所谓的离线特征，算法同学利用这些离线特征训练模型，并在线上利用这些

特征进行模型在线预测。离线特征平台就是将存放在Hive 表中的离线特征数据生产

到线上，对外提供在线获取离线特征的服务能力，支撑配送各个业务高并发及算法快

速迭代。
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最简单的方案，直接把离线特征存储到 DB中，线上服务直接读取 DB获取特征

Value。读取DB是个很重的操作，这种方案明显不能满足互联网大并发的场景，直

接被Pass 掉。

第二种方案，把各个离线特征作为 K-V 结构存储到 Redis 中，线上服务直接根据

特征 Key 读取 Redis 获取特征 Value。此方案利用了 Redis 内存 K-V 数据库的

高性能，乍一看去，好像可以满足业务的需求，但实际使用时，也存在着严重的性

能问题。

典型的业务场景：比如我们要预测 20个商家的配送时长，假设每个商家需要 100 个

特征，则我们就需要 20*100=2000 个特征进行模型计算，2000 个 KV。如果直接

单个获取，满足不了业务方的性能需求；如果使用Redis 提供的批量接口Mget，如

果每次获取 100 个 KV，则需要 20 次Mget。缓存mget 的耗时 TP99 约 5ms，20

次Mget，TP99 接近 100ms，也无法满足业务方的性能需求（上游服务超时时间约

50ms）。

因此，我们需要对离线特征从存储和获取进行优化。我们提出了特征组的概念，同一

维度的特征，按照特征组的结构进行聚合成一个KV，大大减少了Key 的数目；并且

提供了相对完善的管理功能，支持对特征组的动态调整（组装、拆分等）。
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3.4 实时特征平台

相比于传统配送，即时配送无论是在位置信息、骑手负载，还是在当前路网情况，以

及商家出餐情况等方面都是瞬息变化的，实时性要求非常高。为了让机器学习算法能

够即时的在线上生效，我们需要实时地收集线上各种业务数据，进行计算，提炼成算

法所需要的特征，并实时更新。

3.5 AB 实验平台

AB实验并不是个新兴的概念，自 2000 年谷歌工程师将这一方法应用在互联网产品

以来，AB实验在国内外越来越普及，已成为互联网产品运营精细度的重要体现。简

单来说，AB实验在产品优化中的应用方法是：在产品正式迭代发版之前，为同一个

目标制定两个（或以上）方案，将用户流量对应分成几组，在保证每组用户特征相同

的前提下，让用户分别看到不同的方案设计，根据几组用户的真实数据反馈，科学的
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帮助产品进行决策。	

互联网领域常见的AB实验，大多是面向C端用户进行流量选择，比如基于注册用户

的UID 或者用户的设备标识（移动用户 IMEI 号 /PC 用户 Cookie）进行随机或者哈

希计算后分流。此类方案广泛应用于搜索、推荐、广告等领域，体现出千人千面个性

化的特点。此类方案的特点是实现简单，假设请求独立同分布，流量之间独立决策，

互不干扰。此类AB实验之所以能够这样做是因为：C端流量比较大，样本足够多，

而且不同用户之间没有相互干扰，只要分流时足够随机，即基本可以保证请求独立同

分布。

即时配送领域的AB实验是围绕用户、商户、骑手三者进行，用户 / 商户 / 骑手之间

不再是相互独立的，而是相互影响相互制约的。针对此类场景，现有的分流方案会造

成不同策略的互相干扰，无法有效地评估各个流量各个策略的优劣。

鉴于上述的问题，我们将配送侧的AB实验分为三个阶段：事前的AA分组，事中的

AB分流，事后的效果评估。

	● AA 分组：将候选流量按照既定的规则预先分为对照组和实验组，基于数理统

计的理论确保对照组和实验组在所关注的业务指标上没有显著差异。

	● AB分流：将线上请求实时分到对照或者实验版本。
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	● 效果评估：根据对照组和实验组的数据对比评估AB实验的效果。

由于即时配送的场景较为特殊，比如按照配送区域或城市进行AB实验时，由于样本

空间有限，很难找到没有差异的对照组和实验组，因此我们设计了一种分时间片AB

对照的分流方法：支持按天、小时、分钟进行分片，多个时间片进行轮转切换，在不

同区域、不同时间片之间，对不同的策略进行交替切换进行AB分流，最大限度减少

线下因素的影响，确保实验科学公正。

4 总结与展望

目前图灵平台支撑了美团配送、小象、LBS平台等 BU的算法离线训练、在线预测、

AB实验等，使算法RD更加关注算法策略本身的迭代优化，显著提高了算法RD的

效率。未来我们会在以下方面继续深入探索：
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1）加强深度学习的建设。

	● 加强深度学习的建设，全面支持深度学习，实现深度学习相关组件与机器学习

组件一样，在可视化界面可以和任意组件组合使用。

	● 离线训练支持更多常用深度学习模型。

	● 支持直接写Python 代码自定义深度学习模型。

2）在线预测平台化，进一步解耦算法和工程。

	● 简化图灵平台SDK，剥离主体计算逻辑，建设在线预测平台。

	● 在线预测平台动态加载算法包，实现算法、业务工程方、图灵平台的解耦。

作者简介
艳伟，美团配送技术团队资深技术专家。

招聘信息
如果你想近距离感受一下图灵平台的魅力，欢迎加入我们。美团配送技术团队诚招调度履约方

向、LBS方向、机器学习平台、算法工程方向的技术专家和架构师，共建全行业最大的单一即

时配送网络和平台，共同面对复杂业务和高并发流量的挑战，迎接配送业务全面智能化的时代。

感兴趣同学可投递简历至：tech@meituan.com（邮件标题注明：美团配送技术团队）。
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美团搜索中 NER 技术的探索与实践

作者：丽红　星池　燕华　马璐　廖群　志安　刘亮　李超　云森　永超等

1. 背景

命名实体识别（Named	Entity	Recognition，简称NER），又称作“专名识别”，是

指识别文本中具有特定意义的实体，主要包括人名、地名、机构名、专有名词等。

NER是信息提取、问答系统、句法分析、机器翻译、面向Semantic	Web 的元数据

标注等应用领域的重要基础工具，在自然语言处理技术走向实用化的过程中占有重要

的地位。在美团搜索场景下，NER是深度查询理解（Deep	Query	Understanding，

简称	DQU）的底层基础信号，主要应用于搜索召回、用户意图识别、实体链接等环

节，NER信号的质量，直接影响到用户的搜索体验。

下面将简述一下实体识别在搜索召回中的应用。在O2O搜索中，对商家POI 的描述

是商家名称、地址、品类等多个互相之间相关性并不高的文本域。如果对O2O搜索

引擎也采用全部文本域命中求交的方式，就可能会产生大量的误召回。我们的解决方

法如下图 1所示，让特定的查询只在特定的文本域做倒排检索，我们称之为“结构化

召回”，可保证召回商家的强相关性。举例来说，对于“海底捞”这样的请求，有些

商家地址会描述为“海底捞附近几百米”，若采用全文本域检索这些商家就会被召回，

显然这并不是用户想要的。而结构化召回基于NER将“海底捞”识别为商家，然后

只在商家名相关文本域检索，从而只召回海底捞品牌商家，精准地满足了用户需求。

图 1　实体识别与召回策略
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有别于其他应用场景，美团搜索的NER任务具有以下特点：

	● 新增实体数量庞大且增速较快：本地生活服务领域发展迅速，新店、新商品、

新服务品类层出不穷；用户Query 往往夹杂很多非标准化表达、简称和热词

（如“牵肠挂肚”、“吸猫”等），这对实现高准确率、高覆盖率的NER造成了

很大挑战。

	● 领域相关性强：搜索中的实体识别与业务供给高度相关，除通用语义外需加入

业务相关知识辅助判断，比如“剪了个头发”，通用理解是泛化描述实体，在

搜索中却是个商家实体。

	● 性能要求高：从用户发起搜索到最终结果呈现给用户时间很短，NER作为

DQU的基础模块，需要在毫秒级的时间内完成。近期，很多基于深度网络的

研究与实践显著提高了NER的效果，但这些模型往往计算量较大、预测耗时

长，如何优化模型性能，使之能满足NER对计算时间的要求，也是NER实

践中的一大挑战。

2. 技术选型

针对O2O领域NER	任务的特点，我们整体的技术选型是“实体词典匹配 +模型预

测”的框架，如图下 2所示。实体词典匹配和模型预测两者解决的问题各有侧重，在

当前阶段缺一不可。下面通过对三个问题的解答来说明我们为什么这么选。

为什么需要实体词典匹配？

答：主要有以下四个原因：

一是搜索中用户查询的头部流量通常较短、表达形式简单，且集中在商户、品类、地

址等三类实体搜索，实体词典匹配虽简单但处理这类查询准确率也可达到	90%以上。

二是NER领域相关，通过挖掘业务数据资源获取业务实体词典，经过在线词典匹配

后可保证识别结果是领域适配的。

三是新业务接入更加灵活，只需提供业务相关的实体词表就可完成新业务场景下的实
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体识别。

四是NER下游使用方中有些对响应时间要求极高，词典匹配速度快，基本不存在性

能问题。

有了实体词典匹配为什么还要模型预测？

答：有以下两方面的原因：

一是随着搜索体量的不断增大，中长尾搜索流量表述复杂，越来越多OOV（Out	Of	

Vocabulary）问题开始出现，实体词典已经无法满足日益多样化的用户需求，模型预

测具备泛化能力，可作为词典匹配的有效补充。

二是实体词典匹配无法解决歧义问题，比如“黄鹤楼美食”，“黄鹤楼”在实体词典中

同时是武汉的景点、北京的商家、香烟产品，词典匹配不具备消歧能力，这三种类型

都会输出，而模型预测则可结合上下文，不会输出“黄鹤楼”是香烟产品。

实体词典匹配、模型预测两路结果是怎么合并输出的？

答：目前我们采用训练好的CRF权重网络作为打分器，来对实体词典匹配、模型预

测两路输出的NER路径进行打分。在词典匹配无结果或是其路径打分值明显低于模

型预测时，采用模型识别的结果，其他情况仍然采用词典匹配结果。

在介绍完我们的技术选型后，接下来会展开介绍下我们在实体词典匹配、模型在线预

测等两方面的工作，希望能为大家在O2O	NER领域的探索提供一些帮助。
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图 2　实体识别整体架构

3. 实体词典匹配

传统的NER技术仅能处理通用领域既定、既有的实体，但无法应对垂直领域所特有的

实体类型。在美团搜索场景下，通过对POI 结构化信息、商户评论数据、搜索日志等

独有数据进行离线挖掘，可以很好地解决领域实体识别问题。经过离线实体库不断的丰

富完善累积后，在线使用轻量级的词库匹配实体识别方式简单、高效、可控，且可以很

好地覆盖头部和腰部流量。目前，基于实体库的在线NER识别率可以达到 92%。

3.1 离线挖掘

美团具有丰富多样的结构化数据，通过对领域内结构化数据的加工处理可以获得高精

度的初始实体库。例如：从商户基础信息中，可以获取商户名、类目、地址、售卖商

品或服务等类型实体。从猫眼文娱数据中，可以获取电影、电视剧、艺人等类型实

体。然而，用户搜索的实体名往往夹杂很多非标准化表达，与业务定义的标准实体名

之间存在差异，如何从非标准表达中挖掘领域实体变得尤为重要。
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现有的新词挖掘技术主要分为无监督学习、有监督学习和远程监督学习。无监督学习

通过频繁序列产生候选集，并通过计算紧密度和自由度指标进行筛选，这种方法虽然

可以产生充分的候选集合，但仅通过特征阈值过滤无法有效地平衡精确率与召回率，

现实应用中通常挑选较高的阈值保证精度而牺牲召回。先进的新词挖掘算法大多为有

监督学习，这类算法通常涉及复杂的语法分析模型或深度网络模型，且依赖领域专家

设计繁多规则或大量的人工标记数据。远程监督学习通过开源知识库生成少量的标记

数据，虽然一定程度上缓解了人力标注成本高的问题。然而小样本量的标记数据仅能

学习简单的统计模型，无法训练具有高泛化能力的复杂模型。

我们的离线实体挖掘是多源多方法的，涉及到的数据源包括结构化的商家信息库、百

科词条，半结构化的搜索日志，以及非结构化的用户评论（UGC）等。使用的挖掘方

法也包含多种，包括规则、传统机器学习模型、深度学习模型等。UGC作为一种非

结构化文本，蕴含了大量非标准表达实体名。下面我们将详细介绍一种针对UGC的

垂直领域新词自动挖掘方法，该方法主要包含三个步骤，如下图 3所示：

图 3　一种适用于垂直领域的新词自动挖掘方法

Step1：候选序列挖掘。频繁连续出现的词序列，是潜在新型词汇的有效候选，我们

采用频繁序列产生充足候选集合。

Step2：基于远程监督的大规模有标记语料生成。频繁序列随着给定语料的变化而改

变，因此人工标记成本极高。我们利用领域已有累积的实体词典作为远程监督词库，

将Step1 中候选序列与实体词典的交集作为训练正例样本。同时，通过对候选序列

分析发现，在上百万的频繁Ngram中仅约 10%左右的候选是真正的高质新型词汇。

因此，对于负例样本，采用负采样方式生产训练负例集 [1]。针对海量UGC语料，我
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们设计并定义了四个维度的统计特征来衡量候选短语可用性：

	● 频率：有意义的新词在语料中应当满足一定的频率，该指标由 Step1 计算得

到。

	● 紧密度：主要用于评估新短语中连续元素的共现强度，包括 T分布检验、皮尔

森卡方检验、逐点互信息、似然比等指标。

	● 信息度：新发现词汇应具有真实意义，指代某个新的实体或概念，该特征主要

考虑了词组在语料中的逆文档频率、词性分布以及停用词分布。

	● 完整性：新发现词汇应当在给定的上下文环境中作为整体解释存在，因此应同

时考虑词组的子集短语以及超集短语的紧密度，从而衡量词组的完整性。

在经过小样本标记数据构建和多维度统计特征提取后，训练二元分类器来计算候选短

语预估质量。由于训练数据负例样本采用了负采样的方式，这部分数据中混合了少量

高质量的短语，为了减少负例噪声对短语预估质量分的影响，可以通过集成多个弱分

类器的方式减少误差。对候选序列集合进行模型预测后，将得分超过一定阈值的集合

作为正例池，较低分数的集合作为负例池。

Step3: 基于深度语义网络的短语质量评估。在有大量标记数据的情况下，深度网络

模型可以自动有效地学习语料特征，并产出具有泛化能力的高效模型。BERT通过海

量自然语言文本和深度模型学习文本语义表征，并经过简单微调在多个自然语言理解

任务上刷新了记录，因此我们基于BERT训练短语质量打分器。为了更好地提升训

练数据的质量，我们利用搜索日志数据对Step2 中生成的大规模正负例池数据进行

远程指导，将有大量搜索记录的词条作为有意义的关键词。我们将正例池与搜索日志

重合的部分作为模型正样本，而将负例池减去搜索日志集合的部分作为模型负样本，

进而提升训练数据的可靠性和多样性。此外，我们采用Bootstrapping 方式，在初次

得到短语质量分后，重新根据已有短语质量分以及远程语料搜索日志更新训练样本，

迭代训练提升短语质量打分器效果，有效减少了伪正例和伪负例。

在UGC语料中抽取出大量新词或短语后，参考AutoNER[2] 对新挖掘词语进行类型

预测，从而扩充离线的实体库。
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3.2 在线匹配

原始的在线NER词典匹配方法直接针对Query 做双向最大匹配，从而获得成分识别

候选集合，再基于词频（这里指实体搜索量）筛选输出最终结果。这种策略比较简陋，

对词库准确度和覆盖度要求极高，所以存在以下几个问题：

	● 当 Query 包含词库未覆盖实体时，基于字符的最大匹配算法易引起切分错误。

例如，搜索词“海坨山谷”，词库仅能匹配到“海坨山”，因此出现“海坨山 /

谷”的错误切分。

	● 粒度不可控。例如，搜索词“星巴克咖啡”的切分结果，取决于词库对“星巴

克”、“咖啡”以及“星巴克咖啡”的覆盖。

	● 节点权重定义不合理。例如，直接基于实体搜索量作为实体节点权重，当用户

搜索“信阳菜馆”时，“信阳菜 / 馆”的得分大于“信阳 / 菜馆”。

为了解决以上问题，在进行实体字典匹配前引入了CRF分词模型，针对垂直领域美

团搜索制定分词准则，人工标注训练语料并训练CRF分词模型。同时，针对模型分

词错误问题，设计两阶段修复方式：

1.	结合模型分词 Term和基于领域字典匹配Term，根据动态规划求解Term序

列权重和的最优解。

2.	基于 Pattern 正则表达式的强修复规则。最后，输出基于实体库匹配的成分

识别结果。
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图 4　实体在线匹配

4. 模型在线预测

对于长尾、未登录查询，我们使用模型进行在线识别。	NER模型的演进经历了如下

图 5所示的几个阶段，目前线上使用的主模型是BERT[3] 以及 BERT+LR级联模型，

另外还有一些在探索中模型的离线效果也证实有效，后续我们会综合考虑性能和收益

逐步进行上线。搜索中NER线上模型的构建主要面临三个问题：

1.	性能要求高：NER作为基础模块，模型预测需要在毫秒级时间内完成，而目

前基于深度学习的模型都有计算量大、预测时间较长的问题。

2.	领域强相关：搜索中的实体类型与业务供给高度相关，只考虑通用语义很难保

证模型识别的准确性。

3.	标注数据缺乏：	NER标注任务相对较难，需给出实体边界切分、实体类型信

息，标注过程费时费力，大规模标注数据难以获取。

针对性能要求高的问题，我们的线上模型在升级为BERT时进行了一系列的性能调

优；针对NER领域相关问题，我们提出了融合搜索日志特征、实体词典信息的知识

增强NER方法；针对训练数据难以获取的问题，我们提出一种弱监督的NER方法。
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下面我们详细介绍下这些技术点。

图 5　NER 模型演进

4.1 BERT 模型

BERT是谷歌于 2018 年 10 月公开的一种自然语言处理方法。该方法一经发布，就

引起了学术界以及工业界的广泛关注。在效果方面，BERT刷新了 11 个 NLP任务

的当前最优效果，该方法也被评为 2018 年 NLP 的重大进展以及NAACL	2019 的

best	paper[4,5]。BERT 和早前OpenAI 发布的GPT 方法技术路线基本一致，只

是在技术细节上存在略微差异。两个工作的主要贡献在于使用预训练 +微调的思路来

解决自然语言处理问题。以BERT为例，模型应用包括 2个环节：

	● 预训练（Pre-training），该环节在大量通用语料上学习网络参数，通用语料包

括Wikipedia、Book	Corpus，这些语料包含了大量的文本，能够提供丰富的

语言相关现象。

	● 微调（Fine-tuning），该环节使用“任务相关”的标注数据对网络参数进行微

调，不需要再为目标任务设计Task-specific 网络从头训练。

将BERT应用于实体识别线上预测时面临一个挑战，即预测速度慢。我们从模型蒸

馏、预测加速两个方面进行了探索，分阶段上线了BERT蒸馏模型、BERT+Soft-

max、BERT+CRF模型。
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4.1.1 模型蒸馏

我们尝试了对 BERT 模型进行剪裁和蒸馏两种方式，结果证明，剪裁对于NER这

种复杂NLP任务精度损失严重，而模型蒸馏是可行的。模型蒸馏是用简单模型来逼

近复杂模型的输出，目的是降低预测所需的计算量，同时保证预测效果。Hinton 在

2015 年的论文中阐述了核心思想 [6]，复杂模型一般称作 Teacher	Model，蒸馏后的

简单模型一般称作Student	Model。Hinton 的蒸馏方法使用伪标注数据的概率分布

来训练 Student	Model，而没有使用伪标注数据的标签来训练。作者的观点是概率

分布相比标签能够提供更多信息以及更强约束，能够更好地保证Student	Model 与

Teacher	Model 的预测效果达到一致。在 2018 年 NeurIPS 的Workshop 上，[7]

提出一种新的网络结构BlendCNN来逼近GPT的预测效果，本质上也是模型蒸馏。

BlendCNN预测速度相对原始GPT提升了 300 倍，另外在特定任务上，预测准确

率还略有提升。关于模型蒸馏，基本可以得到以下结论：

	● 模型蒸馏本质是函数逼近。针对具体任务，笔者认为只要 Student	Model

的复杂度能够满足问题的复杂度，那么 Student	Model 可以与 Teacher	

Model 完全不同，选择Student	Model 的示例如下图 6所示。举个例子，假

设问题中的样本（x，y）从多项式函数中抽样得到，最高指数次数 d=2；可

用的 Teacher	Model 使用了更高指数次数（比如 d=5），此时，要选择一个

Student	Model 来进行预测，Student	Model 的模型复杂度不能低于问题本

身的复杂度，即对应的指数次数至少达到 d=2。

	● 根据无标注数据的规模，蒸馏使用的约束可以不同。如图 7所示，如果无标注

数据规模小，可以采用值（logits）近似进行学习，施加强约束；如果无标注数

据规模中等，可以采用分布近似；如果无标注数据规模很大，可以采用标签近

似进行学习，即只使用Teacher	Model 的预测标签来指导模型学习。
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有了上面的结论，我们如何在搜索NER任务中应用模型蒸馏呢？	首先先分析一下该

任务。与文献中的相关任务相比，搜索NER存在有一个显著不同：作为线上应用，

搜索有大量无标注数据。用户查询可以达到千万 / 天的量级，数据规模上远超一些离

线测评能够提供的数据。据此，我们对蒸馏过程进行简化：不限制 Student	Model

的形式，选择主流的推断速度快的神经网络模型对BERT进行近似；训练不使用值近

似、分布近似作为学习目标，直接使用标签近似作为目标来指导Student	Model 的

学习。

我们使用 IDCNN-CRF 来近似 BERT 实体识别模型，IDCNN（Iterated	Dilated	

CNN）是一种多层CNN网络，其中低层卷积使用普通卷积操作，通过滑动窗口圈定

的位置进行加权求和得到卷积结果，此时滑动窗口圈定的各个位置的距离间隔等于

1。高层卷积使用膨胀卷积（Atrous	Convolution）操作，滑动窗口圈定的各个位置的

距离间隔等于 d（d>1）。通过在高层使用膨胀卷积可以减少卷积计算量，同时在序列

依赖计算上也不会有损失。在文本挖掘中，IDCNN常用于对 LSTM进行替换。实验

结果表明，相较于原始BERT模型，在没有明显精度损失的前提下，蒸馏模型的在

线预测速度有数十倍的提升。

4.1.2 预测加速

BERT中大量小算子以及Attention 计算量的问题，使得其在实际线上应用时，预测

时长较高。我们主要使用以下三种方法加速模型预测，同时对于搜索日志中的高频
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Query，我们将预测结果以词典方式上传到缓存，进一步减少模型在线预测的QPS

压力。下面介绍下模型预测加速的三种方法：

算子融合：通过降低Kernel	Launch 次数和提高小算子访存效率来减少BERT中小

算子的耗时开销。我们这里调研了 Faster	Transformer 的实现。平均时延上，有

1.4x~2x 左右加速比；TP999 上，有 2.1x~3x 左右的加速比。该方法适合标准的

BERT模型。开源版本的 Faster	Transformer 工程质量较低，易用性和稳定性上存

在较多问题，无法直接应用，我们基于NV开源的 Faster	Transformer 进行了二次

开发，主要在稳定性和易用性进行了改进：

	● 易用性：支持自动转换，支持Dynamic	Batch，支持Auto	Tuning。

	● 稳定性：修复内存泄漏和线程安全问题。

Batching：Batching 的原理主要是将多次请求合并到一个 Batch 进行推理，降

低 Kernel	Launch 次数、充分利用多个GPU	SM，从而提高整体吞吐。在max_

batch_size 设置为 4的情况下，原生 BERT 模型，可以在将平均 Latency 控制在

6ms以内，最高吞吐可达 1300	QPS。该方法十分适合美团搜索场景下的BERT模

型优化，原因是搜索有明显的高低峰期，可提升高峰期模型的吞吐量。

混合精度：混合精度指的是 FP32 和 FP16 混合的方式，使用混合精度可以加速

BERT 训练和预测过程并且减少显存开销，同时兼顾 FP32 的稳定性和 FP16 的

速度。在模型计算过程中使用 FP16 加速计算过程，模型训练过程中权重会存储成

FP32 格式，参数更新时采用 FP32 类型。利用 FP32	Master-weights 在 FP32 数

据类型下进行参数更新，可有效避免溢出。混合精度在基本不影响效果的基础上，模

型训练和预测速度都有一定的提升。

4.2 知识增强的 NER

如何将特定领域的外部知识作为辅助信息嵌入到语言模型中，一直是近些年的研究热

点。K-BERT[8]、ERNIE[9] 等模型探索了知识图谱与BERT的结合方法，为我们提

供了很好的借鉴。美团搜索中的NER是领域相关的，实体类型的判定与业务供给高
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度相关。因此，我们也探索了如何将供给POI 信息、用户点击、领域实体词库等外

部知识融入到NER模型中。

4.2.1 融合搜索日志特征的 Lattice-LSTM

在O2O垂直搜索领域，大量的实体由商家自定义（如商家名、团单名等），实体信息

隐藏在供给 POI 的属性中，单使用传统的语义方式识别效果差。Lattice-LSTM[10]

针对中文实体识别，通过增加词向量的输入，丰富语义信息。我们借鉴这个思路，

结合搜索用户行为，挖掘Query	中潜在短语，这些短语蕴含了 POI 属性信息，然

后将这些隐藏的信息嵌入到模型中，在一定程度上解决领域新词发现问题。与原始

Lattice-LSTM方法对比，识别准确率千分位提升 5个点。

图 8　融合搜索日志特征的 Lattice-LSTM 构建流程

1) 短语挖掘及特征计算

该过程主要包括两步：匹配位置计算、短语生成，下面详细展开介绍。

图 9　短语挖掘及特征计算
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Step1：匹配位置计算。对搜索日志进行处理，重点计算查询与文档字段的详细匹配

情况以及计算文档权重（比如点击率）。如图 9所示，用户输入查询是“手工编织”，

对于文档 d1（搜索中就是 POI），“手工”出现在字段“团单”，“编织”出现在字段

“地址”。对于文档 2，“手工编织”同时出现在“商家名”和“团单”。匹配开始位

置、匹配结束位置分别对应有匹配的查询子串的开始位置以及结束位置。

Step2：短语生成。以Step1 的结果作为输入，使用模型推断候选短语。可以使用

多个模型，从而生成满足多个假设的结果。我们将候选短语生成建模为整数线性规划

（Integer	Linear	Programmingm，ILP）问题，并且定义了一个优化框架，模型中的

超参数可以根据业务需求进行定制计算，从而获得满足不用假设的结果。对于一个具

体查询Q，每种切分结果都可以使用整数变量 xij 来表示：xij=1 表示查询 i 到 j 的位置

构成短语，即Qij 是一个短语，xij=0 表示查询 i 到 j 的位置不构成短语。优化目标可

以形式化为：在给定不同切分 xij 的情况下，使收集到的匹配得分最大化。优化目标

及约束函数如图 10所示，其中 p：文档，f：字段，w：文档 p的权重，wf：字段 f 的

权重。xijpf：查询子串Qij 是否出现在文档 p的 f 字段，且最终切分方案会考虑该观

测证据，Score(xijpf)：最终切分方案考虑的观测得分，w(xij)：切分Qij 对应的权重，

yijpf	:	观测到的匹配，查询子串Qij 出现在文档 p的 f 字段中。χmax：查询包含的

最大短语数。这里，χmax、wp、wf	、w(xij) 是超参数，在求解 ILP 问题前需要完

成设置，这些变量可以根据不同假设进行设置：可以根据经验人工设置，另外也可以

基于其他信号来设置，设置可参考图 10给出的方法。最终短语的特征向量表征为在

POI 各属性字段的点击分布。
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图 10　短语生成问题抽象以及参数设置方法

2) 模型结构

图 11　融合搜索日志特征的 Lattice-LSTM 模型结构

模型结构如图 11 所示，蓝色部分表示一层标准的 LSTM网络（可以单独训练，也

可以与其他模型组合），输入为字向量，橙色部分表示当前查询中所有词向量，红色

部分表示当前查询中的通过 Step1 计算得到的所有短语向量。对于 LSTM的隐状
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态输入，主要由两个层面的特征组成：当前文本语义特征，包括当前字向量输入和

前一时刻字向量隐层输出；潜在的实体知识特征，包括当前字的短语特征和词特征。

下面介绍当前时刻潜在知识特征的计算以及特征组合的方法：（下列公式中，σ表示

sigmoid 函数，⊙表示矩阵乘法）

4.2.2 融合实体词典的两阶段 NER

我们考虑将领域词典知识融合到模型中，提出了两阶段的NER识别方法。该方法是

将NER任务拆分成实体边界识别和实体标签识别两个子任务。相较于传统的端到端

的NER方法，这种方法的优势是实体切分可以跨领域复用。另外，在实体标签识别

阶段可以充分使用已积累的实体数据和实体链接等技术提高标签识别准确率，缺点是

会存在错误传播的问题。
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在第一阶段，让BERT模型专注于实体边界的确定，而第二阶段将实体词典带来的

信息增益融入到实体分类模型中。第二阶段的实体分类可以单独对每个实体进行预

测，但这种做法会丢失实体上下文信息，我们的处理方法是：将实体词典用作训练

数据训练一个 IDCNN分类模型，该模型对第一阶段输出的切分结果进行编码，并

将编码信息加入到第二阶段的标签识别模型中，联合上下文词汇完成解码。基于

Benchmark 标注数据进行评估，该模型相比于 BERT-NER在Query 粒度的准确

率上获得了 1%的提升。这里我们使用 IDCNN主要是考虑到模型性能问题，大家可

视使用场景替换成BERT或其他分类模型。

图 12　融合实体词典的两阶段 NER



532　>　美团 2020 技术年货

4.3 弱监督 NER

图 13　弱监督标注数据生成流程

针对标注数据难获取问题，我们提出了一种弱监督方案，该方案包含两个流程，分别

是弱监督标注数据生成、模型训练。下面详细描述下这两个流程。

Step1：弱监督标注样本生成

1)	初版模型：利用已标注的小批量数据集训练实体识别模型，这里使用的是最新的

BERT模型，得到初版模型ModelA。

2)	词典数据预测：实体识别模块目前沉淀下百万量级的高质量实体数据作为词典，数

据格式为实体文本、实体类型、属性信息。用上一步得到的ModelA 预测改词典数据

输出实体识别结果。

3)	预测结果校正：实体词典中实体精度较高，理论上来讲模型预测的结果给出的实体

类型至少有一个应该是实体词典中给出的该实体类型，否则说明模型对于这类输入的

识别效果并不好，需要针对性地补充样本，我们对这类输入的模型结果进行校正后得

到标注文本。校正方法我们尝试了两种，分别是整体校正和部分校正，整体校正是指

整个输入校正为词典实体类型，部分校正是指对模型切分出的单个 Term	进行类型校

正。举个例子来说明，“兄弟烧烤个性 diy”词典中给出的实体类型为商家，模型预测

结果为修饰词 +菜品 +品类，没有 Term 属于商家类型，模型预测结果和词典有差
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异，这时候我们需要对模型输出标签进行校正。校正候选就是三种，分别是“商家 +

菜品 +品类”、“修饰词 +商家 +品类”、“修饰词 +菜品 +商家”。我们选择最接近于

模型预测的一种，这样选择的理论意义在于模型已经收敛到预测分布最接近于真实分

布，我们只需要在预测分布上进行微调，而不是大幅度改变这个分布。那从校正候选

中如何选出最接近于模型预测的一种呢？我们使用的方法是计算校正候选在该模型下

的概率得分，然后与模型当前预测结果（当前模型认为的最优结果）计算概率比，概

率比计算公式如公式 2所示，概率比最大的那个就是最终得到的校正候选，也就是最

终得到的弱监督标注样本。在“兄弟烧烤个性 diy”这个例子中，“商家 +菜品 +品

类”这个校正候选与模型输出的“修饰词 +菜品 +品类”概率比最大，将得到“兄弟

/ 商家	烧烤 / 菜品	个性 diy/ 品类”标注数据。

图 14　标签校正

公式 2　概率比计算

Step2：弱监督模型训练

弱监督模型训练方法包括两种：一是将生成的弱监督样本和标注样本进行混合不区分

重新进行模型训练；二是在标注样本训练生成的ModelA 基础上，用弱监督样本进行

Fine-tuning 训练。这两种方式我们都进行了尝试。从实验结果来看，Fine-tuning

效果更好。
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5. 总结和展望

本文介绍了O2O搜索场景下NER任务的特点及技术选型，详述了在实体词典匹配

和模型构建方面的探索与实践。

实体词典匹配针对线上头腰部流量，离线对POI 结构化信息、商户评论数据、搜索

日志等独有数据进行挖掘，可以很好的解决领域实体识别问题，在这一部分我们介绍

了一种适用于垂直领域的新词自动挖掘方法。除此之外，我们也积累了其他可处理多

源数据的挖掘技术，如有需要可以进行约线下进行技术交流。

模型方面，我们围绕搜索中NER模型的构建的三个核心问题（性能要求高、领域强

相关、标注数据缺乏）进行了探索。针对性能要求高采用了模型蒸馏，预测加速的方

法，	使得 NER	线上主模型顺利升级为效果更好的BERT。在解决领域相关问题上，

分别提出了融合搜索日志、实体词典领域知识的方法，实验结果表明这两种方法可一

定程度提升预测准确率。针对标注数据难获取问题，我们提出了一种弱监督方案，一

定程度缓解了标注数据少模型预测效果差的问题。

未来，我们会在解决NER未登录识别、歧义多义、领域相关问题上继续深入研究，

欢迎业界同行一起交流。

6. 参考资料
[1]	Automated	Phrase	Mining	from	Massive	Text	Corpora.	2018.

[2]	Learning	Named	Entity	Tagger	using	Domain-Specific	Dictionary.	2018.

[3]	Bidirectional	Encoder	Representations	from	Transformers.	2018

[4]	https://www.jiqizhixin.com/articles/2018-12-30

[5]	https://naacl2019.org/blog/best-papers/

[6]	Hinton	et	al.	Distilling	the	Knowledge	in	a	Neural	Network.	2015.

[7]	Yew	Ken	Chia	et	al.Transformer	to	CNN:	Label-scarce	distillation	for	efficient	text	

classification.	2018.

[8]	K-BERT:	Enabling	Language	Representation	with	Knowledge	Graph.	2019.

[9]	Enhanced	Language	Representation	with	Informative	Entities.	2019.

[10]	Chinese	NER	Using	Lattice	LSTM.	2018.

https://www.jiqizhixin.com/articles/2018-12-30
https://naacl2019.org/blog/best-papers/


算法　<　535

7. 作者简介
丽红，星池，燕华，马璐，廖群，志安，刘亮，李超，张弓，云森，永超等，均来自美团搜索

与NLP部。

招聘信息
美团搜索部，长期招聘搜索、推荐、NLP算法工程师，坐标北京。欢迎感兴趣的同学发送简历

至：tech@meituan.com（邮件标题注明：搜索与NLP部）



536　>　美团 2020 技术年货

KDD Cup 2020 Debiasing 比赛冠军技术方案
及在美团的实践

作者：坚强　明健　胡可　曲檀　雷军

背景

ACM	SIGKDD	（国际数据挖掘与知识发现大会，简称	KDD）是数据挖掘领域的国际

顶级会议。KDD	Cup 比赛是由SIGKDD主办的数据挖掘研究领域的国际顶级赛事，

从 1997 年开始，每年举办一次，是目前数据挖掘领域最具影响力的赛事。该比赛同

时面向企业界和学术界，云集了世界数据挖掘界的顶尖专家、学者、工程师、学生等

参加，为数据挖掘从业者们提供了一个学术交流和研究成果展示的平台。KDD	Cup	

2020 共设置五道赛题（四个赛道），分别涉及数据偏差问题（Debiasing）、多模态召

回问题（Multimodalities	Recall）、自动化图学习（AutoGraph）、对抗学习问题和强

化学习问题。

美团到店广告平台搜索广告算法团队基于自身的业务场景，一直在不断进行前沿技术

的深入优化与算法创新，团队在数据偏差、多模态学习、图学习三个前沿领域均有一

定的算法研究与应用，并取得了不错的业务结果。基于这三个领域的技术积累，我们

在比赛中选择了三道紧密联系的赛题，希望应用并提升这三个领域技术积累，带来技

术与业务的进一步突破。搜索广告算法团队的黄坚强、胡可、漆毅、曲檀、陈明健、

郑博航、雷军与中科院大学唐兴元共同组建参赛队伍 Aister，参加了 Debiasing、

AutoGraph、Multimodalities	Recall 三道赛题，最终在 Debiasing 赛道中获得冠
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军（1/1895），在 AutoGraph 赛道中也获得了冠军（1/149），并在Multimodalities	

Recall 赛道中获得了季军（3/1433）。

在广告系统中，如何对数据偏差进行消除是最具挑战性的问题之一，也是近年来学术

界的研究热点。随着产品形态与算法技术的持续演进，系统会不断积累偏差。搜索广

告算法团队在数据偏差问题取得了突破，带来了较显著的业务效果提升。特别是在

Debiasing 赛题中，团队基于偏差消除问题的技术积累，从全球 1895 支队伍的激烈

角逐中取得第 1名，并在最终评测指标（ndcg_half）领先第 2名 6.0%。下面我们

将介绍Debiasing 赛题的技术方案，以及团队在广告业务中偏差消除的应用与研究，

希望对从事相关研究的同学能够有所帮助或者启发。

技术方案开源代码

图 2　KDD Cup 2020 Debiasing 比赛 TOP 10 榜单

https://github.com/aister2020/KDDCUP_2020_Debias
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赛题介绍与问题分析

偏差消除问题概述

大多数电子商务和零售公司利用海量数据在其网站上实现搜索和推荐系统，从而来促

进销售，随着这样的趋势发展以及流量的大量增加，对推荐系统产生了各式各样的挑

战。其中一个值得探索的挑战是推荐系统的人工智能公平性（Fairness）问题 [1,2]，

即如果机器学习系统配备了短期目标（例如短期的点击、交易），单纯朝短期目标进行

优化将会导致严重的“马太效应”，即热门的商品受到更多的关注，冷门商品则愈发

的会被遗忘，产生了系统中的流行度偏差 [3]，并且大多数模型和系统的迭代依赖于页

面浏览（Pageview）数据，而曝光数据是实际候选中经过模型选择的一个子集，不断

地依赖模型选择的数据与反馈再进行训练，将形成选择性偏差 [3]。上述流行度偏差与

选择性偏差不断积累，就会导致系统中的“马太效应”越来越严重。因此，人工智能

公平性问题对于推荐系统的不断优化至关重要，并且这将对推荐系统的发展以及生态

环境产生深远的影响。

由于不是一个定义充分的优化问题，偏差消除是当前推荐系统非常具有挑战性的问

题，也是当前学术界的一个研究热点。本次KDD的赛题也是围绕偏差问题展开，基

于电子商务中用户下一次点击商品预测（Next-Item	Prediction）的问题，进行无偏

估计。

赛题官方提供了用户点击数据、商品多模态数据、用户特征数据。其中用户点击数据

提供了用户历史点击的商品以及点击的时间戳，商品多模态数据主要为商品的文本向

量以及图片向量，用户特征数据有用户的年龄、性别、城市等等。数据涉及超过 100

万次点击，10 万商品和 3万用户。并根据时间窗口划分数据阶段，一共分为十个阶

段，最终评分以最后 3个阶段为准。

为了关注于消除偏差问题，本次赛题提供的评测指标包括 NDCG@50_full，

NDCG@50_half，hitrate@50_full，hitrate@50_half。 采 用 NDCG@50_full，

NDCG@50_half 两项指标进行评估。
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	● NDCG@50_full：与常规推荐系统评价指标NDCG一致，在整个评测数据集

上评估了每次用户请求所推荐的前 50个商品列表的平均排序效果，该评测集

我们称之为 full 评测集。

	● NDCG@50_half：关注于偏差问题，从整个 full 评测数据集中取出一半历史

曝光少的点击商品，对这些商品的推荐列表进行NDCG指标评估，该评测集

我们称之为 half 评测集。

评分首先通过 NDCG@50_full 筛选出前 10% 的队伍，然后在这些队伍中使用

NDCG@50_half 来进行最终排名。在最终的评估中NDCG@50_half 将对 Top 名

次的差异，在长尾数据预测更重要的评测方式能够更好地评估选手们对于数据偏差的

优化。不同于传统的封闭数据集点击率预估问题（CTR预估），上述数据特点与评测

方式侧重于偏差的优化。

数据分析与问题理解

数据分析与问题：用户特征数据中一共有 35444 个用户，但只有 6789 个用户有

特征，故而特征覆盖率只有 19.15%，由于覆盖率较低且只有年龄、性别、城市等

三个特征，我们发现这些特征对我们的整个任务而言是无用的。商品特征数据中一

共有 117720 个商品，有 108916 个商品拥有文本向量及图片向量，覆盖率高达

92.52%，可以根据向量去计算商品间的文本相似度及图片相似度，由于用户信息及

商品信息的缺少，如何利用好这些商品多模态向量对于整个任务而言是极其重要的。

选择性偏差分析：如表 1所示，我们对基于 i2i（item2item）点击共现以及基于 i2i 向

量相似度两种 Item-Based 协同过滤的方法所召回的商品候选集做对比，由于系统

的性能限制，我们将候选集长度最大值限制到 1000，我们发现两种召回方法在评测

集上都有一个较低的 hitrate，则不管使用哪种方法系统都存在着一个较大的选择性偏

差，即推荐给用户的样本是根据系统来选择的，而不是所有候选集合，真实的候选集

合大大超过了推荐给用户的样本，导致训练数据带有选择性偏差。进一步的，我们发

现基于 i2i 点击共现在 full 评测集上相对于 half 评测集有更高的 hitrate，说明其更偏

好于流行商品，而基于 i2i 向量相似度在 full 和 half 的评测集上 hitrate 相差不大，说
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明其对于流行度无偏好，同时两种方式召回的候选集只有 4%的重复率，故而我们需

要去结合点击共现和向量相似度两种商品关系来生成更大的训练集，从而缓解选择性

偏差。

表 1　i2i 点击共现与 i2i 向量相似度的召回 hitrate

如图 3所示，我们对商品的流行度进行了分析，其中横坐标商品点击频数，即商品流

行度，纵坐标为商品个数。图中我们对流行度做了截断，横坐标最大值本应为 228。

可以看出，大部分商品的流行度较低，符合长尾分布。图中的两个箱型图分别是 full

评测数据集商品流行度的分布，以及 half 评测数据集商品流行度的分布。从这两个箱

型图可以看出，流行度偏差存在于数据集中，整个 full 评测集中有一半评测数据是基

于流行度较低的商品，而另一半评测数据商品的流行度较高，直接通过点击商品去构

建样本，会导致数据中拥有较多流行度高的正例商品，从而形成流行度偏差。

图 3　商品的流行度偏差
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问题挑战

该竞赛的主要挑战是消除推荐系统中的偏差，从上述数据分析中可以看出，主要存在

两种偏差，选择性偏差（Selection	Bias）和流行度偏差（Popularity	Bias）。

	● 选择性偏差：曝光数据是由模型和系统选择的，与系统中的全部候选集不一

致 [4,5]。

	● 流行度偏差：商品历史点击次数呈现一个长尾分布，故而流行度偏差存在于头

部商品和尾部商品之间，如何解决流行度偏差也是赛题的核心挑战之一 [6,7]。

基于上述偏差，传统的利用Pageview（曝光）->Click（点击）的点击预估建模思路

并不能合理地建模用户的真实兴趣，我们在初步尝试中也发现采用传统建模思路效果

较差。不同于传统的用户兴趣建模思路，首先，我们通过 u2i2i（user2item2item）

建模转换，采用侧重于 i2i 的建模代替传统CTR预估方式中的 u2i（user2item）的

兴趣建模。并且，我们采用基于 i2i 图的多跳游走进行候选样本生成，代替基于

Pageview 样本生成思路。同时，在构图过程、i2i 建模过程我们引入了流行度惩罚。

最终有效地解决了上面的偏差挑战。

竞赛技术方案

针对选择性偏差和流行度偏差两方面挑战，我们进行了建模设计，有效地优化了上述

偏差。已有的CTR建模方法可以理解为 u2i 的建模，通常刻画了用户在特定请求上

下文中对候选商品的偏好，而我们的建模方式是去学习用户的每个历史点击商品和候

选商品的关系，可以理解为 u2i2i 的建模。这种建模方法更有助于学习多种 i2i 关系，

并且可以容易地将 i2i 图中的一跳关系拓展到多跳关系，多种 i2i 关系可以探索更多无

偏数据来增大商品候选集和训练集，达到了缓解选择性偏差的目的。同时，考虑到流

行商品引起的流行度偏差，我们在构图过程中对边权引入流行度惩罚，使得多跳游走

时更有机会探索到低流行度的商品，同时在建模过程以及后处理过程中我们也引入了

流行度惩罚，缓解了流行度偏差。
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最终，我们形成了一个基于 i2i 建模的排序框架，框架图如图 4所示。在我们的框架

中商品推荐过程被分为三个阶段，第一个阶段是基于用户行为数据和商品多模态数据

构建 i2i 图，并基于 i2i 图进行多跳游走生成 i2i 候选样本；第二个阶段是拆分用户点

击序列，并根据 i2i 候选样本构建 i2i 关系样本集，基于 i2i 样本集进行自动化特征工

程，以及使用流行度加权的损失函数进行消除流行度偏差的建模；第三个阶段根据用

户点击序列将 i2i 模型生成的 i2i 打分进行聚合，对打分的商品列表进行消除流行度偏

差的后处理，从而对商品列表进行排序推荐。我们将详细介绍这三个阶段的方案。

图 4　基于 i2i 建模的排序框架

基于多跳游走的 i2i 候选样本生成

为了探索更多的 i2i 无偏候选样本来进行 i2i 建模，从而缓解选择性偏差，我们构建了

一个具有多种边关系的 i2i 图，并在构边过程中引入了流行度惩罚来消除流行度偏差。

如下图 5所示，i2i 图的构建与多跳游走 i2i 候选样本的生成过程被分为三个步骤：i2i

图的构建、i2i 多跳游走以及 i2i 候选样本的生成。
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图 5　基于多跳游走的 i2i 候选样本生成

第一个步骤为 i2i 图的构建，图中存在一种结点即商品结点，两种边关系即点击共现

边和多模态向量边。点击共现边通过用户的历史商品点击序列所构建，边的权重通过

以下的公式得到，其在两个商品间的用户历史点击共现频数的基础上，考虑了每次点

击共现的时间间隔因子，并加入了用户活跃度惩罚以及商品流行度惩罚。时间间隔因

子考虑到了两个商品间的共现时间越短则这两个商品有更大的相似度；用户活跃度惩

罚考虑了活跃用户与不活跃用户的公平性，通过用户历史商品点击次数来惩罚活跃用

户；商品流行度惩罚考虑了商品的历史点击频数，对流行商品进行惩罚，缓解了流行

度偏差 [8]。多模态向量边则通过两个商品间文本向量及图片向量的余弦相似度进行构

建，对一个商品的向量利用K最近邻的方法去寻找最邻近的K个商品，对这个商品

与其最近邻的K个商品分别构建K条边，向量间的相似度即为边权，多模态向量边

与流行度无关，可以缓解流行度偏差。
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第二个步骤是通过多跳游走探索多种 i2i 关系，我们通过枚举不同的一跳 i2i 关系组合

构成不同类型的二跳 i2i 关系，并且在构建好二跳 i2i 关系之后删除原本的一跳 i2i 关

系以避免冗余。i2i 关系包括基于点击一跳邻居构建 i2i，基于向量一跳邻居构建 i2i，

基于点击 -点击二跳游走构建 i2i，基于点击 -向量二跳游走构建 i2i，基于向量 -点

击二跳游走构建 i2i，一跳 i2i 关系得分由一跳边权得来，多跳 i2i 关系得分则由以下

公式得来，即对每条路径的边权相乘得到路径分，并对所有路径分求平均。通过不同

边类型多跳游走的方式，更多的商品有更多的机会和其他商品构建多跳关系，从而扩

大了商品候选集，缓解了选择性偏差。

第三个步骤则基于每种 i2i 关系根据 i2i 得分对所有商品的候选商品集合分别进行排序

和截断，每个 i2i 关系间的相似度热图如下图 6所示，相似度是通过两种 i2i 关系构造

的候选集重复度所计算，我们可以根据不同 i2i 关系之间的相似度来确定候选商品集

合的数量截断，以得到每种 i2i 关系中每个商品的 i2i 候选集，供后续 i2i 建模使用。
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图 6　i2i 关系相似度热图

基于流行度偏差优化的 i2i 建模

我们通过 u2i2i 建模转换，将传统的基于 u2i 的 CTR预估建模方式转换为 i2i 建模方

式，它可以容易地使用多跳 i2i 关系，同时我们引入带流行度惩罚的损失函数，使得

i2i 模型朝着缓解流行度偏差的方向学习。

如下图 7所示，我们拆分用户前置点击行为序列，将每一个点击的商品作为 source	

item，从 i2i	graph 中的多跳游走候选集中抽取 target	 item，形成 i2i 样本集。对于

target	 item集合，我们将用户下一次点击的商品与 target	 item是否一致来引入该样
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本的标签。这样，我们将基于用户选择的序列建模 [9] 转变为基于 i2i 的建模，通过两

个商品点击的时间差以及点击次数间隔来从侧面引入用户的序列信息，强调了 i2i 的

学习，从而达到消除选择性偏差的目的。最终用户的推荐商品排序列表可以基于用户

下的 i2i 打分进行 target	item的排序。

图 7　i2i 训练样本生成

如图 8所示，我们利用自动化特征工程的思想去探索高阶特征组合，缓解了偏差问

题业务含义抽象的问题。我们通过人工构造一些基础特征例如频数特征、图特征、行

为特征和时间相关特征等特征后，将这些基本的特征类型划分为 3种，类别特征、数

值特征以及时间特征，基于这些特征做高阶特征组合，每一次组合形成的特征都会加

入下一次组合的迭代之中，来降低高阶组合的复杂度，我们并且基于特征重要性和

NDCG@50_half 进行快速的特征选择，从而挖掘到了更深层次的模式并节省了大量

的人力成本。
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图 8　自动化特征工程

在模型上，我们尝试了 LightGBM、Wide&Deep、时序模型等等，最终由于

LightGBM在 tabular 上的优异表现力，选择了 LightGBM。

在模型训练中，我们使用商品流行度加权损失去消除流行度偏差 [10]，损失函数 L如

下式所示：

其中，参数α与流行度成反比，来削弱流行商品的权重，可以消除流行度偏差。参

数β是正样本权重，用来解决样本不平衡问题。

用户偏好排序

最终，用户的商品偏好排序是通过用户的历史点击商品来引入 i2i，继而对 i2i 引入的

所有商品形成最终的排序问题。在排序过程中，根据图 7所示，target	 item 集合是
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由每一个 source	item 分别产出的，所以不同的 source	item 以及不同的多跳游走

i2i 关系可能会产出相同的 target	 item。我们需要考虑如何将相同用户的相同 target	

item的模型打分值进行聚合，如果直接进行概率求和会加强流行度偏差，而直接取均

值又容易忽略掉一些强信号。最终，我们对一个用户多个相同的 target	 item 采用最

大池化聚合的方式，然后对用户的所有 target	 item 进行排序，可以在NDCG@50_

half 上取得一个不错的效果。

为了进一步优化 NDCG@50_half 指标，我们对所得到的 target	 item 打分进行

后处理，通过提高低流行度商品的打分权重来进一步打压高流行度的商品，最终

在NDCG@50_half 上取得了一个更好的效果，这其实是一个NDCG@50_full 与

NDCG@50_half 的权衡。

评估结果

在基于多跳游走的 i2i 候选样本生成过程中，各种 i2i 关系的 hitrate 如表 2所示，可

以发现，在相同长度为 1000 的截断下对多种方法做混合有更高的 hitrate 提升，能

引入更多无偏数据来增大训练集和候选集从而缓解系统的选择性偏差。

表 2　不同 i2i 关系的 hitrate

最终，由美团搜索广告团队组建的 Aister 在包括 NDCG和 hitrate 的各项评价指
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标中都取得了第 1 名，如表 3 所示，NDCG@50_half 比第二名高了 6.0%，而

NDCG@50_full 比第二名高了 4.9%，	NDCG@50_half 相较于 NDCG@50_full

有更明显的优势，说明我们更好地针对消除偏差问题进行了优化。

表 3　不同参赛团队解决方案的 NDCG 评估结果

广告业务应用

搜索广算法团队负责美团与点评双平台的搜索广告与筛选列表广告业务，业务类型

涉及餐饮、休闲娱乐、丽人、酒店等，丰富的业务类型为算法优化带来很大空间与

挑战。在搜索广告业务问题中，数据偏差问题是个重要且具挑战性的问题。广告系

统中有两个重要的数据偏差——位置偏差与选择性偏差，搜索广告算法团队也针对

这两个偏差问题进行了较多优化。在位置偏差问题，即位置靠前的点击率天然高于

位置靠后的，不同于传统的作为偏差的处理方式，我们引入一致性建模的思想，并

通过灵活的深度网络设计达到一致性目标，取得业务效果提升。在选择性偏差问题，

整个广告系统投放过程呈现出了一个漏斗图，如图 9所示，系统分为Matching、

Creative-Select、Ranking、Auction 几个阶段。每一个阶段的候选是由上一阶段

选择。以排序阶段为例（Ranking），线上系统排序的候选包含了匹配（Matching）阶
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段输出的所有候选，但是排序模型的训练数据是根据模型选择的曝光（Pageview）数

据，仅为线上排序系统候选的一个小的子集，模型线上与线下输入数据的差异违反了

建模分布一致性假设，上述选择性偏差会导致两方面明显的问题：

1.	模型预估不准确：从曝光样本中学习到的模型存在偏差且不准确，会导致线上

预估效果较差，尤其对于同历史曝光样本分布差异大的候选样本。

2.	反馈链路循环影响广告生态：由于模型选择的样本进行曝光，然后进入模型训

练进一步选择新的曝光样本，模型基于有偏样本不断学习，使得整体反馈环

路不断受到偏差影响，系统选择面越来越窄形成“马太效应”。

图 9　广告系统的漏斗图

为了解决上面的预估与生态问题，我们通过样本生成和多阶段训练两方面进行算法

优化。在样本生成方面，我们进行三方面的数据生成与样本选择。首先，如图 10所
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示，我们采用基于Beta 分布的 Exploration 算法，通过历史点击率和统计置信度生

成 Exploration 候选，算法背后的假设是置信度越大点击率的方差越小。如下图所

示，横轴代表预估点击率，纵轴代表概率密度，在黄框中参数的Beta 分布生成的样

本预估点击率分布接近于真实的样本分布，用于补充仅通过模型选择的曝光数据；其

次，我们结合随机游走进行负样本优化，并通过采样算法和 Label 优化来控制精度。

最后，训练样本大多由系统主流量选择，而在下一次模型优化全量后选择的训练样本

会发生较大变化，上述差异性也会导致在ABTest 时小流量模型精度不符合预期，我

们也针对上述不同模型挑选的数据分布差异进行数据选择。

图 10　不同参数的 Beta 分布

并且，结合上述多种样本分布的差异性，通过多阶段训练来优化模型，如图 11所示，

我们基于样本强度控制训练顺序与参数，使得训练数据同线上真实候选分布更一致。
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最终不仅在CTR预估模型（Ranking 阶段）和创意优选模型（Creative-Select 阶

段）两个模块均取得较显著的业务效果提升，并且更一致的建模方式也使得了候选扩

量等偏差较重问题的实验由负向变正向，更扎实的验证方式也为未来优化打下了坚实

的基础。

图 11　基于样本强度的多阶段训练

总结与展望

KDD	Cup 是同工业界联接非常紧密的比赛，每年赛题紧扣业界热点问题与实际问

题，其中历年产出的Winning	Solution 对工业界也有很大的影响。例如，KDD	Cup	

2012 获胜方案产出了 FFM	(Feild-aware	Factorization	Machine) 与 XGBoost 的

原型，在工业界取得广泛应用。

今年KDD	Cup	的 Debiasing 问题也是当前广告与推荐领域中最具挑战性的问题之

一，本文介绍了我们在KDD	Cup	2020	Debiasing 赛题上取得第 1名的解决方案，

解决方案不同于以往CTR预估方式等 u2i 的兴趣建模方法，我们采用 u2i2i 方式将

u2i 建模转换为 i2i 建模，并构建异构图通过多跳游走探索更多无偏样本，从而缓解了

选择性偏差，在建模过程中对图的构建、模型的损失函数以及预估值后处理等过程都

引入了流行度惩罚来缓解流行度偏差，最终克服了选择性偏差和流行度偏差两个赛题

挑战。

同时本文也介绍我们在美团搜索广告上关于数据选择性偏差问题的业务应用，之前在



算法　<　553

广告系统中已经针对偏差问题进行了较多优化，这次比赛也让我们对偏差问题的研究

方向有了更进一步的认知。我们希望在未来的工作中会基于本次比赛取得的偏差优化

经验进一步地去优化广告系统中的偏差问题，让广告系统变得更加公平。
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ICRA 2020 轨迹预测竞赛冠军的方法总结

作者：炎亮　佳禾　德恒　冬淳

行人轨迹预测问题是无人驾驶技术的重要一环，已成为近年来的一项研究热点。在机

器人领域国际顶级会议 ICRA	2020 上，美团无人配送团队在行人轨迹预测竞赛中夺

冠，本文系对该预测方法的一些经验总结，希望能对大家有所帮助或者启发。

一、背景

6 月 2日，国际顶级会议 ICRA	2020 举办了“第二届长时人类运动预测研讨会”。该

研讨会由博世有限公司、厄勒布鲁大学、斯图加特大学、瑞士洛桑联邦理工联合组

织，同时在该研讨会上，还举办了一项行人轨迹预测竞赛，吸引了来自世界各地的

104 支队伍参赛。美团无人配送团队通过采用“世界模型”的交互预测方法，夺得了

该比赛的第一名。

图 1　ICRA 2020 TrajNet++ 轨迹预测竞赛
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二、赛题简介

本次竞赛提供了街道、出入口、校园等十个复杂场景下的行人轨迹数据集，要求参赛

选手根据这些数据集，利用行人在过去 3.6 秒的轨迹来预测其在未来 4.8 秒的运行轨

迹。竞赛使用FDE（预测轨迹和真实轨迹的终点距离）来对各种算法进行排名。

本次的赛题数据集，主要来源于各类动态场景下的真实标注数据和模拟合成数据，采

集频率为 2.5 赫兹，即两个时刻之间的时间差为 0.4 秒。数据集中的行人轨迹都以固

定坐标系下的时序坐标序列表示，并且根据行人的周围环境，这些轨迹被分类成不同

的类别，例如静态障碍物、线性运动、追随运动、避障行为、团体运动等。在该比赛

中，参赛队伍需要根据每个障碍物历史 9个时刻的轨迹数据（对应 3.6 秒的时间）来

预测未来 12个时刻的轨迹（对应 4.8 秒的时间）。

该竞赛采用多种评价指标，这些评价指标分别对单模态预测模型和多模态预测模型进

行评价。单模态模型是指给定确定的历史轨迹，预测算法只输出一条确定的轨迹；而

多模态模型则会输出多条可行的轨迹（或者分布）。本次竞赛的排名以单模态指标中的

FDE指标为基准。

三、方法介绍

其实，美团在很多实际业务中经常要处理行人轨迹预测问题，而行人轨迹预测的难点

在于如何在动态复杂环境中，对行人之间的社交行为进行建模。因为在复杂场景中，

行人之间的交互非常频繁并且交互的结果将会直接影响他们后续的运动（例如减速让

行、绕行避障、加速避障等）。

基于各类带交互数据集，一系列的算法被相继提出，然后对障碍物进行交互预测，

这些主流模型的工作重心都是针对复杂场景下行人之间的交互进行建模。常用的方

法包括基于 LSTM的交互算法（SR	LSTM[1]、Social	GAN[2]、SoPhie[3]、Peeking	

into[4]、StarNet[5] 等），基于 Graph/Attention 的交互算法（GRIP[6]、Social	

STGCNN[7]、STGAT[8]、VectorNet[9] 等），以及基于语义地图 / 原始数据的预测算

法等。
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我们本次的参赛方法就是由自研算法 [10]（如图 2所示）改进而来，该方法的设计思路

是根据场景中所有障碍物的历史轨迹、跟踪信息以及场景信息，建立并维护一个全局

的世界模型来挖掘障碍物之间、障碍物与环境之间的交互特性。然后，再通过查询世

界模型来获得每个位置邻域内的交互特征，进而来指导对障碍物的预测。

图 2　基于世界模型的预测算法

在实际操作过程中，由于数据集中缺乏场景信息，我们对模型做了适当的调整。在世界

模型中（对应上图的 Interaction	Net），我们仅使用了现有数据集，以及模型能够提供

的位置信息和跟踪信息LSTM隐状态信息。最终得到的模型结构设计如下图3所示：

图 3　竞赛使用的基于世界模型的预测算法
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整个模型基于 Seq2Seq 结构，主要包含历史轨迹编码模块（Encoder）、世界模型

（Interaction	Module）和解码预测模块（Decoder）三个部分。其中，编码器的功能

在于对行人历史轨迹进行编码，主要提取行人在动态环境中的运动模式；解码器则是

利用编码器得到的行人运动模式特征，来预测他们未来的运动轨迹分布。需要强调一

下，在整个编码与解码的过程中，都需要对世界模型进行实时更新（Update）与查询

（Query）两种操作。更新操作主要根据时序的推进，将行人的运动信息实时编入世界

模型中；查询操作则是根据全局的世界地图以及行人的自身位置，来获取行人当前邻

域内的环境特征。

图 4　编码阶段

在图 4中，展示了我们模型在历史轨迹编码阶段的计算流程。编码阶段共有 9个时

刻，对应 9个历史观测时间点，每个时刻都执行相同的操作。以 t 时刻为例。

首先，将 t 时刻的所有行人坐标数据，包含：

位置集合
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速度集合

所有行人跟踪信息 -上时刻编码得到的 LSTM隐状态

将以上信息输入到世界模型中更新地图信息，即Update 操作。整个Update 操作经

过MLP、MaxPooling 以及GRU等模块获得一个全局的时空地图特征R；然后，每

个 LSTM（对应一个行人），使用其当前观测时刻的坐标信息：

解码预测阶段的流程与历史轨迹编码阶段基本一致，但存在两个细微的不同点：

	● 区别 1：编码阶段每个行人对应的 LSTM隐状态的初始化为 0；而解码阶段，

LSTM由编码阶段的 LSTM隐状态和噪声共同初始化。

	● 区别 2：编码阶段行人对应的 LSTM和世界模型使用的是行人历史观测坐标；

而解码阶段使用的是上时刻预测的行人坐标。
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图 5　解码预测阶段

四、数据预处理与后处理

为了对数据有更好的理解，便于使用更适合的模型，我们对训练数据做了一些预处理

操作。首先，数据集给出了各个行人的行为标签，这些标签是根据规则得到的，由于

我们采用了交互预测的方法，希望模型能自动学习行人与周围主体之间的位置关系、

速度关系等，所以我们就不直接使用标注中的“类型”信息；然后这次比赛的数据采

集自马路、校园等不同场景中行人的运动轨迹。场景之间的差异性非常大，训练集和

测试集数据分布不太一致。

于是，我们做了数据的可视化工作，将所有轨迹数据的起点放置于坐标轴的原点

处，根据历史观测轨迹（前 9个时刻）终点的位置朝向，将所有轨迹分为 4类：沿左

上方运动（top-left	moving）、沿右上方运动（top-right	moving）、沿左下方运动

（bottom-left	moving）和沿右下方运动（bottom-right	moving）。分布的结果如图 6

所示，可以发现，训练集和测试集的数据分布存在一定的差距。
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图 6　训练集与测试集历史观测轨迹中行人运动方向分布

针对上述问题，我们对训练集做了 2项预处理来提高训练集与测试集分布的一致性：

	● 平衡性采样；

	● 场景数据正则化（缺失轨迹点插值，轨迹中心化以及随机旋转）。

此外，对于预测结果，我们也做了相应的后处理操作进行轨迹修正，主要是轨迹点的

裁剪以及基于非极大值抑制的轨迹选择。图 7展示了两个场景中行人的运动区域，可

以看到有明显的边界，对于超出边界的轨迹，我们做了相应的修正，从而保证轨迹的

合理性。

图 7　训练轨迹的可视化
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最后在训练技巧上，我们也使用K-Fold	Cross	Validation 和 Grid	Search 方法来

做自适应的参数调优。最终在测试集上取得 FDE	1.24 米的性能，而获得比赛第二名

的方法的FDE为 1.30 米。

五、总结

行人轨迹预测是当前一个非常热门的研究领域，随着越来越多的学者以及研究机构的

参与，预测方法也在日益地进步与完善。美团无人配送团队也期待能与业界一起在该

领域做出更多、更好的解决方案。比较幸运的是，这次竞赛的场景与我们美团无人配

送的场景具备一定的相似性，所以我们相信未来它能够直接为业务赋能。目前，我们

已经将该研究工作在竞赛中进行了测试，也验证了算法的性能，同时为该算法在业务

中落地提供了一个很好的支撑。
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KDD Cup 2020 AutoGraph 比赛冠军技术方案
及在美团的实践

作者：坚强　胡可　金鹏　雷军

背景

ACM	SIGKDD	（国际数据挖掘与知识发现大会，简称	KDD）是数据挖掘领域的国际

顶级会议。KDD	Cup 比赛是由SIGKDD主办的数据挖掘研究领域的国际顶级赛事，

从 1997 年开始，每年举办一次，是目前数据挖掘领域最具影响力的赛事。该比赛同

时面向企业界和学术界，云集了世界数据挖掘界的顶尖专家、学者、工程师、学生等

参加，为数据挖掘从业者们提供了一个学术交流和研究成果展示的平台。KDD	Cup	

2020 共设置五道赛题（四个赛道），分别涉及数据偏差问题（Debiasing）、多模态召

回问题（Multimodalities	Recall）、自动化图学习（AutoGraph）、对抗学习问题和强

化学习问题。

图 1　KDD 2020 会议

美团到店广告平台搜索广告算法团队基于自身的业务场景，一直在不断进行前沿技术

的深入优化与算法创新，团队在图学习、数据偏差、多模态学习三个前沿领域均有一

定的算法研究与应用，并取得了不错的业务结果。基于这三个领域的技术积累，我

们在比赛中选择了三道紧密联系的赛题，希望应用并提升这三个领域技术积累，带

来技术与业务的进一步突破。搜索广告算法团队的黄坚强、胡可、漆毅、曲檀、明

健、博航、雷军与中科院大学唐兴元共同组建参赛队伍Aister，参加了AutoGraph、



算法　<　565

Debiasing、Multimodalities	Recall 三道赛题，最终在 AutoGraph 赛道中获得

了冠军（1/149），在 Debiasing 赛道中获得冠军（1/1895），并在Multimodalities	

Recall 赛道中获得了季军（3/1433）。

近些年来，图神经网络（GNN）在广告系统、社交网络、知识图谱甚至生命科学等

各个领域都得到了越来越广泛的应用。广告系统中存在着较为丰富的 User-Ad、

Query-Ad、Ad-Ad、Query-Query 等结构化关系，搜索广告算法团队成功地将图

表示学习应用于广告系统上，业务效果得到了一定的提升。此外，基于广告系统上图

学习的技术积累，团队在今年KDD	Cup 的 AutoGraph 赛道中斩获了第一名。本文

将介绍AutoGraph 赛题的技术方案，以及团队在广告系统中图表示学习的应用与研

究，希望对从事相关研究的同学能够有所帮助或者启发。

图 2　KDD Cup 2020 AutoGraph 比赛 TOP 5 榜单

赛题介绍与问题分析

AutoGraph 问题概述

自动化图表示学习挑战赛（AutoGraph）是有史以来第一个应用于图结构数据的

AutoML 挑战，是 AutoML 与 Graph	Learning 两个前沿领域的结合。KDD	Cup	



566　>　美团 2020 技术年货

2020 中的 AutoML 赛道挑战，由第四范式、ChaLearn、斯坦福大学和 Google

提供。

图结构数据在现实世界中无处不在，例如社交网络、论文网络、知识图谱等。图表

示学习一直是一个非常热门的话题，它的目标是学习图中每个结点的低维表示	，然

后可用于下游任务，例如社交网络中的朋友推荐，或将学术论文分类为引用网络中

的不同主题。	传统做法一般利用启发法从图中提取每个结点的特征，例如度统计或

基于随机游走的相似性。	近些年来，业界提出了大量用于图表示学习任务的复杂模

型，例如图神经网络（GNN）[1]，已经帮助很多任务（例如结点分类或链接预测）取

得了新的成果。

然而，无论是传统的启发式方法还是最近基于GNN 的方法，都需要投入大量的计

算和专业知识资源，只有这样才能获得令人满意的任务性能。	例如在 Deepwalk[2]

和 Node2Vec[3] 中，必须对两种众所周知的基于随机游动的方法进行微调，以获得

各种不同的超参数，例如每个结点的游走长度和数量、窗口大小等，以获得更好的

性能。	而当使用 GNN 模型时，例如 GraphSAGE[4] 或 GAT[5]，我们必须花费大

量时间来选择GraphSAGE 中的最佳聚合函数或GAT 中多头自注意力头的数量。	

因此，由于人类专家在调参过程需要付出大量时间和精力，进而限制了现有图表示

模型的应用。

AutoML[6] 是降低机器学习应用程序中人力成本的一种有效方法，并且在超参数调整、

模型选择、神经体系结构搜索和特征工程方面都取得了令人鼓舞的成绩。	为了使更多

的人和组织能够充分利用其图结构数据，KDD	Cup	2020	AutoML 赛道举办了针对

图结构数据的AutoGraph 竞赛。在这一竞赛中，参与者应设计一个解决方案来自动

化进行图表示学习问题（无需任何人工干预）。该解决方案可以基于图的给定特征、邻

域和结构信息，有效而高效地学习每个结点的高质量表示，解决方案应设计为自动提

取和利用图中的任何有用信号。

本次AutoGraph 竞赛针对自动化图学习这一前沿领域，选择了图结点多分类任务来

评估表示学习的质量。竞赛官方准备了 15个图结构数据集，其中 5个数据集可供下
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载，以便参赛者离线开发其解决方案。	除此之外，还将向参与者提供另外 5个反馈

数据集，以评估其AutoGraph 解决方案的公共排行榜得分。	之后，无需人工干预，

竞赛的最后一次提交将在剩余的 5个数据集里进行评估，这 5个数据集对于参赛者而

言是一直不可见的，评估排名最终会被用来评估所有参赛者的解决方案。	而且，这些

数据集是从真实业务中收集的，随机划分为训练集和测试集，每个数据集给予了图结

点 id 和结点特征，以及图边和边权信息，并且每个数据集都给了时间预算。参赛者

必须在给定的时间预算和算力内存限制下设计一个自动化图学习解决方案，对每个数

据集进行结点分类。每个数据集会通过精度（Accuracy）来评估准确性，通过精度可

以确定参赛者们在每个数据集的排名，最终排名将根据最后 5个数据集的平均排名来

评估。

数据分析与问题理解

我们对离线五个图数据集进行分析，发现其图的类型多种多样，如下表 1所示。从图

的平均度可以看出离线图 3、4较为稠密，而图 1、2、5较为稀疏，从特征数量可以

看出图 1、2、3、4带有结点特征，图 5无结点特征，同时我们发现图 4是有向图而

图 1、2、3、5是无向图，我们考虑将图类型划分为有向图 / 无向图、稠密图 / 稀疏

图、带特征图 / 无特征图等。

从表 1中，我们也可以看出大部分图数据集的时间限制都在 100 秒左右，这是一个

很短的时间限制，大部分神经网络架构和超参数搜索方案 [7,8,9,10] 都需要一个较长

的搜索时间，需要数十个小时甚至长达数天进行架构和超参数搜索。因此，不同于神

经网络架构搜索，我们需要一个结构和超参数快速搜索的方案。
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表 1　离线五个图数据集的概况

如图 3所示，我们发现在图数据集 5上存在着模型训练不稳定的问题，模型在某个

epoch 上验证集精度显著下降。我们考虑主要是图数据集 5易于学习，会发生过拟

合现象，因此我们在自动化建模过程中需要保证模型的强鲁棒性。

图 3　模型在训练过程中的不稳定性
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同时，从下图 4可以发现，不同于传统的固定数据集评测数据挖掘竞赛，保证多个

类型，分布差异大的数据集排名的稳定性相比于优化某个数据集的精度更为重要。例

如，数据集 5模型精度差异仅有 0.15%，却导致了十个名次的差异，数据集 3模型

精度差异有 1.6%，却仅导致 7个名次的差异，因而我们需要采用排名鲁棒的建模方

式来增强数据集排名的稳定性。

图 4　不同参赛团队在不同数据集上的精度及排名

问题挑战

基于以上数据分析，该赛题中存在以下三个挑战：

	● 图数据的多样性：解决方案要在多个不同的图结构数据上都能达到一个好的效

果，图的类型多种多样，包含了有向图 / 无向图、稠密图 / 稀疏图、带特征图 /

无特征图等。

	● 超短时间预算：大部分数据集的时间限制在 100s 左右，在图结构和参数的搜

索上需要有一个快速搜索的方案。
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	● 鲁棒性：在AutoML 领域，鲁棒性是非常重要的一个因素，最后一次提交要求

选手在之前没见过的数据集上进行自动化建模。

竞赛技术方案

针对以上三个挑战，我们设计了一个自动化图学习框架，如下图 5所示，我们对输入

的图预处理并进行图特征构建。为了克服图的多样性挑战，我们设计了多个图神经网

络，每个图神经网络对于不同类型的图有各自的优势。为了克服超短时间预算挑战，

我们采用了一个图神经网络结构和超参快速搜索的方法，使用更小的搜索空间以及更

少的训练轮数来达到一个更快的搜索速度。为了克服鲁棒性挑战，我们设计了一个多

级鲁棒性模型融合策略。最终，我们的自动化图学习解决方案可以在较短的时间内对

多个不同图结构数据进行结点分类，并达到鲁棒性效果。接下来，我们将详细地介绍

整个解决方案。

图 5　自动化图学习框架
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数据预处理与特征构建

有向图处理：大多数谱域GNN方法并不能很好地处理有向图，它们的理论依赖于拉

普拉斯矩阵的谱分解，而大多数有向图的邻接矩阵是非对称矩阵，不能直接定义拉普

利矩阵及其谱分解。特别的，当一个结点只有入度没有出度时，GCN等方法并不能

有效地获取其邻居信息。由于赛题关注于结点分类而不是链接预测等，考虑大多数图

结点分类问题，更为重要的是如何有效地提取图的邻居信息，因而我们将有向图的边

进行反转改为无向图，无向图新边的权重与有向图被反转边的权重相等。

特征提取：为了更有效地进行结点的表示学习，提取了一些图的人工特征来让GNN

进行更好地表示学习，例如结点的度、一阶邻居以及二阶邻居的特征均值等，我们对

于数值跨度大的特征进行分桶，对这些特征进行Embedding，避免过拟合的同时保

证了数值的稳定性。

图神经网络模型

为了克服图的多样性挑战，我们结合谱域及空域两类图神经网络方法，采用了

GCN[11]、TAGConv[12]、GraphSAGE[4]、GAT[5] 四个图神经网络模型对多种不同图

结构数据进行更好地表示学习，每个模型针对不同类型的图结构数据有各自的优势。

图作为一种非欧式空间结构数据，其邻居结点个数可变且无序，直接设计卷积核是困

难的。谱域方法通过图拉普拉斯矩阵的谱分解，在图上进行傅立叶变换得到图卷积函

数。GCN作为谱域的经典方法，公式如下所示，其中D是对角矩阵，每个对角元素

为对应结点的度，A是图的邻接矩阵，它通过给每个结点加入自环来使得卷积函数可

以获取自身结点信息，图中的A帽和D帽矩阵即是加自环后的结果，并在傅立叶变

换之后使用切比雪夫一阶展开近似谱卷积，使每一个卷积层仅处理一阶邻域信息，可

以通过堆叠多个卷积层达到多阶邻域信息传播。GCN简单且有效，我们将GCN应

用到所有数据集上，大部分数据集能取得较好的效果。
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相较于堆叠多层获取多阶领域信息的GCN方法，TAGConv 通过邻接矩阵的多项式

拓扑连接来获取多阶领域信息。公式如下所示，可以发现，其通过预先计算邻接矩阵

的 k次幂，相比GCN可以在训练过程中实现多阶邻域卷积并行计算，高阶邻域的结

果不受低阶邻域结果的影响，从而能加快模型在高阶邻域中的学习。在我们的实验结

果上，其在稀疏图上能快速收敛并相比于GCN能达到一个更好的效果。

相较于谱域方法利用傅立叶变换来设计卷积核参数，空域方法的核心在于直接聚合邻

居结点的信息，难点在于如何设计带参数、可学习的卷积核。GraphSAGE提出了

经典的空域学习框架，其通过图采样与聚合来引入带参数可学习的卷积核，其核心思

想是对每个结点采样固定数量的邻居，这样就可以支持各种聚合函数。均值聚合函数

的公式如下所示，其中的聚合函数可以替换为最大值聚合，甚至可以替换为带参数的

LSTM等神经网络。由于GraphSAGE带有邻居采样算子，我们引入该图神经网络

来极大地加速稠密图的计算。在我们的实验结果上，它在稠密图上的运行时间远小于

其他图神经网络，并且能达到一个较好的效果。

GAT方法将Attention 机制引入图神经网络中，公式如下所示。它通过图结点特征间

的Attention 计算每个结点与其邻居结点的权重，通过权重对结点及其邻居结点进行

聚合作为结点的下一层表示。通过Masked	Attention 机制，GAT能处理可变个数

的邻居结点，并且其使用图结点及其邻居结点的特征来学习邻居聚合的权重，能有效

利用结点的特征信息来进行图卷积，泛化效果更强，它参考了 Transformer 引入了

Multi-head	Attention 来提高模型的拟合能力。GAT由于利用了结点特征来计算结

点与邻居结点间的权重，在带有结点特征的数据集上表现优异，但如果特征维度多就

会使得GAT计算缓慢，甚至会出现内存溢出的现象，我们需要在特征维度多的情况



算法　<　573

下对GAT的参数进行搜索限制，要求其在一个参数量更小的空间下搜索。

超参快速搜索

由于超短时间预算的挑战，我们需要设计一个超参快速搜索方法来保证花较少的时

间就可以对每个图模型进行参数搜索，并且在每个数据集上尽可能地使用更多的图

模型进行训练和预测。如下图 6 所示，我们将参数搜索分为线下搜索和线上搜索两

个部分。

图 6　超参快速搜索

我们在线下搜索时，针对每一个图模型在多个数据集上使用一个大的搜索空间去确

定图结构和参数边界，保证每个数据集在这个边界中都有较好的效果。具体地，我

们对有向图 / 无向图、稀疏图 / 稠密图、带特征图 / 无特征图等不同图类型都对不

同模型的大多数参数进行了搜索，确定了几个重要超参数。例如对于稀疏图，调整
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GCN 的层数以及 TAGConv 多项式的阶数，使得其卷积感受野更大，可以迅速对

数据集进行拟合，以使得其可以快速收敛；对于特征特别多的图，调整 GAT 的卷

积层数、多头自注意力头的数量和隐层神经元个数以使得其训练时间在预算之内并

且有较好的效果；对于稠密图，调整GraphSAGE 的邻居采样，使得其训练可以加

速。我们在线下主要确定了不同图模型学习率、卷积层数、隐层神经元个数等这三

个重要参数的边界。

由于线上时间预算的限制，我们通过线下的参数边界确定了一个小的参数搜索子空间

进行搜索。由于时间预算是相对少的，我们没有充足的时间在参数上做完整的训练验

证搜索，因此我们设计了一个快速参数搜索方法。对于每个模型的超参空间，我们通

过少量 epochs 的训练来比较验证集精度从而确定超参数。如下图 7所示，我们通过

16 轮的模型训练来选取验证集精度最优的学习率 0.003，我们的目的是确定哪些超

参数可以使得模型快速拟合该数据集，而不追求选择最优的超参数，这样既可以减少

超参的搜索时间，也可以减少后续模型训练的时间。通过快速超参搜索，我们保证每

个模型在每个数据集上可以在较短内确定超参数，从而利用这些超参数进行每个模型

的训练。

图 7　少量 epochs 模型训练下不同学习率的验证集精度
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多级鲁棒模型融合

由于在该次竞赛中是通过数据集排名平均来确定最终排名，故而鲁棒性是特别重要

的。为了达到鲁棒效果，我们采用了一个多级鲁棒模型融合策略。如下图 8所示，我

们在数据层面进行切分来进行多组模型训练，每组模型包含训练集及验证集，通过验

证集精度使用Early	Stopping 来保证每个模型的鲁棒效果。每组模型包括多种不同

的图模型，每种图模型训练进行 n-fold	bagging 进行融合来取得稳定效果。不同种

类的图模型由于验证精度差异较大，我们需要对不同种类的图模型进行稠密度自适应

带权融合来利用不同模型在不同数据集上的差异性。最后，我们再对每组图模型进行

均值融合来利用数据间的差异性。

图 8　多级鲁棒模型融合

稠密度自适应带权融合：如图 4所示，由于某些图数据集较为稀疏且无特征太容易

拟合，选手间精度相差小但是排名差异却较大。例如，数据集 5模型精度差异仅有

0.15%，却导致了十个名次的差异，数据集 3模型精度差异有 1.6%，却仅导致 7个

名次的差异，因而我们对于多种图模型采用了稠密度自适应的融合方式。

融合权重如以下公式所示，其中 #edges 为边的数量，#nodes 为结点数量，则

#edges/#nodes 表示为图的稠密度，acc（Accuracy）为模型验证集精度，alpha、

beta、gamma 为超参数，每个模型的权重由weight 确定。从以下公式可以看出，

如果图足够稠密，则我们只需根据模型精度差异去得到模型权重，无需根据稠密度去
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自适应调整，参数 alpha 为是否进行稠密度自适应加权的稠密度临界值；如果图足够

稀疏，则模型权重与其验证集精度和数据集的稠密度有关，图越稀疏，则模型权重差

异越大。这是由于图越稀疏则模型精度差异性越小，但选手间的排名差异却较大，则

我们需要给予更好的模型更大的权重来保证排名的稳定性。

评估结果

表 2所示的是不同图模型在离线五个图数据集上的测试精度，与图神经网络模型章节

所描述的特点一致，GCN在各个图数据集上有较好的效果。而 TAGConv 在稀疏图

数据集 1、2、5有更优异的效果，GraphSAGE在稠密图数据集 4上取得最好的效

果，GAT在有特征的数据集 1、2、4中表现较为良好，而模型融合在每个数据集上

都能取得更稳定且更好的效果。
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表 2　不同图模型在离线五个图数据集上的测试精度

如下表 3所示，我们的解决方案在每个图数据集上均达到鲁棒性效果，每个数据集的

排行均保持较领先的水平，并避免过度拟合，从而在平均排行上取得了第一，最终我

们Aister 团队在 KDD	Cup	2020	AutoGraph 赛题道上赢得了冠军。

表 3　Top 5 参赛队伍在最后 5 个数据集上所有图数据集的平均排行及在每个图数据集的单独排行
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广告业务应用

搜索广告算法团队负责美团与大众点评双平台的搜索广告与筛选列表广告业务，业务

类型涉及餐饮、休闲娱乐、丽人、酒店等，丰富的业务类型为算法优化带来很大空间

与挑战。在美团丰富的搜索广告业务场景中，结点类型非常丰富，有用户、Query、

Ad、地理位置甚至其他细分的组合结点，结点间的边关系也非常多样化，十分适合

通过图学习进行建模。我们在搜索广告的触发模块及点击率预估模块进行图学习的深

入优化，带来了业务效果的提升。

不仅结点间具有丰富的边关系，每种结点都有丰富的属性信息，比如Ad门店包含结

构化的店名、品类、地址位置、星级、销量、客单价以及点击购买次数等统计信息。

因此，我们的图是一种典型的异构属性图。目前在搜索广告场景下，我们主要关注包

含Query 和 Ad两类结点的异构属性图。

如下图 9所示，我们构建包含了Query 结点和 Ad结点的图，应用于触发模块与点

击率预估模块。目前，该图使用的边关系主要包括以下几种：

	● Query-Query	Session：用户在一次会话中的多次Query 提交；

	● Query-Query	Similarity	Mining：基于用户浏览点击日志挖掘的 Que-

ry-Query 相关性数据；

	● Query-Ad	Click：Query 下 Ad的点击；

	● Ad-Ad	CoClick：在同一次请求或用户行为序列中，两个Ad的共同点击。

图 9　异构图的构建
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图模型在触发模块主要应用于广告Ad的向量召回，离线构建Ad向量索引，线上实

时预估Query 向量，通过ANN检索的方式召回相关性较高的广告Ad。相比于传统

的基于Bidword 的触发方式，基于图模型的向量化召回在语义相关性及长尾流量上

有较明显的优势，通过增加召回率显著提升了广告变现效率。

图 10 所示的是基于图表示多任务学习的触发图网络。我们采用基于MetaPath 的

Node2Vec 游走生成正例，负例通过全局采样得到。在负例采样时，我们限定负例

的品类必须和正例一致，否则由于在特征方面使用了品类特征，模型会轻易地学到使

用品类特征区分正负例，弱化了其他特征的学习程度，导致了模型在同品类结点中区

分度不好。并且负采样时，使用结点的权重进行Alias 采样，保证与正例分布一致。

为了增强泛化能力解决冷启动问题，我们使用每个结点对应的属性特征而不使用结点

id 特征，这些泛化特征可以有效地缓解冷门结点问题，异构图中未出现的结点，也可

以根据它的属性特征，实时预估线上新Query 或 Ad的向量。

同时，对于不同结点类型应用不同的深度网络结构，对于Query 结点，我们采用基

于字粒度和词粒度的 LSTM-RNN 网络，Ad 结点采用 SparseEmbedding+MLP

的网络。对于异构边类型，我们希望在模型训练过程中能刻画不同边的影响。对

于同一个结点，在不同的边上对应单独的一个深度网络，多个边的深度网络生成的

Embedding 通过 Attention 的方式进行融合，形成结点的最终Embedding。为了充

分利用图的结构信息，我们主要采用GraphSage 中提出的结点信息汇聚方式。在本

结点生成向量的过程中，除了利用本结点的属性特征外，也使用了邻居聚合向量作为

特征输入，提升模型的泛化能力。

另外，在美团O2O场景下，用户的访问时刻、地理位置等Context 信息非常重要。

因此，我们尝试了图模型和双塔深度模型的多目标联合训练，其中双塔模型使用了

用户浏览点击数据，其中包含丰富的Context 信息。Query 首先经过图模型得到

Context 无关的静态向量，然后与Context 特征 Embedding 拼接，经过全连接层得

到Context-Aware 的动态Query 向量。
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图 10　基于图表示学习的触发网络

在点击率预估模块，相较于侧重于相关性建模的触发模块，更侧重于用户个性化的表

达。图结构数据可对用户行为序列进行补充、扩建，起到挖掘用户潜在多峰兴趣的

效果，从而提高用户点击率。我们通过在DSIN（Deep	Session	Interest	Network）

网络中引入图神经网络，将更为发散的用户兴趣扩充引入Session 结构化建模。全

局的图结构信息不仅有效扩展了用户潜在兴趣点，并且GNN	Attention 机制可以将

目标Ad与图中潜在兴趣Ad信息结合，进一步挖掘出用户的目标兴趣。

如图 11 所示，对于任意用户行为序列，序列中每一个 Ad，都可以在 Ad 图中进行

邻接点遍历，得到其兴趣接近的其余Ad表达；用户行为序列是用户的点击序列，可

视为用户兴趣的显示表达；经过Ad图拓展得到的序列，是行为序列在图数据中最相

似的Ad组成的序列，可视为用户潜在兴趣的表达。用户原始行为序列的建模，目前

基线采用DSIN 模型；拓展序列的建模，则采用图神经网络的相关方法，利用GNN	

attention 处理得到兴趣向量，并和目标 Ad 交叉。我们的实验显示，在DSIN 基线

模型的基础上，拓展序列还能进一步取得精度提升。

未来，我们还会进一步探索图模型在点击率模块中的应用，包括基于用户意图的图模

型等。
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图 11　基于图神经网络的个性化预估网络

总结与展望

KDD	Cup 是同工业界联接非常紧密的一项国际比赛，每年赛题紧扣业界热点问题与

实际问题，而且历年产出的Winning	Solution 对工业界也都有很大的影响。例如，

KDD	Cup	2012 产出了 FFM（Feild-Aware	Factorization	Machine）与 XGBoost

的原型，在工业界已经取得了非常广泛的应用。

今年的KDD	Cup 主要关注在自动化图表示学习以及推荐系统等领域上，图表示学习

在近年来既是学术界的热点，也被工业界广泛应用。而AutoML领域则致力于探索机

器学习端到端全自动化，将AutoML与图表示学习两大研究热点相结合，有助于节省

在图上进行大量探索的人工成本，解决了复杂度较高的图网络调优问题。

本文介绍了搜索广告算法团队KDD	Cup	2020	AutoGraph 赛题的解决方案，通过对

所给的离线数据集进行数据分析，我们定位了赛题的三个主要挑战，采用了一个自动

化图学习框架，通过多种图神经网络的结合解决了图数据的多样性挑战，通过超参快

速搜索方法来保证自动化建模方案的运行时间在预算之内，以及采用了多级鲁棒模型

融合策略来保证在不同类型数据集的鲁棒性。同时，也介绍我们在美团搜索广告触发

模块以及点击率预估模块上关于图学习的业务应用，这次比赛也让我们对自动化图表

示学习的研究方向有了更进一步的认知。在未来的工作中，我们会基于本次比赛取得

的经验进一步优化图模型，并尝试通过AutoML技术优化广告系统，解决系统中难以

人工遍历的模型优化与特征优化等问题。
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KDD Cup 2020 多模态召回比赛亚军方案与搜索
业务应用

作者：左凯　马潮　东帅　曹佐　金刚　张弓

1. 背景

ACM	SIGKDD（ACM	SIGKDD	Conference	on	Knowledge	Discovery	and	Data	

Mining）是世界数据挖掘领域的顶级国际会议。KDD	Cup 比赛由ACM	SIGKDD举

办，从 1997 年开始每年举办一次，也是数据挖掘领域最有影响力的赛事之一。该

比赛同时面向企业界和学术界，云集了世界数据挖掘界的顶尖专家、学者、工程

师、学生等参加，通过竞赛，为数据挖掘从业者们提供了一个学术交流和研究成果

展示的理想场所。今年，KDD	Cup 共设置四个赛道共五道赛题，涉及数据偏差问题

（Debiasing）、多模态召回（Multimodalities	Recall）、自动化图学习（AutoGraph）、

对抗学习问题和强化学习问题。

美团搜索广告算法团队最终在Debiasing 赛道中获得冠军（1/1895），在AutoGraph

赛道中也获得了冠军（1/149）。在Multimodalities	Recall 赛道中，亚军被美团搜索

与NLP团队摘得（2/1433），美团搜索广告算法团队获得了第三名（3/1433）。

https://www.kdd.org/kdd2020/
https://tianchi.aliyun.com/competition/entrance/231785/rankingList
https://www.4paradigm.com/competition/kddcup2020
https://tianchi.aliyun.com/competition/entrance/231786/rankingList
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图 1　KDD Cup 2020 Multimodalities Recall 比赛 TOP 10 榜单

跟其它电商公司一样，美团业务场景中除了文本，还存在图片、动图、视频等多种模

态信息。同时，美团搜索是典型的多模态搜索引擎，召回和排序列表中存在POI、图

片、文本、视频等多种模态结果，如何保证Query 和多模态搜索结果的相关性面临

着很大的挑战。鉴于多模态召回赛题（Multimodalities	Recall）和美团搜索业务的挑

战比较类似，本着磨炼算法基本功和沉淀相关技术能力的目的，美团搜索与NLP组

建团队参与了该项赛事，最终提出的“基于 ImageBERT 和 LXMERT 融合的多模

态召回解决方案”最终获得了第二名（2/1433）（KDD	Cup2020	Recall 榜单）。本文

将介绍多模态召回赛题的技术方案，以及多模态技术在美团搜索场景中的落地应用。

相 关 代 码 已 经 在 GitHub 上 开 源：https://github.com/zuokai/KDDCUP_2020_

MultimodalitiesRecall_2nd_Place。

2. 赛题简介

2019 年，全球零售电子商务销售额达 3.53 万亿美元，预计到 2022 年，电子零售收

https://tianchi.aliyun.com/competition/entrance/231786/rankingList
https://github.com/zuokai/KDDCUP_2020_MultimodalitiesRecall_2nd_Place
https://github.com/zuokai/KDDCUP_2020_MultimodalitiesRecall_2nd_Place
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入将增长至 6.54 万亿美元。如此快速增长的业务规模表明了电子商务行业的广阔发

展前景，但与此同时，这也意味着日益复杂的市场和用户需求。随着电子商务行业规

模的不断增长，与之相关的各个模态数据也在不断增多，包括各式各样的带货直播视

频、以图片或视频形式展示的生活故事等等。新的业务和数据都为电子商务平台的发

展带来了新的挑战。

目前，绝大多数的电子商务和零售公司都采用了各种数据分析和挖掘算法来增强其搜

索和推荐系统的性能。在这一过程中，多模态的语义理解是极为重要的。高质量的语

义理解模型能够帮助平台更好的理解消费者的需求，返回与用户请求更为相关的商

品，能够显著的提高平台的服务质量和用户体验。

在此背景下，今年的 KDD	Cup 举办了多媒体召回任务（Modern	E-Commerce	

Platform:	Multimodalities	Recall），任务要求参赛者根据用户的查询Query，对候

选集合中的所有商品图片进行相关性排序，并找出最相关的 5个商品图片。举例说明

如下：

如图 2所示，用户输入的Query 为：

leopard-print women's shoes

根据其语义信息，左侧图片与查询Query 是相关的，而右侧的图片与查询Query 是

不相关的。
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图 2　多模态匹配示意图

从示例可以看出，该任务是典型的多模态召回任务，可以转化为 Text-Image	

Matching 问题，通过训练多模态召回模型，对Query-Image 样本对进行相关性打

分，然后对相关性分数进行排序，确定最后的召回列表。

2.1 比赛数据

本次比赛的数据来自淘宝平台真实场景下用户Query 以及商品数据，包含三部分：

训练集（Train）、验证集（Val）和测试集（Test）。根据比赛阶段的不同，测试集又分

为 testA 和 testB 两个部分。数据集的规模、包含的字段以及数据样例如表 1所示。

真实样本数据不包含可视化图片，示例图是为了阅读和理解的便利。

表 1　比赛数据集详情
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在数据方面，需要注意的点有：

	● 训练集（Train）每条数据代表相关的 Query-Image 样本对，而在验证集

（Val）和测试集（Test）中，每条Query 会有多张候选图片，每条数据表示需

要计算相关性的Query-Image 样本对。

	● 赛事主办方已经对所有图片通过目标检测模型（Faster-RCNN）提取了多个

目标框，并保存了目标框相应的 2048 维图像特征。因此，在模型中无需再考

虑图像特征的提取。

2.2 评价指标

本次比赛采用召回 Top	5 结果的归一化折损累计增益（Normalized	Discounted	

Cumulative	Gain，NDCG@5）来作为相关结果排序的评价指标。

3. 经典解法

本次比赛需要解决的问题可以转化为 Text-Image	Matching 任务，即对每一个

Query-Image	样本对进行相似性打分，进而对每个Query 的候选图片进行相关度

排序，得到最终结果。多模态匹配问题通常有两种解决思路：

1.	将不同模态数据映射到不同特征空间，然后通过隐层交互这些特征学习到一

个不可解释的距离函数，如图 3	(a) 所示。

2.	将不同模态数据映射到同一特征空间，从而计算不同模态数据之间的可解释

距离（相似度），如图 3	(b) 所示。
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图 3　常用的多模态匹配解决思路

一般而言，同等条件下，由于图文特征组合后可以为模型隐层提供更多的交叉特征信

息，因而左侧的模型效果要优于右侧的模型，所以在后续的算法设计中，我们都是围

绕图 3左侧的解决思路展开的。

随着Goolge	BERT模型在自然语言处理领域的巨大成功，在多模态领域也有越来越

多的研究人员开始借鉴BERT的预训练方法，发展出融合图片 / 视频（Image/Vid-

eo）等其他模态的BERT模型，并成功应用与多模态检索、VQA、Image	Caption

等任务中。因此，考虑使用 BERT 相关的多模态预训练模型（Vision-Language	

Pre-training,	VLP），并将图文相关性计算的下游任务转化为图文是否匹配的二分类

问题，进行模型学习。

目前，基于Transformer 模型的多模态VLP算法主要分为两个流派：

	● 单流模型，在单流模型中文本信息和视觉信息在一开始便进行了融合，直接一

起输入到Encoder（Transformer）中。典型的单流模型如 ImageBERT	[3]，

VisualBERT	[9]、VL-BERT	[10]	等。
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	● 双流模型，在双流模型中文本信息和视觉信息一开始先经过两个独立的

Encoder（Transformer）模块，然后再通过Cross	Transformer 来实现不同

模态信息的融合。典型的双流模型如 LXMERT	[4]，ViLBERT	[8]	等。

4. 我们的方法：Transformer-Based Ensembled Models TBEM

本次比赛中，在算法方面，我们选用了领域最新的基于 Transformer 的 VLP算法构

建模型主体，并加入了 Text-Image	Matching 作为下游任务。除了构建模型以外，

我们通过数据分析来确定模型参数，构建训练数据。在完成模型训练后，通过结果后

处理策略来进一步提升算法效果。整个算法的流程如下图 4所示：

图 4　算法流程图

接下来对算法中的每个环节进行详细说明。

4.1 数据分析 & 处理

数据分析和处理主要基于以下三个方面考虑：

	● 正负样本构建：由于主办方提供的训练数据中，只包含了相关的Query-Im-

age 样本对，相当于只有正样本数据，因此需要通过数据分析，设计策略构建

负样本。
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	● 模型参数设定：在模型中，图片目标框最大数量、Query 文本最大长度等参数

需要结合训练数据的分布来设计。

	● 排序结果后处理：通过分析Query 召回的图片数据分布特点，确定结果后处理

策略。

常规的训练数据生成策略为：对于每一个 Batch 的数据，按照 1:1 的比例选择正负

样本。其中，正样本为训练集（Train）中的原始数据，负样本通过替换正样本中的

Query 字段产生，替换的Query 是按照一定策略从训练集（Train）中获取。

为了提升模型学习效果，我们在构建负样本的过程中进行了难例挖掘，在构造样本

时，通过使正负样本的部分目标框包含同样的类别标签，从而构建一部分较为相似的

正负样本，以提高模型对于相似的正负样本的区分度。

难例挖掘的过程如下图 5所示，左右两侧的相关样本对都包含了“shoes”这一类别

标签，使用右侧样本对的Query 替换左侧图片的Query，从而构建难例。通过学习

这类样本，能够提高模型对于不同类型“shoes”描述的区分度。

图 5　难例挖掘过程示意图
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具体而言，负样本构建策略如表 2所示：

表 2　负样本 Query 抽取策略

其次，通过对训练数据中目标框的个数以及Query 长度的分布情况分析，确定模型

的相关参数。图片中目标框的最大个数设置为 10，Query 文本的最大单词个数为

20。后处理策略相关的内容，我们将会在 4.3 部分进行详细的介绍。

4.2 模型构建与训练

4.2.1 模型结构

基于上文中对多模态检索领域现有方法的调研，在本次比赛中，我们分别从单流模型

和双流模型中各选择了相应 SOTA的算法，即 ImageBERT 和 LXMERT。具体而

言，针对比赛任务，两种算法分别进行了如下改进：

LXMERT模型方面主要的改进包括：

	● 图片特征部分（Visual	Feature）融入了目标框类别标签所对应的文本特征。

	● Text-Image	Matching	Task 中使用两层全连接网络进行图片和文本融合

特征的二分类，其中第一个全连接层之后使用GeLU[2] 进行激活，然后通过

LayerNorm[1]	进行归一化处理。

	● 在第二个全连接层之后采用Cross	Entropy	Loss 训练网络。

改进后的模型结构如下图 6所示：
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图 6　比赛中使用的 LXMERT 模型结构

特征网络的预训练权重使用了 LXMERT 所提供权重文件，下载地址为：https://

github.com/airsplay/lxmert。

ImageBERT：本方案中一共用到了两个版本的	ImageBERT 模型，分别记为

ImageBERT	A 和 ImageBERT	B，下面会分别介绍改进点。

ImageBERT A：基于原始 ImageBERT的改进有以下几点。

	● 训练任务：不对图片特征和Query 的部分单词做掩码，仅训练相关性匹配任

务，不进行MLM等其他任务的训练。

	● Segment	Embedding：将 Segment	Embedding 统一编码为 0，不对图片

特征和Query 文本单独进行编码。

	● 损失函数：在 [CLS] 位输出 Query 与 Image 的匹配关系，通过 Cross	

Entropy	Loss 计算损失。

依据上述策略，选用 BERT-Base 模型权重对变量初始化，在此基础上进行

FineTune。其模型结构如下图 7所示：

https://github.com/airsplay/lxmert
https://github.com/airsplay/lxmert
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图 7　比赛中使用的 ImageBert 模型结构

ImageBERT B： 和 ImageBERT	A 的 不 同 点 是 在 Position	Embedding 和

Segment	Embedding 的处理上。

	● Position Embedding：去掉了 ImageBert 中图像目标框位置信息的

Position	Embedding 结构。

	● Segment Embedding：文本的 Segment	Embedding 编码为 0，图片特

征的Segment	Embedding 编码为 1。

依据上述策略，同样选用 BERT-Base 模型权重对变量初始化，在此基础上进行

FineTune。

三种模型构建中，共性的创新点在于，在模型的输入中引入了图片目标框的标签信

息。而这一思路同样被应用在了微软 2020 年 5 月份最新的论文Oscar	 [7]	中，但该

文的特征使用方式和损失函数设置与我们的方案不同。

4.2.2 模型训练

使用节 4.1 的数据生成策略构建训练数据，分别对上述三个模型进行训练，训练后的

模型在验证集（Val）上的效果如表 3所示。
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表 3　初步训练后模型在验证集（Val）上的效果

4.2.3 利用损失函数进行模型微调

完成初步的模型训练后，接下来使用不同的损失函数对模型进行进一步的微调，主要

有AMSoftmax	Loss	[5]、Multi-Similarity	Loss	[6]。

	● AMSoftmax	Loss 通过权值归一化和特征归一化，在缩小类内距离的同时增

大类间距离，从而提高了模型效果。

	● Multi-Similarity	Loss 将深度度量学习转化为样本对的加权问题，采用采样和

加权交替迭代的策略实现了自相似性，负相对相似性和正相对相似性三种，能

够促使模型学习得到更好的特征。

在我们的方案中所采用的具体策略如下：

	● 对于 LXMERT，在特征网络后加入Multi-Similarity	Loss，与Cross	Entropy	

Loss	组成多任务学习网络，进行模型微调。

	● 对于 ImageBERT	A，使用AMSoftmax	Loss 代替Cross	Entropy	Loss。

	● 对于 ImageBERT	B，损失函数处理方式和 LXMERT一致。

经过微调，各模型在验证集（Val）上的效果如表 4所示。
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表 4　损失函数对模型微调 -- 验证集（Val）上的效果

4.2.4 通过数据过采样进行模型微调

为了进一步提高模型效果，本方案根据训练集（Train）中 Query 字段与测试集

（testB）中的 Query 字段的相似程度，对训练集（Test）进行了过采样，采样规则

如下：

	● 对 Query 在测试集（testB）中出现的样本，或与测试集（testB）中的Query

存在包含关系的样本，根据其在训练集（Train）出现的次数，按照反比例进行

过采样。

	● 对 Query 未在测试集（testB）中出现的样本，根据两个数据集Query 中重复

词的个数，对测试集（testB）每条Query 抽取重复词数目 Top10 的训练集

（Train）样本，每条样本过采样 50次。

数据过采样后，分别对与上述的三个模型按照如下方案进行微调：

	● 对于 LXMERT模型，使用过采样得到的训练样本对 LXMERT模型进行进一

步微调。

	● 对于 ImageBERT	A 模型，本方案从训练集（Train）选出Query 中单词和测

试集 (Test)Query 存在重合的样本对模型进行进一步微调。

	● 对于 ImageBERT	B 模型，考虑到训练集（Train）中存在Query 表达意思相
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同，但是单词排列顺序不同的情况，类似”sporty	men’s	high-top	shoes”

和”high-top	sporty	men’s	shoes”，为了增强模型的鲁棒性，以一定概率

对Query 的单词（Word）进行随机打乱，对 ImageBERT	B 模型进行进一步

微调。

训练后各模型在验证集（Val）上的效果如表 5所示：

表 5　过采样后验证集（Val）集上的效果

为了充分利用全部有标签的数据，本方案进一步使用了验证集（Val）对模型进行

FineTune。为了避免过拟合，最终提交结果只对 ImageBERT	A 模型进行了上述

操作。

在Query-Image 样本对的相关性的预测阶段，本方案对测试集 (testB)Query 所包

含的短句进行统计，发现其中“sen	department”	这一短句在测试集（testB）中大

量出现，但在训练集（Train）中从未出现，但出现过“forest	style”这个短句。为了

避免这组同义短句对模型预测带来的影响，选择将测试集 (testB) 中 Query 的“sen	

department”替换为“forest	style”，并且利用 ImageBERT	A 对替换后的测试集

进行相关性预测，结果记为 ImageBERT	A’。
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4.3 模型融合和后处理

经过上述的模型构建、训练以及预测，本方案共得到了 4个样本对相关性得分的文

件。接下来对预测结果进行 Ensemble，并按照一定策略进行后处理，得到Query

相应的 Image 候选排序集合，具体步骤如下 :

（1）在 Ensemble 阶段，本方案选择对不同模型所得相关性分数进行加权求和，作

为每一个样本对的最终相关性得分，各模型按照 LXMERT、ImageBERT	A、

ImageBERT	B、ImageBERT	A’的顺序的权值为 0.3:0.2:0.3:0.2，各模型的权重

利用网格搜索的方式确定，通过遍历 4个模型的不同权重占比，每个模型权重占比从

0到 1，选取在 valid 集上效果最优的权重，进行归一化，作为最终权重。

（2）在得到所有Query-Image 样本对的相关性得分之后，接下来对Query 所对应

的多张候选图片进行排序。验证集（Val）和测试集（testB）的数据中，部分 Image

出现在了多个Query 的候选样本中，本方案对这部分样本做了进一步处理：

a. 考虑到同一 Image 通常只对应一个Query，因此认为同一个 Image 只与相关性

分数最高的Query 相关。使用上述策略对 ImageBERT	B 模型在验证集（Val）上所

得结果进行后处理，模型的NDCG@5	分数从 0.7098 提升到了 0.7486。

b. 考虑到同一 Image 对应的多条Query 往往差异较小，其语义也是比较接近的，这

导致了训练后的模型对这类样本的区分度较差，较差区分度的相关性分数会一定程度

上引起模型NDCG@5的下降。针对这种情况我们采用了如下操作：

	● 如果同一Query 的相关性分数中，Top1	Image和 Top2	Image相关性分数之

差大于一定阈值，计算NDCG@5时则只保留 Top	1 所对应的Query-Im-

age 样本对，删除其他样本对。

	● 相反的，如果 Top1	Image 和 Top2	Image 相关性分数之差小于或等于一定

阈值，计算NDCG@5时，删除所有包含该 Image 的样本对。

使用上述策略对 ImageBERT	B 的验证集（Val）结果进行后处理，当选定阈值为

0.92 时，模型的NDCG@5	分数从 0.7098 提升到了 0.8352。
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可以看到，采用策略 b处理后，模型性能得到了显著提升，因此，本方案在测试集

（testB）上，对所有模型Ensemble 后的相关性得分采用了策略 b进行处理，得到了

最终的相关性排序。

5. 多模态在美团搜索的应用

前面提到过，美团搜索是典型的多模态搜索场景，目前多模态能力在搜索的多个场景

进行了落地。介绍具体的落地场景前，先简单介绍下美团搜索的整体架构，美团整体

搜索架构主要分为五层，分别为：数据层、召回层、精排层、小模型重排层以及最终

的结果展示层，接下来按照搜索的五层架构详细介绍下搜索场景中多模态的落地。

数据层

多模态表示：基于美团海量的文本和图像 / 视频数据，构建平行语料，进行 Image-

BERT模型的预训练，训练模型用于提取文本和图片 / 视频向量化表征，服务下游召

回 / 排序任务。

多模态融合：图片 / 视频数据的多分类任务中，引入相关联的文本，用于提升分类标

签的准确率，服务下游的图片 / 视频标签召回以及展示层按搜索Query 出图。

召回层

多模态表示&融合：内容搜索、视频搜索、全文检索等多路召回场景中，引入图片 /视

频的分类标签召回以及图片 /视频向量化召回，丰富召回结果，提升召回结果相关性。

精排层 & 小模型重排

多模态表示&融合：排序模型中，引入图片 / 视频的向量化Embedding 特征，以及

搜索Query 和展示图片 / 视频的相关性特征、搜索结果和展示图片 / 视频的相关性特

征，优化排序效果。

展示层

多模态融合：图片 / 视频优选阶段，引入图片 / 视频和Query 以及和搜索结果的相关
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性信息，做到按搜索Query 出图以及搜索结果出图，优化用户体验。

图 8　多模态在美团搜索的落地场景

6. 总结

在本次比赛中，我们构建了一种基于 ImageBERT和 LXMERT的多模态召回模型，

并通过数据预处理、结果融合以及后处理策略来提升模型效果。该模型能够细粒度的

对用户查询Query 的相关图片进行打分排序，从而得到高质量的排序列表。通过本

次比赛，我们对多模态检索领域的算法和研究方向有了更深的认识，也借此机会对前

沿算法的工业落地能力进行了摸底测试，为后续进一步的算法研究和落地打下了基

础。此外，由于本次比赛的场景与美团搜索与NLP部的业务场景存在一定的相似性，

因此该模型未来也能够直接为我们的业务赋能。

目前，美团搜索与NLP团队正在结合多模态信息，比如文本、图像、OCR等，开展

MT-BERT 多模态预训练工作，通过融合多模态特征，学习更好的语义表达，同时
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也在尝试落地更多的下游任务，比如图文相关性、向量化召回、多模态特征表示、基

于多模态信息的标题生成等。
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CIKM 2020 | 一文详解美团 6 篇精选论文

作者：搜索与NLP中心

CIKM是信息检索、知识管理和数据库领域中顶级的国际学术会议，自 1992 年以

来，CIKM成功汇聚上述三个领域的一流研究人员和开发人员，为交流有关信息与知

识管理研究、数据和知识库的最新发展提供了一个国际论坛。大会的目的在于明确未

来知识与信息系统发展将面临的挑战和问题，并通过征集和评估应用性和理论性强的

顶尖研究成果以确定未来的研究方向。

今年的CIKM大会原计划 10月份在爱尔兰的Galway 举行，由于疫情原因改为在线

举行。美团 AI 平台 / 搜索与 NLP 部 /NLP 中心 / 知识图谱组共有六篇论文（其中 4

篇长文，2篇短文）被国际会议CIKM	2020 接收。

这些论文是美团知识图谱组与西安交通大学、中国科学院大学、电子科技大学、中国

人民大学、西安电子科技大学、南洋理工大学等高校院所的科研合作成果，是在多模

态知识图谱、MT-BERT、Graph	Embedding 和图谱可解释性等方向上的技术沉淀

和应用。希望这些论文能帮助到更多的同学学习成长。

01 《Query-aware Tip Generation for Vertical Search》

|	本论文系美团知识图谱组与西安交通大学郝俊美同学、中国科学院大学李灿佳同学、

西安电子科技大学汪自力同学的合作论文。

论文下载

可解释性理由（又称推荐理由）是在搜索结果页和发现页（场景决策、必吃榜单等）展

示给用户进行亮点推荐的一句自然语言文本，可以看作是真实用户评论的高度浓缩，

为用户解释召回结果，挖掘商户特色，吸引用户点击，并对用户进行场景化引导，辅

助用户决策从而优化垂直搜索场景中的用户体验。

https://www.cikm2020.org/
https://dl.acm.org/doi/abs/10.1145/3340531.3412740
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现有的文本生成工作大部分并未考虑用户的意图信息，这限制了生成式推荐理由在场

景化搜索中的落地。本文提出一种Query 感知的推荐理由生成框架，将用户Query

信息分别嵌入到生成模型的编码和解码过程中，根据用户Query 不同会自动生成适

配不同场景的个性化推荐理由。本文分别对 Transformer 和递归神经网络（RNN）

两种主流模型结构进行了改造。基于 Transformer 结构，本文通过改进 Self-At-

tention 机制来引入 Query 信息，包括在 Encoder 引入 Query-aware	Review	

Encoder 使得在评论编码最初阶段就开始考虑Query 相关的信息，在Decoder 端

引入Query-aware	Tip	Decoder 使得在评论编码最后阶段考虑Query 相关的信息。
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基于RNN结构，在Encoder 端通过 Selective	Gate 方式过滤掉Query 无关信息，

选择原始评论中跟Query 相关的信息进行编码，并在解码器端将Query 表示向量加

入Attention 机制的Context 向量计算，指导解码的过程，一定程度上解决了生成方

法解码不可控的问题，从而生成Query 个性化的推荐理由。

在公开数据集和美团业务数据集上分别进行实验，该论文提出的方法优于现有方法。

该论文提出的算法已应用上线，目前在美团的搜索、推荐、类目筛选和榜单等多场景

落地。
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02 《TABLE: A Task-Adaptive BERT-based ListwisE 

Ranking Model for Document Retrieval》

|	本论文系美团知识图谱组与中国科学院软件研究所唐弘胤同学、金蓓弘老师的合作

论文。

论文下载

近年来，为了提高模型的自然语言理解能力，越来越多的MRC和QA数据集开始

涌现。但是，这些数据集或多或少存在一些缺陷，比如数据量不够、依赖人工构造

Query 等。针对这些问题，微软提出了一个基于大规模真实场景数据的阅读理解数据

集MS	MARCO	（Microsoft	Machine	Reading	Comprehension）。该数据集基于

Bing 搜索引擎和Cortana 智能助手中的真实搜索查询产生，包含 100 万查询、800

万文档和 18万人工编辑的答案。

基于MS	MARCO数据集，微软提出了两种不同的任务：一种是给定问题，检索所

有数据集中的文档并进行排序，属于文档检索和排序任务；另一种是根据问题和给定

的相关文档生成答案，属于QA任务。在美团业务中，文档检索和排序算法在搜索、

广告、推荐等场景中都有着广泛的应用。此外，直接在所有候选文档上进行QA任务

的时间消耗是无法接受的，QA任务必须依靠排序任务筛选出排名靠前的文档，而排

序算法的性能直接影响到QA任务的表现。基于上述原因，我们主要将精力放在基于

MS	MARCO的文档检索和排序任务上。

自 2018 年 10 月MACRO文档排序任务发布后，迄今吸引了包括阿里巴巴达摩院、

Facebook、微软、卡内基梅隆大学、清华等多家企业和高校的参与。在美团的预训

练MT-BERT平台上，我们提出了一种针对该文本检索任务的BERT算法方案，称

之为 TABLE。值得注意的是，该论文提出的 TABLE模型在信息检索领域的权威评

测微软	MARCO排行榜上首个超过 0.4%的模型。

https://dl.acm.org/doi/abs/10.1145/3340531.3412071
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如上图所示，该论文提出了一种基于BERT的文档检索模型 TABLE。在 TABLE的

预训练阶段，使用了一种领域自适应策略。在微调阶段，该论文提出了两阶段的任务

自适应训练过程，即查询类型自适应的 Pointwise 微调以及 List 微调。实验证明这

种任务自适应过程使模型更具鲁棒性。这项工作可以探索查询和文档之间更丰富的匹

配特性。因此，该论文显著提升了BERT在文档检索任务中的效果。随后在 TABLE

的基础上我们又提出了两个解决OOV（Out	of	Vocabulary）错误匹配的方法：精准

匹配方法和词还原机制，进一步提升了模型的效果，我们把这个改进后的模型称为

DR-BERT。DR-BERT的细节详见我们的技术博客：	《MT-BERT在文本检索任务

中的实践》。

03 《Multi-Modal Knowledge Graphs for Recommender 

Systems》

|	本论文系美团知识图谱组与中国科学院软件研究所唐弘胤同学、金蓓红老师的合作

论文。

论文下载

随着知识图谱技术发展，其结构化数据被成功的应用在了一系列下游应用当中。在推

荐系统方向中，结构化的图谱数据可以利用目标商品更加全面的辅助信息，通过图谱

关联进行信息传播，从而有效地对目标商品进行表征建模，缓解推荐系统中用户行为

稀疏及冷启动等问题。近年来，已经有不少研究工作利用图谱路径特征、基于图嵌入

https://mp.weixin.qq.com/s/5HZULHPI3-HJypvAMXEOcQ
https://mp.weixin.qq.com/s/5HZULHPI3-HJypvAMXEOcQ
https://dl.acm.org/doi/abs/10.1145/3340531.3411947
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的表征学习等方式，成功的将图谱数据和推荐系统进行结合，使得推荐系统准确率得

到提升。

在已有的图谱和推荐系统结合的工作当中，人们往往仅关注于图谱节点和节点关系，

而没有利用多模态知识图谱中的各个模态的数据进行建模。多模态数据包括图像模态

如电影的剧照，文本模态如商户的评论等。这些多模态数据同样可以通过知识图谱图

关系进行传播和泛化，并为下游的推荐系统带来高价值的信息。然而，由于多模态知

识建模往往是不同模态的辅助信息关系，而非传统图谱中三元组所代表的语义关联关

系，故传统的图谱建模方式并不能很好地对多模态知识图谱进行建模。

因此，本文针对多模态知识图谱的特点提出了MKGAT模型，首次提出利用多模态

知识图谱的结构化信息提升下游推荐系统的预测准确度。MKGAT的整体模型框架如

下图所示：

在MKGAT模型中，多模态图谱的嵌入表示学习主要分为三个主要部分：1）我们首

先利用多模态实体编码模块（MKG	Entity	Encoder），将不同类型的输入数据（图像、

文本、标签等）编码为高阶隐向量；2）接下来，我们基于多模态图注意力机制模块

（MKG	Attention	Layer），利用实体节点周围的节点（包括多模态及实体节点）来为

该节点的刻画提供相应的信息；3）在利用注意力机制综合了多模态信息之后，再利用

传统 h+r=t 的训练方法进行图谱嵌入表示学习。
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在接入下游推荐系统模型时，我们同样是复用了多模态实体编码和多模态图注意力机

制模块对目标实体进行表征，接入推荐系统模型当中。通过上述方法，我们在美团的

美食搜索场景和公开数据集MovieLens 这两个真实数据集上进行了详尽的实验，结

果表明在这两个场景中MKGAT显著地提高了推荐系统的质量。

04 《S^3-Rec: Self-Supervised Learning for 

Sequent ia l  Recommendat ion with  Mutual 

Information Maximization》

|	本论文系美团知识图谱组与中国人民大学周昆同学、王辉同学、朱余韬同学、赵鑫

老师、文继荣老师的合作论文。

论文下载

序列推荐是指利用用户长期的交互历史序列，预测用户未来交互的商品，其通过建模

序列信息来增强给用户推荐的准确度。现有的序列推荐模型利用商品预测这一任务来

进行模型的参数训练，但是也受限于唯一的训练任务，该类模型很容易受数据稀疏问

题影响；它虽然优化的是最终的推荐目标，但是并没有充分地建模上下文数据中的潜

在关系，更没有利用该部分信息帮助序列推荐模型。

为解决以上问题，本文提出了一个新模型S^3-Rec，它基于自注意力网络结构，采

https://dl.acm.org/doi/abs/10.1145/3340531.3411954
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用自监督学习策略进行表示学习，进而优化序列化推荐任务。该模型基于四种特殊的

自监督任务，这些任务分别对属性、商品、自序列和原始序列之间的潜在关系进行学

习。由于以上四种信息表示输入数据的四种不同信息粒度视角，本文采用互信息最大

化策略来建模这四种信息的潜在关系，进而强化该类数据的表示。本文在包括美团场

景的六个真实数据集上进行了大量的实验，以证明该论文提出方法比现有的序列推荐

先进方法的优越性，其中在有限的训练数据场景下该模型依旧能保持较好的表现。
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05《Leveraging Historical Interaction Data for 

Improving Conversational Recommender System》

|	本论文系美团知识图谱组与中国人民大学周昆同学、王辉同学、赵鑫老师、文继荣

老师的合作论文。

论文下载

近年来，会话推荐系统已经成为了一项重要的研究方向，它在现实生活中也有很多的

应用。一个会话推荐系统需要能够通过与用户的对话来了解用户的意图，进而给出合

适的推荐，因此它包含一个会话模块和推荐模块。现有的会话推荐系统往往基于学习

好的用户表示来完成推荐，这需要对对话内容进行编码。但是实际上仅仅使用对话数

据难以准确地预测用户的偏好信息，本论文期望能够通过利用用户的历史交互序列，

帮助完成推荐。

基于该设想，会话推荐系统需要同时考虑用户的历史交互序列和会话数据，本论文提

出了一种新的预训练方法，通过预训练方法将基于商户的偏好序列（来自历史交互数

据）和基于商户属性的偏好序列（来自对话数据）结合起来，提升了会话推荐系统的效

果。为了进一步提高性能，该论文还设计了一种负样本生成器，以产生高质量的负样

https://dl.acm.org/doi/10.1145/3340531.3412098
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本来帮助训练。该论文在两个真实数据集上进行了实验，并证明了该方法对改进会话

推荐系统是有效的。

06 《Structural relationship representation learning 

with graph embedding for personalized product 

search》

|	本论文系美团知识图谱组与南洋理工大学刘尚同学、丛高老师的合作论文。

论文下载

个性化在商品搜索中非常重要，用户的偏好在很大程度上影响着用户的购买决策。例

如，当一个年轻用户在电子商务平台上搜索一件“宽松 T恤”时，他更有可能购买他

感兴趣、有品牌的时尚款式或衬衫。个性化商品搜索（PPS）的目的是针对给定的查

询生成用户特有的商品建议，在很多电子商务平台中起着至关重要的作用。

https://dl.acm.org/doi/abs/10.1145/3340531.3411936
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在这项工作中，我们利用从用户 -查询 -商品中学习的逻辑结构表示，自然地保留用

户 / 查询 / 商品之间的协作信号和交互信息在逻辑路径上，以改进个性化的商品搜索。

我们把这些逻辑结构称为“Conjunctive	Graph	Pattern”。例如，如图 1所示，有

三个关键模式。注意，当分支有三个或更多分支时，我们可以随机抽样其中的两个分

支，得到以下模式：

具体来说，我们提出一个新方法：基于逻辑结构表示学习的图嵌入模型（GraphL-

SR）。GraphLSR的概念优势在于，它是一个基于嵌入的框架，可以有效地学习逻辑

结构的表示，以及用户（查询或商品）在几何操作中的近似关系，并将其整合到个性

化的商品搜索中。它背后的关键思想是，我们学习了如何将三种类型的连接图模式嵌

入到低维空间中，通过嵌入图来增强个性化商品搜索，框架如图 2所示，它由两个主

要组件组成：图嵌入模块和个性化搜索模块。图 2下方的图嵌入模块利用设计的三种

连接图模式学习嵌入节点进行逻辑表示学习，也便于学习用户（查询或商品）之间的
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相似度。然后将表示信息引入个性化搜索模块。

个性化搜索模块以用户、查询、商品以及从图嵌入中学习的表示作为输入，使用多层

感知器（MLP）集成相应的信息。将提取出来的用户、查询和商品的短特征和密集特

征分别输入到MLP网络中，学习用户特有的查询代表和用户特有的商品表示，然后

我们将它们一起输入另一个MLP来计算预测的概率分数。
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表 3比较了GraphLSR 与四种个性化搜索方法在个性化商品搜索任务中的MRR、

NDCG@10和 Hit@10 方面的性能：

总结

以上是搜索与 NLP 部知识图谱组在多模态知识图谱、MT-BERT、Graph-Em-

bedding、图谱可解释性上所做的一些研究工作，论文成果也是我们在实际工作场景

中遇到并解决的具体问题，大部分工作已经在实际业务场景如内容搜索、商品搜索、

推荐理由等项目上落地，并取得不错的业务收益。美团AI 平台 / 搜索与NLP中心一

直致力于通过产研结合，不断将学术成果转化为技术生产力，同时也欢迎更多有志之

士加入我们团队。
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MT-BERT 在文本检索任务中的实践

作者：兴武

背景

提高机器阅读理解（MRC）能力以及开放领域问答（QA）能力是自然语言处理

（NLP）领域的一大重要目标。在人工智能领域，很多突破性的进展都基于一些大型公

开的数据集。比如在计算机视觉领域，基于对 ImageNet 数据集研发的物体分类模型

已经超越了人类的表现。类似的，在语音识别领域，一些大型的语音数据库，同样使

得了深度学习模型大幅提高了语音识别的能力。

近年来，为了提高模型的自然语言理解能力，越来越多的MRC和QA数据集开始

涌现。但是，这些数据集或多或少存在一些缺陷，比如数据量不够、依赖人工构造

Query 等。针对这些问题，微软提出了一个基于大规模真实场景数据的阅读理解数

据集MS	MARCO	（Microsoft	Machine	Reading	Comprehension）[1]。该数据集

基于Bing 搜索引擎和Cortana 智能助手中的真实搜索查询产生，包含 100 万查询，

800 万文档和 18万人工编辑的答案。基于MS	MARCO数据集，微软提出了两种不

同的任务：一种是给定问题，检索所有数据集中的文档并进行排序，属于文档检索和

排序任务；另一种是根据问题和给定的相关文档生成答案，属于QA任务。在美团业

务中，文档检索和排序算法在搜索、广告、推荐等场景中都有着广泛的应用。此外，

直接在所有候选文档上进行QA任务的时间消耗是无法接受的，QA任务必须依靠排

序任务筛选出排名靠前的文档，而排序算法的性能直接影响到QA任务的表现。基于

上述原因，我们主要将精力放在基于MS	MARCO的文档检索和排序任务上。

自 2018 年 10 月MACRO文档排序任务发布后，迄今吸引了包括阿里巴巴达摩院、

Facebook、微软、卡内基梅隆大学、清华等多家企业和高校的参与。在美团的预训

练MT-BERT平台 [14] 上，我们提出了一种针对该文本检索任务的BERT算法方案，

称 之 为 DR-BERT（Enhancing	BERT-based	Document	Ranking	Model	with	
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Task-adaptive	Training	and	OOV	Matching	Method）。DR-BERT 是第一个在

官方评测指标MRR@10 上突破 0.4 的模型，且在 2020 年 5 月 21 日（模型提交

日）-8月 12 日期间位居榜首，主办方也单独发表推文表示了祝贺，如下图 1所示。

DR-BERT 模型的核心创新主要包括领域自适应的预训练、两阶段模型精调及两种

OOV（Out	of	Vocabulary）匹配方法。

图 1　官方祝贺推文及 MARCO 排行榜
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相关介绍

Learning to Rank

在信息检索领域，早期就已经存在很多机器学习排序模型（Learning	 to	Rank）用

来解决文档排序问题，包括 LambdaRank[2]、AdaRank[3] 等，这些模型依赖很多

手工构造的特征。而随着深度学习技术在机器学习领域的流行，研究人员提出了很

多神经排序模型，比如 DSSM[4]、KNRM[5] 等。这些模型将问题和文档的表示映射

到连续的向量空间中，然后通过神经网络来计算它们的相似度，从而避免了繁琐的

手工特征构建。

图 2　Pointwise、Pairwise、Listwise 训练的目标

根据学习目标的不同，排序模型大体可以分为 Pointwise、Pairwise 和 Listwise。

这三种方法的示意图如上图 2所示。其中，Pointwise 方法直接预测每个文档和问题

的相关分数，尽管这种方法很容易实现，然而对于排序来说，更重要的是学到不同文

档之间的排序关系。基于这种思想，Pairwise 方法将排序问题转换为对两两文档的

比较。具体来讲，给定一个问题，每个文档都会和其他的文档两两比较，判断该文档

是否优于其他文档。这样的话，模型就学习到了不同文档之间的相对关系。
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然而，Pairwise 的排序任务存在两个问题：第一，这种方法优化两两文档的比较而非

更多文档的排序，跟文档排序的目标不同；第二，随机从文档中抽取Pair 容易造成训

练数据偏置的问题。为了弥补这些问题，Listwise 方法将Pairwsie 的思路加以延伸，

直接学习排序之间的相互关系。根据使用的损失函数形式，研究人员提出了多种不同

的 Listwise 模型。比如，ListNet[6] 直接使用每个文档的 top-1 概率分布作为排序列

表，并使用交叉熵损失来优化。ListMLE[7] 使用最大似然来优化。SoftRank[8] 直接

使用NDCG这种排序的度量指标来进行优化。大多数研究表明，相比于Pointwise

和 Pairwise 方法，Listwise 的学习方式能够产生更好的排序结果。

BERT

自 2018 年谷歌的 BERT[9] 的提出以来，预训练语言模型在自然语言处理领域取得

了很大的成功，在多种NLP 任务上取得了 SOTA效果。BERT 本质上是一个基于

Transformer 架构的编码器，其取得成功的关键因素是利用多层 Transoformer 中

的自注意力机制（Self-Attention）提取不同层次的语义特征，具有很强的语义表征

能力。如图 3所示，BERT的训练分为两部分，一部分是基于大规模语料上的预训练

（Pre-training），一部分是在特定任务上的微调（Fine-tuning）。

图 3　BERT 的结构和训练模式

在信息检索领域，很多研究人员也开始使用BERT来完成排序任务。比如，[10][11] 就

使用 BERT在MS	MARCO上进行实验，得到的结果大幅超越了当时最好的神经网
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络排序模型。[10] 使用了 Pointwise 学习方式，而 [11] 使用了 Pairwise 学习方式。这

些工作虽然取得了不错的效果，但是未利用到排序本身的比较信息。基于此，我们结

合BERT本身的语义表征能力和 Listwise 排序，取得了很大的进步。

模型介绍

任务描述

基于 DeepCT 候选初筛

由于MS	MARCO中的数据量很大，直接使用深度神经网络模型做Query 和所有

文档的相关性计算会消耗大量的时间。因此，大部分的排序模型都会使用两阶段的

排序方法。第一阶段初步筛选出 top-k 的候选文档，然后第二阶段使用深度神经

网络对候选文档进行精排。这里我们使用 BM25 算法来进行第一步的检索，BM25

常用的文档表示方法包括 TF-IDF 等。但是 TF-IDF 不能考虑每个词的上下文语

义。DeepCT[12] 为了改进这种问题，首先使用 BERT 对文档单独进行编码，然后

输出每个单词的重要性程度分数。通过BERT强大的语义表征能力，可以很好衡量

单词在文档中的重要性。如下图 4所示，颜色越深的单词，其重要性越高。其中的

“stomach”在第一个文档中的重要性更高。
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图 4　DeepCT 估单词的重要性，同一个词在不同文档中的重要性不同

DeepCT的训练目标如下所示：

领域自适应预训练

由于我们的模型是基于 BERT 的，而 BERT 本身的预训练使用的语料和当前的任

务使用的语料并不是同一个领域。我们得出这个结论是基于对两部分语料中 top-

10000 高频词的分析，我们发现MARCO的 top-10000 高频词和BERT基线使用

的语料有超过 40%的差异。因此，我们有必要使用当前领域的语料对BERT进行预

训练。由于MS	MARCO属于大规模语料，我们可以直接使用该数据集中的文档内

容对BERT进行预训练。我们在第一阶段使用MLM和NSP预训练目标函数在MS	

MARCO上进行预训练。
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两阶段精调

图 5　模型结构

下面介绍我们提出的精调模型，上图 5展示了我们提出的模型的结构。精调分为两个

阶段：Pointwise 精调和 Listwise 精调。

Pointwise 问题类型感知的精调

第一阶段的精调，我们的目标是通过Pointwise 的训练方式建立问题和文档的关系。
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我们将Query-Document 作为输入，使用 BERT 对其编码，匹配问题和文档。考

虑到问题和文档的匹配模式和问题的类型有很大的关系，我们认为在该阶段还需要

考虑问题的类型。因此，我们使用问题，问题类型和文档一起通过BERT进行编码，

得到一个深层交互的语义表示。具体的，我们将问题类型 T,	问题Q和第 i 个文档Di

拼接成一个序列输入，如下式所示：

该分数 ri 通过交叉熵损失函数进行优化。通过以上的预训练，模型对不同的问题学

到了不同的匹配模式。该阶段的预训练可以称为类型自适应（Type-Adaptive）模

型精调。

Listwise 精调

为了使得模型直接学习不同排序的比较关系，我们通过 Listwise 的方式对模型进行

精调。具体的，在训练过程中，对于每个问题，我们采样 n+个正例以及 n-个负例

作为输入，这些文档是从候选文档集合D中随机产生。注意，由于硬件的限制，我们

不能将所有的候选文档都输入到当前模型中。因此我们选择了随机采样的方式来进行

训练。
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至于为什么使用两个阶段的精调模型，主要出于如下两点考虑：

1.	我们发现首先学习问题和文档的相关性特征然后学习排序的特征，相比直接

学习排序特征效果好。

2.	MARCO是标注不充分的数据集合。换句话说，许多和问题相关的文档未被

标注为 1，这些噪声容易造成模型过拟合。第一阶段的模型用来过滤训练数据

中的噪声，从而可以有更好的数据监督第二阶段的精调模型。

解决 OOV 的错误匹配问题

在 BERT 中，为了减少词表的规模以及解决 Out-of-vocabulary（OOV）的问

题，使用了WordPiece 方法来分词。WordPiece 会把不在词表里的词，即OOV

词拆分成片段，如图 6 所示，原始的问题中包含词“bogue”，而文档中包含词

“bogus”。在WordPiece 方法下，将“bogue”切分成”bog”和“##ue”，并且

将“bogus”切分成”bog”和“##us”。我们发现，“bogus”和“bogue”是不相
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关的两个词，但是由于WordPiece 切分出了匹配的片段“bog”，导致两者的相关性

计算分数比较高。

图 6　BERT WordPiece 处理前 / 后的文本

为了解决这个问题，我们提出了一种是对原始词（WordPiece 切词之前）做精准

匹配的特征。所谓“精确匹配”，指的是某个词在文档和问题中同时出现。精准匹

配是信息检索和机器阅读理解中非常重要的一个技术。根据以往的研究，很多阅读

理解模型加入该特征之后都可以有一定的效果提升。具体的，在 Fine-tuning 阶

段，我们对于每个词构造了一个精准匹配特征，该特征表示该单词是否出现在问

题以及文档中。在编码阶段之前，我们就将这个特征映射到一个向量，和原本的

Embedding 进行组合：
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图 7　词还原机制的工作原理

除此之外，我们还提出了一种词还原机制如图 7所示，词还原机制能够将Word-

Piece 切分的 Subtoken 的表示合并，从而能更好地解决OOV错误匹配的问题。具

体来说，我们使用Average	Pooling 对 Subtoken 的表示合并作为隐层的输入。除

此之外，如上图 7所示，我们使用了MASK 处理 Subtoken 对应的非首位的隐层

位置。值得注意的是，词还原机制也能很好地避免模型的过拟合问题。这是因为

MARCO的集合标注是比较稀疏的，换句话说，有很多正例未被标注为 1，因此容易

导致模型过拟合这些负样本。词还原机制一定程度上起到了Dropout 的作用。

总结与展望

以上内容就对我们提出的 DR-BERT 模型进行了详细的介绍。我们提出的 DR-

BERT 模型主要采用了任务自适应预训练以及两阶段模型精调训练。除此之外，还

提出了词还原机制和精确匹配特征提高OOV 词的匹配效果。通过在大规模数据集

MS	MARCO的实验，充分验证了该模型的优越性，希望这些能对大家有所帮助或

者启发。
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美团无人车引擎在仿真中的实践

作者：杨磊

1. 引言

过去几年，自动驾驶技术有了飞速发展。国内也出现了许多自动驾驶创业企业，这些

公司以百度开源项目Apollo 为起点，大都可以直接进行公开道路测试，公开道路测

试也成为促进技术进步的主要方法。基础问题得以解决之后，行业面临的更多是长尾

问题，依靠路测驱动自动驾驶能力建设的方式变得不再高效，离线仿真的地位日益凸

显。行业头部企业在仿真的投入十分巨大，Waymo公司 2019 年公布的仿真里程是

100 亿英里，是路测里程的 1000 倍。

相应地，美团无人车团队在仿真上的投入也在逐渐增大。在仿真平台的建设中，团队

发现公开道路测试和仿真测试看似相似，实际上差异巨大：在车载环境下，为了确保

系统的稳定运行，通常要保证一定资源处于空闲状态；仿真环境则不同，如何高效利

用资源，如何实现压榨资源的同时确保仿真结果与路测结果一致成为了关键目标。在

应对这些挑战的过程中，美团提出了无人车引擎的概念，将车载与离线环境的差异隔

离起来：功能模块无需任何更改便可以满足两种场景的需要。

本文首先会介绍无人车引擎的概念，并以仿真环境面临的挑战为线索介绍美团无人车

引擎的核心设计。

02 无人车引擎

概念

无人车引擎是自动驾驶的基础设施，在机制、工具和计算模型上对功能模块提供支

持，隔离自动驾驶所处环境，使各功能模块专注于自身功能。

在机制层，他为各功能模块提供通信、调度、数据、配置、异常监控等支持。
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在应用层，引擎为各功能模块提供调试、可视化、性能调优、效果评估等工具支持。

在模块层，引擎为各功能模块提供统一的计算模型和运行环境，确保他们在车上环

境、分布式环境、调试环境下的行为一致。

美团无人车引擎的架构图如下：

图 1　无人车引擎布局

如图 1所示，作为引擎支撑的主要部分，Perception、Localization、Planning 等

是自动驾驶系统中重要的功能模块，它们实现了无人车系统的核心功能。引擎则在机

制和工具，上下两个方向上支撑他们：各功能模块按照引擎的规范开发，直接或者间

接地使用引擎机制层提供的功能并自然而然地获得工具的支持。比如，功能模块只要

使用引擎的通信工具，就能直接获得数据落盘、性能报表调试信息可视化的支持，同

时基于这些路测数据，在仿真环境下，功能模块会自动获得单步调试、效果评估等功

能支持。

自动驾驶引擎面临的挑战

图 1中所列举的功能是引擎的基础组成部分，引擎所提供的远不止于此，对于多种

环境的支持才是美团无人车团队引入引擎概念的真正原因。前面提到，无人车首先运

行在车载系统中，随着技术和环境的变化，更多地运行于仿真环境下，二者截然不

同。车载环境下，无人车系统的运行环境较好，为了保障各功能模块能够正常运行，
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CPU、GPU、内存等资源要提供一定程度的冗余。而仿真环境的要求完全不同：从

用户的角度看，仿真的用户是工程师，他们期望仿真任务能够在确定时间内完成尽量

多的任务；从集群的角度看，他们希望仿真能够尽量提升资源利用率。接下来的部分

将介绍无人车系统在这两类环境下会面临哪些挑战，以及美团无人车团队如何通过引

擎应对这些挑战。

行为一致性的挑战

早期，美团无人车团队依赖于ROS搭建无人车系统，在车载环境下，ROS的表现

合格。然而在开始仿真建设后，团队遇到很多问题，其中最突出的是“行为一致性问

题”，这个问题具体是指：无人车系统在运行过程中，当出现系统资源的变化，行为

也随之发生变化。比如，当仿真任务在一台机器上运行时，系统产生的结果和这台机

器的状态有关，这台机器被独占地使用或是和其它任务同时运行，结果会有差异。而

且，即使不考虑资源利用率，让仿真任务独占机器资源，同一个任务运行两次，结果

也会有微弱的扰动。

更严重情况发生在离线环境，此情境追求资源利用率的最大化，意味着计算资源的十

分紧张，扰动将变得不再轻微，结果将变得更不可靠，仿真的结果也就失去了价值。

因此，如何在车上和离线两套截然不同的环境下确保结果的一致性，是仿真引擎必须

解决的问题。此问题由以下两个原因造成：一是功能模块时序的不一致；二是功能模

块内部执行的不一致。

时序一致性

为了介绍什么是时序一致性，首先要介绍一下无人车系统中时序的概念。

无人车系统由多个功能模块组成，功能模块之间有数据依赖关系，比如Perception

依赖于	Lidar、Camera的数据，Prediction 依赖于Prediction 的输出。不同模块的触

发条件不同，比如	Planning是依据时钟触发的而Prediction 是依赖于Perception 的

数据触发的。由数据关系和触发条件形成的功能模块的执行顺序就是自动驾驶系统的

时序。在理想情况下，每个模块都能在满足触发条件时立刻执行并在预期的时间内完
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成任务，也就是说，只要保留各模块的输出就可以完全复现线上的问题，离线仿真出

现的问题在路测时也必然出现。

图 2　无人车系统理想时序

然而现实情况远比这复杂，举例来说，当无人车经过拥堵路段时，Perception 需要

处理的数据会显著增多，Planning 也可能因为交通参与者过多导致耗时增长，时序

必然与理想情况不符合。如下图 3所示，在车载环境下这种行为方式是没问题的，然

而在仿真环境时却会导致严重后果：每一次计算环境的些许变化都有可能导致时序的

变化，进而导致系统行为的差异。

图 3　无人车系统实际时序

这就是时序一致性问题。为了解决这种问题，美团无人车引入了调度器，时序的

一致性由调度器保证。此外，引擎按照不同的应用场景，进一步细化了调度器的

种类。其中最简单的调度器是“在线调度器”，它的目标只有一个：在功能模块处

于 Ready 状态时执行它，车载系统中就是使用的这种调度器，它的行为方式也与
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ROS 类似，不过他会记录下调度时序以备使用。除此之外，引擎还提供一组离线

调度器，以应对不同的使用场景。这里在线和离线的差异根据数据来源判断，如果

数据来自传感器那么就是在线调度器；如果数据来自路测记录那就是离线调度器，

具体分类如下图 4所示：

图 4　调度器分类

以下是美团无人车引擎提供的调度器种类及他们的使用场景：

	● 在线调度器：在满足触发条件时立即触发功能模块，通常在车载环境下会使用；

	● 复现调度器：按照调度器保存的调度信息复现调度时序，在调试时或复现路测

场景时使用；

	● 理想调度器：按照理想时序调度资源，通常在仿真时使用；

	● 条件驱动调度器：在条件满足时调度功能模块运行。在这种调度方式下，功能

模块的调度密度介于理想调度器和复现调度器之间，他的实现也相对简单，是

应用最广泛的调度器。

在他们的帮助下，功能模块执行的时序就能得到保障：只要调度器和输入数据不变，

那么无论计算环境如何变化，各功能模块的执行时序总能保持一致。
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功能模块的计算模型

时序一致性除了需要调度保证之外，功能模块的内部计算必须是受到调度器调度的。

功能模块必须在调度器允许时才能开始执行，在结束时调度器能得到通知。如果存在

脱离调度器之外的计算线程，那么系统的一致性必然无法保证。为此，引擎引入了标

准计算模型，任何一个功能模块都有应该遵守这个计算模型，从而获得引擎包括一致

性保障、单步调试支持、信息可视化等功能的支持。

标准计算模型如下：每一个功能模块都有且仅有一个计算过程并以迭代为单位，每一

次调度完成一帧的计算。当然引擎并不控制帧计算内部的细节，帧计算内部的优化由

功能模块负责。

图 5　功能模块的标准模型

标准模型的定义并不一定符合每一个功能模块的实际情况：比如 Localization，它

订阅多类频率不同的传感器数据并以不同的频率输出。在实践中，引擎通过对
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Localization 功能的重新拆分实现了标准化。此外，对于像Perception 这类计算量

很大、同时兼具异构计算的功能模块来说，多线程，异步 I/O 的机制必须引入，引擎

同时提供了相应的支持确保符合标准模型。

在实践过程中，美团无人车团队花费了相当时间来完成这些改造。改造完成后仿真结

果的权威性得到了加强，更重要的是：系统的行为不再受外部资源（GPU、CPU、内

存等）的影响，这也为离线环境提升资源利用率扫清了障碍。接下来介绍无人车引擎

如何在功能模块完全无感的情况下提升资源利用率。

04 资源利用率问题

前面提到过，车载系统和仿真系统环境差异很大：车载系统为了追求系统的平稳运行

会保证关键资源有一定程度的富裕；对于仿真系统，保留 idle 就是对资源的浪费。在

系统的一致性得到保障之后，资源利用率才能成为引擎的优化目标。优化资源利用率

包含了很多方面，比如数据调度等，由于篇幅所限，这里只介绍与引擎相关的优化工

作。接下来的部分，将根据无人车系统在仿真环境运行时的特点进行优化，他们分别

是资源需求不均、功能模块的重复计算、GPU/CPU计算不平衡。

数据需求不均匀

从数据的输入规模上讲，各功能模块是极不均衡的：Perception 和 Localization 依

赖于 Lidar 和 Camera 数据，数据使用量占到系统的	85%	以上（按照数据存储的规

模计算，忽略中间数据，具体比例与开启的Camera 相关，此处给出概数）。从资源

消耗上讲，Perception 和 Prediction 消耗较多的	GPU	计算资源。为了提升云计算

资源的效率，无人车引擎必须支持分布式部署：即一套自动驾驶系统分别部署与多台

机器甚至是跨机房的机器之上的。
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图 6　分布式部署

为了实现分布式部署，引擎参考了计算图模型的概念，采用了类似于 Tensorflow

的设计：将功能模块分成了 Node 和 Module 两个部分。其中 Node 负责定义依

赖关系，而Module 负责完成计算。对于远程部署的Module 来说，引擎提供了

ADVContext 和 Node	Stub	的概念用于协助Module 完成运算，对于Module 而

言，它对于自身处于环境（远程或者本地）一无所知。

基于图 7的设计，自动驾驶系统有了分布式部署的能力：一套自动驾驶系统可以运行

于一组机器之上。提升离线效率的努力不再局限于单台机器，无人车系统的离线优化
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获得了更多的手段和更广的空间。

重复计算

仿真任务分成多种类型，即有运行单个模块的任务，也有同时执行	Perception、

Prediction、Planning 的任务。对于同时运行多个Module 的任务，放在集群的角

度看，很多计算都是重复的。试想一个场景：Planning 引入新方法，工程师希望能够

在最新Perception 版本上的获得新方法的效果评估结果。对于仿真而言，这是一个

经典场景，常用的方法是离线执行	Perception、Prediction 和 Planning 三个模块并

执行Evaluation 产生报表、评估结果。

图 8　分模块 Evaluation

一般而言，Perception 的结果受到数据和本身算法迭代的影响，当	Planning 的迭

代时，Perception 的结果不会受到影响，它的输出完全可以复用。得益于Node 和

Module 概念的分离，Perception	Node 所绑定的Module 完全可以是一个非计算单

元，而是一个数据服务Module。

在美团无人车数据平台和无人车引擎共同努力下，通过Data	Service	Module,	这

个常见的仿真任务的流程在工程师感知不到的情况下变成了图 9这样。不同版本的

Perception 的输出结果被保存下来，Prediction 和 Planning 只要使用之前的结果，

避免了	Perception 的反复计算。
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图 9　数据复用

GPU 计算分流

无人车系统是一个同时具备重度CPU计算和重度GPU计算系统，两部分的计算是

不平衡的。引擎为了提升GPU资源的利用效率，在内部集成了模型管理的功能同时

提供了本地和远程两种Prediction 的机制。再结合分布式部署方式，系统可以完全

部署于CPU集群之上，模型相关的计算可以通过RPC请求在Model	Serving 上完

成。通过GPU和 CPU计算的隔离，引擎帮助提升了GPU和 CPU计算资源的利

用率。

05 结论

在持续的实践中，美团无人配送团队抽离出一套自动驾驶引擎，为功能模块提供机制

和工具的同时，它还提供了对车载（低时延）和仿真（高吞吐）两套环境的适配。此

外，配合美团的大数据基础设施以及在此基础之上专为无人车建立的数据平台，美团

无人车逐步建立了完善的自动驾驶基础设施。未来，希望在引擎的帮助下能够隔离功

能模块、计算平台、运行环境，使得自动驾驶能力迭代与自动驾驶落地应用两个方向

上的工作能够独立开展，齐头并进，加快美团无人车的落地步伐。
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关于美团无人配送
美团无人车配送中心成立于 2016 年，由美团首席科学家夏华夏博士领导。美团无人车配送围

绕美团外卖、美团跑腿等核心业务，通过与现有复杂配送流程的结合，形成了无人配送整体解

决方案，满足在楼宇、园区、公开道路等不同场景下最后三公里的外卖即时配送需求，提升配

送效率和用户体验，最终实现“用无人配送让服务触达世界每个角落”的愿景。

招聘信息
美团无人车配送中心大量岗位持续招聘中，诚招算法 / 系统 / 硬件开发工程师及专家。欢迎感

兴趣的同学发送简历至：ai.hr@meituan.com（邮件标题注明：美团无人车团队）。
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美团无人配送 CVPR2020 论文 CenterMask 解读

作者：钰晴　申浩等

计算机视觉技术是实现自动驾驶的重要部分，美团无人配送团队长期在该领域进

行着积极的探索。不久前，高精地图组提出的CenterMask 图像实例分割算法被

CVPR2020 收录，本文将对该方法进行介绍。

CVPR的全称是 IEEE	Conference	on	Computer	Vision	and	Pattern	Recogni-

tion，IEEE 国际计算机视觉与模式识别会议，它和 ICCV、ECCV并称为计算机视

觉领域三大顶会。本届CVPR大会共收到 6656 篇投稿，接收 1470 篇，录用率为

22%。

背景

one-stage 实例分割的意义

图像的实例分割是计算机视觉中重要且基础的问题之一，其在众多领域具有十分重要

的应用，比如：地图要素提取、自动驾驶车辆感知等。不同于目标检测和语义分割，

实例分割需要对图像中的每个实例（物体）同时进行定位、分类和分割。从这个角度

看，实例分割兼具目标检测和语义分割的特性，因此更具挑战。当前两阶段（two-

stage）目标检测网络（Faster	R-CNN[2] 系列）被广泛用于主流的实例分割算法（如

Mask	R-CNN[1]）。

2019 年，一阶段（one-stage）无锚点（anchor-free）的目标检测方法迎来了新一

轮的爆发，很多优秀的 one-stage 目标检测网络被提出，如CenterNet[3],	FCOS[4]

等。这一类方法相较于 two-stage 的算法，不依赖预设定的 anchor，直接预测

bounding	box 所需的全部信息，如位置、框的大小、类别等，因此具有框架简单

灵活，速度快等优点。于是很自然的便会想到，实例分割任务是否也能够采用这种

one-stage	anchor-free 的思路来实现更优的速度和精度的平衡？我们的论文分析



算法　<　639

了该问题中存在的两个难点，并提出CenterMask 方法予以解决。

图 1　目标检测，语义分割和实例分割的区别

one-stage 实例分割的难点

相较于 one-stage 目标检测，one-stage 的实例分割更为困难。不同于目标检测用

四个角的坐标即可表示物体的 bounding	box，实例分割的mask 的形状和大小都更

为灵活，很难用固定大小的向量来表示。从问题本身出发，one-stage 的实例分割

主要面临两个难点：

	● 如何区分不同的物体实例，尤其是同一类别下的物体实例。two-stage 的方

法利用感兴趣区域（Region	of	Interest，简称ROI）限制了单个物体的范围，

只需要对ROI 内部的区域进行分割，大大减轻了其他物体的干扰。而 one-

stage 的方法需要直接对图像中的所有物体进行分割。

	● 如何保留像素级的位置信息，这是 two-stage 和 one-stage 的实例分割面临

的普遍问题。分割本质上是像素级的任务，物体边缘像素的分割精细程度对最

终的效果有较大影响。而现有的实例分割方法大多将固定大小的特征转换到原

始物体的大小，或者利用固定个数的点对轮廓进行描述，这些方式都无法较好

的保留原始图像的空间信息。

相关工作介绍

遵照目标检测的设定，现有的实例分割方法可大致分为两类：二阶段（two-stage) 实

例分割方法和一阶段 (one-stage) 实例分割方法。
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	● two-stage 的实例分割遵循先检测后分割的流程，首先对全图进行目标检测得

到 bounding	box，然后对 bounding	box 内部的区域进行分割，得到每个物

体的mask。two-stage 的方法的主要代表是Mask	R-CNN[1]，该方法在

Faster	R-CNN[2] 的网络上增加了一个mask 分割的分支，用于对每个感兴

趣区域（Region	of	Interest，简称 ROI）进行分割。而把不同大小的ROI 映

射为同样尺度的mask 会带来位置精度的损失，因此该方法引入了RoIAlign

来恢复一定程度的位置信息。PANet[5] 通过增强信息在网络中的传播来对

Mask	R-CNN网络进行改进。Mask	Scoring	R-CNN[6] 通过引入对mask

进行打分的模块来改善分割后mask 的质量。上述 two-stage 的方法可以取

得SOTA的效果，但是方法较为复杂且耗时，因此人们也开始积极探索更简

单快速的 one-stage 实例分割算法。

	● 现有的 one-stage 实例分割算法可以大致分为两类：基于全局图像的方法和

基于局部图像的方法。基于全局的方法首先生成全局的特征图，然后利用一些

操作对特征进行组合来得到每个实例的最终mask。比如，InstanceFCN[7]

首先利用全卷积网络[8]（FCN）得到包含物体实例相对位置信息的特征图（in-

stance-sensitive	score	maps），然后利用 assembling	module 来输出不同

物体的分割结果。YOLACT[9] 首先生成全局图像的多张 prototype	masks，

然后利用针对每个实例生成的mask	coefficients 对 prototype	masks 进行

组合，作为每个实例的分割结果。基于全局图像的方法能够较好的保留物体

的位置信息，实现像素级的特征对齐（pixel-to-pixel	alignment)，但是当不

同物体之间存在相互遮挡（overlap) 时表现较差。与此相对应的，基于局部区

域的方法直接基于局部的信息输出实例的分割结果。PolarMask[10]	采用轮

廓表示不同的实例，通过从物体的中心点发出的射线组成的多边形来描述物体

的轮廓，但是含有固定端点个数的多边形不能精准的描述物体的边缘，并且

基于轮廓的方法无法很好的表示含有孔洞的物体。TensorMask[11] 利用 4D	

tensor 来表示空间中不同物体的mask, 并且引入了 aligned	representation	

和	tensor	bipyramid 来较好的恢复物体的空间位置细节，但是这些特征对齐

的操作使得整个网络比 two-stage 的Mask	R-CNN还要慢一些。
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不同于上述方法，我们提出的CenterMask 网络，同时包含一个全局显著图生成分

支和一个局部形状预测分支，能够在实现像素级特征对齐的情况下实现不同物体实例

的区分。

CenterMask 介绍

本工作旨在提出一个 one-stage 的图像实例分割算法，不依赖预先设定的ROI 区域

来进行mask 的预测，这需要模型同时进行图像中物体的定位、分类和分割。为了实

现该任务，我们将实例分割拆分为两个平行的子任务，然后将两个子任务得到的结果

进行结合，以得到每个实例的最终分割结果。

第一个分支（即 Local	Shape 分支）从物体的中心点表示中获取粗糙的形状信息，用

于约束不同物体的位置区域以自然地将不同的实例进行区分。第二个分支（即Global	

Saliency 分支）对整张图像预测全局的显著图，用于保留准确的位置信息，实现精

准的分割。最终，粗糙但 instance-aware 的 local	shape 和精细但 instance-un-

aware 的 global	saliency 进行组合，以得到每个物体的分割结果。

1. 网络整体框架

图 2　CenterMask 网络结构图
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CenterMask 整体网络结构图如图 2所示，给定一张输入图像，经过 backbone 网

络提取特征之后，网络输出五个平行的分支。其中 Heatmap 和 Offset 分支用于

预测所有中心点的位置坐标，坐标的获得遵循关键点预测的一般流程。Shape 和

Size 分支用于预测中心点处的 Local	Shape，Saliency 分支用于预测 Global	

Saliency	Map。可以看到，预测的 Local	Shape 含有粗糙但是 instance-aware

的形状信息，而 Global	Saliency 含有精细但是 instance-aware 的显著性信息。

最终，每个位置点处得到的 Local	Shape 和对应位置处的 Global	Saliency 进行

乘积，以得到最终每个实例的分割结果。Local	Shape 和 Global	Saliency 分支的

细节将在下文介绍。

2. Local Shape 预测

为了区分位于不同位置的实例，我们采用每个实例的中心点来对其mask 进行建模，

中心点的定义是该物体的 bounding	box 的中心。一种直观的想法是直接采用物体

中心点处提取的图像特征来进行表示，但是固定大小的图像特征难以表示不同大小

的物体。因此，我们将物体mask 的表示拆分为两部分：mask 的形状和mask 的大

小，用固定大小的图像特征表示mask 的形状，用二维向量表示mask 的大小（高

和宽）。以上两个信息都同时可以由物体中心点的表示得到。如图 3所示，P表示由

backbone 网络提取的图像特征，shape 和 size 表示预测以上两个信息的分支。用

Fshape( 大小为 H	x	W	x	S	x	S）表示 shape 分支得到的特征图，Fsize( 大小为

H	x	W	x	2) 表示 size 分支得到的特征图。假设某个物体的中心点位置为 (x,y)，则

该点的 shape 特征为 Fshape(x,y)，大小为 1	x	1	x	S	x	S，将其 reshape 成 S	x	

S 大小的二维平面矩阵；该点的 size 特征为 Fsize(x,y)，用 h 和 w表示预测的高

度和宽度大小，将上述二维平面矩阵 resize 到 h	x	w 的大小，即得到了该物体的

LocalShape 表示。
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图 3　Local Shape 预测分支

3. Global Saliency 生成

尽管上述 Local	Shape 表示可以生成每个实例的mask，但是由于该mask 是由固

定大小的特征 resize 得到，因此只能描述粗糙的形状信息，不能较好的保留空间位

置（尤其是物体边缘处）的细节。如何从固定大小的特征中得到精细的空间位置信息

是实例分割面临的普遍问题，不同于其他采用复杂的特征对齐操作来应对此问题的

思路，我们采用了更为简单快速的方法。启发于语义分割领域直接对全图进行精细

分割的思路，我们提出预测一张全局大小的显著图来实现特征的对齐。平行于 Local	

Shape 分支，Global	Saliency 分支在 backbone 网络之后预测一张全局的特征图，

该特征图用于表示图像中的每个像素是属于前景（物体区域）还是背景区域。
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实验结果

1. 可视化结果

图 4　CenterMask 网络不同设定下的分割结果

为了验证本文提出的 Local	Shape 和 Global	Saliency 两个分支的效果，我们对独

立的分支进行了分割结果的可视化，如图 4所示。其中 (a) 表示只有 Local	Shape

分支网络的输出结果，可以看到，虽然预测的mask 比较粗糙，但是该分支可以较

好的区分出不同的物体。(b) 表示只有Global	Saliency 分支网络输出的结果，可以

看到，在物体之间不存在遮挡的情形下，仅用Saliency 分支便可实现物体精细的分

割。© 表示在复杂场景下CenterMask 的表现，从左到右分别为只有 Local	Shape

分支，只有Global	Saliency 分支和二者同时存在时CenterMask 的分割效果。可

以看到，在物体之间存在遮挡时，仅靠Saliency 分支无法较好的分割，而Shape 和

Saliency 分支的结合可以同时在精细分割的同时实现不同实例之间的区分。
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2. 方法对比

图 5　CenterMask 与其他方法在 COCO test-dev 数据集上的对比

CenterMask 与其他方法在COCO	test-dev 数据集上的精度 (AP) 和速度 (FPS)

对比见图 5。其中有两个模型在精度上优于我们的方法：two-stage 的 Mask	

R-CNN和 one-stage 的 TensorMask，但是他们的速度分别大约 4fps 和 8fps 慢

于我们的方法。除此之外，我们的方法在速度和精度上都优于其他的 one-stage 实

例分割算法，实现了在速度和精度上的均衡。CenterMask 和其他方法的可视化效果

对比见图 6。

图 6　CenterMask 与其他方法在 COCO 数据集上的可视化对比
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除此之外，我们还将提出的 Local	Shape 和 Global	Saliency 分支迁移至了主流

的 one-stage 目标检测网络 FCOS，最终的实验效果见图 7。最好的模型可以实现

38.5 的精度，证明了本方法较好的适用性。

图 7　CenterMask-FCOS 在 COCO test-dev 数据集上的性能

未来展望

首先，CenterMask 方法作为我们在 one-stage 实例分割领域的初步尝试，取得了

较好的速度和精度的均衡，但是本质上仍未能完全脱离目标检测的影响，未来希望能

够探索出不依赖 box	crop 的方法，简化整个流程。其次，由于CenterMask 预测

Global	Saliency 的思想启发自语义分割的思路，而全景分割是同时融合了实例分割

和语义分割的任务，未来希望我们的方法在全景分割领域也能有更好的应用，也希望

后续有更多同时结合语义分割和实例分割思想的工作被提出。

更多细节见论文：CenterMask:	single	shot	 instance	segmentation	with	point	

representation

招聘信息

美团无人车配送中心大量岗位持续招聘中，诚招感知 / 高精地图 / 决策规划 / 预测

算法专家、无人车系统开发工程师 / 专家。无人车配送中心主要是借助无人驾驶技

术，依靠视觉、激光等传感器，实时感知周围环境，通过高精定位和智能决策规划，

保证无人配送机器人具有全场景的实时配送能力。欢迎感兴趣的同学发送简历至：

https://arxiv.org/abs/2004.04446
https://arxiv.org/abs/2004.04446
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hr.mad@meituan.com（邮件标题注明：美团无人车团队）
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WSDM Cup 2020 检索排序评测任务第一名经
验总结

作者：帅朋

1. 背景

第 13 届“国际网络搜索与数据挖掘会议”(WSDM	2020) 于 2 月 3日在美国休斯敦

召开，该会议由 SIGIR、SIGKDD、SIGMOD 和 SIGWEB 四个专委会共同协调

筹办，在互联网搜索、数据挖掘领域享有很高学术声誉。本届会议论文录用率仅约

15%，并且WSDM历来注重前沿技术的落地应用，每届大会设有的WSDM	Cup

环节提供工业界真实场景中的数据和任务用以研究和评测。

今年的WSDM	Cup 设有 3个评测任务，吸引了微软、华为、腾讯、京东、中国科

学院、清华大学、台湾大学等众多国内外知名机构的参与。美团搜索与NLP部继去

年获得了WSDM	Cup	2019 第二名后，今年继续发力，拿下了WSDM	Cup	2020	

Task	1：Citation	Intent	Recognition 榜单的第一名。

本次参与的是由微软研究院提出的Citation	Intent	Recognition 评测任务，该任务

共吸引了全球近 600 名研究者的参与。本次评测中我们引入高校合作，参评团队

Ferryman 由搜索与NLP部 -NLP中心的刘帅朋、江会星及电子科技大学、东南大

学的两位科研人员共同组建。团队提出了一种基于BERT和 LightGBM的多模融合

检索排序解决方案，该方案同时被WSDM	Cup	2020 录用为专栏论文。

http://www.wsdm-conference.org/2020/
http://www.wsdm-conference.org/2020/wsdm-cup-2020.php
https://tech.meituan.com/2019/02/21/wsdm-cup-meituan-nlp-practice.html
http://www.wsdm-conference.org/2020/wsdm_cup_reports/Task1_Ferryman.pdf
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2. 任务简介

本次参与的任务一（WSDM	Cup	2020	Task	1:	Citation	Intent	Recognition）由微

软研究院发起，任务要求参赛者根据论文中对某项科研工作的描述，从论文库中找出

与该描述最匹配的Top3 论文。举例说明如下：

某论文中对科研工作 [1] 和 [2] 的描述如下：

	 An	efficient	 implementation	based	on	BERT	 [1]	 and	graph	neural	

network	(GNN)	[2]	is	introduced.

参赛者需要根据这段科研描述从论文库中检索与 [1][2] 相关工作最匹配论文。

在本例中：

与工作 [1] 最匹配的论文题目应该是：

	 [1]	BERT:	Pre-training	of	deep	bidirectional	 transformers	for	 language	

understanding.

与工作 [2] 最匹配的论文题目应该是：

	 [2]	Relational	inductive	biases,	deep	learning,	and	graph	networks.

由上述分析可知，该任务是经典的检索排序任务，即根据文本 Query 从候选

Documents 中找出 Top	N 个最相关的Documents，核心技术包括文本语义理解和

搜索排序。
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2.1 评测数据

本次评测数据分为论文候选集、训练集、验证集和测试集四个部分，各部分数据的表

述如表 1所示：

表 1　评测数据分析表

对本次评测任务及数据分析可以发现本次评测存在以下特点：

	● 与工业界的实际场景类似，本次任务数据量规模比较大，要求制定方案时需要

同时考虑算法性能和效果，因此相关评测方案可以直接落地应用或有间接参考

的价值；

	● 为了保证方案具有一定落地实用价值，本任务要求测试集的结果需要在 48小

时内提交，这也对解决方案的整体效率提出了更高的要求，像常见的使用非常

多模型的融合提升方案，在本评测中就不太适用；

	● 跟自然语言处理领域的一般任跟自然语言处理领域的一般任务不同，本次评测

任务中数据多来源于生命科学领域，存在较多的专有词汇和固定表述模式，因

此一些常见的方法模型（例如在通用语料上预训练的BERT、ELMo等预训练

模型）在该任务上的直接应用是不合适的，这也是本次任务的难点之一。

2.2 评测指标

评测使用的评价指标为Mean	Average	Precision	@3	(MAP@3),	形式如下：
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其中，|U| 是需要预测的 description 总个数，P(k) 是在 k 处的精度，n是 paper 个

数。举例来说，如果在第一个位置预测正确，得分为 1；第二个位置预测正确，得分

为 1/2；第三个位置预测正确，得分为 1/3。

3. 模型方法

通过对评测数据、任务和评价指标等分析，综合考量方案的效率和精准性后，本次评

测中使用的算法架构包括“检索召回”和“精准排序”两个阶段。其中，检索召回阶

段负责从候选集中高效快速地召回候选Documents，从而缩减问题规模，降低排序

阶段的复杂度，此阶段注重召回算法的效率和召回率；精准排序阶段负责对召回数据

进行重排序，采用 Learning	to	Rank 相关策略进行排序最优解求解。
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3.1 检索召回

目标任务：使用高效的匹配算法对候选集进行粗筛，为后续精排阶段缩减候选排序的

数据规模。

性能要求：召回阶段的方案需要权衡召回覆盖率和算法效率两个指标，一方面召回覆

盖率决定了后续精排算法的效果上限，另一方面单纯追求覆盖率而忽视算法效率则不

能满足评测时效性的要求。

检索召回方案：比赛过程中对比实验了两种召回方案，基于“文本语义向量表征“和

“基于空间向量模型	+	Bag-of-Ngram”。由于本任务文本普遍较长且专有名词较多

等数据特点，实验表明“基于空间向量模型	+	Bag-of-Ngram”的召回方案效果

更好，下表中列出了使用的相关模型及其实验结果（recall@200）。可以看到相比

于传统的 BM25 和 TFIDF 等算法，F1EXP、F2EXP 等公理检索模型（Axiomatic	

Retrieval	Models）可以取得更高的召回覆盖率，该类模型增加了一些公理约束条

件，例如基本术语频率约束，术语区分约束和文档长度归一化约束等等。

F2EXP定义如下：

其中，Q表示查询 query	,D 表示候选文档，C(t,	Q) 是词 t 在 Q中的频次，|D| 表示

文档长度，avdl 为文档的平均长度，N为文档总数，df(t) 为词 t 的文档频率。

为了提升召回算法的效果，我们使用倒排索引技术对数据进行建模，然后在此基础

上实现了 F1EXP、DFR、F2EXP、BM25、TFIDF 等多种检索算法，极大了提升

了召回部分的运行效率。为了平衡召回率和计算成本，最后使用 F1EXP、BM25、

TFIDF	3 种算法各召回 50条结果融合作为后续精排候选数据，在验证集上测试，召

回覆盖率可以到 70%。
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3.2 精准排序

精排阶段基于 Learning	to	Rank 的思想进行方案设计，提出了两种解决方案，一种

是基于 Pairwise-BERT 的方案，另一种是基于 LightGBM的方案，下面分别进行

介绍：

1) 基于 BERT 的排序模型

BERT 是近年来NLP 领域最重大的研究进展之一，本次评测中，我们也尝试引入

BERT 并对原始模型使用 Pointwise	Approach 的模式进行改进，引入 Pairwise	

Approach 模式，在排序任务上取得了一定的效果提升。原始BERT	使用 Pointwise

模式把排序问题看做单文档分类问题，Pointwise 优化的目标是单条 Query 与

Document 之间的相关性，即回归的目标是 label。而 Pairwise 方法的优化目标是

两个候选文档之间的排序位次（匹配程度），更适合排序任务的场景。具体来说，对原

始BERT主要有两点改进，如下图中所示：

改进训练样本构造形式：Pointwise 模式下样本是按照形式构造输入，Pairwise 模

式下样本按照形式进行构造，其中 Query 与 Doc1 的匹配程度大于与 Doc2 的匹

配程度。
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改进模型优化目标：Pointwise 模式下模型使用的Cross	Entropy	Loss 作为损失函

数，优化目标是提升分类效果，而Pairwise 模式下模型使用Hing	Loss 作为损失函

数，优化目标是加大正例和负例在语义空间的区分度。

在基于 BERT 进行排序的过程中，由于评测数据多为生命科学领域的论文，我们

还使用了 SciBERT 和 BioBERT 等基于特定领域语料的预训练 BERT 模型，相比

Google 的通用BERT较大的效果提升。

2) 基于 LightGBM 的排序模型

不过，上面介绍的基于BERT的方案构建的端到端的排序学习框架，仍然存在一些

不足。首先，BERT模型的输入最大为 512 个字符，对于数据中的部分长语料需要

进行截断处理，这就损失了文本中的部分语义信息；其次，本任务中语料多来自科学

论文，跟已有的预训练模型还是存在偏差，这也在一定程度上限制了模型对数据的表

征能力。此外，BERT模型网络结构较为复杂，在运行效率上不占优势。综合上述三

方面的原因，我们提出了基于 LightGBM的排序解决方案。

LightGBM是微软 2017 年提出，比Xgboost 更强大、速度更快的模型。LightGBM

在传统的GBDT基础上有如下创新和改进：
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采用Gradient-based	One-Side	Sampling(GOSS) 技术去掉很大部分梯度很小的

数据，只使用剩下的去估计信息增益，避免低梯度长尾部分的影响；

采用Exclusive	Feature	Bundling(EFB) 技术以减少特征的数量；

传统GBDT算法最耗时的步骤是使用Pre-Sorted 方式找到最优划分点，其会在排

好序的特征值上枚举所有可能的特征点，而 LightGBM中会使用 histogram算法替

换了GBDT传统的Pre-Sorted，牺牲一定精度换取了速度。

LightGBM采用 Leaf-Wise 生长策略，每次从当前所有叶子中找到分裂增益最大的

一个叶子，然后分裂，如此循环。因此同 Level-Wise 相比，在分裂次数相同的情况

下，Leaf-Wise 可以降低更多的误差，得到更好的精度。

基于 Light	GBM的方案需要特征工程的配合。在我们实践中，特征主要包括Statis-

tic	Semantic	Features（包括 F1EXP、F2EXP、TFIDF、BM25等）、Distributed	

Semantic	Features（包括Glove、Doc2vec 等）和 Ranking	Features（召回阶段

的排序序列特征），并且这些特征分别从标题、摘要、关键词等多个维度进行抽取，

最终构建成特征集合，配合 LightGBM的 pairwise 模式进行训练。该方法的优点是

运行效率高，可解释性强，缺点是特征工程阶段比较依赖人工对数据的理解和分析。



656　>　美团 2020 技术年货

4. 实验结果

我们分别对比实验了不同方案的效果，可以发现无论是基于BERT的排序方案还是

基于 LightGBM的排序方案，Pairwise 的模式都会优于Pointwise 的模式，具体实

验数据如表 2所示：

表 2　不同方案实验结果

5. 总结与展望

本文主要介绍了美团搜索与 NLP 部在WSDM	Cup	2020	Task	1 评测中的实践方

案，我们构建了召回 +排序的整体技术框架。在召回阶段引入多种召回策略和倒排

索引保证召回的速度和覆盖率；在排序阶段提出了基于 Pairwise 模式的 BERT 排

序模型和基于 LightGBM 的排序模型。最终，美团也非常荣幸地取得了榜单第一名

的成绩。

当然，在对本次评测进行复盘分析后，我们认为该任务还有较大提升的空间。首

先在召回阶段，当前方案召回率为 70%左右，可以尝试新的召回方案来提高召回

率；其次，在排序阶段，还可以尝试基于 Listwise 的模式进行排序模型的训练，相

比 Pairwise 的模式，Listwise 模式下模型输入空间变为Query 跟全部 Candidate	

Doc，理论上可以使模型学习到更好的排序能力。后续，我们还会再不断进行优化，

追求卓越。
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6. 落地应用

本次评测任务与搜索与NLP部智能客服、搜索排序等业务中多个关键应用场景高度

契合。目前，我们正在积极试验将获奖方案在智能问答、FAQ推荐和搜索核心排序

等场景进行落地探索，用最优秀的技术解决方案来提升产品质量和服务水平，努力践

行“帮大家吃得更好，生活更好”的使命。
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美团内部讲座｜清华大学莫一林：信息物理系统中
的安全控制算法

作者：莫一林

【Top	Talk/ 大咖说】由美团技术学院主办，面向全体技术同学，定期邀请美团各技术

团队负责人、业界大咖、高校学者及畅销书作者，为大家分享最佳实践、互联网热门

话题、学术界前沿技术进展等内容，从而建立工程师文化、提升技术视野。

2020 年 9月 10 日，Top	Talk 邀请到了清华大学自动化系莫一林副教授，请他带来

题为《信息物理系统中的安全控制算法设计》的分享。本文系本次分享内容的文字实

录，希望能对大家有所帮助或者启发。

以下系文字实录：

中文讲的“安全”，其实基本上包含了英文中的两重含义，一个是 Safety，一个是

Security。信息物理系统中的安全问题主要是指Security，也就是说，如果有人想要

攻击你，在这种情况下，怎么能够保证系统的正常运行？

信息物理系统

“信息物理系统”，这个词大概是 2006 年由美国的 National	Science	Foundation

（美国国家科学基金会）最开始提出来的。信息物理系统本质上来说是Computation

（计算）、Communication（通讯）、Control（控制）三C的融合，把三个C互相之间

结合起来，嵌入到一个物理世界当中，从而能够使得整个系统更好地感知或者控制物

理世界。比如，无人驾驶就是一个信息物理系统，因为无人驾驶本身是有一个物理的

实体，有很多传感器来收集数据，这些数据经过通讯上传到计算机或者云上面，同时

车和车之间可能还有通讯，然后去做感知、去做导航，再反馈到无人车的执行单元，

最后反馈到物理空间。这些过程既包括了计算，也包括了控制的一些问题。
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其实，信息物理系统是一个很大的概念。之前大家说安全，其实更多的是想到计算机

安全或者网络安全，现在更多的是手机这类智能设备的安全。但是，信息物理系统安

全为什么现在被提上了议程？这其中主要的原因是传统的控制系统，比如汽车内部的

通讯是通过CANBUS实现的，这样的通讯本质上来说是一个独立的、专用的网络，

并不和其他网络产生任何的连接。所以在这种情况下，就很难去大规模地攻击这样一

个系统。

信息物理系统的安全威胁

但是，现在智能化逐渐成为了一种趋势，而且智能化的一个核心的事情，就是要使用

很多新兴的感知和网络的技术，实现万物互联。在这种背景下，就会产生非常多的问

题，因为所有东西都联网了，那么系统受到攻击的可能性就放大了很多。在这种情况

下，怎么保证整个系统的稳定性或者说维护系统正常运行，这是一个很大的挑战。
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上图是我们之前说的智能家居的一个示意图。智能家居希望人们可以通过比如手机

App 去控制家里的电器，但是一旦家里的电器都上网之后，智能家居控制系统的安全

就会变得非常重要，如果当一个攻击者可以操纵成千上万个家庭电器的话，这就可能

带来非常严重的问题。

震网病毒

我们实验室从 2010 年前就开始做信息物理系统安全方面的研究。当时，有黑客设计

了“震网病毒”，它的目标是伊朗用来提纯铀 235 的离心机。“震网病毒”破坏了伊

朗上千台的离心机，最后对伊朗核计划造成了很大的损害。这也算是一个利用“信息

战”成功带来破坏的一个例子。也是因为这个事情，让我们把信息物理系统的安全问

题迅速提上了日程。

“震网病毒”的例子属于国家行为，可能比较少见，现在针对一般信息物理系统的攻

击行为也越来越多。比如 2016 年，美国机构的报告就指出，全年一共有 290 多次针
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对美国工业控制系统的攻击，覆盖了制造业、通讯、能源等多个行业。

攻击有很多种类型，先说比较常见的。如果系统联网，可以通过网络去侵入系统；即

使系统没有联网，那么还有一些方式方法，比如像“震网病毒”的例子，是通过U

盘一层一层带进去的。这些方式都能造成很大的破坏。我觉得比较值得关注的是第二

个问题，一般做控制或者这种背景的研究人员，很多时候对计算机安全并不是特别有

经验，那么开发的系统就可能会存在很多的漏洞。甚至有很多软件的开发者自己都不

知道自己的系统有漏洞，但是黑客就可以发现你的漏洞。比如说像“震网病毒”的例

子，伊朗不知道系统有问题，但黑客有内部资料，发现这个系统有问题，然后就利用

这种漏洞去侵入了伊朗的系统。

大家比较担心的一个事情就是现在的系统变得越来越复杂，比如一辆车可能有几百个

ECU（Electronic	Control	Unit），一个波音 787 可能有上百万个零件，这上百万零

件中的 70%都是外包出去的，而一级外包商可能再外包给二级、三级，最后整个供

应链就变得很复杂，这相当于是全球生产，最后汇集到西雅图去装配。那么在这个过

程中，怎么保证装到系统上的每一个零件都是安全的，这也是一个值得思考的问题。

黑客攻击汽车系统

其实，在传统的汽车信息物理系统当中，漏洞还是有很多的。	比如 2015 年有一个比
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较著名的事件，有两个黑客（这两个人应该只是研究者，并不是真的想要搞破坏）通

过攻击克莱斯勒吉普的一款车，入侵了这辆车的显示信息，就是所谓的 implemen-

tation，还包括一些娱乐系统，然后通过这个系统，进入车内部的网络来控制这个车，

比如说方向、控制刹车，甚至包括安全气囊等等。

有人可能会说，像你们碰到这些问题，在计算机里面也都有，而且已经研究了很长时

间了，为什么还要单独提这样一个概念，这个信息物理系统安全中到底有什么新的

东西吗？我觉得这个核心价值在于：传统的研究主要都是在所谓的Cyber	Physical	

System。而信息物理系统，它的核心的是说那些有“物理”的系统，那么这个物理

系统就带来了很多的挑战。首先，从传统上来说，如果一个计算机受到攻击，最差

的情况，也就是将这个计算机关闭就结束了。但是如果是一个高速行驶的车，无法将

它直接关闭，只能让它缓慢地停下来，但是停下来这件事情本身因为有物理系统的参

与，所以就不是一个简单的事情。而对于无人机来说，甚至都不能让它停下来，必须

让它以一定的速度去飞，因为如果是固定翼无人机，停下来就可能意味着坠毁，所以

在这个过程中，物理系统带来了很多的挑战。

另外一个问题是，我们不一定能够让物理系统停下来，比如说如果一个电网受到攻

击，那么我们希望能够尽可能把被攻击的地方隔离出来，而不是要让整个地区比如北

京市出现停电。这个意思就是说，在系统受到攻击的时候，要让这个系统还能带着

“伤”去运行，而不是一旦有一点风吹草动就需要重启，这个也是一个很大的问题。

最后，这些物理系统其实都需要非常高的可靠性，比如对飞机来说，我们之前跟波音

做过一些项目，他们要求放上飞机的任何东西都需要经过鉴定，必须保证飞机有极高

的可靠性，要远远高于杀毒软件要能检测出 99%病毒的这种可靠性。很多传统的信

息安全方法，都是一个所谓的Best	of	Effort	Approach，就是说，尽可能地提供能

提供的最好的服务，但是并不能给出特别多的保证，因为对于一些需要非常高可靠性

的系统，即便存在很小的可能也许就隐藏着一个很大的威胁。
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为信息物理系统构建“护城河”

在信息物理系统里面，为了保证这个系统的安全，我们需要保证这个系统有非常高的

可靠性。其实，任何一个单一的方法都是很难完成这个目标的，我们需要是一个多层

的防御机制，它就像一个城堡一样，外面还有一个护城河，中间有一个城墙，里面还

有一个城墙，必须要层层地设防，只有这样才能解决这个问题。

我觉得这其中有几个比较关键的点，比如 Prevention、	Detection、	Resiliency	、

Recovery。其中，Prevention 就是怎么防止别人进来，那么这个地方可能是需要

更好的防火墙，比如说杀毒软件等等这些东西。当然，我们不可能百分之百地把别人

都挡在系统之外，如果有人进来了之后，我们就需要去检测这个系统到底有没有被入

侵，包括在一个大的系统怎么去定位哪几个部分被入侵了，这就是所谓的Detection。

另外，我们设计一个系统，需要考虑到一定的Resiliency，比如说有一个汽车上面有

一个零件坏了，这个系统就完蛋了，那么这个系统就不是很有韧性，所以系统能不能

带“伤”运行，也是一个需要考虑的因素。最后，当发现这个系统出现问题之后，我

们可能就会需要有一个所谓的恢复过程，比如重启等等手段。整体来说，我觉得要通

过很多方面，通过多层防御来保证信息物理系统的安全。
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信息物理系统中的安全控制算法

今天，我想给大家讲一讲我们在信息物理系统做的一些比较初步的工作，主要讲两个

方面：一个是检测，一个是韧性。	首先，从控制这个方式来说，怎么去思考信息物理

系统安全性这个问题？当然，并不是说控制就能够彻底解决这个问题，还是需要一个

多层的防御。

控制

控制，到底能给我们带来什么 ?	以离线设计系统为例，首先我们可以通过控制找到这

个系统关键的部件，然后对这些部件做额外的冗余设计。在这个系统没有上线之前，

我们可以对系统做一些可控、可观的分析，进而提升系统本身的韧性；上线之后，我

们可以利用传统的方法如故障诊断，当然这里就变成了入侵诊断和入侵定位的问题。

此外，我们还可以做一些鲁棒控制，保证系统的控制器在有攻击情况下依然能够容

错。最后还有一个问题，一个大的系统想要让它更安全，我们到底应该先加固哪个地

方？这都是控制可以提供给我们的一些东西。

检测

接下来，我主要讲一下关于检测的问题，我们也是受到“震网病毒”例子的启发之后

开始做了相关的研究。“震网病毒”是 2010 年被发现的，从计算机的角度来说，它

是一个很复杂的、很难防御的病毒。但是从控制角度来说，它的策略其实相当简单。

离心机本身是一个类似于快速旋转东西，如果想要毁坏离心机，那就需要让它转的比

原本设定的转速快很多，但是如果只是让它转的特别快的话，由于整个系统有传感

器，传感器就会发现离心机转速太快，从而触发报警，报警之后就会有技术人员前来

检查，整个过程并不能对这个系统造成很大破坏。

但是，“震网病毒”采取的一个策略是先不去攻击这个系统，而是在这个系统正常运

行的时候，记录下它的传感器输出是什么情况（比如说离心机的转速）。为了很好地说

明问题，我们假设离心机每秒 1000 转，“震网病毒”就记录了很多这样的数据。然

后，当真正开始去攻击系统的时候，震网病毒就会把它记录的数据做一个重放，就是
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说把整个系统的转速调到比如 2000 转的时候，会使用之前正常的数据去替换异常数

据，那么系统操作员看到依然是正常的转速，就不会察觉这个系统已经出现问题了。

比如在一些警匪片中，匪徒会去把他们想要抢劫的地方的监控视频的影像做一个重

放，比如用前一天没有异常的影像去覆盖掉抢劫的影像，跟“震网病毒”的策略很类

似，在信息安全领域也是比较常见的“重放”攻击。

大家可以简单地看一下这个系统的框图，比如说我们做一个离心机或者一个其他的物

理系统，需要做控制。那么我们使用传感器去监测这个系统，传感器的输出会给一个

估计器，对于无人驾驶来说，可能这个应该叫感知，而不能简单地叫估计，因为它的

功能可能会更复杂。但不管怎样的系统，我们都需要通过一个这样的东西，对收集到

的信息做一个处理，然后得到系统的状态，再根据状态来设计系统的控制，最后反馈

给物理系统。估计器可能还会输出一些信息传递到故障检测器里面，然后故障检测器

会检测收到的信息 y(k) 是不是有问题，大概就是这样的一个系统。
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对于攻击来说，也分成了两个阶段，第一阶段攻击者先不去修改系统控制这一部分，

只是被动的去记录一些传感器的信号。当记录足够多的传感器信号之后，进入第二阶

段，开始去修改系统的控制信号，修改这个信号的同时，攻击者还要做的另外一件

事，就是要把系统的传感器的这一边给断开，从而把传感器的真实数据替换成之前记

录的正常数据。
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由于系统本身是有故障检测器的，所以最原始的系统在设计的时候根本没有考虑安全

性，没有考虑是否能检测出来所谓的“重放”攻击。事实上，“重放”攻击并不是总

是有效的，我们发现有一些系统可以检测到“重放”攻击，而有一些系统是不能检测

的。如上图所示，Y轴表示检测器报警的概率，报警概率最大值是 1。整个系统的重

放是在时刻零开始，那么作为第一个系统，也就是蓝线标记的系统，我们可以看到在

重放开始的时候，它有一个比较短暂的损害过程，就是说这个时候报警的概率有一

些，但是也不是特别高，然后很快报警概率就缩减到一个接近于 0的值；而第二个系

统，也就是红线标记的系统，我们发现它的报警概率随着“重放”变得越来越高，最

后会趋向于 1。

但是，很多系统跟蓝线标记的系统一样，没有办法检测出“重放”攻击。那就可能会

陷入一个问题，攻击者会背着系统的操作人员在系统里面做一些手脚。针对这种问

题，我们设计了一种主动检测的方法。刚才所说的检测是被动的检测，通过收集很多

的传感器的信息，然后去看传感器的信息是不是和这个系统本身模型是相符合的。	但

这个方法存在一个很大的问题，比如控制离心机，它的转速就一直是 1000 转，那么

当传感器告诉我们转速是 1000 转时，事实上这个传感器从某种角度来说就没有给我
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们任何信息，因为系统控制的很好。

我们的想法是能否可以不把系统控制得这么好，我们主动在控制信号中加一个扰动信

号，也可以叫做水印信号。这就是说水印信号是藏在真实的控制信号中的一个比较小

的噪声。如果我们的系统没有受到攻击的话，那么这个噪声就会被传感器监测到，然

后进入估计器，估计器能够在传感器输出的信号中识别这个噪声。当系统遭遇了“重

放”攻击，因为系统的这个噪声是完全随机的，那么传感器里面的随机信号跟现在接

收到的随机信号就对应不上，因为现在接受到的随机信号是之前的信号“重放”过来

的。因此，我们可以通过添加一个这样小的扰动的方式去刺激这个系统，然后让这

个系统对这个小的扰动产生一个响应，这样我们就可以去检测出这个系统到底有没有

出问题了。我们称这种方式为主动检测方式，主动地去激励系统，而不是被动的去收

集信息。其实，这个方法也跟计算机科学领域所说的Challenge-Response 比较相

似，通过给这个系统一个Challenge，然后这个系统就要返回Response，这样就

能感知到整个系统、整个控制回路是不是都是完好无损的。

上图是我们做的一些实验的结果。针对的是一个非常简单的系统，大家可以认为这个

是噪声的能力，我们发现随着加的能量越高，检测的概率会变得越高。我们大概的处

理思路就是这样的，后面会有一些技术的问题，比如说加个扰动信号进去之后，系统
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的控制就没那么好，这产生代价会有多大？	代价和检测性能之间会存在什么样的关

系？其中的 Trade	Off 到底应该怎么样去做权衡？我们可以把它看成一个类似于优化

的问题，然后我们可以去做一个求解。

事实上，我们现在做的这些设计都是基于模型已知的，因为做系统控制通常来说大部

分都是假设系统模型已知的。目前，基于数据的方式越来越流行了，我们也尝试去做

了一些数据驱动的实验。其中我们需要作一些简单的假设，比如系统本身是稳定的，

我们知道 x到底有几维，其他具体的参数假设是未知的。然后我们可以去做一些数据

驱动的方式。想法也很简单，就是我们要在这个地方加一个随机信号，加了这个随机

信号，这个系统会产生一些刺激，产生这些刺激之后，我们就可以通过输入和输出的

关系来对系统内部的具体参数做一些推断。关于最好的信号具体应该怎么加？检测装

置应该怎么去做？这些属于具体的细节，在这里我就不展开仔细讲了。下面是我们针

对化工领域常用的 TEP系统做的一个仿真。虚线是我们在没有模型知识的情况下，

通过数据学习了水印信号和检测器的最优设计，得到的检测器的输出。可以看到，跟

有模型的实线吻合得非常好。另外，这个系统在 100 时刻收到了“重放”攻击，可

以看到我们的水印方法可以有效地检测到攻击。



670　>　美团 2020 技术年货

算法设计

下面我想讲的是一个有韧性的算法到底应该怎么去设计。这里讲的也是一个非常简单

的问题，类似于一个简单的状态估计的问题。比如说自动驾驶的汽车里面有很多传感

器都可以给这个车做定位，比如雷达、GPS、IMU、视觉传感器，那么我们应该怎么

把这个东西给融合起来，这就是一个很传统的状态估计的问题。

这是一个非常简化模型，有很多传感器，每一个传感器都在测量一个叫做状态的东

西，这个状态是记做 x，传感器的测量值记做 z。当然这里指的是一个简化的线性高

斯模型，就是说测量值是真实状态的一个线性函数加上一定的噪声。比如说最简单的

例子：有三个传感器，这三个传感器都在测量位置，这个位置在这里假设它是一个一

维的信号，三个传感器都在测量位置，都带有一些噪声。这种情况下融合的规律很简

单，就是求这三个测量值的平均值，也可以证明在很多意义下是最大似然，或者是最

小均方误差的一个估计，这些都不是很很难。

但是问题是，如果针对这样的一个估计器，假设有一个传感器存在很大的问题，比如
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说有一个传感器它可能特别大或者特别小，就会把整体的估计值带偏，那么这就会产

生一个非常严重的后果。当然这个问题也可以说非常简单，因为这三个传感器都在测

量同样的内容，就知道这三个传感器的测量值应该是接近的，如果其中有一个跟另外

两个之间差距很大，那么我们就可以认为这个传感器是存在问题的，就可以把它剔除

出去。这其实是一种叫做坏数据检测的想法，就是把跟其他数据不匹配的数据给剔除

掉，这样的做法感觉上是比较简单，但是其实也不是那么简单。因为这个模型是一个

非常简单的模型，就是三个传感器都在测一个同样的东西、同样的状态，因此可以说

如果有一个跟其他两个差得很多，就是这个传感器有问题。但是假设我们在测不同的

状态，比如说有的传感器在测这个房间的温度，有的在测走廊的温度，有的在测另一

个房间的温度，那么它们之间的数据怎样叫做匹配，怎样叫做不匹配，这个问题就变

得很复杂了。再比如说，无人驾驶车的GPS和雷达都在测位置，但是两个位置可能

是在不同时间测的，假如这个传感器告诉我现在在这里，而另外一个传感器告诉我说

下一个时刻在那里，这种情况下判断这两个数据到底匹配不匹配，这个就是一个很复

杂的问题。

因此，我们这个地方的想法是能否可以不用这种坏数据检测的方法，因为使用坏数据

检测，首先必须要定义什么叫数据匹配。实际上，定义的一般的方法，也是先做一个

状态估计，然后通过状态估计去算残差，再通过残差去确定数据是不是匹配，而我们

想直接把一个好的状态估计计算出来。所以这里我们考虑这样的一个问题，z是一个

真实的传感器的估计值，我们认为这个估计值等于状态的一个线性函数加上一个噪

声，可能会有一些传感器受到攻击，那么要额外在这真实的估计值上加上一个攻击

项。z里面既有噪声也有攻击，噪声一般考虑是一个比较小的数，比如像高斯可能有

一个固定的方差，它不会特别大，但是噪声会影响到所有的传感器。而作为攻击来

讲，我们认为攻击和噪声不一样，攻击可能是一个任意值，也就是说它可能很大也可

能很小，但是这个攻击只能影响有限的传感器，比如整个系统里面有 10 个传感器，

可能只有 1个受到攻击，如果 10个都受到攻击，当然这个系统基本上就完蛋了，所

以一般只有一小部分传感器受到攻击，然后在这种情况下，我们到底应该怎么去解决

这个问题。
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我们提出利用凸优化的方法去求解这个问题，大概想法是：每一个传感器的测量值，

当然这个测量值可能是受到攻击之后的值，假设这个系统既没有攻击也没有噪声的

话，那么应该是等于。但是，因为有可能有攻击，也有可能有噪声，所以这个东西肯

定是不相等的，就认为它是第个传感器的残差，肯定不是等于 0的。那么在这种情况

下，我们希望找到一个很好的 x让残差尽可能小，就是希望去最小化这样一个残差的

函数。我们在这里假设是凸的，同时它是对称的、非负的。事实上也可以证明有很多

种的估计器，都可以写成这种形式，比如说刚才我们说的最小二乘估计器。

我们可以再看一些例子，比如有这样的一个问题，还是跟刚才完全一样，有三个传感

器都在监测状态，然后同时有一些噪声，然后假设有一个传感器可能会受到攻击。在

这种情况下，如果去优化平方的话，肯定是有问题的，因为平方得出来的是说你的状

态估计应该是平均值，平均值本身是不太稳定的。但是你不去优化平方和而是优化绝

对值的和，那么这样的话你的估计就会是一个中位数，中位数就是说去掉最大、去掉

最小，中间的那个数，那么这样的话，应该是一个比较好的结果。

通过这个东西，我们就可以得到类似于一个安全估计的一个充分条件，就是说你需要

保证两件事情，当然这个是从数学上来说比较简单的想法。就是说首先每一个人所能

产生的力必须是一个有限的，这个力其实本质上来说就是斜率，就是说它的最大的斜

率必须是有限的。然后，另外就是说，你任何P个人所产生的力一定要小于剩下的人

所产生的力，因为在这里我假设有P个人可能是有问题的，这样的话P个人会有问

题的话，不会把整个系统给带跑，大概是这样。当然，反过来你可以证明这两个条件

也是必要的。
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当然，我们后面还做了很多关于动态系统的，因为时间可能不太多，这里就不展开

了。2015 年到 2018 年期间，我在新加坡，当时我们接了新加坡国防部一个关于自

动驾驶的项目，他们也是比较关心自动驾驶中的安全问题，这里给大家展示的是我们

在一个仿真系统上做的一些东西。

问题是这样的，现在系统里面一共是有三个用于定位的传感器：IMU、雷达、GPS。

其中，这条黄色的线是GPS告诉我的位置，大家可以看到GPS逐渐偏移真实的位

置，这个原因是因为我们在这个系统里面加了一个GPS的欺骗工具。这种工具也是

比较常见，之前也有过伊朗通过GPS欺骗攻击，捕获了美国的一个无人机，因为那

个无人机认为它已经飞到一个安全的地方，就降落了，但是其实那个地方是伊朗的占

领区，然后它就被捕获了。

因为GPS信号是一个单方向，通讯员其实是没有办法去确认GPS信号是不是真的，

所以如果我们有一个发射器，发射一个更强的信号，把真实的GPS信号压过去，那

么在这种情况下你得到GPS就是错的。

这张图是我们采用传统的信息融合方式 EKF把 IMU、雷达、GPS做一个融合，粉

色的是我们做了一个融合的信息。这个时候，你也可以看到粉色线的已经偏出去了，

最后偏的有两米左右这个距离，就大概偏出了一个车道，就因为	GPS的信号被人劫

持了。这张图是我们后面加了一些安全的设计结果，会发现当你偏得比较小的时候，

你是没有办法检测出来到底是由噪声引起还是由攻击引起的。
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但是，如果当GPS偏非常大的时候，我们在这个地方就可以发现GPS信号是有问

题的，然后我们就会把三个传感器融合变成只用雷达和 IMU两个传感器去做融合。

这样的一个效果，就等于说已经检测出来GPS有问题。

总结

今天讲的 Technical 的东西比较多，主要就是想跟大家聊一聊信息物理系统的安全，

因为安全本身就是一个挺重要的问题。其次，从控制的角度来说，我们对这一方面的

东西有一些自己的思考，可能跟传统的计算机方向相比，大家思考的方式可能也不是

特别一样，但是我依然觉得，最终的一个解决方案应该是很多学科共同去协作配合，

然后产生一个多层、多种角度、多种手段这样一个防御机制。

我今天主要讲的一个是入侵检测，一个是状态估计这样的两个问题。	事实上这个理念

单纯从控制角度来说也面临很多的挑战，现在这个领域大概也就是 10年左右才能有

一些成果，但是我觉得还是要多多学习。我希望做的一些东西，能够给真实的信息物

理系统提供一些额外的安全保障。

感谢大家！
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KDD Cup 2020 多模态召回比赛季军方案与搜索
业务应用

作者：漆毅　坚强　胡可　雷军

背景

美团到店广告平台搜索广告算法团队基于自身的业务场景，一直在不断进行前沿技术

的深入优化与算法创新，团队在图学习、数据偏差、多模态学习三个前沿领域均有一

定的算法研究与应用，并取得了不错的业务结果。

基于这三个领域的技术积累，团队在KDD	Cup	2020 比赛中选择了三道紧密联系的

赛题，希望应用并提升这三个领域技术积累，带来技术与业务的进一步突破。团队

的黄坚强、胡可、漆毅、曲檀、陈明健、郑博航、雷军与中科院大学唐兴元共同组

建参赛队伍 Aister，参加了 AutoGraph、Debiasing、Multimodalities	Recall 三

道赛题，最终在AutoGraph 赛道中获得了冠军（1/149）( 解决方案可见：KDD	Cup	

2020	Debiasing 比赛冠军技术方案与广告业务应用），在Debiasing 赛道中获得冠

军（1/1895）（解决方案可见：KDD	Cup	2020	Debiasing 比赛冠军技术方案与广告

业务应用），并在Multimodalities	Recall 赛道中获得了季军（3/1433）。

图 1　KDD 2020 会议

要处理自然界、生活中多种模态纠缠、互补着的信息，多模态学习是必由之路。随着

互联网交互形态的不断演进，多模态内容如图文、视频等越发丰富；在美团的搜索广
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告系统中，也体现出同样的趋势。搜索广告算法团队利用多模态学习相关技术，已在

业务上取得了不错的效果，并在今年KDD	Cup 的Multimodalities	Recall 赛道获得

了第三名。

本文将介绍Multimodailites	Recall 赛题的技术方案，以及团队在广告业务中多模态

学习相关技术的应用与研究，希望对从事相关研究的同学能够有所帮助或者启发。

图 2　KDD Cup 2020 Multimodalities Recall 比赛 TOP 10 榜单

赛题介绍与分析

题目概述

多模态召回赛题由阿里巴巴达摩院智能计算实验室发起并组织，关注电商行业中的多

模信息学习问题。2019 年，全世界线上电商营收额已经达到 3530 亿美元。据相关

预测，到 2022 年，总营收将增长至 6540 亿美元。大规模的营收和高速增长同时预

示着，消费者对于电商服务有着巨大的需求。跟随这一增长，电商行业中各种模态的
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信息越来越丰富，如直播、博客等等。怎样在传统的搜索引擎和推荐系统中引入这些

多模信息，更好地服务消费者，值得相关从业者深入探讨。

本赛道提供了淘宝商城的真实数据，包括两部分，一是搜索短句（Query）相关，为

原始数据；二是商品图片相关，考虑到知识产权等，提供的是使用 Faster	RCNN在

图片上提取出的特征向量。两部分数据被组织为基于Query 的图片召回问题，即有

关文本模态和图片模态的召回问题。

为方便理解，本赛道提供了少量真实图片及其对应的原始数据，下面是一个例子。该

图例是一个正样例，其Query 为 Sweet	French	Dress，图片主体部分是一名身着

甜美裙装的女性，主体部分以外，则有大量杂乱信息，包括一个手提包、一些气球以

及一些商标和促销文字信息。赛题本身不提供原始图片，而提供的是 Faster	RCNN

在图片上提取出的特征向量，即图片中被框出的几个部分。可见，一方面 Faster	

RCNN 提取了图片中有明显语义的内容，有助于模型学习；另一方面，Faster	

RCNN的提取会包含较多的框，这些框体现不出语义的主次之分。怎样利用这些框

和文本相匹配，是该赛题的核心内容。

本次赛题设置的评价指标为 NDCG@5。具体来说，在给定的测试集里，每条

Query 会给出约 30个样本，其中大约 6条为正样本，其余为负样本。赛题需要选手

设计匹配算法，召回出任意 5条正样本，即可获得该Query 的全部分数，否则，按

照召回的正样本条数来计算NDCG指标作为该Query 的分数。全部Query 的分数

进行平均，即为最终得分。
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图 3　Query 和 Product 数据示例

数据分析和理解

本赛道提供了三份数据集，分别称为训练集、验证集和测试集。各个数据集的基本信

息如下：

表 1　数据集概况

为进一步探索数据特点，我们将验证集给出的原始图片和特征信息做了聚合展现，下

表是一组示例。



算法　<　679

表 2　搜索短语与图片的匹配正负例

根据如上探索，我们总结了数据集的三个重要特点：

	● 训练集和验证集 / 测试集的数据特点大不相同。训练集量级显著高于验证集 /

测试集，足有三百万条Query-Image 对，是验证集 / 测试集的一百倍以上。

同时，训练集的每条Query-Image 对均被视为正样本，这和验证集给出的一

条Query 下挂多个有正有负的 Image 截然不同。而通过对验证集原始图片和

Query 进行可视化探索，可见验证集数据质量很高，应该为人工标注。考虑人

工标注成本和负样本的缺失，训练集有极大可能描述的是点击关系，而非人工

标注的语义匹配关系。我们的解决方案中必须要考虑到训练集分布和测试集分

布并不匹配这一基本特点。
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	● 图片信息复杂，常常包含多个物体。这些物体均被框出，作为给定特征，但

各个框之间语义信息并不平等；某些是噪音，如Query(men’s	high	collar	

sweater) 下的墨镜、围巾、相机等框图，某些又是因商品展示需要而重复，

如Query(breathable	and	comfortable	children’s	shoes) 下的重复鞋的框

图。平均来说，一张图片有 4个框，怎么将这多个框包含的语义信息去噪、综

合，得到图片的整体语义表达，是建模的一个重点。

	● Query 作为给定的原始文本，有着与常用语料截然不同的构造和分布情况。

从示例表可见，Query 并非自然语句，而是一些属性和商品实体连缀成的短

语。经过统计发现，90%的Query 都由 3-4 个单词组成；训练集有约 150

万的不同Query，其词表大小在 15000 左右；通过最后一个单词，可将全部

Query 归约为大约 2000 类，每一类都是一个具体的商品名词。我们需要考虑

文本数据的这些特质，进行针对性处理。

问题挑战

本竞赛是在电商的搜索数据上的一个多模信息匹配任务。从上述数据集的三个特点出

发，我们总结了该竞赛的两大主要挑战。

第一，分布不一致问题。经典统计机器学习的基础假设是训练集和测试集分布一致，

不一致的分布通常会导致模型学偏，训练集和验证集效果难以对齐。我们必须依赖于

已有的大规模训练集中的点击信号和小规模的和测试集同分布的验证集，设计可行的

数据构建方法和模型训练流程，采取诸如迁移学习等技术，以处理这一问题。

第二，复杂多模信息匹配问题。怎么进行多模信息融合是多模态学习中的基础性问

题，而怎么对复杂的多模信息进行语义匹配，是本竞赛特有的挑战。从数据看，一方

面商品图片多框，信息含量大、噪点多；另一方面，用户搜索Query 一般具有多个

细粒度属性词，且各个词均在语义匹配中发挥作用。这就要求我们在模型设计上针对

性处理图和Query 两方面的复杂性，并做好细粒度的匹配。

针对这两大挑战，下面将详述搜索广告团队的解决方案。
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竞赛方案

我们的方案直接回应了上述两个挑战，其主体部分包含两方面的内容，一是通过联合

多样化的负采样策略和蒸馏学习以桥接训练数据和测试集的分布，处理分布不一致问

题；二是采取细粒度的文本 -图片匹配网络，进行多模信息融合，处理复杂多模信息

匹配问题。最后，通过两阶段训练和多模融合，我们进一步提升了模型表现，整个方

案的流程如下图所示。下面详述方案的各个部分。

图 4 基于多样化负采样的多阶段蒸馏学习框架

多样负采样策略和预训练

训练集和测试集分布不一致。最直观的不一致是，训练集中只有正样本，没有负样

本。我们需要设计负采样策略来构造负样本，并尽可能使得采样出的负样本靠近测试

集真实分布。最直观的想法是随机采样。随机采样简单易行，但和验证集区别较大。

分析验证集发现，对同一Query 下的候选图片，通常有着紧密的语义关联。如“甜
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美法式长裙”这一Query 下，待选的图片全是裙装，只是在款式上有不同。这说明，

这一多模匹配赛题需要在较细的属性粒度上对文本和图片进行匹配。从图片标签和

Query 词两个角度出发，	我们可以通过相应的聚类算法，使得待采样的空间从全局细

化为相似语义条目，从而达到负采样更贴近测试集分布的目的。

基于如上分析，我们设计了如下表所示的四种采样策略来构建样本集。这四种策略

中，随机采样得到的正负样本最容易被区分，按Query 最后一词采样得到的正负样

本最难被区分；在训练中，我们从基准模型出发，先在最简单的随机采样上训练基准

模型，然后在更困难的按图片标签采样、按Query 的聚类采样的样本集上基于先前

的模型继续训练，最后在最难的按Query 最后一词采样的样本集上训练。这样由易

到难、由远到近的训练方式，有助于模型收敛到验证集分布上，在测试集上取得了更

好的效果。

表 3　多样化负采样

蒸馏学习

尽管使用多种采样策略，可从不同角度去逼近测试集的真实分布，但由于未直接利用

测试集信息指导负采样，这些采样策略仍有不足。因而，我们采用蒸馏学习的办法，

来进一步优化负采样逻辑，以求拿到更贴近测试集的样本集分布。如下图所示，在通

过训练集负采样得到的样本集上预训练以后（第 1步），我们将该模型在验证集上进一
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步 Finetune，得到微调模型（第 2步）。利用微调模型，我们反过去在训练集上打伪

标签，作为Soft	Label，并把 Soft	Label 引入 Loss，跟原始的 0-1	Hard	Label 联

合学习（第 3步）。这样，训练集的训练上，即直接引入了验证集的分布信息，进一步

贴近了验证集分布，提升了预训练模型的表现。

图 5　多阶段蒸馏学习

细粒度匹配网络

多模态学习方兴未艾，各类任务、模型层出不穷。针对我们面临的复杂图片和搜索

Query 匹配的问题，参照CVPR	2017 的 VQA竞赛的冠军方案，我们设计了如下的

神经网络模型作为主模型。

该模型的设计主要考虑了如下三点：

	● 利用带门全连接网络做语义映射。图片和Query 处于不同语义层级，需利用

函数映射到相同的语义空间，我们采取了两个全连接层的方式达到该目的。实

验发现，全连接层的隐层大小是比较敏感的参数，适当增大隐层，可在不过分

增加计算复杂度的情况下，显著提升模型效果。此外，如文献所述，使用带门

的全连接层可进一步提升语义映射网络的效果。
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	● 采用双向Attention 机制。图片和Query 均由更细粒度的子语义单元组成。具

体来说，一张图片上可能有多个框，每个框均有独立的语义信息；一个Query

分为多个词，每个词也蕴含独立的语义信息。这一数据特点是由电商搜索场景

决定的。因而，在模型设计时，需考虑到单个子语义单元之间的匹配。我们采

用单个词和全部框、单个框和全部词双方向的注意力机制，去捕捉这些子单元

的匹配关系和重要程度。

	● 使用多样化多模融合策略。多模信息融合有很多手段，大部分最终归结为图片

向量和Query 向量之间的数学操作符。考虑到不同融合方式各有特点，多样

融合能够更全面地刻画匹配关系，我们采用了 Kronecker	Product、Vector	

Concatenation 和 Self-Attention	三种融合方式，将经过语义空间转化和

Attention 机制映射后的图片向量和Query 向量进行信息融合，并最终送入全

连接神经网络，得到匹配与否的概率值。

此外，我们采用在训练集样本上预训练词向量的方式得到原始 Query 的表示，而

非使用 BERT模型等流行的预训练模型。这里的主要考虑是，数据分析指出，Query

和常见的自然语句很不同，而更像是一组特定属性 /品类名词组合在一起的短语，这和

BERT等预训练模型所使用的语料有明显差异。事实上，我们初步尝试引入Glove预

训练词向量等，和直接在Query 文本上预训练相比，并无明显收益。再考虑到BERT

模型比较笨重，不利于快速迭代，我们最终没有使用相关的语言模型技术。

图 6　细粒度匹配网络
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多模融合

在上述技术手段的处理下，我们得到了多个基础模型。这些模型均可在验证集上进

行 Finetune，从而使其效果更贴近真实分布。一方面，Finetune 阶段可继续使用

前述的神经网络匹配模型。另一方面，前述神经网络可作为特征提取器，将其在规

模较小的验证集上的输出，放入树模型重新训练。这一好处是树模型和神经网络模

型异质性大，融合效果更好。最终，我们提交的结果是多个神经网络模型和树模型

融合的结果。

评估结果

我们以随机采样训练的粗粒度（图片表示为所有框的平均，Query 表示为所有词的平

均）匹配网络为基准模型。下表列出了我们解决方案的各个部分在基准模型上的提升

效果。

表 4　不同方法的 NDCG 提升

广告业务应用

搜索广告算法团队负责美团与点评双平台的搜索广告与筛选列表广告业务，业务类型

涉及餐饮、休闲娱乐、丽人、酒店等，丰富的业务类型为算法优化带来很大空间与挑

战。搜索广告中的创意优选阶段，目的在通过当前搜索词或者筛选意图，为用户的每
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一个广告展示结果选择高质量的图片。用户的搜索词与图片在维度，表达粒度均有较

大差异，我们采用多模态学习来解决这一问题，将跨模表达进行同空间映射。如下图所

示，在多模态网络中，将广告特征、请求特征、用户偏好连同图片特征作为输入，其中

图片特征通过CNN网络提取图片向量表示，其他特征通过多层MLP进行交叉得到稠

密向量表示，最终通过图片Loss和多模Loss两个损失函数约束模型训练。通过这样

的建模方式，创意优选模型可以根据查询为不同用户的广告结果呈现最合适的图像。

图 7　广告创意业务中的多模态学习

搜索广告系统分为广告触发、创意优选，点击率预估（广告粒度）等模块。其中，创

意优选阶段对于每个广告结果有超过十张的图片候选，线上服务的计算量是点击率预
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估（广告粒度）的十倍以上，对性能有更高的要求。而为了缩短耗时而减少模型复杂

度又必然导致模型精度的的下降。

为了平衡模型的性能和效果，我们借鉴了知识蒸馏的思路来处理这一难题，借用了高

表达能力的广告粒度预估模型。如上图 7所示，左侧模型为复杂的广告粒度点击率预

估模型，可以作为教师网络；右侧为简单的创意粒度优选模型，作为学生网络。学生

网络的目标损失函数中，除学生网络自身输出 Logit 的 Logloss 以外，还加入了其

Logit 和老师网络输出 Logit 之间的平方误差。这一辅助 Loss 能够迫使学生模型的输

出和老师模型的输出更接近。因此，学生模型可以学得与老师模型更接近，从而达到

保持相对简单网络规模的同时、提升精度的目的。

除此以外，底层共享Embedding 的设计，也使得学生模型的底层参数可得到老师模

型的训练。并且，在提升精度的同时，多模块之间的一致性（例如CTR预估与创意

优选）也是系统精度提高的一个关键，在目标与表达学习的 Teacher-Student 联合

训练有利于多阶段的目标统一。基于精度提升与多阶段目标的一致性，我们取得线上

业务效果较为显著的提升。

图 8　广告创意业务中的蒸馏学习
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总结与展望

KDD	Cup 是同工业界联接非常紧密的比赛，每年赛题紧扣业界热点问题与实际问题，

其中历年产出的Winning	Solution 对工业界有很大影响。例如，KDD	Cup	2012 产

出了 FFM	(Feild-Aware	Factorization	Machine) 与 XGBoost 的原型，在工业界取

得广泛应用。今年的KDD	Cup主要关注在自动化图表示学习以及推荐系统等领域上。

自然界的信息常常是多种模态混合的，对多模信息的处理和处理是近年来的一大研究热

点。同时在工业界的搜索引擎或推荐系统中，涉及到的多模信息处理等，正变得越来越

重要。特别是随着直播、短视频等业务形态的兴起，多模态学习已变得不可或缺。

本文主要介绍了KDD	CUP	2020 的多模态竞赛情况以及美团搜索广告算法团队的解

决方案。对数据进行充分探索后，我们分析出竞赛数据的三大特点，同时定位了赛题有

两大挑战，即训练集和测试集分布不一致和复杂多模信息匹配。我们通过多样化负采样

策略、蒸馏学习和预训练与Finetune等技术处理了分布不一致问题，并通过细粒度匹配

网络处理复杂多模信息匹配问题，两方面思路均取得了效果的显著提升。同时，本文还

介绍了多模态学习相关技术在搜索广告业务中的实际应用情况，包括创意优选模型中的

图片和用户偏好联合学习、蒸馏学习在创意模型中的应用等。通过比赛高强度、快频率

的迭代，团队在多模态学习方面有了更深的理解。在未来的工作中我们会基于本次比

赛取得的经验，深入更多的多模态业务场景中进行分析和建模，发挥数据的价值。
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对话任务中的“语言 - 视觉”信息融合研究

作者：会星　子彭　方向　小捷　玉树　仲远等

目标导向的视觉对话是“视觉 -语言”交叉领域中一个较新的任务，它要求机器能通

过多轮对话完成视觉相关的特定目标。该任务兼具研究意义与应用价值。日前，北京

邮电大学王小捷教授团队与美团AI 平台NLP中心团队合作，在目标导向的视觉对话

任务上的研究论文《Answer-Driven	Visual	State	Estimator	for	Goal-Oriented	

Visual	Dialogue-commentCZ》被国际多媒体领域顶级会议ACMMM	2020 录用。

该论文分享了他们在目标导向视觉对话中的最新进展，即提出了一种响应驱动的视

觉状态估计器（Answer-Driven	Visual	State	Estimator，ADVSE）用于融合视

觉对话中的对话历史信息和图片信息，其中的聚焦注意力机制（Answer-Driven	

Focusing	Attention，ADFA）能有效强化响应信息，条件视觉信息融合机制

（Conditional	Visual	Information	Fusion，CVIF）用于自适应选择全局和差异信息。

该估计器不仅可以用于生成问题，还可以用于回答问题。在视觉对话的国际公开数据

集GuessWhat?! 上的实验结果表明，该模型在问题生成和回答上都取得了当前的领

先水平。

背景

一个好的视觉对话模型不仅需要理解来自视觉场景、自然语言对话两种模态的信息，

还应遵循某种合理的策略，以尽快地实现目标。同时，目标导向的视觉对话任务具有

较丰富的应用场景。例如智能助理、交互式拾取机器人，通过自然语言筛查大批量视

觉媒体信息等。
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图 1　目标导向的视觉对话

研究现状及分析

为了进行目标导向的和视觉内容一致的对话，AI 智能体应该能够学习到视觉信息敏感

的多模态对话表示以及对话策略。对话策略学习的相关工作有很多，如Strub 等人 [1]

首先提出使用强化学习来探索对话策略，随后的工作则着重于奖励设计 [2，3] 或动

作选择 [4，5]。但是，它们中的大多数采用了一种简单的方式来表示多模态对话，分

别编码两个模态信息，即由RNN编码的语言特征和由预训练CNN编码的视觉特征，

并将它们拼接起来。

好的多模态对话表示是策略学习的基石。为了改进多模态对话的表示，研究者们提出

了各种注意机制 [6，7，8]，从而增强了多模态交互。尽管已有工作取得了许多进展，

但是还存在一些重要问题。

1.	在语言编码方面，现有方法的语言编码方式都不能对不同的响应（Answer）

进行区分，Answer 通常只是附在Question 后面编码，由于 Answer 只是

Yes 或 No一个单词，而Question 则包含更长的词串，因此，Answer 的作

用很微弱。但实际上，Answer 的回答很大程度决定了后续图像关注区域的
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变化方向，也决定了对话的发展方向，回答是Yes 和 No 会导致完全不同的

发展方向。例如图 1中通过对话寻找目标物体的示例，当第一个问题的答案

“是花瓶吗？”为“是”，则发问者继续关注花瓶，并询问可以最好地区分多个

花瓶的特征；当第三个问题的答案“部分为红色吗？”为“否”，则发问者不再

关注红色的花瓶，而是询问有关剩余候选物体的问题。

2.	在视觉以及融合方面的情况也是类似，现有的视觉编码方式或者采用静态编

码在对话过程中一直不变，直接和动态变化的语言编码拼接，或者用QA对

编码引导对视觉内容的注意力机制。因此，也不能对不同的Answer 进行有

效区分。而如前所述，当Answer 回答不同时，会导致图像关注区域产生非

常不同的变化，一般地，当回答为“是”时，图像会聚焦于当前对象，进一

步关注其特点，当回答为“否”时，可能需要再次关注图像整体区域去寻找

新的可能候选对象。

响应驱动的视觉状态估计器

为此，本文提出一个响应驱动的视觉状态估计器，如下图 2所示，新框架中包含响应

驱动的注意力更新（ADFA-ASU）以及视觉信息的条件融合机制（CVIF）分别解决

上述两个问题。

图 2　响应驱动的视觉状态估计器框架图
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响应驱动的注意力更新首先采用门限函数极化当前轮次 Question 引导的注意

力，随后基于对该Question 的不同 Answer 进行注意力反转或保持，得到当前

Question-Answer 对对话状态的影响，并累积到对话状态上，这种方式有效地强调

了Answer 对对话状态的影响；CVIF 在当前QA的指导下融合图像的整体信息和当

前候选对象的差异信息，从而获得估计的视觉状态。

答案驱动的注意力更新（ADFA-ASU）
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视觉信息的条件融合机制（CVIF）

响应驱动的视觉状态估计器用于问题生成和回答

ADVSE是面向目标的视觉对话的通用框架。因此，我们将其应用于GuessWhat	?!

中的问题生成（QGen）和回答（Guesser）建模。我们首先将ADVSE与经典的层级

对话历史编码器结合起来以获得多模态对话表示，而后将多模态对话表示与解码器联

合则可得到基于ADVSE的问题生成模型；将多模态对话表示与分类器联合则得到基

于ADVSE的回答模型。
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图 3　响应驱动的视觉状态估计器用于问题生成和回答示意图

在视觉对话的国际公开数据集 GuessWhat?! 上的实验结果表明，该模型在问

题生成和回答上都取得了当前的领先水平。我们首先给出了 ADVSE-QGen 和

ADVSE-Guesser 与最新模型对比的实验结果。

此外，我们评测了联合使用 ADVSE-QGen 和 ADVSE-Guesser 的性能。最后，

我们给出了模型的定性分析内容。我们模型的代码即将可从ADVSE-GuessWhat

获得。

https://github.com/zipengxuc/ADVSE-GuessWhat
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表 1　QGen 任务性能对比，评测指标为任务成功率

表 2　Guesser 任务性能对比，评测指标为错误率
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图 4　问题生成过程中响应驱动的注意力转移样例分析
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图 5　ADVSE-QGen 对话生成样例

总结

本论文提出了一种响应驱动的视觉状态估计器（ADVSE），以强调在目标导向的视

觉对话中不同响应对视觉信息的重要影响。首先，我们通过响应驱动的集中注意力

（ADFA）捕获响应对视觉注意力的影响，其中是保持还是移动与问题相关的视觉注意

力由每个回合的不同响应决定。

此外，在视觉信息的条件融合机制（CVIF）中，我们为不同的QA状态提供了两种类

型的视觉信息，然后依情况地将它们融合，作为视觉状态的估计。将提出的ADVSE

应用于Guesswhat?! 中的问题生成任务和猜测任务，与这两个任务的现有最新模型

相比，我们可以获得更高的准确性和定性结果。后续，我们还将进一步探讨同时使用

同源的ADVSE-QGen 和 ADVSE-Guesser 的潜在改进。
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ICDM 论文：探索跨会话信息感知的推荐模型

作者：叶蕊　张庆　恒亮

会话推荐（Session-based	Recommendation）是推荐领域的一个子分支 ,	美团平

台增长技术部也在该领域不断地进行探索。不久前，该部门提出的跨会话信息感知的

时间卷积神经网络模型（CA-TCN）被国际会议 ICDM	NeuRec	Workshop	2020 接

收。本文会对论文中的CA-TCN模型进行介绍，希望能对从事相关工作的同学有所

帮助或者启发。

ICDM的全称 International	Conference	on	Data	Mining，是由 IEEE举办的世界

顶级数据挖掘研究会议，该会议涵盖了统计、机器学习、模式识别、数据库、数据仓

库、数据可视化、基于知识的系统和高性能计算等数据挖掘相关领域。其中 ICDM	

NeuRec	Workshop 旨在从应用和理论角度系统地讨论推荐系统的浅层和深层神经

算法的最新进展，该Workshop 征集了有关开发和应用神经算法和理论以构建智能

推荐系统的最新且重要的贡献。

背景

在大数据时代，推荐系统作为系统中的基础架构，开始扮演着越来越重要的角色，推

荐系统可以为用户挑选出自己感兴趣的商品或者内容，从而来减少因信息爆炸带来的

一些影响。目前，业界提出的很多推荐模型取得了巨大的成功，	但是大部分推荐方法

常常是需要根据明确的用户画像信息进行推荐，然而在一些特定的领域，用户画像的

信息有可能无法被利用。
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为了解决这个问题，	会话推荐（Session-based	Recommendation）任务被提了出

来，会话推荐任务是根据用户在当前会话的行为序列去预测用户的下一个行为，而不

需要依赖任何的用户画像信息 [1]。目前，会话推荐任务已广泛应用于多个领域，例如

下一个网页推荐、下一个POI 推荐、下一个商品推荐等等。为了覆盖多个领域，所

以“会话”的概念不仅限于交易，而是指一次或者一定时期内的消费或者访问的元素

集合。

每一个会话（Session）都是一个 item的转移序列，所以会话推荐任务可以很自然地

被视为序列推荐任务，基于循环神经网络（RNN）的会话推荐模型 [2] 是应用的主流模

型。但是基于RNN模型只对 item 之间的连续单向转移关系进行建模，而忽略了会

话中其他 item之间的转移关系。随着图神经网络的热点爆发，基于图结构的会话推

荐模型如SR-GNN[3]、GC-SAN[4] 被提出来，希望能够克服该点不足。基于图结构

的会话推荐模型将会话的 item转移序列构建成一个图结构，然后应用图神经网络模

型来探索多个 item之间复杂的转移关系。目前，基于图结构的会话推荐模型已经成

为了State-of-the-art 的解决方法，但它们仍然具有一定的限制，	观察如下：

	● 观察	1：几乎所有现存的会话推荐方法都仅仅关注于会话的内部信息，而忽

略了跨会话的外部信息	（跨会话的相互影响），跨会话信息往往包含着非常

有价值的补充信息，有利于更准确地推断当前会话的用户偏好。如下图所

示，以 Session	3 中的 Item_3	Airpods 为例，	现存的方法仅仅关注当前会

话Session3 中的 Item_9 对 Item_3 的影响而忽略了其他会话的影响。对于

Session1 而言 ,	用户可能具有买耳机的意图而进行同品类比较，所以 item_2

和 item_4 会对 item_3 产生一个品类的影响；对于Session	2 而言 ,	用户可

能比较喜欢 Apple 品牌，所以 item_5 和 item_6 会对 item_3 产生一个品牌

的影响。根据上面的观察可知，在 Item_Level 层次的跨会话影响对于更好地

推断 item的全局表示至关重要。同时，不同的会话之间也可能具有相似的用

户意图和行为模式，	所以对于 Session-Level 的跨会话影响对于更准确地预

测用户在当前会话中的下一个动作也起着非常重要的作用。
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图 1　跨会话 item 的 Toy 样例

	● 观察	2：基于图结构的会话推荐方法在构建图的过程中，将出现在不同时间

步的相同 item都视为一个相同节点，这样会丢失序列中的位置信息，以至于

不同的序列会话构建出的Session 图结构是完全相同的。例如两个不同的会

话 Session	S1:v_i–>v_j–>v_i–>v_k–>v_j–>v_k	 与 Session	S2:	v_

i–>v_j–>v_k–>v_j–>v_i–>v_k，在下图 2 中，它们对应的图结构是完

全相同的，这不可避免地限制了模型获得准确会话表示的能力。此外，在会话

图构造中，仅仅直接连接的两个相邻 item之间会建立边，意味着只有在当前

item 之前最后点击的 item 才是当前 item 的一阶邻居，如图 2所示。但出现

在一个相同会话中，即使没有被连续点击的 item之间也具有一定的联系，所

以图结构对于保留序列的长期依赖性具有有限的能力。相反，对于时序卷积

神经网络（TCN）[5] 模型，Causal	Convolution 使当前 item 的接受域中的

items 都可以直接作为一阶邻居进行卷积，并且具有的Dilated	Convolution

使得较远的 items 也可以直接作为一阶邻居对其产生影响。
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图 2　图结构对于序列数据的建模示意图

相关工作介绍

现有的会话推荐方法大致可以分为两类，	分别是基于协同过滤方法和基于深度学习

方法：

	● 基于协同过滤方法：协同过滤方法是在推荐系统中被广泛使用的通用方法，协同

过滤方法主要可以分为两大类：基于KNN查找方法和基于相似度建模方法。	基

于KNN查找方法是通过查找Top-K个相关的users 或 items来实现推荐，基

于KNN查找方法可以通过查找与当前会话中最后一个 item最相似的 item来实

现基于会话的推荐。	最近，KNN-RNN[6] 探索将RNN模型与KNN模型相结

合，通过RNN模型来提取会话序列信息，然后查找在与当前Session 相似的

Session 中出现的 item来实现推荐。对于基于相似度建模的方法，CSRM[7]

通过记忆网络将距离当前会话时间最近的m个会话中包含的相关信息进行建模，

从而来获得更为准确的会话表示，以提高会话推荐的性能。

	● 基于深度学习方法：深度学习方法凭借其强大的特征学习能力在多个领域获

得了令人满意的成果，对于会话推荐任务而言，循环神经网络RNN是一个

直观的选择，可以利用其提取序列特征的优势来捕获会话内复杂的依赖关系。

GRU4Rec[2] 利用门控循环单元（GRU）作为 RNN的一种特殊形式来学习

item 之间的长期依赖性，以预测会话中的下一个动作。之后的一些工作，是

通过在基于RNN模型的基础上增加注意力机制和记忆机制等对模型进行了改

进和扩展，其中NARM[8] 探索了一种具有注意力机制的层次编码器，可以对

当前会话中用户的序列行为和主要意图进行建模。	最近，	随着图神经网络模型

的飞速发展，出现了依赖图结构的会话推荐模型，SR-GNN首先提出将每个
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会话映射为一个图结构，并利用图神经网络模型GNN来建模 item 之间的复

杂转移关系。	之后，GC-SAN通过加入 Self-Attention 机制进一步扩展了

SR-GNN模型，从而成为了State-of-the-art 的解决方法。

CA-TCN模型与现有方法都存在着明显的差异。一方面，CA-TCN探索 Item-Level

和 Session-Level 的跨会话影响，以提高推荐性能，与其他的协同过滤方法的

区别有两个：1.	CA-TCN 同时考虑了跨会话信息对 item 和 Session 不同层次的

影响，而 CSRM 仅仅考虑了 Session 层次。	2.	CA-TCN 构建了跨会话的全局

Cross-Session	item 图和 Session-Context 图，通过 GNN 来探索复杂的跨会

话影响。另一方面，与基于RNN和基于GNN的模型相比，CA-TCN模型克服了

RNN模型无法并行以及图结构缺失位置和长期依赖信息的不足。

跨会话感知的时间卷积神经网络模型（CA-TCN）

1. 模型整体框架

网络的整体框架如下图 3 所示。给定会话序列数据，首先，我们构造一个

Cross-Session	Item-Graph 来链接出现在不同会话中且有关系的 items，	然后经

过图神经网络输出包含全局信息的 item 向量。	将得到的 item 向量输入到 TCN模

型中输出蕴含会话序列信息的 item 表示，根据 Item-Level	Attention 机制来整合

item 的表示进而获得 Session 表示。	此后，根据 Session 表示之间的相似度构建

Session-Context	Graph 图以对 Session 层次的跨会话关系进行建模。	最后，根

据Session 的表示以及 item的表示进行预测。

图 3　CA-TCN 模型总体框架图
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2. 跨会话 Item 图（Cross-Session Item-Graph）

在第一阶段，我们构建Cross-Session	Item-Graph 有向图G_	item，其中图中的

每个节点代表一个 item，（v_s_i,	v_s_i+1）作为一条边，代表在会话 s中用户在 v_

s_i 之后点击了 v_s_i+1。与现有方法相比，跨会话的G_item图能够在所有的会话

中出现的 item 之间建立链接，	因此G_item 不仅可以获取会话的内部信息，同时可

以得到非当前会话的外部信息。G_item的图的核心在于将所有的 item放在了一起通

盘考虑，然后用各个会话中的点击行为给 item之间建立链接，不同会话的点击信息

汇总在一起使得 item之间的关系连接更加丰富。

为了充分利用G_item图结构中的信息，CA-TCN将 item的点击顺序和共现次数考

虑在内。对于点击顺序，建立带有方向的邻接矩阵A_in 和 A_out 来建模输入和输出

方向。在邻接矩阵的基础上，根据 item之间的共现次数为不同的边设置不同的权重，

得到权重矩阵Weight_in 和Weight_out。通过分配不同的权重，具有更多共现次数

的 item将发挥更大的作用，反之亦然，从而避免了噪音影响。

接下来，我们开发 GNN 模型来捕捉复杂的跨会话信息在 item__level 的影响，

GNN将每一个 item映射为一个 d维的 embedding	v ∈ R^d，得到包含跨会话信息

的全局 item向量（item_vector）。

3. 时间卷积神经网络模型（TCN Model）

在第二阶段，我们采用时间卷积神经网络 TCN来对会话序列进行建模，获取会话 s

的全局和局部表示。每一个会话 s由多个 item组成，输入会话 s包含的 item全局向

量化表示（item_vector）到时间卷积神经网络（TCN）模型中。对于会话中的每一个

item进行因果和膨胀卷积的计算，进行会话序列信息的抽取。
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采用会话中最后一个 item的 TCN输出作为会话 s的局部（local）信息，以正确获取

用户的当前兴趣：

此外，采用会话 s包含的 items 的表示以加权求和的方式得到会话的全局（global）

表示（session_vector），捕捉用户的全局信息。其中为了区分不同的 item对于会话

的影响程度不同，采用 item层次注意力机制，使得会话表示更加专注于重要程度高

的 items。

4. 会话上下文感知图（Session-Context-Graph）

会话的 local 表示和 global 表示只专注于当前的会话，而忽略了会话间的影响。为了

克服该不足，我们构建一个上下文感知的会话图结构（Session-Context-Graph）

来考虑不同会话之间复杂的关系。在会话图中，每一个节点代表一个会话 s,	边的链

接代表两个会话之间具有相似性。我们需要考虑的一个重要问题是如何决定一条边是

否存在。对于每一对会话，我们计算其二者表示的相似度，然后采用根据相似度值

的KNN-Graph[9]	模型来决定一个会话节点的邻居。在构建会话图结构之后，我们采

用会话层的注意力机制以及图神经网络模型 [10] 来整合会话邻居节点对其自身的影响，

同时会话层的注意力将会话之间的相似度也考虑在内，最终得到基于会话上下文敏感

的会话表示。
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5. 点击预测

为了更好地预测用户的下一个行为，我们采用融合函数将会话的局部表示，全局表示

以及基于跨会话信息的表示进行融合，得到最终的会话表示：

最后，我们根据 item 和 session 的表示去预测每一个候选 item 成为用户下一个点

击的概率，根据概率进行逆序排序，筛选出概率值排在前预设位数对应的商品，作为

用户偏好商品并进行推荐。

实验评估

为了评估所提出的CA-TCN的性能，我们使用了两个广泛应用的基准数据集，即

Yoochoose 和 Diginetica，	模型性能评估结果如下表所示，CA-TCN优于目前的基

于RNN以及图结构的State-of-the-art 解决方法。



算法　<　709

表 1　会话推荐任务的性能比较

此外，我们进行消融实验以评估CA-TCN中每个组成部分的影响，组成部分包括

TCN模型，Cross-Session	Item-Graph 和 Session-Context	graph。	下图的实

验结果证明了CA-TCN通过利用 TCN模型和跨会话信息在会话推荐任务上都实现

了性能的逐步提升。

	● CA-TCN(ca.exl)：是 CA-TCN 的变体，它仅包含时间卷积神经网络、

Cross-Session	Item-Graph 和 Session-Context	graph 的跨会话信息不

包含在内。

	● CA-TCN(sc.exl)：是 CA-TCN 的变体，其中包含了 Cross-Session	

Item-Graph 的 item-level 的 跨会话信息，但不包括 session-level 的

Cross-Session	Item-Graph。
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图 4　CA-TCN 模型不同组成部分的实验结果

未来工作

目前该论文已经申请了专利，后续我们将在美团多个业务线的会话推荐和序列推荐任

务上进行探索落地。	特别地，	CA-TCN模型在电商数据集Yoochoose 上进行了性

能验证，证明CA-TCN模型适用于具有商品属性的电商场景，未来在“团好货”和

“美团优选”等具有商品属性的业务线中都可以尝试应用。
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自然场景人脸检测技术实践

作者：振华　欢欢　晓林

一、 背景

人脸检测技术是通过人工智能分析的方法自动返回图片中的人脸坐标位置和尺寸大

小，是人脸智能分析应用的核心组成部分，具有广泛的学术研究价值和业务应用价

值，比如人脸识别、人脸属性分析（年龄估计、性别识别、颜值打分和表情识别）、人

脸Avatar、智能视频监控、人脸图像过滤、智能图像裁切、人脸AR游戏等等。因

拍摄的场景不同，自然场景环境复杂多变，光照因素也不可控，人脸本身多姿态以及

群体间的相互遮挡给检测任务带来了很大的挑战（如图 1所示）。在过去 20年里，该

任务一直是学术界和产业界共同关注的热点。

自然场景人脸检测在美团业务中也有着广泛的应用需求，为了应对自然场景应用本

身的技术挑战，同时满足业务的性能需求，美团视觉智能中心（Vision	Intelligence	

Center，VIC）从底层算法模型和系统架构两个方面进行了改进，开发了高精度人脸

检测模型VICFace。而且 VICFace 在国际知名的公开测评集WIDER	FACE上达

到了行业主流水平。

图 1　自然场景人脸检测样本示例
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二、 技术发展现状

跟深度学习不同，传统方法解决自然场景人脸检测会从特征表示和分类器学习两

个方面进行设计。最有代表性的工作是 Viola-Jones 算法 [2]，它利用手工设计的

Haar-like 特征和 Adaboost 算法来完成模型训练。传统方法在 CPU 上检测速度

快，结果可解释性强，在相对可控的环境下可以达到较好的性能。但是，当训练数

据规模成指数增长时，传统方法的性能提升相对有限，在一些复杂场景下，甚至无

法满足应用需求。

随着计算机算力的提升和训练数据的增长，基于深度学习的方法在人脸检测任务上取

得了突破性进展，在检测性能上相对于传统方法具有压倒性优势。基于深度学习的人

脸检测算法从算法结构上可以大致分为三类：

1）基于级联的人脸检测算法。

2）两阶段人脸检测算法。

3）单阶段人脸检测算法。

其中，第一类基于级联的人脸检测方法（如Cascade	CNN[3]、MTCNN[4]）运行速

度较快、检测性能适中，适用于算力有限、背景简单且人脸数量较少的场景。第二

类两阶段人脸检测方法一般基于 Faster-RCNN[6] 框架，在第一阶段生成候选区域，

然后在第二阶段对候选区域进行分类和回归，其检测准确率较高，缺点是检测速度

较慢，代表方法有 Face	R-CNN[9]	、ScaleFace[10]、FDNet[11]。最后一类单阶段

的人脸检测方法主要基于 Anchor 的分类和回归，通常会在经典框架（如 SSD[12]、

RetinaNet[13]）的基础上进行优化，其检测速度较两阶段法快，检测性能较级联法优，

是一种检测性能和速度平衡的算法，也是当前人脸检测算法优化的主流方向。

三、 优化思路和业务应用

在自然场景应用中，为了同时满足精度需求以及达到实用的目标，美团视觉智能中心

（Vision	Intelligence	Center，VIC）采用了主流的Anchor-Based 单阶段人脸检测
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方案，同时在数据增强和采样策略、模型结构设计和损失函数等三方面分别进行了优

化，开发了高精度人脸检测模型VICFace，以下是相关技术细节的介绍。

1. 数据增强和采样策略

单阶段通用目标检测算法对数据增强方式比较敏感，如经典的 SSD 算法在

VOC2007[50] 数据集上通过数据增强性能指标mAP提升 6.7。经典单阶段人脸检测

算法S3FD[17] 也设计了样本增强策略，使用了图片随机裁切，图片固定宽高比缩放，

图像色彩扰动和水平翻转等。

百度在 ECCV2018 发表的 PyramidBox[18] 提出了 Data-Anchor 采样方法，将图

像中一个随机选择的人脸进行尺度变换变成一个更小Anchor 附近尺寸的人脸，同时

训练图像的尺寸也进行同步变换。这样做的好处是通过将较大的人脸生成较小的人

脸，提高了小尺度上样本的多样性，在WIDER	FACE[1] 数据集 Easy、Medium、

Hard 集合上分别提升 0.4（94.3->94.7），0.4（93.3->93.7），0.6（86.1->86.7）。

ISRN[19] 将 SSD的样本增强方式和Data-Anchor 采样方法结合，模型检测性能进

一步提高。

而 VICFace 在 ISRN 样本增强方式的基础上对语义模糊的超小人脸做了过滤。而

mixup[22] 在图像分类和目标检测中已经被验证有效，现在用于人脸检测，有效地防止

了模型过拟合问题。考虑到业务数据中人脸存在多姿态、遮挡和模糊的样本，且这些

样本在训练集中占比小，检测难度大，因此在模型训练时动态的给这些难样本赋予更

高的权重从而有可能提升这些样本的召回率。

2. 模型结构设计

人脸检测模型结构设计主要包括检测框架、主干网络、预测模块、Anchor 设置与正

负样本划分等四个部分，是单阶段人脸检测方法优化的核心。

	● 检测框架

近年来单阶段人脸检测框架取得了重要的发展，代表性的结构有 S3FD[17] 中使用的
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SSD，SFDet[25] 中使用的 RetinaNet，SRN[23] 中使用的两步结构（后简称 SRN）

以及 DSFD[24] 中使用的双重结构（后简称 DSFD），如下图 2 所示。其中，SRN

是一种单阶段两步人脸检测方法，利用第一步的检测结果，在小尺度人脸上过滤易

分类的负样本，改善正负样本数量的均衡性，针对大尺度的人脸采用迭代求精的

方式进行人脸定位，改善大尺度人脸的定位精度，提升了人脸检测的准确率。在

WIDER	FACE 上测评 SRN 取得了最好的检测效果（按标准协议用 AP 平均精度

来衡量），如表 1所示。

S3FD:



716　>　美团 2020 技术年货

SFDet:

SRN:
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DSFD:

图 2　四种检测结构

表 1　Backbone 为 ResNet50 时，四种检测结构在 WIDER FACE 上的评估结果

VICFace 继承了当前性能最好的SRN检测结构，同时为了更好的融合自底向上和自

顶向下的特征，为不同特征不同通道赋予不同的权重，以P4为例，其计算式为：

其中WC4 向量的元素个数与 Conv(C4) 特征的通道数相等，WP4 与 Upsam-

ple(P5) 的通道数相等，WC4与WP4是可学习的，其元素值均大于 0，且WC4与
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WP4对应元素之和为 1，结构如图 3所示。

图 3　视觉智能中心 VICFace 网络整体结构图

	● 主干网络

单阶段人脸检测模型的主干网络通常使用分类任务中的经典结构（如 VGG[26]、

ResNet[27] 等）。其中，主干网络在 ImageNet 数据集上分类任务表现越好，其在

WIDER	FACE 上的人脸检测性能也越高，如表 2 所示。为了保证检测网络得到

更高的召回，在性能测评时 VICFace 主干网络使用了在 ImageNet 上性能较优的

ResNet152 网络（其在 ImageNet 上 Top1 分类准确率为 80.26），并且在实现时将

Kernel 为 7x7，Stride 为 2 的卷积模块调整为为 3个 3x3 的卷积模块，其中第一个

模块的Stride 为 2，其它的为 1；将 Kernel 为 1x1，Stride 为 2 的下采样模块替换

为Stride 为 2的 Avgpool 模块。
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表 2　不同主干网络在 ImageNet 的性能对比和其在 RetinaNet 框架下的检测精度

	● 预测模块

利用上下文信息可以进一步提高模型的检测性能。SSH[36] 是将上下文信息用于单阶

段人脸检测模型的早期方案，PyramidBox、SRN、DSFD等也设计了不同上下文

模块。如图 4所示，SRN上下文模块使用 1xk，kx1 的卷积层提供多种矩形感受野，

多种不同形状的感受野助于检测极端姿势的人脸；DSFD使用多个带孔洞的卷积，极

大的提升了感受野的范围。

图 4　不同网络结构中的 Context Module

在 VICFace 中，将带孔洞的卷积模块和 1xk，kx1 的卷积模块联合作为 Context	

Module，既提升了感受野的范围也有助于检测极端姿势的人脸，同时使用Maxout

模块提升召回率，降低误检率。它还利用Cn层特征预测的人脸位置，校准Pn层特

征对应的区域，如图 5所示。Cn层预测的人脸位置相对特征位置的偏移作为可变卷

积的Offset 输入，Pn层特征作为可变卷积的Data 输入，经过可变卷积后特征对应
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的区域与人脸区域对应更好，相对更具有表示能力，可以提升人脸检测模型的性能。

图 5　自研检测模型结构中的预测模块

	● Anchor 设置与正负样本划分

基于Anchor 的单阶段人脸检方法通过Anchor 的合理设置可以有效的控制正负样本

比例和缓解不同尺度人脸定位损失差异大的问题。现有主流人脸检测方法中Anchor

的大小设置主要有以下三种（S代表Stride）：

根据数据集中人脸的特点，Anchor 的宽高也可以进一步丰富，如 {1}，{0.8}，{1，

0.67}。

在自研方案中，在C3、P3 层，Anchor 的大小为 2S 和 4S，其它层 Anchor 大小

为 4S（S代表对应层的Stride），这样的Anchor 设置方式在保证人脸召回率的同时，

减少了负样本的数量，在一定程度上缓解了正负样本不均衡现象。根据人脸样本宽高

比的统计信息，将Anchor 的宽高比设置为 0.8，同时将Cn层 IoU 大于 0.7 的样本

划分为正样本，小于 0.3 的划分为负样本，Pn层 IoU大于 0.5 的样本划分为正样本，

小于 0.4 的划分为负样本。
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3. 损失函数

人脸检测的优化目标不仅需要区分正负样本（是否是人脸），还需要定位出人脸位

置和尺寸。S3FD中区分正负样本使用交叉熵损失函数，定位人脸位置和尺寸使用

Smooth	L1	Loss，同时使用困难负样本挖掘解决正负样本数量不均衡的问题。另一

种缓解正负样本不均衡带来的性能损失更直接的方式是 Lin 等人提出 Focal	Loss[13]。

UnitBox[41] 提出 IoU	Loss 可以缓解不同尺度人脸的定位损失差异大导致的性能损

失。AlnnoFace[40] 同时使用 Focal	Loss 和 IoU	Loss 提升了人脸检测模型的性能。

引入其它相关辅助任务也可以提升人脸检测算法的性能，RetinaFace[42] 引入关键点

定位任务，提升人脸检测算法的定位精度；DFS[43] 引入人脸分割任务，提升了特征的

表示能力。

综合前述方法的优点，VICFace 充分利用人脸检测及相关任务的互补信息，使用多

任务方式训练人脸检测模型。在人脸分类中使用Focal	Loss 来缓解样本不均衡问题，

同时使用人脸关键点定位和人脸分割来辅助分类目标的训练，从而提升整体的分类准

确率。在人脸定位中使用Complete	IoU	Loss[47]，以目标与预测框的交并比作为损

失函数，缓解不同尺度人脸损失的差异较大的问题，同时兼顾目标和预测框的中心点

距离和宽高比差异，从而可以达到更好整体检测性能。

4. 优化结果和业务应用

在集群平台的支持下，美团视觉智能中心的自然场景人脸检测基础模型VICFace 与

现有主流方案进行了性能对比，在国际公开人脸检测测评集WIDER	FACE的三个验

证集 Easy、Medium、Hard 中均达到领先水平（AP为平均精度，数值越高越好），

如图 6和表 3所示。
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图 6　VICFace 以及当前主流人脸检测方法在 WIDER FACE 上的测评结果

表 3　VICFace 以及当前主流人脸检测方法在 WIDER FACE 上的测评结果

注：SRN是中科院在 AAAI2019 提出的新方法，DSFD是腾讯优图在CVPR2019

提出的新方法，PyramidBox++ 是百度在 2019 年提出的新方法，AInnoFace 是创

新奇智在 2019 提出的新方法，RetinaFace 是 ICCV2019	Wider	Challenge 亚军。

在业务应用中，自然场景人脸检测服务目前已接入美团多个业务线，满足了业务在

UGC 图像智能过滤和广告 POI 图像展示等应用的性能需求，前者保护用户隐私，

预防侵犯用户肖像权，后者可以有效的预防图像中人脸局部被裁切的现象，从而提

升了用户体验。此外，VICFace 还为其它人脸智能分析应用提供了核心基础模型，

如自动检测后厨工作人员的着装合规性（是否穿戴帽子和口罩），为食品安全增加了

一道保障。
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在未来的工作中，为了给用户提供更好的体验，同时满足高并发的需求，在模型结构

设计和模型推理效率方面将会做进一步探索和优化。此外，在算法设计方面，基于

Anchor-Free 的单阶段目标检测方法近年来在通用目标检测领域表现出较高的潜力，

也是视觉智能中心未来会关注的重要方向。
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技术解析 | 横纵一体的无人车控制方案

作者：学韬

01 两位“司机”操控下的无人车

一辆车可以同时由两个司机操控行驶吗？好像除了驾校的教练车以外，没有车是这么

开的。

但这个在常人看来有些匪夷所思的问题，它的答案对于无人驾驶领域而言却是肯定

的——经典的车辆控制方案，是通过两个分别控制纵向、横向的控制器配合实现的。

如图 1所示，在自动驾驶行业的经典控制方案中，横向控制与纵向控制的求解是模型

解耦的独立算法 [1,2]，仅通过单向、单次的依赖参数传递进行配合（虚线框中为控制

模块，箭头表示参数依赖关系）。

图 1　经典的横纵分离控制方案

不难想象，这相当于“两个司机同开一车”，纵向司机操作踏板（不需看路、只需看速

度表）来实现计划速度，横向司机操作方向盘（需要看路）来实现计划路径。控制模块

集二人之力，尽可能准确地“实现”上游规划模块给出的规划轨迹（包含计划路径和

计划速度）。

这种乍看之下“不合常理”的横纵分离控制方案被业界广泛采用，是有其原因的：

1.	大事化小	——将轨迹跟踪问题分解为纵、横向两个子问题，能够减小单个问
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题的复杂度，并且在模型中避免交叉乘积等非线性（从而采用线性的横向模

型），有利于控制的快速求解。

2.	耦合不强	——常规车辆的转向结构往往限定在 30 度角以内，行车路径的曲

率有限，转向轮横向力在车身纵轴的分量很小，纵向控制基本不受横向状态

影响、可独立进行。

02 横纵分离方案的潜在问题

经典的横纵分离控制方案虽然是可行的，但显然不符合人类的驾驶方式。

事实上，对于轨迹跟踪这一任务，横向、纵向是紧密联系的 [3-5]，主要包括以下三

个方面。

(1) 车辆动态建模包含横纵的相互耦合

真实车辆存在天然的横纵耦合，真正的老司机在操控时会考虑车辆横向行为、纵向行

为之间的相互影响。例如，过弯时的纵向车速会影响横向加速度，而转向动作也会有

纵向制动效果。事实上，运动学耦合 [1]、轮胎力耦合 [2]、载荷转移耦合 [3] 是车辆模型

中的三大横纵耦合 [4]。

横纵分离控制方案中，纵向控制、横向控制各自采用独立的模型，只能通过状态参数

进行交互，因此无法在求解前对上述耦合进行合理描述，而模型的准确性会进一步影

响到控制解的最优性。

(2) 行车约束构建需要横纵的共同参与

行车约束决定了控制量的可行空间，可以理解成老司机对行驶安全范围和车辆性能极

限的把握。有一些行车约束的描述可以基于横 / 纵单个方向的特征，如转向角上限约

束、踏板上限约束等；但也有一些行车约束的描述必须要横、纵两个方向特征的共同

参与，如位置边界约束（横坐标与纵坐标共同参与）、最大向心加速度约束（横向转角

与纵向速度共同参与）等。

横纵分离控制方案中，横、纵控制算法各自只拥有一个方向的求解空间，无法描述横
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纵联合参与的行车约束。以最大向心加速度约束为例，分离方案中的横向控制只能通

过抑制转向角、不能通过减速来避免向心加速度越限，实际丢失了一部分可行集，如

下图所示：

图 2　向心加速度约束所对应可行域的示意图

(3)	跟踪性能评价存在横纵的彼此竞争

轨迹跟踪看重的是横纵两个方向的综合跟踪性能指标，而两个单向指标存在一定的竞

争关系 [6]。横纵分离的控制方案中，横、纵控制算法各自为政，分别只盯着一个方向

的跟踪性能指标，某些场景下可能顾此失彼、出现横纵跟踪性能失衡的结果。

如高速过弯时，纵向控制能轻易地跟踪目标速度，但会提高横向控制在时间和角度上

的精度要求，增大横向误差。但如果从统筹的角度来看，此时的纵向跟踪应适当让

步、主动减速，在横向上换取更多的性能改善。

03 横纵一体方案的设计思路

针对横纵分离控制的上述问题，我们尝试开发一种工程可行的横纵一体控制方案。

针对上述提到的、轨迹跟踪任务中横纵之间的三方面联系，横纵一体控制方案的设计

要点包括：
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采用横纵耦合的车辆建模——进而对车辆的动态特性进行更准确的描述。

采用横纵联合的约束形式——进而对控制量的可行集进行更完备的构建。

采用横纵综合的性能评价——进而对两个单向的跟踪性能进行统筹协调。

需要注意的是，由于横纵耦合建模难以避免交叉乘积等非线性 [1,7]，克服非线性问题、

使控制器达到工程实用的计算速度是方案实现中的核心难点。

现有文献中考虑横纵耦合模型的控制研究通常采用基于滑模控制（Sliding	Mode	

Control，SMC）的方案 [3,4,8-10]，构造特定的变结构控制律直接进行非线性控制，使

系统状态的演变保持在预先设计的滑动面邻域内（滑动面通常设计为横纵向误差渐趋

至零的状态面）。但非线性控制律无法考虑状态约束，且其构造结果与难度与模型强

相关，控制律的可迁移性较差。

在这里，我们采用另一种技术方案——线性时变的模型预测控制（Linear	Time-Vary-

ing	Model	Predictive	Control，LTV-MPC）来处理非线性的横纵耦合模型。

该方案的控制效果和计算性能介于常规（线性时不变）MPC 和非线性MPC 之间，

是一种针对非线性系统或时变系统的实用控制方法 [11-13]，并且有灵活的约束处理能

力 [1,13]。

LTV-MPC方案的具体实现将在下一部分介绍。

概括来说，该方案的本质是在每一个控制帧构建一个控制量序列的优化问题，横纵耦

合建模、横纵联合约束、横纵跟踪统筹这三个设计要点分别对应这一优化问题的状态

方程约束、不等式约束、评价函数，如图 3所示。
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图 3　横纵一体控制方案的设计思路

需要注意的是，“线性时变模型预测控制”中的“线性”表示进入求解器的状态方程约

束、不等式约束在每一帧都是线性的，以此确保计算速度；而“时变”表示在不同帧之

间，线性的状态方程约束、不等式约束会发生变化，以此描述真实系统的非线性。

04 LTV-MPC 横纵一体控制的具体实现

4.1 横纵耦合动态与横纵联合约束的构建

建模过程需要对被控车辆全部或主要的横纵耦合进行充分描述，横纵控制量（如横向

转向角、纵向加速度）u和横纵状态量（如车辆位置、横摆角、纵向速度）x均以待决

策变量的形式加入到模型中，并构造更符合真实世界情景的横纵联合约束。

以下图所示的横纵耦合二轮运动学模型为例，取系统状态量为 x=[Vx　Xr　Yr　ψ]T、控

制量为 u=[δ　a]T（加速度指令α后续会通过查表映射到踏板指令），其动态特性可建

模为：
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以最大向心加速度为例，系统的横纵联合约束 ( ), ≤g x u m
可建模为：

图 4　横纵耦合二轮运动学模型的示意图

二轮运动学模型虽然简单，但已经描述了车辆最重要的横纵耦合——运动学耦合。若

采用更复杂的车辆模型，也可用类似的方式完成横纵耦合建模。

4.2 动态特性及约束的线性化

上一步得到的横纵耦合模型通常包含变量的交叉乘积、三角函数等非线性项，需要进

行线性化以降低复杂度——这是应对横纵耦合模型非线性困难的核心步骤。其核心

思想是，选取当前状态量 x和上帧控制量u作为“基点”，然后将非线性模型在基点

( ),x u 处进行一阶泰勒展开 [4]。

这一方法的合理性在于，在未来一小段预测域（如 1秒）之内，系统状态 x 和控制量

u 基本会在当前时刻值 ( ),x u 的附近变动，因此在该点所得的线性化模型基本具备

足够的描述精度。
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具体而言，动态特性 ( )x = f x, u 的线性化结果为：

( ) ( )= − + − +x A x x B u u d

其中：

( ) ( )
( )
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= = =
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f fA B d f x u
x u

仍以二轮运动学模型为例，有：
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横纵联合约束 ( ), ≤g x u m的线性化结果为：
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完成线性化之后，为将连续模型适配数值计算求解器，需按照特定的离散时间间隔τ

（通常就是一个控制帧的长度），采用特定的离散化方法，如零阶离散矩阵变换公式 [14]：

进行尽可能精确的离散化处理，得到离散的线性化模型：

其中下标 k 表示 ( )t kτ+ 时刻的待解向量值，t 为当前时刻。

4.3 横纵综合评价函数的构建

为求解最优控制量，还需构建系统状态 x 的评价函数 Jx 。需要注意的是，相较于横

纵分离控制针对单个方向跟踪性能的优化，横纵一体控制的目标是横纵两个方向跟踪

性能的协调和统筹，因此 Jx 应该描述横纵两个方向的综合跟踪性能。

仍以二轮运动学模型为例，可定义：

其中 Vq 、 Xq 、 Yq 、 qψ 分别为速度误差、纵向位置误差、横向位置误差、横摆角

误差在综合评价函数中的惩罚权重——前两者为纵向评价部分，后两者为横向评价部

分。上标 ref 表示计划轨迹，由上游的规划模块给出。

在这样的评价函数设计之下，某时刻 Jx 的值越小，则表示该时刻的综合跟踪性能越

好。并且不难看出，改善大误差项对 Jx 的边际贡献更大，因此最小化 Jx 可以实现横

纵跟踪性能的统筹协调，避免某个方向的误差过大。

例如高速过弯场景下，横纵一体控制器会在过弯处进行适当的主动减速，牺牲少许的

纵向跟踪性能来换取更多的横向跟踪性能，使 Jx 尽可能小——这种全局统筹的思想

其实更符合真实的运动控制需求。
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4.4 控制量求解与下发

选取预测步数为 N （预测域为 Nτ），结合 4.2 步所得的线性化模型和 4.3 步所得的

评价函数，能够形成如下的MPC问题 [5]：

该问题本质是一个线性约束二次规划问题。接下来，只需同常规MPC一样进行求

解，即可解得最优的控制序列 * *
1 N∼u u ，且状态预测轨迹 * *

1 N∼x x 相伴而生，这一轨

迹能够可视化表示为与规划轨迹类似的、包含速度信息的行进轨迹。

将 *
1u 下发后，即可等待下一个控制帧的到来，然后重新回到 4.2 步（如需更新模型，

则应回到 4.1 步），循环往复执行。

05 小结

本文针对自动驾驶横纵分离控制方案无法描述车辆横纵耦合、不能考虑横纵联合约

束、没有横纵统筹能力等不足，给出了一种考虑横纵联合约束的横纵一体车辆控制

方案。

该方案支持在建模时考虑车辆的横纵耦合，提高模型准确性；采用时变线性化MPC

框架来克服横纵耦合及约束所带来的非线性，改善求解耗时和可靠性；在横纵联合可

行域中进行综合跟踪性能的寻优，具有一定的横纵统筹能力。

注释

1.	横纵以车身定义，车身旋转时，相邻时刻的横纵物理量会相互贡献
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2.	纵向车速高时，横向力会对转向更敏感；横向转向角大时，纵向力会有额外

的制动分量

3.	纵向减速时，部分载荷向前轮转移，增强轮胎横向力

4.	另一种常用的线性化方式是在 (0，0) 处展开，但其描述精度相对较差。还有

一种线性化方法是为每个预测时刻 ( )t kτ+ 各取一个基点 ( ),k kx u 、得到一

簇基点 [12]，也能达到较好的描述精度，但为简化表达，本文不再赘述。

5.	在这里， Jx 写成了目标函数中的矩阵形式 。
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算法

用能力支撑了每天数十亿次的交易量；

用实力攀登算法领域最高学术殿堂；

用技术绘制美团点评最美的AI 全景图。

美团算法团队正在构建的AI 相关技术囊括了视觉、语音、自然语言处理、机器

学习、知识图谱等。以美团 / 大众点评 App 搜索、推荐为核心，面向外卖配送的策

略、调度算法、定价系统，延伸到无人配送的自动驾驶、智能耳机里的语音识别、人

脸识别，再到连接用户端的客服系统，连接商家端的金融体系、供应链系统也汇聚了

美团点评正在构建的庞大知识图谱……

探索无止境，实践出真知。美团点评算法团队孜孜不倦的学习与探索，并在实际

业务场景中引入新技术，总结新领悟。
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美团 BERT 的探索和实践

杨扬　佳昊　金刚

2018 年，自然语言处理（Natural	Language	Processing，NLP）领域最激动

人心的进展莫过于预训练语言模型，包括基于RNN的 ELMo[1] 和 ULMFiT[2]，基于

Transformer[3] 的 OpenAI	GPT[4] 及 Google	BERT[5] 等。下图 1 回顾了近年来预

训练语言模型的发展史以及最新的进展。预训练语言模型的成功，证明了我们可以从

海量的无标注文本中学到潜在的语义信息，而无需为每一项下游NLP任务单独标注

大量训练数据。此外，预训练语言模型的成功也开创了NLP研究的新范式 [6]，即首

先使用大量无监督语料进行语言模型预训练（Pre-training），再使用少量标注语料进

行微调（Fine-tuning）来完成具体NLP任务（分类、序列标注、句间关系判断和机

器阅读理解等）。

图 1　NLP Pre-training and Fine-tuning 新范式及相关扩展工作

所谓的“预训练”，其实并不是什么新概念，这种“Pre-training	and	Fine-tun-

ing”的方法在图像领域早有应用。2009 年，邓嘉、李飞飞等人在CVPR	2009 发布

了 ImageNet 数据集 [7]，其中 120 万张图像分为 1000 个类别。基于 ImageNet，

以图像分类为目标使用深度卷积神经网络（如常见的ResNet、VCG、Inception 等）
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进行预训练，得到的模型称为预训练模型。针对目标检测或者语义分割等任务，基于

这些预训练模型，通过一组新的全连接层与预训练模型进行拼接，利用少量标注数据

进行微调，将预训练模型学习到的图像分类能力迁移到新的目标任务。预训练的方式

在图像领域取得了广泛的成功，比如有学者将 ImageNet 上学习得到的特征表示用于

PSACAL	VOC上的物体检测，将检测率提高了 20%[8]。

他山之石，可以攻玉。图像领域预训练的成功也启发了NLP领域研究，深度学

习时代广泛使用的词向量（即词嵌入，Word	Embedding）即属于NLP预训练工作。

使用深度神经网络进行NLP模型训练时，首先需要将待处理文本转为词向量作为神

经网络输入，词向量的效果会影响到最后模型效果。词向量的效果主要取决于训练语

料的大小，很多NLP任务中有限的标注语料不足以训练出足够好的词向量，通常使

用跟当前任务无关的大规模未标注语料进行词向量预训练，因此预训练的另一个好处

是能增强模型的泛化能力。目前，大部分NLP深度学习任务中都会使用预训练好的

词向量（如Word2Vec[9] 和 GloVe[10] 等）进行网络初始化（而非随机初始化），从而

加快网络的收敛速度。

预训练词向量通常只编码词汇间的关系，对上下文信息考虑不足，且无法处

理一词多义问题。如“bank”一词，根据上下文语境不同，可能表示“银行”，也

可能表示“岸边”，却对应相同的词向量，这样显然是不合理的。为了更好的考虑

单词的上下文信息，Context2Vec[11] 使用两个双向长短时记忆网络（Long	Short	

Term	Memory，LSTM）[12] 来分别编码每个单词左到右（Left-to-Right）和右到

左（Right-to-Left）的上下文信息。类似地，ELMo 也是基于大量文本训练深层双

向 LSTM网络结构的语言模型。ELMo 在词向量的学习中考虑深层网络不同层的

信息，并加入到单词的最终 Embedding 表示中，在多个NLP 任务中取得了提升。

ELMo 这种使用预训练语言模型的词向量作为特征输入到下游目标任务中，被称为

Feature-based 方法。

另一种方法是微调（Fine-tuning）。GPT、BERT 和后续的预训练工作都属于

这一范畴，直接在深层 Transformer 网络上进行语言模型训练，收敛后针对下游

目标任务进行微调，不需要再为目标任务设计 Task-specific 网络从头训练。关于
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NLP领域的预训练发展史，张俊林博士写过一篇很详实的介绍 [13]，本文不再赘述。

Google	AI 团队提出的预训练语言模型 BERT（Bidirectional	Encoder	Rep-

resentations	from	Transformers），在 11项自然语言理解任务上刷新了最好指标，

可以说是近年来NLP领域取得的最重大的进展之一。BERT论文也斩获NLP领域

顶会NAACL	2019 的最佳论文奖，BERT的成功也启发了大量的后续工作，不断刷

新了NLP领域各个任务的最佳水平。有NLP学者宣称，属于NLP的 ImageNet 时

代已经来临 [14]。

美团点评作为中国领先的生活服务电子商务平台，涵盖搜索、推荐、广告、配送

等多种业务场景，几乎涉及到各种类型的自然语言处理任务。以大众点评为例，迄今

为止积累了近 40 亿条文本UGC，如何高效而准确地完成对海量UGC的自然语言

理解和处理是美团点评技术团队面临的挑战之一。美团点评NLP团队一直紧跟业界

前沿技术，开展了基于美团点评业务数据的预训练研究工作，训练了更适配美团点评

业务场景的MT-BERT模型，通过微调将MT-BERT落地到多个业务场景中，并取

得了不错的业务效果。

BERT 是基于 Transformer 的深度双向语言表征模型，基本结构如图 2 所

示，本质上是利用 Transformer 结构构造了一个多层双向的 Encoder 网络。

Transformer 是 Google 在 2017 年提出的基于自注意力机制（Self-attention）的

深层模型，在包括机器翻译在内的多项NLP任务上效果显著，超过RNN且训练速

度更快。不到一年时间内，Transformer 已经取代RNN成为神经网络机器翻译的

State-Of-The-Art（SOTA）模型，包括谷歌、微软、百度、阿里、腾讯等公司的

线上机器翻译模型都已替换为 Transformer 模型。关于 Transformer 的详细介绍可

以参考Google 论文《Attention	is	all	you	need》[3]。
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图 2　BERT 及 Transformer 网络结构示意图

模型结构

如表 1所示，根据参数设置的不同，Google	论文中提出了Base 和 Large 两种

BERT模型。

表1　BERT Base和Large模型参数对比

模型 Layers Hidden Size Attention Head 参数数量

Base 12 768 12 110M

Large 24 1024 16 340M

输入表示

针对不同的任务，BERT 模型的输入可以是单句或者句对。对于每一个输入

的 Token，它的表征由其对应的词表征（Token	Embedding）、段表征（Segment	

Embedding）和位置表征（Position	Embedding）相加产生，如图 3所示：
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图 3　BERT 模型的输入表示

	● 对于英文模型，使用了Wordpiece 模型来产生Subword 从而减小词表规模；

对于中文模型，直接训练基于字的模型。

	● 模型输入需要附加一个起始 Token，记为 [CLS]，对应最终的Hidden	State

（即 Transformer 的输出）可以用来表征整个句子，用于下游的分类任务。

	● 模型能够处理句间关系。为区别两个句子，用一个特殊标记符 [SEP] 进行

分隔，另外针对不同的句子，将学习到的 Segment	Embeddings	加到每个

Token 的 Embedding 上。

	● 对于单句输入，只有一种 Segment	Embedding；对于句对输入，会有两种

Segment	Embedding。

预训练目标

BERT 预训练过程包含两个不同的预训练任务，分别是Masked	Language	

Model 和 Next	Sentence	Prediction 任务。

Masked Language Model（MLM）

通过随机掩盖一些词（替换为统一标记符 [MASK]），然后预测这些被遮盖的词来

训练双向语言模型，并且使每个词的表征参考上下文信息。

这样做会产生两个缺点：（1）会造成预训练和微调时的不一致，因为在微调时

[MASK] 总是不可见的；（2）由于每个 Batch 中只有 15%的词会被预测，因此模型

的收敛速度比起单向的语言模型会慢，训练花费的时间会更长。对于第一个缺点的解
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决办法是，把 80%需要被替换成 [MASK] 的词进行替换，10%的随机替换为其他

词，10%保留原词。由于Transformer	Encoder 并不知道哪个词需要被预测，哪个

词是被随机替换的，这样就强迫每个词的表达需要参照上下文信息。对于第二个缺点

目前没有有效的解决办法，但是从提升收益的角度来看，付出的代价是值得的。

Next Sentence Prediction（NSP）

为了训练一个理解句子间关系的模型，引入一个下一句预测任务。这一任务的训

练语料可以从语料库中抽取句子对包括两个句子A和 B来进行生成，其中 50%的概

率 B是 A的下一个句子，50%的概率 B是语料中的一个随机句子。NSP任务预测

B是否是A的下一句。NSP的目的是获取句子间的信息，这点是语言模型无法直接

捕捉的。

Google 的论文结果表明，这个简单的任务对问答和自然语言推理任务十分有

益，但是后续一些新的研究 [15] 发现，去掉NSP任务之后模型效果没有下降甚至还有

提升。我们在预训练过程中也发现NSP任务的准确率经过 1-2 个 Epoch 训练后就

能达到 98%-99%，去掉NSP任务之后对模型效果并不会有太大的影响。

数据 & 算力

Google 发布的英文 BERT 模型使用了 BooksCorpus（800M词汇量）和英文

Wikipedia（2500M 词汇量）进行预训练，所需的计算量非常庞大。BERT 论文中

指出，Google	AI 团队使用了算力强大的Cloud	TPU 进行 BERT 的训练，BERT	

Base 和 Large 模型分别使用 4 台 Cloud	TPU（16 张 TPU）和 16 台 Cloud	TPU

（64 张 TPU）训练了 4天（100 万步迭代，40 个 Epoch）。但是，当前国内互联网

公司主要使用Nvidia 的 GPU 进行深度学习模型训练，因此 BERT 的预训练对于

GPU资源提出了很高的要求。

美团 BERT（MT-BERT）的探索分为四个阶段：（1）开启混合精度实现训练加

速；（2）在通用中文语料基础上加入大量美团点评业务语料进行模型预训练，完成领

域迁移；（3）预训练过程中尝试融入知识图谱中的实体信息；（4）通过在业务数据上进

行微调，支持不同类型的业务需求。MT-BERT整体技术框架如图 4所示：
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图 4　MT-BERT 整体技术框架

基于美团点评 AFO 平台的分布式训练

正如前文所述，BERT 预训练对于算力有着极大要求，我们使用的是美团内部

开发的 AFO[16]（AI	Framework	On	Yarn）框架进行MT-BERT 预训练。AFO框

架基于 YARN实现数千张GPU卡的灵活调度，同时提供基于Horovod 的分布式

训练方案，以及作业弹性伸缩与容错等能力。Horovod 是 Uber 开源的深度学习工

具 [17]，它的发展吸取了 Facebook《一小时训练 ImageNet》论文 [18] 与百度 Ring	

Allreduce[19] 的优点，可为用户实现分布式训练提供帮助。根据Uber 官方分别使用

标准分布式TensorFlow 和 Horovod 两种方案，分布式训练 Inception	V3 和 Res-

Net-101	TensorFlow 模型的实验验证显示，随着GPU的数量增大，Horovod 性

能损失远小于 TensorFlow，且训练速度可达到标准分布式 TensorFlow 的近两倍。

相比于 Tensorflow 分布式框架，Horovod 在数百张卡的规模上依然可以保证稳定的

加速比，具备非常好的扩展性。

Horovod 框架的并行计算主要用到了两种分布式计算技术：控制层的Open	
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MPI 和数据层的Nvidia	NCCL。控制层面的主要作用是同步各个Rank（节点），因

为每个节点的运算速度不一样，运算完每一个Step 的时间也不一样。如果没有一个

同步机制，就不可能对所有的节点进行梯度平均。Horovod 在控制层面上设计了一

个主从模式，Rank	0 为 Master 节点，Rank1-n 为 Worker 节点，每个Worker

节点上都有一个消息队列，而在Master 节点上除了一个消息队列，还有一个消息

Map。每当计算框架发来通信请求时，比如要执行 Allreduce，Horovod 并不直接

执行MPI，而是封装了这个消息并推入自己的消息队列，交给后台线程去处理。后

台线程采用定时轮询的方式访问自己的消息队列，如果非空，Woker 会将自己收到

的所有 Tensor 通信请求都发给Master。因为是同步MPI，所以每个节点会阻塞

等待MPI 完成。Master 收到Worker 的消息后，会记录到自己的消息Map 中。如

果一个 Tensor 的通信请求出现了 n次，也就意味着，所有的节点都已经发出了对

该 Tensor 的通信请求，那么这个 Tensor 就需要且能够进行通信。Master 节点会

挑选出所有符合要求的 Tensor 进行MPI 通信。不符合要求的 Tensor 继续留在消

息Map 中，等待条件满足。决定了 Tensor 以后，Master 又会将可以进行通信的

Tensor 名字和顺序发还给各个节点，通知各个节点可以进行Allreduce 运算。

混合精度加速

当前深度学习模型训练过程基本采用单精度（Float	32）和双精度（Double）数

据类型，受限于显存大小，当网络规模很大时 Batch	Size 就会很小。Batch	Size

过小一方面容易导致网络学习过程不稳定而影响模型最终效果，另一方面也降低了

数据吞吐效率，影响训练速度。为了加速训练及减少显存开销，Baidu	Research

和 Nvidia 在 ICLR	2018 论文中 [20] 合作提出了一种 Float32（FP32）和 Float16

（FP16）混合精度训练的方法，并且在图像分类和检测、语音识别和语言模型任务上

进行了有效验证。Nvidia 的 Pascal 和 Volta 系列显卡除了支持标准的单精度计算

外，也支持了低精度的计算，比如最新的 Tesla	V100 硬件支持了 FP16 的计算加

速，P4和 P40 支持 INT8 的计算加速，而且低精度计算的峰值要远高于单精浮点的

计算峰值。
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为了进一步加快MT-BERT预训练和推理速度，	我们实验了混合精度训练方式。

混合精度训练指的是 FP32 和 FP16 混合的训练方式，使用混合精度训练可以加速训

练过程并且减少显存开销，同时兼顾 FP32 的稳定性和 FP16 的速度。在模型计算

过程中使用 FP16 加速计算过程，模型训练过程中权重会存储成 FP32 格式（FP32	

Master-weights），参数更新时采用 FP32 类型。利用 FP32	Master-weights 在

FP32 数据类型下进行参数更新可有效避免溢出。	此外，一些网络的梯度大部分在

FP16 的表示范围之外，需要对梯度进行放大使其可以在 FP16 的表示范围内，因此

进一步采用 Loss	Scaling 策略通过对 Loss 进行放缩，使得在反向传播过程中梯度

在FP16 的表示范围内。

为了提高预训练效率，我们在MT-BERT预训练中采用了混合精度训练方式。

加速效果

图 5　MT-BERT 开启混合精度在 Nvidia V100 上训练吞吐量的对比 

（Tensorflow 1.12；Cuda 10.0；Horovod 0.15.2）
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如图 5所示，开启混合精度的训练方式在单机单卡和多机多卡环境下显著提升了

训练速度。为了验证混合精度模型会不会影响最终效果，我们分别在美团点评业务和

通用Benchmark 数据集上进行了微调实验，结果见表 2和表 3。

表2　开启混合精度训练的MT-BERT模型在美团点评业务Benchmark上效果对比

数据集 Metric
MT-BERT 

FP32

MT-BERT 混

合精度
Google BERT

细粒度情感分析 Macro-F1 72.04% 72.25% 71.63%

Query 意图分类 F1 93.27% 93.13% 92.68%

Query 成分分析（NER） F1 91.46% 91.05% 90.66%

表3　开启混合精度训练的MT-BERT模型在中文通用Benchmark上效果对比

数据集 Metric MT-BERT FP32 MT-BERT 混合精度 Google BERT

MSRA-NER F1 95.89% 95.75% 95.76%

LCQMC Accuracy 86.74% 85.87% 86.06%

ChnSentiCorp Accuracy 95.00% 94.92% 92.25%

NLPCC-DBQA MRR 94.07% 93.24% 93.55%

XNLI Accuracy 78.10% 76.57% 77.47%

通过表 2和表 3结果可以发现，开启混合精度训练的MT-BERT模型并没有影

响效果，反而训练速度提升了 2倍多。

领域自适应

Google 发布的中文 BERT 模型是基于中文维基百科数据训练得到，属于通用

领域预训练语言模型。由于美团点评积累了大量业务语料，比如用户撰写的UGC评

论和商家商品的文本描述数据，为了充分发挥领域数据的优势，我们考虑在Google

中文 BERT 模型上加入领域数据继续训练进行领域自适应（Domain	Adaptation），

使得模型更加匹配我们的业务场景。实践证明，这种 Domain-aware	Continual	

Training 方式，有效地改进了BERT模型在下游任务中的表现。由于Google 未发

布中文BERT	Large 模型，我们也从头预训练了中文MT-BERT	Large 模型。
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我们选择了 5个中文 Benchmark 任务以及 3个美团点评业务 Benchmark 在

内的 8 个数据集对模型效果进行验证。实验结果如表 4所示，MT-BERT 在通用

Benchmark 和美团点评业务Benchmark 上都取得了更好的效果。

表4　MT-BERT模型和Google BERT模型在8个Benchmark上的效果对比

Benchmark Metric Google BERT MT-BERT

MSRA-NER F1 95.76% 95.89%

LCQMC Accuracy 86.06% 86.74%

ChnSentiCorp Accuracy 92.25% 95.00%

NLPCC-DBQA MRR 93.55% 94.07%

XNLI Accuracy 77.47% 78.10%

细粒度情感分析 Macro-F1 71.63% 72.04%

Query 意图分类 F1 92.68% 93.27%

Query 成分分析（NER） F1 90.66% 91.46%

知识融入

BERT 在自然语言理解任务上取得了巨大的成功，但也存在着一些不足。其一

是常识（Common	Sense）的缺失。人类日常活动需要大量的常识背景知识支持，

BERT学习到的是样本空间的特征、表征，可以看作是大型的文本匹配模型，而大量

的背景常识是隐式且模糊的，很难在预训练数据中进行体现。其二是缺乏对语义的理

解。模型并未理解数据中蕴含的语义知识，缺乏推理能力。在美团点评搜索场景中，

需要首先对用户输入的Query 进行意图识别，以确保召回结果的准确性。比如，对

于“宫保鸡丁”和“宫保鸡丁酱料”两个Query，二者的BERT语义表征非常接近，

但是蕴含的搜索意图却截然不同。前者是菜品意图，即用户想去饭店消费，而后者则

是商品意图，即用户想要从超市购买酱料。在这种场景下，BERT模型很难像正常人

一样做出正确的推理判断。

为了处理上述情况，我们尝试在MT-BERT 预训练过程中融入知识图谱信息。

知识图谱可以组织现实世界中的知识，描述客观概念、实体、关系。这种基于符号语

义的计算模型，可以为BERT提供先验知识，使其具备一定的常识和推理能力。在

我们团队之前的技术文章 [21] 中，介绍了NLP中心构建的大规模的餐饮娱乐知识图
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谱——美团大脑。我们通过Knowledge-aware	Masking 方法将“美团大脑”的实

体知识融入到MT-BERT预训练中。

BERT 在进行语义建模时，主要聚焦最原始的单字信息，却很少对实体进行建

模。具体地，BERT为了训练深层双向的语言表征，采用了Masked	LM（MLM）训

练策略。该策略类似于传统的完形填空任务，即在输入端，随机地“遮蔽”掉部分单

字，在输出端，让模型预测出这些被“遮蔽”的单字。模型在最初并不知道要预测哪

些单字，因此它输出的每个单字的嵌入表示，都涵盖了上下文的语义信息，以便把被

“掩盖”的单字准确的预测出来。

图 6左侧展示了 BERT模型的MLM任务。输入句子是“全聚德做的烤鸭久负

盛名”。其中，“聚”，“的”，“久”3个字在输入时被随机遮蔽，模型预训练过程中需

要对这 3个遮蔽位做出预测。

图 6　MT-BERT 默认 Masking 策略和 Whole Word Masking 策略对比

BERT 模型通过字的搭配（比如“全 X德”），很容易推测出被“掩盖”字信息

（“德”），但这种做法只学习到了实体内单字之间共现关系，并没有学习到实体的整

体语义表示。因此，我们使用 Knowledge-aware	Masking 的方法来预训练MT-

BERT。具体的做法是，输入仍然是字，但在随机”遮蔽”时，不再选择遮蔽单字，

而是选择“遮蔽”实体对应的词。这需要我们在预训练之前，对语料做分词，并将分

词结果和图谱实体对齐。图 6右侧展示了 Knowledge-aware	Masking 策略，“全

聚德”被随机“遮蔽”。MT-BERT需要根据“烤鸭”，“久负盛名”等信息，准确的

预测出“全聚德”。通过这种方式，MT-BERT可以学到“全聚德”这个实体的语义
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表示，以及它跟上下文其他实体之间的关联，增强了模型语义表征能力。基于美团大

脑中已有实体信息，我们在MT-BERT训练中使用了Knowledge-aware	Masking

策略，实验证明在细粒度情感分析任务上取得了显著提升。

表5　MT-BERT在细粒度情感分析数据集上效果

模型 Macro-F1

BERT	(Vanilla	masking) 72.04%

MT-BERT	(Knowledge-aware	Masking) 72.48%

模型轻量化

BERT模型效果拔群，在多项自然语言理解任务上实现了最佳效果，但是由于其

深层的网络结构和庞大的参数量，如果要部署上线，还面临很大挑战。以Query 意

图分类为例，我们基于MT-BERT模型微调了意图分类模型，协调工程团队进行了

1000QPS 压测实验，部署 30 张 GPU线上卡参与运算，在线服务的 TP999 高达

50ms之多，难以满足上线要求。

为了减少模型响应时间，满足上线要求，业内主要有三种模型轻量化方案。

	● 低精度量化。在模型训练和推理中使用低精度（FP16 甚至 INT8、二值网络）

表示取代原有精度（FP32）表示。

	● 模型裁剪和剪枝。减少模型层数和参数规模。

	● 模型蒸馏。通过知识蒸馏方法 [22] 基于原始 BERT模型蒸馏出符合上线要求

的小模型。

在美团点评搜索Query 意图分类任务中，我们优先尝试了模型裁剪的方案。由

于搜索Query 长度较短（通常不超过 16 个汉字），整个Sequence 包含的语义信息

有限，裁剪掉几层 Transformer 结构对模型的语义表征能力不会有太大影响，同时

又能大幅减少模型参数量和推理时间。经过实验验证，在微调过程中，我们将MT-

BERT模型裁剪为 4层 Transfomer 结构（MT-BERT-MINI，MBM），实验效果如

图 7所示。可以发现，Query 分类场景下，裁剪后的MBM没有产生较大影响。由
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于减少了一些不必要的参数运算，在美食和酒店两个场景下，效果还有小幅的提升。

图 7　裁剪前后 MT-BERT 模型在 Query 意图分类数据集上 F1 对比

MBM在同等压测条件下，压测服务的 TP999 达到了 12-14ms，满足搜索上

线要求。除了模型裁剪，为了支持更多线上需求，我们还在进行模型蒸馏实验，蒸

馏后的 6层MT-BERT模型在大多数下游任务中都没有显著的效果损失。值得一提

的是，BERT模型轻量化是 BERT相关研究的重要方向，最近Google 公布了最新

ALBERT模型（A	Lite	BERT）[23]，在减少模型参数量的同时在自然语言理解数据

集GLUE上刷新了SOTA。

图 8展示了基于BERT模型微调可以支持的任务类型，包括句对分类、单句分

类、问答（机器阅读理解）和序列标注任务。

1.	句对分类任务和单句分类任务是句子级别的任务。预训练中的NSP任务使得

BERT中的“[CLS]”位置的输出包含了整个句子对（句子）的信息，我们利

用其在有标注的数据上微调模型，给出预测结果。

2.	问答和序列标注任务都属于词级别的任务。预训练中的MLM任务使得每个
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Token 位置的输出都包含了丰富的上下文语境以及 Token 本身的信息，我们

对BERT的每个 Token 的输出都做一次分类，在有标注的数据上微调模型并

给出预测。

图 8　BERT 微调支持的任务类型

基于MT-BERT的微调，我们支持了美团搜索和点评搜索的多个下游任务，包

括单句分类任务、句间关系任务和序列标注任务等等。

单句分类

细粒度情感分析

美团点评作为生活服务平台，积累了大量真实用户评论。对用户评论的细粒度情

感分析在深刻理解商家和用户、挖掘用户情感等方面有至关重要的价值，并且在互联

网行业已有广泛应用，如个性化推荐、智能搜索、产品反馈、业务安全等领域。为了

更全面更真实的描述商家各属性情况，细粒度情感分析需要判断评论文本在各个属性

上的情感倾向（即正面、负面、中立）。为了优化美团点评业务场景下的细粒度情感分

析效果，NLP中心标注了包含 6大类 20个细粒度要素的高质量数据集，标注过程中

采用严格的多人标注机制保证标注质量，并在AI	Challenger	2018 细粒度情感分析

比赛中作为比赛数据集验证了效果，吸引了学术界和工业届大量队伍参赛。

针对细粒度情感分析任务，我们设计了基于MT-BERT的多任务分类模型，模

型结构如图 9所示。模型架构整体分为两部分：一部分是各情感维度的参数共享层

（Share	Layers），另一部分为各情感维度的参数独享层（Task-specific	Layers）。

其中参数共享层采用了MT-BERT 预训练语言模型得到文本的上下文表征。MT-

BERT依赖其深层网络结构以及海量数据预训练，可以更好的表征上下文信息，尤其
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擅长提取深层次的语义信息。	参数独享层采用多路并行的Attention+Softmax 组合

结构，对文本在各个属性上的情感倾向进行分类预测。通过MT-BERT优化后的细

粒度情感分析模型在Macro-F1 上取得了显著提升。

图 9　基于 MT-BERT 的多任务细粒度情感分析模型架构

细粒度情感分析的重要应用场景之一是大众点评的精选点评模块，如图 10所示。

精选点评模块作为点评App 用户查看高质量评论的入口，其中精选点评标签承载着

结构化内容聚合的作用，支撑着用户高效查找目标UGC内容的需求。细粒度情感分

析能够从不同的维度去挖掘评论的情感倾向。基于细粒度情感分析的情感标签能够较

好地帮助用户筛选查看，同时外露更多的POI 信息，帮助用户高效的从评论中获取

消费指南。
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图 10　大众点评精选点评模块产品形态

Query 意图分类

在美团点评的搜索架构中，Deep	Query	Understanding（DQU）都是重要的前

置模块之一。对于用户Query，需要首先对用户搜索意图进行识别，如美食、酒店、

演出等等。我们跟内部的团队合作，尝试了直接使用MT-BERT作为Query 意图分

类模型。为了保证模型在线 Inference 时间，我们使用裁剪后的 4层MT-BERT模

型（MT-BERT-MINI，MBM模型）上线进行Query 意图的在线意图识别，取得的

业务效果如图 11所示：

图 11　MBM 模型的业务效果
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同时对于搜索日志中的高频Query，我们将预测结果以词典方式上传到缓存，进

一步减少模型在线预测的QPS压力。MBM累计支持了美团点评搜索 17 个业务频

道的Query 意图识别模型，相比原有模型，均有显著的提升，每个频道的识别精确

度都达到 95%以上。MBM模型上线后，提升了搜索针对Query 文本的意图识别能

力，为下游的搜索的召回、排序及展示、频道流量报表、用户认知报表、Bad	Case

归因等系统提供了更好的支持。

推荐理由场景化分类

推荐理由是点评搜索智能中心数据挖掘团队基于大众点评UGC为每个 POI 生

产的自然语言可解释性理由。对于搜索以及推荐列表展示出来的每一个商家，我们会

用一句自然语言文本来突出商家的特色和卖点，从而让用户能够对展示结果有所感

知，“知其然，更知其所以然”。近年来，可解释的搜索系统越来越受到关注，给用

户展示商品或内容的同时透出解释性理由，正在成为业界通行做法，这样不仅能提升

系统的透明度，还能提高用户对平台的信任和接受程度，进而提升用户体验效果。在

美团点评的搜索推荐场景中，推荐理由有着广泛的应用场景，起到解释展示、亮点推

荐、场景化承载和个性化体现的重要作用，目前已经有 46个业务方接入了推荐理由

服务。

对于不同的业务场景，对推荐理由会有不同的要求。在外卖搜索场景下，用户可

能更为关注菜品和配送速度，不太关注餐馆的就餐环境和空间，这种情况下只保留符

合外卖场景的推荐理由进行展示。同样地，在酒店搜索场景下，用户可能更为关注酒

店特色相关的推荐理由（如交通是否方便，酒店是否近海近景区等）。

我们通过内部合作，为业务方提供符合不同场景需求的推荐理由服务。推荐理

由场景化分类，即给定不同业务场景定义，为每个场景标注少量数据，我们可以基于

MT-BERT进行单句分类微调，微调方式如图 8(b) 所示。
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图 12　外卖和酒店场景下推荐理由

句间关系

句间关系任务是对两个短语或者句子之间的关系进行分类，常见句间关系任务如

自然语言推理（Natural	Language	Inference,	NLI）、语义相似度判断（Semantic	

Textual	Similarity，STS）等。

Query 改写是在搜索引擎中对用户搜索Query 进行同义改写，改善搜索召回结

果的一种方法。在美团和点评搜索场景中，通常一个商户或者菜品会有不同的表达方

式，例如“火锅”也称为“涮锅”。有时不同的词语表述相同的用户意图，例如“婚

纱摄影”和“婚纱照”，“配眼镜”和“眼镜店”。Query 改写可以在不改变用户意图

的情况下，尽可能多的召回满足用户意图的搜索结果，提升用户的搜索体验。为了



758　>　美团 2019 技术年货

减少误改写，增加准确率，需要对改写后Query 和原Query 做语义一致性判断，只

有语义一致的Query 改写对才能上线生效。Query 语义一致性检测属于STS任务。

我们通过MT-BERT微调任务来判断改写后Query 语义是否发生漂移，微调方式如

图 8(a) 所示，把原始Query 和改写Query 构成句子对，即“[CLS]	text_a	[SEP]	

text_b	[SEP]”的形式，送入到MT-BERT中，通过“[CLS]”判断两个Query 之

间关系。实验证明，基于MT-BERT 微调的方案在Benchmark 上准确率和召回率

都超过原先的XGBoost 分类模型。

序列标注

序列标注是NLP基础任务之一，给定一个序列，对序列中的每个元素做一个标

记，或者说给每一个元素打一个标签，如中文命名实体识别、中文分词和词性标注等

任务都属于序列标注的范畴。命名实体识别（Named	Entity	Recognition，NER），

是指识别文本中具有特定意义的实体，主要包括人名、地名、机构名、专有名词等，

以及时间、数量、货币、比例数值等文字。

在美团点评业务场景下，NER主要需求包括搜索Query 成分分析，UGC文本

中的特定实体（标签）识别 / 抽取，以及客服对话中的槽位识别等。NLP中心和酒店

搜索算法团队合作，基于MT-BERT微调来优化酒店搜索Query 成分分析任务。酒

店Query 成分分析任务中，需要识别出Query 中城市、地标、商圈、品牌等不同成

分，用于确定后续的召回策略。

在酒店搜索Query 成分分析中，我们对标签采用“BME”编码格式，即对一

个实体，第一个字需要预测成实体的开始B，最后一个字需要预测成实体的结束E，

中间部分则为M。以图 13 中酒店搜索Query 成分分析为例，对于Query	“北京昆

泰酒店”，成分分析模型需要将“北京”识别成地点，而“昆泰酒店”识别成 POI。

MT-BERT 预测高频酒店Query 成分后通过缓存提供线上服务，结合后续召回策

略，显著提升了酒店搜索的订单转化率。
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图 13　酒店 Query 的成分分析

一站式 MT-BERT 训练和推理平台建设

为了降低业务方算法同学使用MT-BERT 门槛，我们开发了MT-BERT 一站

式训练和推理平台，一期支持短文本分类和句间关系分类两种任务，目前已在美团内

部开放试用。

基于一站式平台，业务方算法同学上传业务训练数据和选择初始MT-BERT模

型之后，可以提交微调任务，微调任务会自动分配到AFO集群空闲GPU卡上自动

运行和进行效果验证，训练好的模型可以导出进行部署上线。

融入知识图谱的 MT-BERT 预训练

正如前文所述，尽管在海量无监督语料上进行预训练语言模型取得了很大的成

功，但其也存在着一定的不足。BERT模型通过在大量语料的训练可以判断一句话是

否通顺，但是却不理解这句话的语义，通过将美团大脑等知识图谱中的一些结构化先

验知识融入到MT-BERT中，使其更好地对生活服务场景进行语义建模，是需要进

一步探索的方向。

MT-BERT 模型的轻量化和小型化

MT-BERT模型在各个NLU任务上取得了惊人的效果，由于其复杂的网络结构

和庞大的参数量，在真实工业场景下上线面临很大的挑战。如何在保持模型效果的前

提下，精简模型结构和参数已经成为当前热门研究方向。我们团队在低精度量化、模

型裁剪和知识蒸馏上已经做了初步尝试，但是如何针对不同的任务类型选择最合适的
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模型轻量化方案，还需要进一步的研究和探索。
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深度学习在搜索业务中的探索与实践

艺涛

本文根据美团高级技术专家翟艺涛在 2018	QCon 全球软件开发大会上的演讲内

容整理而成，内容有修改。

引言

2018 年 12 月 31 日，美团酒店单日入住间夜突破 200 万，再次创下行业的新

纪录，而酒店搜索在其中起到了非常重要的作用。本文会首先介绍一下酒店搜索的业

务特点，作为O2O搜索的一种，酒店搜索和传统的搜索排序相比存在很大的不同。

第二部分介绍深度学习在酒店搜索NLP中的应用。第三部分会介绍深度排序模型在

酒店搜索的演进路线，因为酒店业务的特点和历史原因，美团酒店搜索的模型演进路

线可能跟大部分公司都不太一样。最后一部分是总结。

酒店搜索的业务特点

美团的使命是帮大家“Eat	Better，Live	Better”，所做的事情就是连接人与

服务。用户在美团平台可以找到他们所需要的服务，商家在美团可以售卖自己提供
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的服务，而搜索在其中扮演的角色就是“连接器”。大部分用户通过美团 App 找酒

店是从搜索开始的，搜索贡献了大部分的订单，是最大的流量入口。在美团首页点

击	“酒店住宿”图标，就会进入上图右侧的搜索入口，用户可以选择城市和入住时

间并发起搜索。

酒店搜索技术团队的工作不仅有搜索排序，还有查询引导、推荐等工作，查询引

导如搜索智能提示、查询纠错等。之所以还有推荐的工作，是因为很多用户在发起搜

索时不带查询词，本质上属于推荐，此外还有特定场景下针对少无结果的推荐等。本

文主要介绍搜索排序这方面的工作。

不同搜索对比

现在，大家对搜索都很熟悉，常见的有网页搜索，比如Google、百度、搜狗

等；商品搜索，像天猫、淘宝、京东等；还有就是O2O（Online	To	Offline）的搜

索，典型的就是酒店的搜索。虽然都是搜索，但是用户使用搜索的目的并不相同，包

括找信息、找商品、找服务等等，不同搜索之间也存在很大的差别。
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上图对不同搜索进行了简单对比，可以从 5个维度展开。首先是目标维度。因为

用户是来找信息，网页搜索重点是保证查询结果和用户意图的相关性，而在商品搜索

和酒店搜索中，用户的主要目的是查找商品或服务，最终达成交易，目标上有较大区

别。用户使用不同搜索的目的不同，从而导致不同搜索对个性化程度的要求不同。交

易属性的搜索，包括商品搜索和酒店搜索，对个性化程度的要求都比较高，因为不同

用户的消费水平不同，偏好也不一样。

在技术层面上，也存在很多不同点。网页搜索会索引全网的数据，这些数据不是

它自己生产，数据来源非常多样，包括新闻、下载页、视频页、音乐页等各种不同的

形态，所以整个数据是非结构化的，差异也很大。这意味着网页搜索需要拥有两种技

术能力，数据抓取能力和数据解析能力，它们需要抓取网页并解析形成结构化数据。

在这个层面上，酒店搜索和商品搜索相对就“幸福”一些，因为数据都是商家提交的

结构化数据，相对来说更加规范。

此外，酒店作为一种O2O的服务，用户在线上（Online）下单，最终需要到线下

（Offline）去消费，所以就有一个位置上的约束，而位置的约束也就导致出现供给侧的

约束，供给只能在某个特定位置附近。比如北京大学方圆几公里之内的酒店。这两点约

束在网页搜索和商品搜索中就不用考虑，网页可以无限次的进行阅读。商品搜索得益于

快递业的快速发展，在北京也可以买到来自浙江的商品，供给侧的约束比较小。
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介绍完不同搜索产品的特点，接下来看不同搜索产品的优化目标。通用搜索的优

化目标是相关性，评价指标是DCG、NDCG、MAP等这些指标，要求查询结果和

用户意图相关。对商品搜索来说，不同电商平台的优化目标不太一样，有的目标是最

大化GMV，有的目标是最大化点击率，这些在技术上都可以实现。

而对酒店搜索而言，因为它属于O2O的业务形态，线上下单，线下消费，这就

要求搜索结果必须和用户的查询意图“强相关”。这个“强相关”包括两层含义，显

性相关和隐性相关。举个例子，用户搜索“北京大学”，那么他的诉求很明确，就是

要找“北京大学”附近的酒店，这种属于用户明确告诉平台自己的位置诉求。但是，

如果用户在本地搜索“七天”，即使用户没有明确说明酒店的具体位置，我们也知道，

用户可能想找的是距离自己比较近的“七天酒店”，这时候就需要建模用户的隐性位

置诉求。

美团是一个交易平台，大部分用户使用美团是为了达成交易，所以要优化用户

的购买体验。刻画用户购买体验的核心业务指标是访购率，用来描述用户在美团是否

顺畅的完成了购买，需要优化访购率这个指标。总结一下，酒店搜索不仅要解决相关

性，尽量优化用户购买体验、优化访购率等指标，同时还要照顾到业务诉求。
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根据上面的分析，酒店搜索的整个搜索框架就可以拆分成三大模块：检索、排序

以及业务规则。检索层包括查询理解和召回两部分，主要解决相关性问题。查询理解

做的事情就是理解用户意图，召回根据用户意图来召回相关的酒店，两者强耦合，需

要放在一起。检索的核心是语义理解，比如用户搜索“北京大学”，平台就知道用户

想找的是“北京大学附近的酒店”，所以这个模块的优化方式是问题驱动，不断地发

现问题、解决问题来进行迭代。

接下来，从检索模块检索出来的酒店都已经是满足用户需求的酒店了。还是上面

“北京大学”的那个例子，检索模块已经检索出来几百家“北京大学”附近的酒店，

这些都是和用户的查询词“北京大学”相关的，怎么把用户最有可能购买的酒店排到

前面呢？这就是排序模块要做的事情。

排序模块使用机器学习和深度学习的技术提供“千人千面”的排序结果，如果是

经常预定经济连锁型酒店的用户，排序模块就把经济连锁型酒店排到前面。针对消费

水平比较高，对酒店要求比较高的用户，排序模块就把高档酒店排到前面，对每个用

户都可以做到个性化定制。排序属于典型的技术驱动模块，优化目标是访购率，用这

个技术指标驱动技术团队不断进行迭代和优化。

最后是业务层面，比如有些商家会在美团上刷单作弊，针对这些商家需要做降权

处理。
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整体框架

上图是搜索的整体框架，这里详细描述下调用过程：

	● 搜索 API 负责接收用户的查询词并发送给搜索控制中心。

	● 控制中心把接收到的查询请求发送到检索与意图模块，搜索词会先经过查询分

析模块做用户的查询意图分析，分析完之后，会把用户的查询意图分析结果传

回去给业务检索模块，业务检索模块根据意图识别结果形成查询条件，然后去

基础检索端查询结果。

	● 基础检索访问索引得到查询结果后，再把结果返回给上层。

	● 业务检索模块获取基础的检索结果后，会调用一些外部服务如房态服务过滤一

些满房的酒店，再把结果返回给控制中心。

	● 此时，控制中心得到的都是和用户查询意图强相关的结果，这时就需要利用机

器学习技术做排序。通过预测模块对每个酒店做访购率预测，控制中心获取

预测模块的排序结果后，再根据业务逻辑做一些调整，最终返回结果给搜索

API。
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可以看到，模块划分和前文描述的思想一致，检索模块主要解决用户意图识别和

召回问题，也就是解决相关性。预测模块做访购率预测，业务逻辑放在搜索控制中心

实现。接下来会介绍一下意图理解和排序模块中涉及的一些深度学习技术。

先来看下查询理解的问题，这个模块通过数据分析和Case 分析，不断的发现问

题、解决问题来迭代优化。之前的评测发现少无结果的原因，主要包括以下几种：

	● 地标词：比如用户搜索“望京国际研发园”，但是后台没有一家酒店包含“望京

国际研发园”这几个字，其实用户想找的是望京国际研发园附近的酒店。

	● 结构化查询：比如芍药居附近 7天，酒店描述信息中没有“附近”这个词，搜

索体验就比较差。这种需要对查询词做成分识别，丢掉不重要的词，并且对不

用类别的Term走不同的检索域。

	● 异地查询：用户在北京搜索“大雁塔”没有结果，其实用户的真实意图是西安

大雁塔附近的酒店，这种需要做异地需求识别并进行异地跳转。

	● 同义词：在北京搜索“一中”和搜索“北京第一中学”，其实都是同一个意思，

需要挖掘同义词。
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针对这几类问题，我们分别作了以下工作：

	● 针对地标词问题，提供地标意图识别和地标策略，把地标类别的查询词改成按

经纬度进行画圈检索。

	● 针对结构化查询的问题，我们对查询词做了成分识别，设计了少无结果时的多

级检索架构。

	● 针对异地查询的问题，做异地意图识别和异地的跳转引导。

	● 针对语义查询的问题，做同义词和查询改写。

这里的每一个模块都用到了机器学习和深度学习的技术，本文挑选两个酒店搜索

中比较特殊的问题进行介绍。
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地标问题是O2O 搜索的一个典型问题，在网页搜索和商品搜索中都较少出现

此类问题。当用户搜索类似“望京国际研发园”这种查询词的时候，因为搜索的相

关性是根据文本计算的，需要酒店描述中有相关文字，如果酒店的描述信息中没有

这个词，那就检索不出来。比如昆泰酒店，虽然就在望京国际研发园旁边，但是它

的描述信息中并没有出现“望京国际研发园”，所以就无法检索出来，这会导致用户

体验较差。

经过分析，我们发现有一类查询词是针对特定地点的搜索，用户的诉求是找特定

地点附近的酒店，这种情况下走文本匹配大概率是没有结果的。这个问题的解法是针

对这种类型的查询词，从“文本匹配”改成“坐标匹配”，首先分析查询词是不是有

地标意图，如果是的话就不走文本匹配了，改走坐标匹配，检索出来这个坐标附近的

酒店就可以了。这时就产生了两个问题：第一，怎么确定哪些查询词有地标意图；第

二，怎么获取经纬度信息。
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针对这个问题，我们做了地标策略，步骤如下：

	● 多渠道获取可能包含地标词的候选集，这些候选集包括用户少无结果的查询

词，以及一些酒店提供的描述信息。

	● 对候选集合进行命名实体识别（NER，Named	Entity	Recognition），可以得

到各个命名实体的类型，标识为“地标”类型的就是疑似地标词。

	● 把疑似地标词放到美团地图服务中获取经纬度，经过人工校验无误后，存入线

上数据库中；线上来查询请求时，先会去匹配精准地标库，如果匹配成功，说

明这个查询词是地标意图，这时就不走文本检索了，直接在意图服务层走经纬

度检索。

	● 经过人工校验的精准地标库补充到NER模型的训练数据中，持续优化NER

模型。

这里提到了NER模型，下面对它做一下详细的介绍。
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NER是命名实体识别，是机器学习中的序列标注问题，比如输入“北大附近的

七天”，就会标注出来每个词的成分，这里“北大”是地标，“七天”是酒店品牌。这

里的类别是根据业务特点自己定义的，酒店业务中有地标、品牌、商圈等不同的类

别。与分类问题相比，序列标注问题中当前的预测标签不仅与当前的输入特征相关，

还与前后的预测标签相关，即预测标签序列之间有强相互依赖关系。

解决序列标注问题的经典模型是CRF（Conditional	Random	Field，条件随机

场），也是我们刚开始尝试的模型。条件随机场可以看做是逻辑回归的序列化版本，

逻辑回归是用于分类的对数线性模型，条件随机场是用于序列化标注的对数线性模

型，可以看做是考虑了上下文的分类模型。

机器学习问题的求解就是“数据 +模型 +特征”，数据方面先根据业务特点定义

了几种实体类别，然后通过“人工 +规则”的方法标注了一批数据。特征方面提取了

包括词性、Term文本特征等，还定义了一些特征模板，特征模板是CRF中人工定

义的一些二值函数，通过这些二值函数，可以挖掘命名实体内部以及上下文的构成特

点。标注数据、模型、特征都有了，就可以训练CRF模型，这是线上NER问题的

第一版模型。
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随着深度学习的发展，用Word	Embedding 词向量作为输入，叠加神经网

络单元的方法渐渐成为 NLP 领域新的研究方向。基于双向 LSTM（Long	Short-

Term	Memory）+CRF 的方法成为 NER 的主流方法，这种方法采用双向 LSTM

单元作为特征提取器替代原有的人工特征，不需要专门的领域知识，框架也通用。

Embedding 输入也有多种形式，可以是词向量，可以是字向量，也可以是字向量和

词向量的拼接。

我们尝试了双向 LSTM+CRF，并在实际应用中做了些改动：由于在CRF阶段

已经积累了一批人工特征，实验发现把这些特征加上效果更好。加了人工特征的双向

LSTM+CRF是酒店搜索NER问题的主模型。

当然，针对 LSTM+CRF的方法已经有了很多的改进，比如还有一种NER的方

法是融合CNN+LSTM+CRF，主要改进点是多了一个CNN模块来提取字级别的特

征。CNN的输入是字级别的 Embedding，通过卷积和池化等操作来提取字级别的

特征，然后和词的Embedding 拼接起来放入 LSTM。这种方法在两个公开数据集上

面取得了最好的结果，也是未来尝试的方向之一。
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为了解决少无结果的问题，我们设计了多级检索架构，如上图所示，主要分 4个

层次：基本检索、二次检索、核心词检索和异地检索。

	● 基本检索会根据查询词的意图选择特定的检索策略，比如地标意图走经纬度检

索，品牌意图只检索品牌域和商家名。

	● 基本检索少无结果会进行二次检索，二次检索也是分意图的，不同意图类型会

有不同的检索策略，地标意图是经纬度检索的，二次检索的时候就需要扩大检

索半径；品牌意图的查询词，因为很多品牌在一些城市没有开店，比如香格里

拉在很多小城市并没有开店，这时比较好的做法，是推荐给用户该城市最好的

酒店。

	● 如果还是少无结果，会走核心词检索，只保留核心词检索一遍。丢掉非核心词

有多种方式，一种是删除一些运营定义的无意义词，一种是保留NER模型识

别出来的主要实体类型。此外还有一个 TermWeight 的模型，对每个词都有

一个重要性的权重，可以把一些不重要的词丢掉。

	● 在还没有结果的情况下，会选择”异地＋全国“检索，即更换城市或者在全国

范围内进行检索。

多级检索架构上线后，线上的无结果率就大幅度降低了。
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排序

排序其实是一个典型的技术问题，业界应用比较广泛的有广告排序和推荐排序，

广告排序比如Google 和百度的关键字广告排序，今日头条、腾讯的展示广告排序。

推荐排序比如快手、抖音这些短视频平台，以及各大App、浏览器的信息流。广告

排序和推荐排序优化的目标都是点击率，技术栈也比较相似，包括 LR/FTRL、FM/

FFM、GBDT、DNN等模型。

跟以上两种排序应用相比，酒店排序有自己的业务特点，因为美团酒店具有

LBS属性和交易属性，天生自带很多连续特征，如酒店价格、酒店评分、酒店离用

户的距离等，这些连续特征是决定用户购买行为的最重要因素。优化目标也不一样，

大部分场景下酒店搜索的优化目标是访购率，部分场景下优化目标是点击率。在技术

层面，酒店排序整体的技术栈和广告、推荐比较相似，都可以使用 LR/FTRL、FM/

FFM、GBDT、DNN等模型。

面临的挑战

具体到酒店排序工作，我们面临一些不一样的挑战，主要包括以下 4点：

1.	数据稀疏。住酒店本身是一种低频行为，大部分用户一年也就住一两次，导

致很多特征的覆盖率比较低。

2.	业务众多。美团酒店包括国内酒店业务、境外酒店业务，以及长租、钟点房
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等业务，同时有美团和点评两个不同的App。

3.	场景复杂。按照用户的位置可以分成本地和异地，按照用户的诉求可以分成

商务、旅游、本地休闲等几大类，这些用户之间差异很明显。比如商务用户

会有大量复购行为，典型例子是美团员工的出差场景，美团在上海和北京各

有一个总部，如果美团的同学去上海出差，大概率会在公司差旅标准内选一

家离公司近的酒店，从而会在同一家酒店产生大量的复购行为；但是如果是一

个旅游用户，他就很少反复去同一个地方。

4.	供给约束。酒店行业供给的变化很快，一个酒店只有那么多房间，一天能提

供的间夜量是固定的，全部订出的话，用户提价也不会提供新的房间，这种

情况在劳动节、国庆这种节假日特别明显。

上图右侧是排序的整体架构图，分为线下、线上和近线上三个部分。在线下部

分，主要做离线的模型调优和评估，线上部分做预测。这里比较特别的是近线上部

分，我们在实时层面做了大量的工作，包括用户的实时行为、酒店实时价格、实时库

存等等，以应对供给变化快的特点。
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这里介绍一个业务特点导致的比较独特的问题：模型切分。美团酒店有很多业务

场景，包括国内酒店、境外酒店、长租、钟点房等；还有两个App，美团 App 和大

众点评App；还有搜索和筛选两种场景，搜索带查询词，筛选没有查询词，两种场景

差异较大；从地理位置维度，还可以分成本地和异地两种场景。

面对这么多的业务场景，第一个问题就是模型怎么设计，是用统一的大模型，还

是分成很多不同的小模型？我们可以用一个大模型Cover 所有的场景，用特征来区

分不同场景的差异，好处是统一模型维护和优化成本低。也可以划分很多小模型，这

里有一个比较好的比喻，多个专科专家会诊，胜过一个全科医生。切分模型后，可以

避免差异较大的业务之间互相影响，也方便对特殊场景进行专门的优化。

在模型切分上，主要考虑三个因素：

	● 第一，业务之间的差异性。比如长租和境外差异很大，国内酒店和境外业务差

异也很大，这种需要拆分。

	● 第二，细分后的数据量。场景分的越细，数据量就越小，会导致两个问题，一

是特征的覆盖率进一步降低；二是数据量变小后，不利于后续的模型迭代，一

些复杂模型对数据量有很高的要求。我们做过尝试，国内酒店场景下，美团和

大众点评两个App 数据量都很大，而且用户也很不一样，所以做了模型拆分；

但是境外酒店，因为本身是新业务数据量较小，就没有再进行细分。

	● 第三，一切以线上指标为准。我们会做大量的实验，看当前数据量下怎么拆分

效果更好，比如美团App 的国内酒店，我们发现把搜索和筛选拆开后，效果
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更好；筛选因为数据量特别大，拆分成本、异地效果也更好，但是如果搜索场

景拆分成本地、异地模型就没有额外收益了。最终，一切都要以线上的实际表

现为准。

模型演进

接下来介绍一下排序模型的演进过程，因为业务特点及历史原因，酒店搜索的排

序模型走了一条不一样的演进路线。大家可以看业界其他公司点击率模型的演进，很

多都是从 LR/FTRL 开始，然后进化到 FM/FFM，或者用GBDT+LR 搞定特征组

合，然后开始Wide&Deep。

酒店搜索的演进就不太一样。酒店业务天生自带大量连续特征，如酒店价格、酒

店和用户的距离、酒店评分等，因此初始阶段使用了对连续特征比较友好的树模型。

在探索深度排序模型的时候，因为已经有了大量优化过的连续特征，导致我们的整个

思路也不太一样，主要是借鉴一些模型的思想，结合业务特点做尝试，下面逐一进行

介绍。
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初始阶段线上使用的模型是 XGB(XGBoost,	eXtreme	Gradient	Boosting)。

作为 GBDT 的改进，XGB 实现了非线性和自动的特征组合。树节点的分裂其实就

实现了非线性，树的层次结构实现了不同特征的自动组合，而且树模型对特征的包

容性非常好，树的分裂通过判断相对大小来实现，不需要对特征做特殊处理，适合

连续特征。

树模型的这些特点确实很适合酒店这种连续特征多的场景，至今为止，XGB都

是数据量较小场景下的主模型。但是树模型优化到后期遇到了瓶颈，比如特征工程收

益变小、增大数据量没有额外收益等，此外树模型不适合做在线学习的问题愈发严

重。酒店用户在劳动节、国庆节等节假日行为有较大不同，这时需要快速更新模型，

我们尝试过只更新最后几棵树的做法，效果不佳。考虑到未来进一步的业务发展，有

必要做模型升级。

模型探索的原则是从简单到复杂，逐步积累经验，所以首先尝试了结构比较简

单的MLP(Multiple-Layer	Perception) 多层感知机，也就是全连接神经网络。神经

网络是一种比树模型“天花板”更高的模型，“天花板”更高两层意思：第一层意思，

可以优化提升的空间更大，比如可以进行在线学习，可以做多目标学习；第二层意

思，模型的容量更大，“胃口”更大，可以“吃下”更多数据。此外它的表达能力也

更强，可以拟合任何函数，网络结构和参数可以调整的空间也更大。但是它的优点同

时也是它的缺点，因为它的网络结构、参数等可以调整的空间更大，神经网需要做很
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多的参数和网络结构层面的调整。

上图是MLP的网络结构图，包含输入层、若干个隐藏层、输出层。在很长一段

时间内，在特征相同的情况下，MLP效果不如 XGB，所以有段时间线上使用的是

XGB和MLP的融合模型。后来经过大量的网络结构调整和参数调整，调参经验越来

越丰富，MLP才逐步超越XGB。这里额外说明一下，酒店搜索中有少量的 ID类特

征，在第一版MLP里 ID 类特征是直接当做连续特征处理的。比如城市 ID，ID 的序

关系有一定的物理意义，大城市 ID普遍较小，小城市开城晚一些，ID较大。

在MLP阶段我们对网络结构做了大量实验，尝试过三种网络结构：平行结构、
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菱形结构、金字塔结构。在很多论文中提到三者相比平行结构效果最好，但是因为

酒店搜索的数据不太一样，实验发现金字塔结构效果最好，即上图最右边的“1024-

512-256”的网络结构。同时还实验了不同网络层数对效果的影响，实验发现 3-6 层

的网络效果较好，更深的网络没有额外收益而且线上响应时间会变慢，后面各种模型

探索都是基于 3到 6层的金字塔网络结构进行尝试。

MLP上线之后，我们开始思考接下来的探索方向。在树模型阶段，酒店搜索组

就在连续特征上做了很多探索，连续特征方面很难有比较大的提升空间；同时业界的

研究重点也放在离散特征方面，所以离散特征应该是下一步的重点方向。

深度排序模型对离散特征的处理有两大类方法，一类是对离散特征做

Embedding，这样离散特征就可以表示成连续的向量放到神经网络中去，另一类是

Wide&Deep，把离散特征直接加到Wide 侧。我们先尝试了第一种，即对离散特征

做Embedding 的方法，借鉴的是 FNN的思想。其实离散特征做Embedding 的想

法很早就出现了，FM就是把离散特征表示成K维向量，通过把高维离散特征表示成

低维向量增加模型泛化能力。

实际使用中，我们稍微做了一些改动，实验中发现使用 FM预训练的效率不高，

所以尝试了不做预训练直接把Embedding 随机初始化，然后让Embedding 跟随网

络一起学习，实验结果发现比 FM预训练效果还要好一点。最后的做法是没有用 FM



782　>　美团 2019 技术年货

做预训练，让Embedding 随机初始化并随网络学习，上图是线上的V3模型。

FNN的成功上线证明离散特征Embedding 这个方向值得深挖，所以我们接着

实验了DeepFM。DeepFM相对于Wide&Deep 的改进，非常类似于 FM相对 LR

的改进，都认为 LR部分的人工组合特征是个耗时耗力的事情，而 FM模块可以通过

向量内积的方式直接求出二阶组合特征。DeepFM使用 FM替换了Wide&Deep 中

的 LR，离散特征的 Embedding 同时“喂”给神经网和 FM，这部分 Embedding

是共享的，Embedding 在网络的优化过程中自动学习，不需要做预训练，同时 FM	

Layer 包含了一阶特征和二阶的组合特征，表达能力更强。我们尝试了DeepFM，

线下有提升线上波动提升，并没有达到上线的标准，最终没有全量。

尽管DeepFM没有成功上线，但这并没有动摇我们对Embedding 的信心，接

下来尝试了 PNN。PNN的网络重点在 Product 上面，在点击率预估中，认为特征

之间的关系更多是一种And“且”的关系，	而非 Add“加”的关系，例如性别为男且

用华为手机的人，他定酒店时属于商务出行场景的概率更高。
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PNN 使用了 Product	Layer 进行显式的二阶特征组合。上图右边是 PNN的

网络结构图，依然对离散特征做 Embedding，Embedding 向量同时送往隐层和

Product 层，Product 通过内积或者外积的方式，对特征做显式的二阶交叉，之后再

送入神经网的隐层，这样可以做到显式的二阶组合和隐式的高阶特征组合。特征交叉

基于乘法的运算实现，有两种方式：内积和外积。我们尝试了内积的方式，线下略有

提升线上也是波动提升，没有达到上线标准，所以最终也没有全量上线。
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PNN 之后我们认为 Embedding 还可以再尝试一下，于是又尝试了 DCN

（Deep&Cross	Network）。DCN引入了一个Cross	Network 进行显式的高阶特征

交叉。上图右边是论文中的图，可以看到Deep&Cross 中用了两种网络，Deep 网

络和Cross 网络，两种网络并行，输入都一样，在最后一层再Stack 到一起。

Deep 网络和前面几种网络一样，包括连续特征和离散特征的 Embedding，

Cross 网络是DCN的特色，在Cross 网络里面，通过巧妙的设计实现了特征之间

的显式高阶交叉。看上图左下角的Cross 结构示意，这里的 x是每一层的输入，也

就是上一层的输出。Feature	Crossing 部分包括了原始输入 x0、本层输入 x的转

置、权重w三项，三项相乘其实就做了本层输入和原始输入的特征交叉，x1 就包含

了二阶的交叉信息，x2 就包含了三阶的交叉信息，就可以通过控制Cross 的层数显

式控制交叉的阶数。

不得不说，DCN在理论上很漂亮，我们也尝试了一下。但是很可惜，线下有提

升线上波动提升，依然未能达到上线的标准，最终未能全量上线。

经过DeepFM、PNN、DCN的洗礼，促使我们开始反思，为什么在学术上特

别有效的模型，反而在酒店搜索场景下不能全量上线呢 ?它们在线下都有提升，在线

上也有提升，但是线上提升较小且有波动。

经过认真分析我们发现可能有两个原因：第一，连续特征的影响，XGB时代尝

试了 600 多种连续特征，实际线上使用的连续特征接近 400 种，这部分特征太强了 ;	

第二，离散特征太少，离散特征只有百万级别，但是Embedding 特别适合离散特征

多的情况。接下来方向就很明确了：补离散特征的课。

最终，我们还是把目光转回Wide&Deep。Wide&Deep 同时训练一个Wide 侧

的线性模型和一个Deep 侧的神经网络，Wide 部分提供了记忆能力，关注用户有过

的历史行为，Deep 部分提供了泛化能力，关注一些没有历史行为的 Item。之前的工

作主要集中在Deep 测，对低阶特征的表达存在缺失，所以我们添加了 LR模块以增

加对低阶特征的表达，Deep 部分和之前的 V3一样。刚开始只用了少量的 ID 类特

征，效果一般，后来加了大量人工的交叉特征，特征维度达到了亿级别后效果才得到

很好的提升。下图是我们的V4模型：
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接下来介绍一下优化目标的迭代过程（后面讲MTL 会涉及这部分内容）。酒店

搜索的业务目标是优化用户的购买体验，模型的优化指标是用户的真实消费率，怎

么优化这个目标呢 ?	通过分析用户的行为路径可以把用户的行为拆解成“展示 ->点

击 -> 下单 -> 支付 -> 消费”等 5个环节，这其中每个环节都可能存在用户流失，

比如有些用户支付完成后，因为部分商家确认比较慢，用户等不及就取消了。

刚开始我们采用了方案 1，对每一个环节建模（真实消费率 =用户点击率×下

单率×支付率×消费率）。优点是非常简单直接且符合逻辑，每个模块分工明确，

容易确认问题出在哪里。缺点也很明显，首先是特征重复，4个模型在用户维度和商
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家维度的特征全部一样，其次模型之间是相乘关系且层数过多，容易导致误差逐层传

递，此外 4个模型也增加了运维成本。后来慢慢进化到了方案 2的“End	to	End”

方式，直接预测用户的真实消费率，这时只需要把正样本设定为实际消费的样本，一

个模型就够了，开发和运维成本较小，模型间特征也可以复用，缺点就是链路比较

长，上线时经常遇到AB测抖动问题。

模型切换到神经网络后就可以做多任务学习了，之前树模型时代只预测“End	

to	End”真实访购率，神经网络则可以通过多任务学习同时预测 CTR 展示点击

率和CVR点击消费率。多任务学习通过硬共享的方式同时训练两个网络，特征、

Embedding 层、隐层参数都是共享的，只在输出层区分不同的任务。上图是酒店搜

索当前线上的模型，基于Wide&Deep 做的多任务学习。
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网络结构演进路线

上图是酒店搜索排序的深度排序模型演进路线，从MLP开始，通过对离散特征

做Embedding 进化到 FNN，中间尝试过DeepFM、PNN、DCN等模型，后来加

入了Wide 层进化到Wide&Deep，现在的版本是一个MTL 版的Wide&Deep，每

个模块都是累加上去的。

除了上面提到的模型，我们还探索过这个 :
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这是我们自己设计的混合网络，它融合了 FNN、DeepFM、PNN、DCN、

Wide&Deep 等不同网络的优点，同时实现了一阶特征、显式二阶特征组合、显式高

阶特征组合、隐式高阶特征组合等，有兴趣的同学可以尝试一下。

不同模型实验结果

上图是不同模型的实验结果，这里的BP是基点（Basis	Point），1BP=0.01%。

XGB 是 Baseline，MLP 经过很长时间的调试才超过 XGB，MLP 和 XGB 融

合模型的效果也很好，不过为了方便维护，最终还是用 FNN 替换了融合模型。

Wide&Deep 在开始阶段，提升并没有特别多，后来加了组合特征后效果才好起来。

我们 Embedding 上面的尝试，包括DeepFM、Deep&Cross 等，线下都有提升，

线上波动有提升，但是未能达到上线的标准，最终未能全量。
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在特征预处理方面对连续特征尝试了累计分布归一化、标准化，以及手工变换如

根号变换、对数变换等；累积分布归一化其实就是做特征分桶，因为连续特征多且分

布范围很广，累积分布归一化对酒店搜索的场景比较有效。

离散特征方面尝试了特征Embedding 及离散特征交叉组合，分别对应 FNN和	

Wide&Deep。这里特别提一下缺失值参数化，因为酒店业务是一种低频业务，特征

覆盖率低，大量样本存在特征缺失的情况，如果对缺失特征学一个权重，非缺失值学

一个权重效果较好。

参数调优方面分别尝试了激活函数、优化器等。激活函数尝试过 Sigmoid、
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ReLU、Leaky_ReLU、ELU 等；优化器也实验过 Adagrad、Rmsprop、Adam

等；从实验效果看，激活函数 ReLU+Adam 效果最好。刚开始时，加了 Batch	

Normalization 层和Dropout 层，后来发现去掉后效果更好，可能和酒店搜索的数据

量及数据特点有关。网络结构和隐层数方面用的是 3到 6层的金字塔网络。学习率方

面的经验是学习率小点比较好，但是会导致训练变慢，需要找到一个平衡点。

下面介绍深度排序模型线上Serving 架构的演化过程，初始阶段组内同学各自探

索，用过各种开源工具如Keras、TensorFlow 等，线上分别自己实现，预测代码和

其他代码都放一起，维护困难且无法复用。

后来组内决定一起探索，大家统一使用 TensorFlow，线上用 TF-Serving，线

上线下可以做到无缝衔接，预测代码和特征模块也解耦了。现在则全面转向MLX平

台，MLX是美团自研的超大规模机器学习平台，专为搜索、推荐、广告等排序问题

定制，支持百亿级特征和流式更新，有完善的线上Serving 架构，极大地解放了算法

同学的生产力。
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最后介绍一下我们对搜索排序技术节奏的一些理解，简单来说就是在不同阶段做

不同的事情。

在上图中，横轴表示技术深度，越往右技术难度越大，人力投入越大，对人的

要求也越高。纵轴是业务阶段。业务阶段对技术的影响包括两方面，数据量和业务价

值。数据量的大小，可以决定该做什么事情，因为有些技术在数据量小的时候意义不

大；业务价值就更不用说了，业务价值越大越值得“重兵投入”。

	● 起步阶段：起步阶段，还没有数据，这时候做简单排序就好，比如纯按价格排

序或者距离排序，目的是让整个流程快速地跑起来，能提供最基本的服务。比

如 2017 年，美团的长租业务当时就处于起步阶段。

	● 业务初期：随着业务的发展，就进入了业务发展初期，订单数慢慢增长，也有

了一些数据，这时候可以增加一些启发式规则或者简单的线性模型，检索模型

也可以加上。但是由于数据量还比较小，没必要部署很复杂的模型。

	● 稳定成长期：业务进一步发展后，就进入了稳定成长期，这时候订单量已经很

大了，数据量也非常大了，这段时间是“补课”的时候，可以把意图理解的模

块加上，排序模型也会进化到非线性模型比如 XGB，会做大量的特征工程，
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实时特征以及实时模型，在这个阶段特征工程收益巨大。

	● 技术瓶颈期：这个阶段的特点是基本的东西都已经做完了，在原有的技术框架

下效果提升变的困难。这时需要做升级，比如将传统语义模型升级成深度语义

模型，开始尝试深度排序模型，并且开始探索强化学习、多模型融合、多目标

学习等。

中国有句俗话叫“杀鸡焉用牛刀”，比喻办小事情，何必花费大力气，也就是不

要小题大做。其实做技术也一样，不同业务阶段不同数据量适合用不同的技术方案，

没有必要过度追求先进的技术和高大上的模型，根据业务特点和业务阶段选择最匹配

的技术方案才是最好的。我们认为，没有最好的模型，只有合适的场景。

总结

酒店搜索作为O2O搜索的一种，和传统的搜索排序相比有很多不同之处，既要

解决搜索的相关性问题，又要提供“千人千面”的排序结果，优化用户购买体验，还

要满足业务需求。通过合理的模块划分可以把这三大类问题解耦，检索、排序、业务

三个技术模块各司其职。在检索和意图理解层面，我们做了地标策略、NER模型和

多级检索架构来保证查询结果的相关性；排序模型上结合酒店搜索的业务特点，借鉴

业界先进思想，尝试了多种不同的深度排序模型，走出了一条不一样的模型演进路

线。同时通过控制技术节奏，整体把握不同业务的技术选型和迭代节奏，对不同阶段

的业务匹配不同的技术方案，只选对的，不选贵的。
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大众点评搜索基于知识图谱的深度学习排序实践

非易　祝升　汤彪　张弓　仲远

1. 引言

挑战与思路

搜索是大众点评App 上用户进行信息查找的最大入口，是连接用户和信息的重

要纽带。而用户搜索的方式和场景非常多样，并且由于对接业务种类多，流量差异

大，为大众点评搜索（下文简称点评搜索）带来了巨大的挑战，具体体现在如下几个

方面：

1.	意图多样：用户查找的信息类型和方式多样。信息类型包括 POI、榜单、

UGC、攻略、达人等。以找店为例，查找方式包括按距离、按热度、按菜品

和按地理位置等多种方式。例如用户按照品牌进行搜索时，大概率是需要寻

找距离最近或者常去的某家分店；但用户搜索菜品时，会对菜品推荐人数更加

敏感，而距离因素会弱化。

2.	业务多样：不同业务之间，用户的使用频率、选择难度以及业务诉求均不一

样。例如家装场景用户使用频次很低，行为非常稀疏，距离因素弱，并且选

择周期可能会很长；而美食多为即时消费场景，用户行为数据多，距离敏感。

3.	用户类型多样：不同的用户对价格、距离、口味以及偏好的类目之间差异很

大；搜索需要能深度挖掘到用户的各种偏好，实现定制化的“千人千面”的

搜索。

4.	LBS 的搜索：相比电商和通用搜索，LBS的升维效应极大地增加了搜索场景

的复杂性。例如对于旅游用户和常驻地用户来说，前者在搜索美食的时候可

能会更加关心当地的知名特色商户，而对于距离相对不敏感。

上述的各项特性，叠加上时间、空间、场景等维度，使得点评搜索面临比通
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用搜索引擎更加独特的挑战。而解决这些挑战的方法，就需要升级NLP（Natural	

Language	Processing，自然语言处理）技术，进行深度查询理解以及深度评价分

析，并依赖知识图谱技术和深度学习技术对搜索架构进行整体升级。在美团NLP中

心以及大众点评搜索智能中心两个团队的紧密合作之下，经过短短半年时间，点评搜

索核心KPI 在高位基础上仍然大幅提升，是过去一年半涨幅的六倍之多，提前半年完

成全年目标。

基于知识图谱的搜索架构重塑

美团NLP中心正在构建全世界最大的餐饮娱乐知识图谱——美团大脑（相关信

息请参见《美团大脑：知识图谱的建模方法及其应用》）。它充分挖掘关联各个场景数

据，用NLP技术让机器“阅读”用户公开评论，理解用户在菜品、价格、服务、环

境等方面的喜好，构建人、店、商品、场景之间的知识关联，从而形成一个“知识大

脑”[1]。通过将知识图谱信息加入到搜索各个流程中，我们对点评搜索的整体架构进

行了升级重塑，图 1为点评搜索基于知识图谱搭建的 5层搜索架构。本篇文章是“美

团大脑”系列文章第二篇（系列首篇文章请参见《美团餐饮娱乐知识图谱——美团大

脑揭秘》)，主要介绍点评搜索 5层架构中核心排序层的演变过程，文章主要分为如下

3个部分：

1.	核心排序从传统机器学习模型到大规模深度学习模型的演进。

2.	搜索场景深度学习排序模型的特征工程实践。

3.	适用于搜索场景的深度学习 Listwise 排序算法——LambdaDNN。

https://tech.meituan.com/meituan_AI_NLP.html
https://tech.meituan.com/meituan_brain_NLP_01.html
https://tech.meituan.com/meituan_brain_NLP_01.html
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图 1　基于知识图谱的点评搜索 5 层架构

2. 排序模型探索与实践

搜索排序问题在机器学习领域有一个单独的分支，Learning	to	Rank（L2R）。

主要分类如下：

1.	根据样本生成方法和 Loss	Function 的不同，L2R 可以分为 Pointwise、

Pairwise、Listwise。

2.	按照模型结构划分，可以分为线性排序模型、树模型、深度学习模型，他们

之间的组合（GBDT+LR，Deep&Wide 等）。

在排序模型方面，点评搜索也经历了业界比较普遍的迭代过程：从早期的线

性模型 LR，到引入自动二阶交叉特征的 FM和 FFM，到非线性树模型GBDT 和

GBDT+LR，到最近全面迁移至大规模深度学习排序模型。下面先简单介绍下传统机

器学习模型（LR、FM、GBDT）的应用和优缺点，然后详细介绍深度模型的探索实

践过程。
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传统机器学习模型

图 2　几种传统机器学习模型结构

1.	LR 可以视作单层单节点的线性网络结构。模型优点是可解释性强。通常而

言，良好的解释性是工业界应用实践比较注重的一个指标，它意味着更好的

可控性，同时也能指导工程师去分析问题优化模型。但是 LR需要依赖大量的

人工特征挖掘投入，有限的特征组合自然无法提供较强的表达能力。

2.	FM可以看做是在 LR的基础上增加了一部分二阶交叉项。引入自动的交叉特

征有助于减少人工挖掘的投入，同时增加模型的非线性，捕捉更多信息。FM

能够自动学习两两特征间的关系，但更高量级的特征交叉仍然无法满足。

3.	GBDT 是一个 Boosting 的模型，通过组合多个弱模型逐步拟合残差得到一

个强模型。树模型具有天然的优势，能够很好的挖掘组合高阶统计特征，兼

具较优的可解释性。GBDT的主要缺陷是依赖连续型的统计特征，对于高维

度稀疏特征、时间序列特征不能很好的处理。

深度神经网络模型

随着业务的发展，在传统模型上取得指标收益变得愈发困难。同时业务的复杂性

要求我们引入海量用户历史数据，超大规模知识图谱特征等多维度信息源，以实现精

准个性化的排序。因此我们从 2018 年下半年开始，全力推进 L2 核心排序层的主模

型迁移至深度学习排序模型。深度模型优势体现在如下几个方面：

1. 强大的模型拟合能力：深度学习网络包含多个隐藏层和隐藏结点，配合上非线
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性的激活函数，理论上可以拟合任何函数，因此十分适用于点评搜索这种复

杂的场景。

2.	强大的特征表征和泛化能力：深度学习模型可以处理很多传统模型无法处理的

特征。例如深度网络可以直接中从海量训练样本中学习到高维稀疏 ID的隐含

信息，并通过Embedding 的方式去表征；另外对于文本、序列特征以及图像

特征，深度网络均有对应的结构或者单元去处理。

3.	自动组合和发现特征的能力：华为提出的 DeepFM，以及Google 提出的

DeepCrossNetwork 可以自动进行特征组合，代替大量人工组合特征的工作。

下图是我们基于Google 提出的Wide&Deep 模型搭建的网络结构 [2]。其中

Wide 部分输入的是 LR、GBDT阶段常用的一些细粒度统计特征。通过较长周期统

计的高频行为特征，能够提供很好的记忆能力。Deep 部分通过深层的神经网络学习

Low-Order、高纬度稀疏的Categorical 型特征，拟合样本中的长尾部分，发现新

的特征组合，提高模型的泛化能力。同时对于文本、头图等传统机器学习模型难以刻

画的特征，我们可以通过End-to-End 的方式，利用相应的子网络模型进行预处理

表示，然后进行融合学习。

图 3　Deep&Wide 模型结构图
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3. 搜索深度排序模型的特征工程实践

深度学习的横空出世，将算法工程师从很多人工挖掘和组合特征的事情中解放

出来。甚至有一种论调，专做特征工程的算法工程师可能面临着失业的风险。但是深

度学习的自动特征学习目前主要集中体现在CV领域，CV领域的特征数据是图片的

像素点——稠密的低阶特征，深度学习通过卷积层这个强力工具，可以自动对低阶特

征进行组合和变换，相比之前人工定义的图像特征从效果上来说确实更加显著。在

NLP领域因为 Transformer 的出现，在自动特征挖掘上也有了长足的进步，BERT

利用 Transformer 在多个NLP	Task 中取得了State-of-The-Art 的效果。

但是对于 CTR 预估和排序学习的领域，目前深度学习尚未在自动特征挖掘上

对人工特征工程形成碾压之势，因此人工特征工程依然很重要。当然，深度学习在

特征工程上与传统模型的特征工程也存在着一些区别，我们的工作主要集中在如下

几个方面。

3.1　特征预处理

	● 特征归一化：深度网络的学习几乎都是基于反向传播，而此类梯度优化的方法

对于特征的尺度非常敏感。因此，需要对特征进行归一化或者标准化以促使模

型更好的收敛。

	● 特征离散化：工业界一般很少直接使用连续值作为特征，而是将特征离散化后

再输入到模型中。一方面因为离散化特征对于异常值具有更好的鲁棒性，其次

可以为特征引入非线性的能力。并且，离散化可以更好的进行 Embedding，

我们主要使用如下两种离散化方法：

	■ 等频分桶：按样本频率进行等频切分，缺失值可以选择给一个默认桶值或

者单独设置分桶。

	■ 树模型分桶：等频离散化的方式在特征分布特别不均匀的时候效果往往不

好。此时可以利用单特征结合 Label 训练树模型，以树的分叉点做为切分

值，相应的叶子节点作为桶号。

	● 特征组合：基于业务场景对基础特征进行组合，形成更丰富的行为表征，为模

型提供先验信息，可加速模型的收敛速度。典型示例如下：
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	■ 用户性别与类目之间的交叉特征，能够刻画出不同性别的用户在类目上的

偏好差异，比如男性用户可能会较少关注“丽人”相关的商户。

	■ 时间与类目之间的交叉特征，能够刻画出不同类目商户在时间上的差异，

例如，酒吧在夜间会更容易被点击。

3.2　万物皆可 Embedding

深度学习最大的魅力在于其强大的特征表征能力，在点评搜索场景下，我们有

海量的用户行为数据，有丰富的商户UGC信息以及美团大脑提供的多维度细粒度标

签数据。我们利用深度学习将这些信息Embedding 到多个向量空间中，通过Em-

bedding 去表征用户的个性化偏好和商户的精准画像。同时向量化的Embedding 也

便于深度模型进一步的泛化、组合以及进行相似度的计算。

3.2.1　用户行为序列的 Embedding

用户行为序列（搜索词序列、点击商户序列、筛选行为序列）包含了用户丰富的

偏好信息。例如用户筛选了“距离优先”时，我们能够知道当前用户很有可能是一个

即时消费的场景，并且对距离较为敏感。行为序列特征一般有如下图所示的三种接入

方式：

	● Pooling：序列Embedding 后接入 Sum/Average	Pooling 层。此方式接入

成本低，但忽略了行为的时序关系。

	● RNN：LSTM/GRU接入，利用循环网络进行聚合。此方式能够考虑行为序列

的时序关系；代价是增大了模型复杂度，影响线上预测性能。

	● Attention：序列 Embedding 后引入 Attention 机制，表现为加权的 Sum	

Pooling；相比 LSTM/GRU计算开销更低 [4]。
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图 4　行为序列特征接入的几种方法

同时，为了突显用户长期偏好和短期偏好对于排序的不同影响，我们按照时间维

度对行为序列进行了划分：Session、半小时、一天、一周等粒度，也在线上取得了

收益。

3.2.2　用户 ID 的 Embedding

一种更常见的刻画用户偏好的方式，是直接将用户 ID经过 Embedding 后作为

特征接入到模型中，但是最后上线的效果却不尽如人意。通过分析用户的行为数据，

我们发现相当一部分用户 ID的行为数据较为稀疏，导致用户 ID的 Embedding 没有

充分收敛，未能充分刻画用户的偏好信息。

Airbnb 发表在 KDD	2018 上的文章为这种问题提供了一种解决思路 [9]——利用

用户基础画像和行为数据对用户 ID进行聚类。Airbnb 的主要场景是为旅游用户提供

民宿短租服务，一般用户一年旅游的次数在 1-2 次之间，因此Airbnb 的用户行为数

据相比点评搜索会更为稀疏一些。
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图 5　按照用户画像和行为信息聚类

如上图所示，将用户画像特征和行为特征进行离散分桶，拼接特征名和所属桶

号，得到的聚类 ID为：US_lt1_pn3_pg3_r3_5s4_c2_b1_bd2_bt2_nu3。

我们也采取了类似Airbnb 的方案，稀疏性的问题得到了很好的解决，并且这样

做还获得了一些额外的收益。大众点评作为一个本地化的生活信息服务平台，大部分

用户的行为都集中自己的常驻地，导致用户到达一个新地方时，排序个性化明显不

足。通过这种聚类的方式，将异地有相同行为的用户聚集在一起，也能解决一部分跨

站的个性化问题。

3.2.3　商户信息 Embedding

商户Embedding 除了可以直接将商户 ID加入模型中之外，美团大脑也利用深

度学习技术对UGC进行大量挖掘，对商家的口味、特色等细粒度情感进行充分刻

画，例如下图所示的“好停车”、“菜品精致”、“愿意再次光顾”等标签。
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图 6　美团大脑提供的商家细粒度情感标签

这些信息与单纯的商户星级、点评数相比，刻画的角度更多，粒度也更细。我们

将这些标签也进行Embedding 并输入到模型中：

	● 直连：将标签特征做Pooling 后直接输入模型。这种接入方式适合端到端的学

习方式；但受输入层大小限制，只能取Top 的标签，容易损失抽象实体信息。

	● 分组直连：类似于直连接入的方式，但是先对标签进行分类，如菜品 / 风格 /

口味等类别；每个分类取 Top	N 的实体后进行Pooling 生成不同维度的语义

向量。与不分组的直连相比，能够保留更多抽象信息。
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	● 子 模 型 接 入：可以利用 DSSM 模型，以标签作为商户输入学习商户的

Embedding 表达。此种方式能够最大化保留标签的抽象信息，但是线上实现

和计算成本较高。

3.2.4　加速 Embedding 特征的收敛

在我们的深度学习排序模型中，除了 Embedding 特征，也存在大量Query、

Shop 和用户维度的强记忆特征，能够很快收敛。而 Embedding 特征是更为稀疏

的弱特征，收敛速度较慢，为了加速 Embedding 特征的收敛，我们尝试了如下几

种方案：

	● 低频过滤：针对出现频率较低的特征进行过滤，可以很大程度上减少参数量，

避免过拟合。

	● 预训练：利用多类模型对稀疏Embedding 特征进行预训练，然后进入模型进

行微调：

	■ 通过无监督模型如Word2vec、Fasttext 对用户 - 商户点击关系建模，

生成共现关系下的商户Embedding。

	■ 利用 DSSM等监督模型对Query- 商户点击行为建模得到Query 和商户

的Embedding。

	● Multi-Task：针对稀疏的Embedding 特征，单独设置一个子损失函数，如

下图所示。此时Embedding 特征的更新依赖两个损失函数的梯度，而子损失

函数脱离了对强特征的依赖，可以加快Embedding 特征的收敛。
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图 7　Multi-Task 加速 Embedding 特征收敛

3.3　图片特征

图片在搜索结果页中占据了很大的展示面积，图片质量的好坏会直接影响用户

的体验和点击，而点评商户首图来自于商户和用户上传的图片，质量参差不齐。因

此，图片特征也是排序模型中较为重要的一类。目前点评搜索主要用了以下几类图

片特征：

	● 基础特征：提取图片的亮度、色度饱和度等基础信息，进行特征离散化后得到

图片基础特征。

	● 泛化特征：使用ResNet50 进行图片特征提取 [3]，通过聚类得到图片的泛化

特征。

	● 质量特征：使用自研的图片质量模型，提取中间层输出，作为图片质量的

Embedding 特征。

	● 标签特征：提取图片是否是食物、环境、价目表、Logo 等作为图片分类和标

签特征。

图 8　图片特征接入
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4. 适用于搜索场景的深度学习 Listwise 排序算法：LambdaDNN

4.1　搜索业务指标与模型优化目标的 Gap

通常模型的预测目标与业务指标总会存在一些Gap。如果模型的预测目标越贴

近业务目标，越能保证模型优化的同时业务指标也能够有相应的提升；反之则会出现

模型离线指标提升，但线上关键业务指标提升不明显，甚至出现负向的问题。工业届

大部分深度学习排序采用Pointwise 的 Log	Loss 作为损失函数，与搜索业务指标有

较大的Gap。体现在如下两个方面：

1.	搜索业务常用的指标有QV_CTR 或者 SSR(Session	Success	Rate)，更

关心的是用户搜索的成功率（有没有发生点击行为）；而 Pointwise 的 Log	

Loss 更多是关注单个 Item的点击率。

2.	搜索业务更关心排在页面头部结果的好坏，而Pointwise 的方法则对于所有

位置的样本一视同仁。

图 9　Pointwise 和 Listwise 优化目标的区别
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基于上述理由，我们对于深度学习模型的损失函数进行了优化。

4.2　优化目标改进：从 Log Loss 到 NDCG

为了让排序模型的优化目标尽量贴近搜索业务指标，需要按照Query 计算损

失，且不同位置的样本具有不同的权重。搜索系统常用的指标NDCG(Normalized	

Discounted	Cumulative	Gain) 相较于 Log	Loss 显然更贴近搜索业务的要求，

NDCG计算公式如下：

累加部分为 DCG(Discounted	Cumulative	Gain) 表示按照位置折损的收益，

对于Query 下的结果列表 l，函数G表示对应Doc 的相关度分值，通常取指数函数，

即G(lj)=2lj-1（lj 表示的是相关度水平，如 {0，1，2}）；函数	η	即位置折损，一般采

用	η(j)=1/log(j+1)，Doc 与 Query 的相关度越高且位置越靠前则DCG值会越大。

另外，通常我们仅关注排序列表页前 k位的效果，Zk	表示	DCG@k	的可能最大值，

以此进行归一化处理后得到的就是NDCG@k。

问题在于NDCG是一个处处非平滑的函数，直接以它为目标函数进行优化是不

可行的。LambdaRank 提供了一种思路：绕过目标函数本身，直接构造一个特殊的

梯度，按照梯度的方向修正模型参数，最终能达到拟合NDCG的方法 [6]。因此，如

果我们能将该梯度通过深度网络进行反向传播，则能训练一个优化NDCG的深度

网络，该梯度我们称之为 Lambda 梯度，通过该梯度构造出的深度学习网络称之为

LambdaDNN。

要了解 Lambda 梯度需要引入 LambdaRank。LambdaRank 模型是通过

Pairwise 来构造的，通常将同Query 下有点击样本和无点击样本构造成一个样本

Pair。模型的基本假设如下式所示，令 Pij 为同一个Query 下 Doci 相比 Docj 更相

关的概率，其中 si 和 sj 分别为Doci 和 Docj 的模型得分：
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使用交叉熵为损失函数，令 Sij 表示样本 Pair 的真实标记，当Doci 比 Docj 更

相关时（即Doci 有被用户点击，而Docj 没有被点击），有Sij=1，否则为 -1；则损

失函数可以表示为：

在构造样本 Pair 时，我们可以始终令 i 为更相关的文档，此时始终有 Sij ≡ 1，

代入上式并进行求导，则损失函数的梯度为：

到目前为止，损失函数的计算过程中并未考虑样本所在的位置信息。因此进一步

对梯度进行改造，考虑Doci 和 Docj 交换位置时的NDCG值变化，下式即为前述的

Lambda 梯度。可以证明，通过此种方式构造出来的梯度经过迭代更新，最终可以达

到优化NDCG的目的。

Lambda 梯度的物理意义如下图所示。其中蓝色表示更相关（用户点击过）的文

档，则 Lambda 梯度更倾向于位置靠上的Doc 得到的提升更大（如红色箭头所示）。

有了 Lambda 梯度的计算方法，训练中我们利用深度网络预测同Query 下的 Doc

得分，根据用户实际点击Doc 的情况计算 Lambda 梯度并反向传播回深度网络，则

可以得到一个直接预测NDCG的深度网络。
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图 10　Lambda 梯度的物理意义

4.3　LambdaDNN 的工程实施

我们利用 TensorFlow 分布式框架训练 LambdaDNN 模型。如前文所述，

Lambda 梯度需要对同Query 下的样本进行计算，但是正常情况下所有的样本是随

机Shuffle 到各个Worker 的。因此我们需要对样本进行预处理：

1.	通过 QueryId 进行 Shuffle，将同一个Query 的样本聚合在一起，同一个

Query 的样本打包进一个 TFRecord。

2.	由于每次请求Query 召回的 Doc 数不一样，对于可变 Size 的 Query 样本

在拉取数据进行训练时需要注意，TF会自动补齐Mini-Batch 内每个样本大

小一致，导致输入数据中存在大量无意义的默认值样本。这里我们提供两点

处理方式：

	■ MR过程中对 Key 进行处理，使得多个Query 的样本聚合在一起，然后

在训练的时候进行动态切分。

	■ 读取到补齐的样本，根据设定的补齐标记获取索引位，去除补齐数据。
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图 11　Lambda 梯度的分布式实现

为了提升训练效率，我们与基础研发平台数据平台中心紧密协同，一起探索并验

证了多项优化操作：

1.	将 ID 类特征的映射等操作一并在预处理中完成，减少多轮 Training 过程中

的重复计算。

2.	将样本转 TfRecord，利用 RecordDataSet 方式读取数据并计算处理，

Worker 的计算性能大概提升了 10倍。

3.	Concat 多个 Categorical 特征，组合成 Multi-Hot 的 Tensor 进行一次

Embedding_Lookup 操作，减少Map 操作的同时有助于参数做分片存储

计算。

4.	稀疏 Tensor 在计算梯度以及正则化处理时保留索引值，仅对有数值的部分进

行更新操作。

5.	多个 PS服务器间进行分片存储大规模Tensor 变量，减少Worker 同步更新

的通讯压力，减少更新阻塞，达到更平滑的梯度更新效果。

整体下来，对于 30亿左右的样本量、上亿级别的特征维度，一轮迭代大概在半

小时内完成。适当的增加并行计算的资源，可以达到分钟级的训练任务。
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4.4　进一步改进优化目标

NDCG的计算公式中，折损的权重是随着位置呈指数变化的。然而实际曝光点

击率随位置变化的曲线与NDCG的理论折损值存在着较大的差异。

对于移动端的场景来说，用户在下拉滑动列表进行浏览时，视觉的焦点会随着

滑屏、翻页而发生变动。例如用户翻到第二页时，往往会重新聚焦，因此，会发现第

二页头部的曝光点击率实际上是高于第一页尾部位置的。我们尝试了两种方案去微调

NDCG中的指数位置折损：

1.	根据实际曝光点击率拟合折损曲线：根据实际统计到的曝光点击率数据，拟合

公式替代NDCG中的指数折损公式，绘制的曲线如图 12所示。

2.	计算 Position Bias 作为位置折损：Position	Bias 在业界有较多的讨论，其

中 [7][8] 将用户点击商户的过程分为观察和点击两个步骤：a. 用户需要首先看到

该商户，而看到商户的概率取决于所在的位置；b. 看到商户后点击商户的概率

只与商户的相关性有关。步骤 a计算的概率即为Position	Bias，这块内容可

以讨论的东西很多，这里不再详述。

图 12　真实位置折损与理论折损的差别
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经过上述对NDCG计算改造训练出的 LambdaDNN模型，相较 Base 树模型

和Pointwise	DNN模型，在业务指标上有了非常显著的提升。

图 13　LambdaDNN 离线 NDCG 指标与线上 PvCtr 效果对比

4.5　Lambda 深度排序框架

Lambda 梯度除了与DNN网络相结合外，事实上可以与绝大部分常见的网络结

构相结合。为了进一步学习到更多交叉特征，我们在 LambdaDNN的基础上分别尝

试了 LambdaDeepFM 和 LambdaDCN 网络；其中 DCN网络是一种加入Cross

的并行网络结构，交叉的网络每一层的输出特征与第一层的原始输入特征进行显性的

两两交叉，相当于每一层学习特征交叉的映射去拟合层之间的残差。

图 14　DCN 模型结构

离线的对比实验表明，Lambda 梯度与DCN网络结合之后充分发挥了DCN网

络的特点，简洁的多项式交叉设计有效地提升模型的训练效果。NDCG指标对比效
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果如下图所示：

图 15　Lambda Loss 与 DCN 网络结果的效果

5. 深度学习排序诊断系统

深度学习排序模型虽然给业务指标带来了大幅度的提升，但由于深度学习模型的

“黑盒属性”导致了巨大的解释性成本，也给搜索业务带来了一些问题：

1.	日常搜索 Bad Case 无法快速响应：搜索业务日常需要应对大量来自于用

户、业务和老板们的“灵魂拷问”，“为何这个排序是这样的”，“为什么这家

商户质量跟我差不多，但是会排在我的前面”。刚切换到深度学习排序模型的

时候，我们对于这样的问题显得手足无措，需要花费大量的时间去定位问题。

2.	无法从 Bad Case 中学习总结规律持续优化：如果不明白为什么排序模型会

得出一个很坏的排序结果，自然也无法定位模型到底出了什么问题，也就无

法根据Bad	Case 总结规律，从而确定模型和特征将来的优化方向。

3.	模型和特征是否充分学习无从得知：新挖掘一些特征之后，通常我们会根据

离线评测指标是否有提升决定特征是否上线。但是，即使一个有提升的特征，

我们也无法知道这个特征是否性能足够好。例如，模型拟合的距离特征，会

不会在特定的距离段出现距离越远反而打分越高的情况。

这些问题都会潜在带来一些用户无法理解的排序结果。我们需要对深度排序模型

清晰地诊断并解释。

关于机器学习模型的可解释性研究，业界已经有了一些探索。Lime(Local	
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Interpretable	Model-Agnostic	Explanations) 是其中的一种，如下图所示：通过

对单个样本的特征生成扰动产生近邻样本，观察模型的预测行为。根据这些扰动的数

据点距离原始数据的距离分配权重，基于它们学习得到一个可解释的模型和预测结果

[5]。举个例子，如果需要解释一个情感分类模型是如何预测“我讨厌这部电影”为负

面情感的，我们通过丢掉部分词或者乱序构造一些样本预测情感，最终会发现，决定

“我讨厌这部电影”为负面情感的是因为“讨厌”这个词。

图 16　Lime 解释器的工作原理

基于 Lime 解释器的思想，我们开发了一套深度模型解释器工具——雅典娜系

统。目前雅典娜系统支持两种工作模式，Pairwise 和 Listwise 模式：

1.	 Pairwise 模式用来解释同一个列表中两个结果之间的相对排序。通过对样本

的特征进行重新赋值或者替换等操作，观察样本打分和排序位次的变化趋势，

诊断出当前样本排序是否符合预期。如下图所示，通过右侧的特征位次面板

可以快速诊断出为什么“南京大牌档”的排序比“金时代顺风港湾”要更靠

前。第一行的特征位次信息显示，若将“金时代顺风港湾”的 1.3km的距离

特征用“南京大牌档”的 0.2km的距离特征进行替换，排序位次将上升 10

位；由此得出，“南京大牌档”排在前面的决定性因素是因为距离近。
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2.	Listwise 模式与 Lime的工作模式基本类似，通过整个列表的样本生成扰动样

本，训练线性分类器模型输出特征重要度，从而达到对模型进行解释的目的。

图 17　深度学习排序诊断系统：雅典娜

6. 总结与展望

2018 年下半年，点评搜索完成了从树模型到大规模深度学习排序模型的全面升

级。团队在深度学习特征工程、模型结构、优化目标以及工程实践上都进行了一些探

索，在核心指标上取得了较为显著的收益。当然，未来依然有不少可以探索的点。

在特征层面，大量知识图谱提供的标签信息尚未充分挖掘。从使用方式上看，简

单以文本标签的形式接入，损失了知识图谱的结构信息，因此，Graph	Embedding

也是未来需要尝试的方向。同时团队也会利用BERT在Query 和商户文本的深层语

义表达上做一些工作。

模型结构层面，目前线上依然以全连接的 DNN 网络结构为主，但 DNN 网

络结构在低秩数据的学习上不如 DeepFM 和 DCN。目前 LambdaDeepFM 和
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LambdaDCN在离线上已经取得了收益，未来会在网络结构上做进一步优化。

在模型优化目标上，Lambda	Loss 计算损失的时候，只会考虑Query 内部有

点击和无点击的样本对，大量无点击的Query 被丢弃，同时，同一个用户短时间

内在不同Query 下的行为也包含着一些信息可以利用。因此，目前团队正在探索

综合考虑 Log	Loss 和 Lambda	Loss 的模型，通过Multi-Task 和按照不同维度

Shuffle 样本让模型充分学习，目前我们已经在线下取得了一些收益。

最后，近期Google 开源的 TF	Ranking 提出的Groupwise 模型也对我们有一

些启发。目前绝大部分的 Listwise 方法只是体现在模型训练阶段，在打分预测阶段

依然是Pointwise 的，即只会考虑当前商户相关的特征，而不会考虑列表上下文的结

果，未来我们也会在这个方向上进行一些探索。
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大众点评信息流基于文本生成的创意优化实践

忆纯　杨肖　明海　众一　扬威　凤阳

1. 引言

信息流是目前大众点评除搜索之外的第二大用户获取信息的入口，以优质内容来

辅助用户消费决策并引导发现品质生活。整个大众点评信息流（下文简称点评信息流）

围绕个性化推荐去连接用户和信息，把更好的内容推荐给需要的用户。信息流推荐系

统涉及内容挖掘、召回、精排、重排、创意等多层机制和排序。本文主要围绕创意部

分的工作展开，并选取其中重要的文本创意优化做介绍，分为三个部分：第一部分阐

述几个重点问题，包括创意优化是什么，为什么做，以及挑战在哪里；第二部分讲述

领域内的应用及技术进展；第三部分介绍我们创意优化的实践，最后做个总结。

什么是创意优化

创意是一个宽泛的概念，它作为一种信息载体对受众展现，可以是文本、图像、

视频等任何单一或多类间的组合，如新闻的标题就是经典的创意载体。而创意优化，

作为一种方法，指在原有基础上进一步挖掘和激活资源组合方式进而提升资源的价

值。在互联网领域产品中，往往表现为通过优化创意载体来提升技术指标、业务目标

的过程，在信息流中落地重点包括三个方向：

1.	文本创意：在文本方面，既包括了面向内容的摘要标题、排版改写等，也包括

面向商户的推荐文案及内容化聚合页。它们都广泛地应用了文本表示和文本

生成等技术，也是本文的主要方向。

2.	图像创意：图像方面涉及到首图或首帧的优选、图像的动态裁剪，以及图像的

二次生成等。

3.	其他创意：包括多类展示理由（如社交关系等）、元素创意在内的额外补充信息。

核心目标与推荐问题相似，提升包括点击率、转化率在内的通用指标，同时需要
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兼顾考量产品的阅读体验包括内容的导向性等。关于“阅读体验”的部分，这里不作

展开。

图 1　创意优化的整体应用

为什么要做文本生成

首先文本创意本身为重要的业务发展赋能。在互联网下半场，大众点评平台（下

称点评平台）通过内容化去提升用户停留时长，各类分发内容类型在不停地增加，通

过优化创意来提升内容的受众价值是必由之路。其次，目前很多内容类型还主要依赖

运营维护，运营内容天然存在覆盖少、成本高的问题，无法完全承接需要内容化改造

的场景。最后，近几年深度学习在NLP（Natural	Language	Processing，自然语

言处理）的不同子领域均取得了重大突破。更重要的是，点评平台历经多年，积淀了

大量可用的内容数据。从技术层面来说，我们也有能力提供系统化的文本创意生成的

解决方案。

对此，我们从文本创意面向对象的角度定义了两类应用形态，分别是面向内容

的摘要标题，以及面向商户的推荐文案与内容化聚合页。前者主要应用信息流各主要

内容场景，后者则主要应用在信息流广告等内容化场景。这里提前做下产品的简单介

绍，帮助大家建立一个立体化的感知。

	● 摘要标题：顾名思义，就是针对某条分发内容生成摘要作标题展示。点评内容
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源非常多样，但超过 95%内容并没有原生标题，同时原生标题质量和多样性

等差异也极大。

	● 商户文案：生成有关单个商户核心卖点的描述，一般形式为一句话的短文案。

	● 内容聚合：生成完整的内容页包括标题及多条文案的短篇推荐理由，不同于单

商户文案的是，既需要考虑商户的相关性，又要保证理由的多样性。

图 2　文本创意的应用场景

最后需要明确的是，我们做文本创意优化最大的初心，是希望通过创意这个载体

显式地连接用户、商户和内容。我们能够知道用户关注什么，知道哪些内容说什么，

如何引导用户看，知道哪些商户好、好在哪里，将信息的推荐更进一步。而非为了生

成而生成。

面临的挑战

文本创意优化，在业务和技术上分别面临着不同的挑战。首先业务侧，启动创意

优化需要两个基础前提：

	● 第一，衔接好创意优化与业务目标，因为并不是所有的创意都能优化，也不是

所有创意优化都能带来预期的业务价值，方向不对则易蹚坑。

	● 第二，创意优化转化为最优化问题，有一定的Gap。其不同于很多分类排序问
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题，本身相对主观，所谓“一千个人眼中有一千个哈姆雷特”，创意优化能不

能达到预期的业务目标，这个转化非常关键。

其次，在技术层面，业界不同的应用都面临不一样的挑战，并且尝试和实践对应

的解决方案。对文本创意生成来说，我们面临的最大的挑战包括以下三点：

	● 带受限的生成	生成一段流畅的文本并非难事，关键在于根据不同的场景和目标

能控制它说什么、怎么说。这是目前挑战相对较大的一类问题，在我们的应用

场景中都面临这个挑战。

	● 业务导向	生成能够提升业务指标、贴合业务目标的内容。为此，对内容源、内

容表示与建模上提出了更高的要求。

	● 高效稳定	这里有两层含义，第一层是高效，即模型训练预测的效果和效率；第二

层是稳定，线上系统应用，需要具备很高的准确率和一套完善的质量提升方案。

2. 文本生成问题综述

我们整体的技术方案演进，可以视作近两年NLP领域在深度学习推动下发展的

一个缩影。所以在展开之前，先谈一谈整个领域的应用及技术进展。

2.1　相关领域应用

在学界相关领域，文本生成被称为NLG，其相关任务目标是根据输入数据生成

自然语言的文本。而我们在NLP 领域使用更多的一般是NLU（Nature	Language	

Understanding	自然语言理解）类任务，如文本分类、命名实体识别等，NLU的目

标则是将自然语言文本转化成结构化数据。NLU和 NLG两者表向上是一对相反的过

程，但其实是紧密相连的，甚至目前很多NLU的任务都受到了生成式模型中表示方

法的启发，它们更多只在最终任务上有所区别。

文本生成也是一个较宽泛的概念，如下图所示，广义上只要输出是自然语言文

本的各类任务都属于这个范畴。但从不同的输入端可以划分出多种领域应用，从应

用相对成熟的连接人和语言的NMT（神经机器翻译），到 2019 年初，能续写短篇

故事的GPT2 都属于 Text2Text 任务。给定结构化数据比如某些信息事件，来生成
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文本比如赛事新闻的属于Data2Text 类任务，我们的商户文案也属此类。另外还有

Image2Text 等，这块也逐渐在出现一些具有一定可用性又让人眼前一亮的应用，比

如各种形式的看图说话。

图 3　从输入端划分文本生成的领域应用

2.2　相关技术与进展

文本生成包含文本表示和文本生成两个关键的部分，它们既可以独立建模，也可

以通过框架完成端到端的训练。

文本生成

文本生成要解决的一个关键问题，是根据给定的信息如何生成一段文本句子。这

是一个简单输入复杂输出的任务，问题的复杂度太大，至今在准确和泛化上都没有兼

顾的非常好的方法。2014 年提出的 Seq2Seq	Model，是解决这类问题一个非常通

用的思路，本质是将输入句子或其中的词 Token 做 Embedding 后，输入循环神经

网络中作为源句的表示，这一部分称为Encoder；另一部分生成端在每一个位置同样

通过循环神经网络，循环输出对应的 Token，这一部分称为Decoder。通过两个循

环神经网络连接Encoder 和 Decoder，可以将两个平行表示连接起来。

另外一个非常重要的，就是Attention 机制，其本质思想是获取两端的某种权重

关系，即在Decoder 端生成的词和Encoder 端的某些信息更相关。它也同样可以处

理多模态的问题，比如 Image2Text 任务，通过CNN等将图片做一个关键特征的向
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量表示，将这个表示输出到类似的Decoder 中去解码输出文本，视频语音等也使用

同样的方式（如下图所示）。

图 4　Seq2Seq 结构图示

可见 Encoder-Decoder 是一个非常通用的框架，它同样深入应用到了文本生

成的三种主流方法，分别是规划式、抽取式和生成式，下面看下这几类方法各自的优

劣势：

	● 规划式：根据结构化的信息，通过语法规则、树形规则等方式规划生成进文本

中，可以抽象为三个阶段。宏观规划解决“说什么内容”，微观规划解决“怎

么说”，包括语法句子粒度的规划，以及最后的表层优化对结果进行微调。其

优势是控制力极强、准确率较高，特别适合新闻播报等模版化场景。而劣势是

很难做到端到端的优化，损失信息上限也不高。

	● 抽取式：顾名思义，在原文信息中抽取一部分作为输出。可以通过编码端的表

征在解码端转化为多种不同的分类任务，来实现端到端的优化。其优势在于：

能降低复杂度，较好控制与原文的相关性。而劣势在于：容易受原文的束缚，

泛化能力不强。

	● 生成式：通过编码端的表征，在解码端完成序列生成的任务，可以实现完全的

端到端优化，可以完成多模态的任务。其在泛化能力上具有压倒性优势，但劣

势是控制难度极大，建模复杂度也很高。
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目前的主流的评估方法主要基于数据和人工评测。基于数据可以从不同角度衡量

和训练目标文本的相近程度，如基于N-Gram匹配的 BLUE和 ROUGE等，基于

字符编辑距离（Edit	Distance）等，以及基于内容Coverage 率的 Jarcard 距离等。

基于数据的评测，在机器翻译等有明确标注的场景下具有很大的意义，这也是机器翻

译领域最先有所突破的重要原因。但对于我们创意优化的场景来说，意义并不大，我

们更重要的是优化业务目标，多以线上的实际效果为导向，并辅以人工评测。

另外，值得一提的是，近两年也逐渐涌现了很多利用 GAN（Generative	

Adversarial	Networks，生成对抗网络）的相关方法，来解决文本生成泛化性多样性

的问题。有不少思路非常有趣，也值得尝试，只是GAN对于NLP的文本生成这类

离散输出任务在效果评测指标层面，与传统的Seq2Seq 模型还存在一定的差距，可

视为一类具有潜力的技术方向。

文本表示

前文提到，在Encoder 端包括有些模型在Decoder 端都需要对句子进行建模，

那如何设计一个比较好的模型做表示，既可以让终端任务完成分类、序列生成，也可

以做语义推理、相似度匹配等等，就是非常重要的一个部分。那在表示方面，整个

2018 年有两方面非常重要的工作进展：

	● Contextual Embedding：该方向包括一系列工作，如最佳论文 El-

mo(Embeddings	from	Language	Models)，OpenAI 的 GPT(Generative	

Pre-Training)， 以及谷歌大力出奇迹的 BERT(Bidirectional	Encoder	

Representations	from	Transformers)。解决的核心问题，是如何利用大量

的没标注的文本数据学到一个预训练的模型，并通过通过这个模型辅助在不同

的有标注任务上更好地完成目标。传统NLP任务深度模型，往往并不能通过

持续增加深度来获取效果的提升，但是在表示层面增加深度，却往往可以对句

子做更好的表征，它的核心思想是利用Embedding 来表征上下文的的信息。

但是这个想法可以通过很多种方式来实现，比如 ELMo，通过双向的 LSTM

拼接后，可以同时得到含上下文信息的 Embedding。而 Transformer 则在
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Encoder 和 Decoder 两端，都将 Attention 机制都应用到了极致，通过序列

间全位置的直连，可以高效叠加多层（12 层），来完成句子的表征。这类方法

可以将不同的终端任务做一个统一的表示，大大简化了建模抽象的复杂度。我

们的表示也经历了从RNN到拥抱Attention 的过程。

图 5　GPT ELMo BERT 模型结构

	● Tree-Based Embedding：另外一个流派则是通过树形结构进行建模，包

括很多方式如传统的语法树，在语法结构上做 Tree	Base 的 RNN，用根结点

的 Embedding 即可作为上下文的表征。Tree 本身可以通过构造的方式，也

可以通过学习的方式（比如强化学习）来进行构建。最终 Task 效果，既和树

的结构（包括深度）有关，也受“表示”学习的能力影响，调优难度比较大。

在我们的场景中，人工评测效果并不是很好，仍有很大继续探索的空间。

3. 探索与实践

该部分介绍从 2017 年底至今，我们基于文本生成来进行文本创意优化的一些探

索和实践。

3.1　内容源

启动文本生成，首先要了解内容本身，数据的数量和质量对我们的任务重要性无

须赘述，这是一切模型的基础。目前我们使用到的数据和大致方法包括：

	● 平台渠道：用户评价、用户笔记、Push、攻略、视频内容、榜单、团单等等。

	● 第三方渠道：合作获取了很多第三方平台的内容来补缺，同时运营侧辅助创意

撰写和标注了大量内容，他们同样贡献了可观的数据量。



算法　<　825

	● 标注数据：最稀缺的永远是标注数据，尤其是符合业务目标的标注。为此，我

们在冷启动阶段设计了E&E（Explore	and	Exploit，探索与利用）机制，有意

识地积累线上标注，同时尽量引入更多第三方的标注源。

但这些内容的不同特点，也带来了不同的挑战：

	● 内容多样：前面提到的这些内容的结构化程度各不相同，长短差异也极大，对

内容表示提出了很高的要求。

	● 质量不一：源内容非常丰富，但事实上质量、质感远远没有达到理想的标准。

尤其是占绝对大头的UGC的内容，不做好两端的质控将极大影响业务目标的

优化，甚至会造成体验问题。

	● 聚焦商户：平台 99%以上的内容，都以商户作为核心载体，这个对商户的理

解和表示同样提出了很高的要求，尤其是在内容化升级的场景下。

	● 场景差异：不同的场景、不同的应用，对模型能力的侧重和优化目标不一样。

比如内容和商户，前者要求要有很高的准确率，同时保证优化线上效果；后者

更多的是要求有较强的泛化性，并对质感进行优化。

图 7　双平台内容特点与挑战

3.2　基础能力模块

所以，文本创意优化要在业务侧落地产生效果，还需应用到NLP领域诸多方向

的技术。下图是抽象的整个文本生成应用的基础能力模块，包括用于源和端质量控制

的文本质量层，构建Context 表示的文本表示层，以及面向业务优化的端到端模型
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层，其中很多技术应用了公司其他兄弟团队包括内容挖掘组、NLP中心、离线计算

组的出色成果。如针对负面内容过滤的情感分析，多项针对性的文本分类，针对商户

表示的标签挖掘等，在这里特别向他们表示感谢。

图 8　文本生成应用的基础能力模块

3.3　信息流标题实践

双平台的内容需要在信息流分发，在创意上最先优化的就是标题，这是用户仅能

看到两个要素之一（另一个为首图），而我们超过 95%的内容并没有原生标题，同时

原生标题也存在诸如多样性差非场景导向等问题，还有二次优化的空间。

但是，有两点比较大的挑战，在不同任务上具象可能不一样。它们的本质并没有

改变，部分也是业界难点：

	● 1. 两个受限条件：第一，需要以线上点击率转化率为优化目标，线上没效果，

写的再好意义都不大；第二，需要与原文强相关，并且容错空间极小，一出现

就是Case。

	● 2. 优化评估困难：第一，模型目标和业务目标间存在天然Gap；第二，标注数

据极度稀缺，离线训练和线上实际预测样本数量之间，往往差距百倍。

对此，我们通过抽取式和生成式的相结合互补的方式，并在流程和模型结构上着

手进行解决。
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抽取式标题

抽取式方法在用户内容上有比较明显的优势：首先控制力极强，对源内容相关性

好，改变用户行文较少，也不容易造成体验问题，可以直接在句子级别做端到端优

化。对此，我们把整个标题建模转变为一个中短文本分类的问题，但也无法规避上文

提到两个大挑战，具体表现在：

	● 在优化评估上，首先标题创意衡量的主观性很强，线上 Feeds 的标注数据也

易受到其他因素的影响，比如推荐排序本身；其次，训练预测数据量差异造成

OOV问题非常突出，分类任务叠加噪音效果提升非常困难。对此，我们重点

在语义＋词级的方向上来对点击 / 转化率做建模，同时辅以线上E&E选优的

机制来持续获取标注对，并提升在线自动纠错的能力。

	● 在受限上，抽取式虽然能直接在Seq 级别对业务目标做优化，但有时候也须

兼顾阅读体验，否则会形成一些“标题党”，亦或造成与原文相关性差的问题。

对此，我们抽象了预处理和质量模型，来通用化处理文本创意内容的质控，独

立了一个召回模块负责体验保障。并在模型结构上来对原文做独立表示，后又

引入了Topic	Feature	Context 来做针对性控制。

整个抽取式的流程，可以抽象为四个环节 +一个在线机制：

图 9　抽取式生成标题流程

1.	源数据在内容中台完成可分发分析后，针对具体内容，进行系统化插件式的

预处理，包括分句拼句、繁简转换、大小写归一等，并进行依存分析。

2.	而后将所有可选内容作质量评估，包括情感过滤、敏感过滤等通用过滤，以
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及规则判别等涉及表情、冗余字符处理与语法改写的二次基础优化。

3.	在召回模块中，通过实体识别 +TF-IDF 打分等方式来评估候选内容标题基础

信息质量，并通过阈值召回来保证基础阅读体验，从而避免一些极端的Bad	

Case。

4.	最后，针对候选标题直接做句子级别的点击 / 转化率预估，负责质感、相关性

及最终的业务目标的优化。为此，我们先后尝试了诸多模型结构来解决不同

问题，下面重点在这方面做下介绍。

我们第一版 Bi-LSTM ＋ Attention 整个结构并不复杂。我们的输入层是

PreTrain 的 Word	Embedding，经过双向 LSTM 给到 Attention 层，Dropout 后

全连接，套一个交叉熵的Sigmod，输出判别，但它的意义非常明显，既可以对整句

序列做双向语义的建模，同时可以通过注意力矩阵来对词级进行加权。这个在线上来

看，无论是对体感还是点击转化率都较召回打分的原始版本，有了巨大提升。而后，

我们还在这个Base 模型基础上，尝试添加过ELMo的 Loss，在模型的第一层双向

LSTM进行基于ELMo	Loss 的 Pre	Train 作为初始化结果，在线上指标也有小幅的

提升。

图 10　Bi-LSTM ＋ Attention

但是上述这个结构，将中短文本脱离原文独立建模，显然无法更好地兼顾原文

受限这个条件。一个表现，就是容易出现“标题党”、原文不相关等对体验造成影响
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的问题。对此，我们在原文与候选标题结合的表示建模方面，做了不少探索，其中以

CNN+Bi-LSTM+Attention 的基模型为代表，但其在相关性建模受原文本身长度的

影响较大，而且训练效率也不理想。

图 11　CNN+Bi-LSTM ＋ Attention

经过一段时间的探索分析，在原文受限问题上，最终既通过深度模型来表征深层

的语义，也辅以更多的特征工程，如属性、Topic 等挖掘特征我们统称为Context，

来表征用户能感知到的浅层信息，“两条腿走路”才能被更好的学习，这个在文案生

成和标题生成的探索中反过来为抽取式提供了借鉴。

在效率上，我们整体替换了 RNN-LSTM 的循环结构，采用了谷歌那时新提出

的自注意力的机制，来解决原文表征训练效率和长依赖问题。采用这个结构在效果

和效率上又有了较大的提升。主要问题是，我们的 Context 信息如何更好地建模到

Self-Attention 的结构中。它与生成式模型结构非常类似，在下文生成式部分有所

介绍。

另外，需要说明的一点是，除非有两个点以上的巨大提升，一般我们并不会以离

线评测指标来评价模型好坏。因为前面提到，我们的标注数据存在不同程度的扰动，

而且只是线上预测很小的一个子集，无法避免的与线上存在一定的Gap，所以我们更

关注的是模型影响的基础体验（人工检测通过率即非Bad	Case 率），效率表现（训练

预测的时效）最重要的还是线上实际的业务效果。在我们这几个版本的迭代中，这三
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个方面都分别获得了不同程度的优化，尤其是包括点击率、总点击量等在内的业务指

标，都累计获得了 10%以上的提升。

图 13　效果数据

受限生成式标题

抽取式标题在包括业务指标和基础体验上都获取了不错的效果，但仍有明显的

瓶颈。第一，没有完全脱离原文，尤其在大量质量欠优内容下无法实现创意的二次优

化；第二，更好的通过创意这个载体显式的连接用户、商户和内容，这个是生成式标

题可以有能力实现的，也是必由之路。

生成式标题，可以抽象描述为：在给定上文并在一定受限条件下，预估下个词的

概率的问题。在信息流标题场景，抽取式会面临的问题生成式全部会继承，且在受限

优化上面临更大的挑战：

	● 原文受限，首先只有表示并学习到原文的语义意图才能更好的控制标题生成，这

个本身在NLU就是难点，在生成式中就更为突出；其次，标注数据稀缺，原文

＋标题对的数据极少，而大部分又存在于长文章。为了保证控制和泛化性，我们

初期将标题剥离原文独立建模，通过Context 衔接，这样能引入更多的非标数

据，并在逐步完成积累的情况下，才开始尝试做原文的深度语义表示。

	● 优化评估，受限生成式对训练语料的数量和质量要求高很多，首先要保证基础

的语义学习也要保证生成端的质量；其次，生成式本质作为语言模型无法在句

子层面对业务目标直接做优化，这中间还存在一道Gap。

在表示上，前面已经提到，我们经历过目标单独建模和结合原文建模的过程，主

要原因还是在于仅针对 Target 的理解去构建Context 衔接，非常容易出现原文相关

性问题。所以我们在描述的泛化性方向也做了不少的尝试，比如尽可能地描述广而泛
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主题。诸如“魔都是轻易俘获人心的聚餐胜地”，因为只面向上海的商户，内容符合

聚餐主题，泛化能力很强，但仍然不能作为一个普适的方案解决问题。

下图为我们一个有初步成效的 RNN-Base 的 Seq2Seq 模型的整体结构。

Encoder 端使用的是，包括前面提到的主题（包括商户信息）表示以及原文的双向语

义表示，两部分的拼接构成的Context，输出给注意力层。Decoder 端生成文本时，

通过注意力机制学习主题和原文表示的权重关系，这个结构也完整应用到了文案生

成，其中控制结构会在文案中展开介绍。

图 14　LSTM Attention Based Seq2Seq 模型结构

在序列建模上，我们经历了一个从RNN到自注意力的过程。简单介绍下，序列

建模一个核心要点是如何建模序列间的长依赖关系。影响它的重要因素是，信号在网

络正向和反向计算中传递的长度（也就是计算次数），较长的依赖关系消失越严重。而

在自注意力结构中，每一层都直接与前一层的所有位置直接连接，因此依赖长度均为

O(1)，最大程度保留了序列间的依赖关系。

可以看到，Encoder 包括两部分，一部分是 Source 原文，一部分是基于原文

和商户理解的主题Context，两者共同组成。为此，我们借鉴了NMT的一部分研

究思想，调整了 Transformer 的结构，在原结构上额外引入了Context	Encoder，

并且在 Encoder 和 Decoder 端加入了 Context 的 Attention 层，来强化模型捕捉

Context 信息的能力。
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图 15　Transformer Based Seq2Seq Model

我们在生成式方向探索过程中，对低质内容的标题生成，在线上获得了接近

10%的效果提升，但仍有很多值得进一步的尝试和深挖的空间。

抽取与生成 Combine

在我们的场景中，有两种Combine 的思路，一个是以业务效果为导向的偏工程

化方法，另外一个是我们正在探索的一种Copy 方法。

工程化的思想非常简洁，在推荐问题上扩充候选，是提升效果的一个可行途径，

那生成内容即作为新增的候选集之一，参与整体的预估排序。这个方法能保证最终线

上效果不会是负向的，实际上也取得了一定的提升。

另一种方法也是学业界研究的子方向之一，即Copy 机制，我们也在做重点探

索，这里仅作思路的介绍，不再进行展开。

使用Copy 机制的原始目的，是为了解决生成式的OOV（超出词表范围）问题。

但对于我们的场景来说，大部分的“内容 -标题”对数据是来自于抽取式，即我们

很多标题数据，其实参考了原文。那如何继承这个参考机制，针对业务目标学习何时

Copy 以及Copy 什么，来更优雅地发挥生成式的优势，就是我们探索Copy 方法的

初衷。我们的方向是对Copy 和 Generate 概率做独立建模，其中重点解决在受限情

况下的“Where	To	Point”问题。
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业务指标与生成式目标的 Gap

我们知道生成式模型其本质是一个 Language	Model，它的训练目标是最小化

Word 级别的交叉熵 Loss，而最终我们的需要评价的其实是业务相关的句子级别点

击率，这就导致了训练目标和业务指标不一致。

解决这个问题，在我们的场景中有三个可行的方向，第一是在 Context 中显

式地标注抽取式模型的 Label，让模型学习到两者的差异；第二是在预测Decoder

的 Beam	Search 计算概率的同时，添加一个打分控制函数；第三则是在训练的

Decoder 中，建立一个全局损失函数参与训练，类似于NMT中增加的Coverage	

Loss。

考虑到稳定性和实现成本，我们最终尝试了第一和第二种方式，其中第二种方

式还是从商户文案迁移过来的，也会在下文进行介绍。在线上，这个尝试并没有在

Combine 的基础上取得更好的效果，但同样值得更加深入的探索。

在线 E&E 机制

最后，介绍一下前面提到过的标题 E&E（Explore	and	Exploit，探索与利用）

机制，用来持续获取标注数据，并提升在线自动纠错的能力。我们采用了一种贪心的

Epsilon	Greedy 策略，并做了一点修改，类似经典的Epsilon 算法，区别是引入创

意状态，根据状态将Epsilon 分成多级。目的是将比较好的创意可以分配给较大概率

的流量，而不是均分，差的就淘汰，以此来提升效率。在初期优化阶段，这种方式发

挥了很大的作用。

具体我们根据标题和图片的历史表现和默认相比，将状态分成 7档，从上到下效

果表现依次递减，流量分配比例也依次降低，这样可以保证整个系统在样本有噪音的

情况下实现线上纠偏。
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图 17　在线 E&E 选优

3.4　商户文案实践

文案作为一个常见的创意形式，在O2O以商户为主要载体的场景下有三点需

要：第一，赋予商户以内容调性，丰富创意；第二，通过内容化扩展投放的场景；最

后，赋能平台的内容化升级，主要业务目标包括点击率、页面穿透率等等。

文案生成和标题生成能够通用整体的生成模型框架，可以归为Data2Text 类任

务，最大区别是由文案的载体”商户”所决定。不同于内容，准确性的要求低很多，

复杂度也大大降低，但同时为泛化能力提出了更高的要求，也带来了与内容生成不同

的问题。首先在表示上，对商户的结构化理解变得尤其关键；其次在控制上，有D2T

任务特有且非常重要的控制要求。前文也提到了生成一段文本从来不是难点，重要的

是如何按照不同要求控制Seq 生成的同时，保证很好的泛化性。下文也会分别介绍

卖点控制、风格控制、多样性控制控制等几个控制方法。实现这样的控制，也有很多

不同的思路。

商户表示

商户的表示抽象为Context，如下图中所示，主要分两部分。

第一部分来源于商户的自身理解，一部分则来源于目标文本，两部分有一定交

集。其中商户理解的数据为卖点或者 Topic，在初期，为了挖掘商户卖点和 Topic，

我们主要使用成本较低、无需标注的 LDA。但是它的准确性相对不可控，同时对产

出的卖点主题仍需要进行人工的选择，以便作为新的标注，辅助后续扩展有监督的任
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务。我们通过Key 和 Value 两个 Field，来对卖点和主题进行共同表达（也存在很多

只有Value 的情况），比如下图这个商户“菜品”是个Key，“雪蟹”是Value，“约

会”则仅是Value。随着时间的推移，后续我们逐渐利用平台商户标签和图谱信息，

来扩展商户卖点的覆盖，以此丰富我们的输入信息。该部分在内容挖掘和NLP知识

图谱的相关介绍中都有涉及，这里不再进行展开。

第二部分目标文本来源，特意添加这部分进入Context，主要有三方面原因：

	● 第一，仅仅依靠商户理解的Context，在训练过程中 Loss 下降极慢，并且最

终预测生成多样性不理想。本质原因是，目标文本内容与商户卖点、主题间的

相关性远远不够。通过不同商户的集合来学习到这个表示关系，非常困难。

	● 第二，拓宽可用数据范围，不受商户评论这类有天然标注对的数据限制，从商

户衔接扩展到卖点衔接，引入更多的泛化描述数据，比如各类运营文案等等。

	● 第三，这也是更为重要的一点，能够间接地实现卖点选择的能力，这个会在下

文进行介绍。

图 18　商户表示

控制端实现

控制，在解码端表现为两类，一类我们称之为Hard	Constrained（强控制），即

在数据端给定（或没有给定）的信息，一定要在解码端进行（或不进行）相应描述，这
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个适用于地域类目等不能出错的信息。比如这家商户在上海，生成时不能出现除上海

以外的地域信息，否则容易造成歧义。另一类称之为 Soft	Constrained（弱控制），

不同于NMT问题，在文案生成上即便是完全相同的输入，不同的输出都是允许的，

比如同一商户，最终的文案可以选择不同的卖点去描述不同的内容。

这类同属受限优化的问题，前文提到过有两个思路方向：第一，通过构建机制来

让模型自己学习到目标；第二，在Decoder 的 Beam	Search 阶段动态地加入所需

的控制目标。我们使用两者相结合的方法，来完成最终的不同控制的实现。

	● 两端机制设计：在具体机制实现上，主要依赖在 Input	Context 和 Output	

Decoder 两端同时生效，让Context 的 Hard	Constrained 来源于Output，

从而使Model 能够自动学习到强受限关系；而Soft	Constrained 则通过贝叶

斯采样的方法，动态添加进Context，从而帮助Model 提升泛化能力。

	● Decoder 控制：简单介绍下Beam	Search，前面提到过，文本生成的预测

过程是按Word 级进行的，每轮预测的候选是整个词汇空间，而往往一般的

词表都是十万以上的量级。如果生成序列序列长度为N，最终候选序列就有

十万的N次方种可能，这在计算和存储上绝不可行。这时候，就需要使用到

Beam	Search 方法，每一步保留最优的前K（K一般为 2）个最大概率序列，

其他则被剪枝，本质上可以视作一个压缩版的维特比解码。

我们在预测Beam	Search 阶段，除了计算模型概率外，额外增加下图中绿色部

分的 Fuction。输入为之前已生成的序列，具体计算逻辑取决于控制目标，可以自由

实现。
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图 19　Decoder Beam_Search 控制

下面简单介绍两个重要的控制实现：

	● 卖点控制：这是最重要的一个控制机制，我们整理了涉及到 Hard	Con-

strained 的卖点和实体，重要的如地域、品类等，在目标理解过程中直接加

入 Context。对于 Soft	Constrained，我们通过卖点的共现计算一个简单

的条件概率，并将卖点依此条件概率随机添加进Context 中，从而让模型通

过注意力学习到受限关系。最后在Decoder	fuction 部分，我们新增了一个

Hard&Soft	Constrained 的匹配打分项，参与最终的概率计算。最终的实际

结果，也非常符合我们的预期。

	● 风格控制：实现方法和卖点控制非常相似，只是这里的风格，其实是通过不同

内容之间的差异来间接进行实现。比如大众点评头条、PGC类的内容与UGC

类的的写作风格，就存在极大的差异。那么在文案上，比如聚合页标题上可能

更需要PGC的风格，而聚合页内容上则需要UGC的风格。这样的内容属性，

即可作为一个Context 的控制信号，让模型捕获。

3.5　内容聚合

多样性控制

多样性，在文案生成上是一个比较重要和普遍的问题，尤其对于同一个店铺、同
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一个卖点或主题同时生成N条内容的聚合页来说，更为突出。本质原因是，在解码预

测Beam	Search 时永远选择概率最大的序列，并不考虑多样性。但是如果预测时采

用Decoder 概率 Random	Search 的方法，则在通顺度上会存在比较大的问题。

对此，我们直接对全局结果进行优化，在预测时把一个聚合页Context 放到同

一个 batch 中，batch_size 即为文案条数，对已经生成序列上进行实体重复检测和

n-gram重复检测，将检测判重的加一个惩罚性打分，这个简单的思想已经能非常好

的解决多样性问题。

图 20　聚合页多样性控制

4. 动态创意

目前，很多搜索推荐等排序优化场景，都会将创意信息作为特征工程一部分添加

进精排或召回模型。那如果把创意优化近似为一个内容级创意排序问题，也可以无缝

衔接常用的Wide&Deep、DNN、FNN等 CTR预估模型。但是这之前，需要明确

一点非常重要的问题，即它与推荐精排模型的差异，它们之间甚至可能会相互影响，

对此，提供下我们的思考。

与精排模型的差异

	● 第一，精排模型能否一并完成创意的排序，答案显然是肯定的。但它的复杂度

决定了能Cover 候选集的上限，性能上往往接受不了叉乘创意带来的倍数增

长。但此非问题的关键。

	● 第二，创意层排序在精排层之前还是之后，直接影响了创意模型的复杂度，也
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间接决定了其效果的上限，以及它对精排模型可能的影响程度，从而可能带来

全局的影响。此没有最佳实践，视场景权衡。

	● 第三，精排模型与创意排序业务目标一致，但实现方式不同。精排模型通过全

局排序的最优化来提升业务指标，而创意优化则是通过动态提升内容受众价值

来提升业务指标。

最后，我们回到用户视角，当用户在浏览信息流时，其实看到的只有创意本身

（标题、图片、作者等信息），但用户却能从中感知到背后的诸多隐含信息，也就是

CTR预估中的重要内容 / 商户类特征，诸如类目、场景、商户属性等。这个现象背后

的本质在于，创意可以表征很多高阶的结构化信息。

基于这一点，在创意优化的特征工程上，方向就很明确了：强化User/Context，

弱化 Item/POI，通过创意表征，来间接学习到弱化的信息从而实现创意层面的最优

排序。该部分工作不仅仅涉及到文本，在本文中不再展开。

用户兴趣与文本生成结合的可能性

动态创意为文本生成提供了全新的空间，也提出了更高的要求。动态创意提升

受众价值，不仅仅只能通过排序来实现，在正篇介绍的最后部分，我们抛出一个可

能性的问题，供各位同行和同学一起思考。也希望能看到更多业界的方案和实践，

共同进步。

5. 总结与展望

整个 2018 年，大众点评信息流在核心指标上取得了显著的突破。创意优化作

为其中的一部分，在一些方面进行了很多探索，也在效果指标上取得了较为显著的收

益。不过，未来的突破，更加任重而道远。

2018 年至 2019 年初，NLP的各个子领域涌现了非常多令人惊喜的成果，并且

这些成果已经落地到业界实践上。这是一个非常好的趋势，也预示着在应用层面会有

越来越多的突破。比如 2019 年初，能够续写短篇小说的GPT2问世，虽然它真实的

泛化能力还未可知，但让我们真切看到了在内容受限下高质量内容生成的可能性。
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最后，回到初心，我们希望通过创意的载体显式地连接用户、商户和内容。我们

能了解用户关注什么，知道某些内容表达什么，获知哪些商户好，好在哪里，将信息

的推荐更进一步。
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 AI Challenger 2018：细粒度用户评论情感分析
冠军思路总结

程惠阁

2018 年 8 月 -12 月，由美团点评、创新工场、搜狗、美图联合主办的“AI	

Challenger	2018 全球 AI 挑战赛”历经三个多月的激烈角逐，冠军团队从来自全球

81 个国家、1000 多所大学和公司的过万支参赛团队中脱颖而出。其中“后厂村静

静”团队 -由毕业于北京大学的程惠阁（现已入职美团点评）单人组队，勇夺“细粒

度用户评论情感分类”赛道的冠军。本文系程惠阁对于本次参赛的思路总结和经验分

享，希望对大家能够有所帮助和启发。

背景

在2018全球AI挑战赛中，美团点评主要负责了其中两个颇具挑战的主赛道赛题：

细粒度用户评论情感分析和无人驾驶视觉感知。其中NLP中心负责的细粒度用户评论

情感分析赛道，最受欢迎，参赛队伍报名数量最多，约占整个报名团队的五分之一。
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细粒度用户评论情感分析赛道提供了 6大类、20个细分类的中文情感评论数据，

标注规模难度之大，在NLP语料特别是文本分类相关语料中都属于相当罕见，这份

数据有着极其重要的科研学术以及工业应用价值。

赛题简介

在线评论的细粒度情感分析对于深刻理解商家和用户、挖掘用户情感等方面有至

关重要的价值，并且在互联网行业有极其广泛的应用，主要用于个性化推荐、智能搜

索、产品反馈、业务安全等。本次比赛我们提供了一个高质量的海量数据集，共包含

6大类 20 个细粒度要素的情感倾向。参赛人员需根据标注的细粒度要素的情感倾向

建立算法，对用户评论进行情感挖掘，组委将通过计算参赛者提交预测值和场景真实

值之间的误差确定预测正确率，评估所提交的预测算法。

1. 工具介绍

在本次比赛中，采用了自己开发的一个训练框架，来统一处理 TensorFlow 和

PyTorch 的模型。在模型代码应用方面，主要基于香港科技大学开源的 RNet 和

MnemonicReader 做了相应修改。在比赛后期，还加入了一个基于BERT的模型，

从而提升了一些集成的效果。

2. 整体思路

整体将该问题看作 20 个 Aspect 的情感多分类问题，采用了传统的文本分类方

法，基于 LSTM建模文本，End2End 多 Aspect 统一训练。

文本分类是业界一个较为成熟的问题，在 2018 年 2月份，我参加了Kaggle 的

“作弊文本分类”比赛，当时的冠军团队主要依靠基于翻译的数据增强方法获得了成

功。2018 年反作弊工作中的一些实践经验，让我意识到，数据是提升文本分类效果

的第一关键。因此，我第一时间在网络上寻找到了较大规模的大众点评评论语料，在

Kaggle 比赛的时候，NLP的语言模型预训练还没有出现，而随着 ELMo 之类模型

的成功，也很期待尝试一下预训练语言模型在这个数据集合上的整体效果。

https://github.com/HKUST-KnowComp/R-Net
https://github.com/HKUST-KnowComp/MnemonicReader
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3. 基础模型思路

首先，尝试了不使用预训练语言模型的基础模型，基于 Kaggle	Toxic 比赛的

经验，直接使用了当时表现最好的 LSTM	Encode	+	Pooling 作为基线模型。在

Kaggle 的比赛中，大家实验的普遍结果是针对中长文本的分类任务的最佳单模型，

都是基于RNN(LSTM/GRU) 或者部分基于RNN的模型，比如RCNN、Capsule	

+	RNN这样的模型，而其他的模型，比如单纯的CNN结构相对表现较差，主要可

能是因为RNN模型能更好地捕获相对较长距离的顺序信息。
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4. 模型层面优化

在基线模型的基础上，效仿阅读理解常见的做法，增加了Self	Attention 层（计算

文本到文本自身的Attention 权重），并将Attention 之后的输出和原始 LSTM输出，

采用Gate(RNet) 或者Semantic	Fusion(MnemonicReader) 的方式进行融合。
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5. 模型细节处理

更宽的参数更多的模型效果更好

	● LSTM效果好于GRU。

	● Hidden	size	400	>	200	>	100。

	● Topk	Pooling	+	Attention	Pooling 的效果好于单独的Max 或者 Attention	

Pooling。

	● 共享层前置，Pooling 层	和最后 Fc层不同 aspect 参数独占效果更好（来自赛

后实验，以及其他团队经验）。

这里推测主要原因：是这个数据集有 20个 Aspect，每个Aspect 分 4 个不同的

类别，所需要的参数相对较多。

三角学习率调节效果最佳

	● 参考 BERT开源代码的学习率设置带来较大效果提升。

采用 Word + Char 的词建模方式

	● 这种建模方式能结合分词和字符粒度切分的好处，最大限度避免词汇UNK带

来的损失。

	● 注意对比 Kaggle	Toxic 比赛那次比赛是英文语料，对应英文，当时的实验结

果是Word	+	Ngram的建模效果更好，收敛更快，所以针对不同NLP任务，

我们需要具体进行分析。

采用尽可能大的词表

和其他团队相比，我采用了更大的词表 14.4W（Jieba 分词），19.8W（Sen-

tence	Piece	Unigram分词），依靠外部大众点评评论数据基于 fastText 预训练词向

量，能够支持更大的词表。同时为了避免训练过拟合，采用了只 Finetune 训练中高

频的词对低频词固定词向量的处理方式。

最开始，预计情感相关的词汇相对较少，不需要较大的词表，但是实验过程中发

现更大的词表相对地能够提升性能，前提是利用较多的外部数据去比较好的刻画训练

数据中低频词的向量。在理论上，我们可以采用一个尽可能大的词表在预测过程中去
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尽可能的减少UNK的存在（有论文的结论是对应UNK不同的词赋于不同随机向量

效果，好于一个固定的UNK向量。这里类似，如果我们赋予一个基于无监督外部数

据，通过语言模型训练得到的向量则效果更好）。

6. 预训练语言模型

这部分是模型效果提升的关键，这里采用了 ELMo	Loss。在简单尝试了官方

的ELMo 版本之后，感觉速度相对比较慢，为此，采用了自己实现的一个简化版的

ELMo，实质上只使用了ELMo的 Loss 部分。

在当前双层 LSTM	Encoder 的基础上，采用了最小代价的ELMo引入，也就是

对当前模型的第一层 LSTM进行基于 ELMo	Loss 的预训练，而 Finetune 的时候，

模型结构和之前完全不变，只是第一层 LSTM以及词向量部分采用的ELMo预训练

的初始化结果，另外在ELMo的训练过程中，也采用了基于 fastText 的词向量参数

初始化。这个设计使得ELMo训练以及 Finetune 训练的收敛，都加快了很多，只需

要大概 1小时的ELMo训练，就能在下游任务产生明显受益。值得一提的是，ELMo

和 Self	Attention 的搭配在这个数据集合效果非常好。
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7. 模型集成

为了取得更好的模型多样性，采用了多种粒度的分词方式，在 Jieba 分词的主要

模型基础上，同时引入了基于 SentencePiece 的多种粒度分词。SentencePiece

分词能带来更短的句子长度，但是分词错误相对 Jieba 略多，容易过拟合，因此采用

了只 Finetune	Char 向量，固定词向量的策略来避免过拟合。多种粒度的分词配合

Word	+	Char 的建模方式带来了很好的模型多样性。

此外，模型维度的多样性来源自RNet 结构和MnemonicReader 结构，以及

BERT模型的结构的不同。

在模型选择的时候选取了平均 F1 值最优的轮次模型，集成的时候采用了按

Aspect 效果分开加权集成的方式（权重来自Valid 数据的 F1 分值排序）。基于以上

的多样性策略，只需要 7个单模型集成就能取得较好的效果。

8. 关于 BERT

在实验中基于Char 的 BERT单模型，在本次比赛中并没有取得比ELMo更好

的效果，受限于 512 的长度和只基于Char 的限制，目前看起来BERT模型在这个
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数据集合更容易过拟合，Train	Loss 下降较快，对应Valid	Loss 效果变差。相信通

过适当的优化BERT模型能取得更好的效果。

9. 后续优化

F1 的优化是一个有意思的方向。本次比赛中，没有对此做特殊处理，考虑到 F1

是一个全局优化值，如果基于Batch 强化学习，每个Batch 可能很难拟合稀有样本

分布。

BERT 的进一步优化。因为 BERT 出现之前，基于 Transformer 的模型在长

文本分类效果大都是差于基于 LSTM的模型的，所以如果我们按照 BERT 的 Loss

去预训练基于 LSTM 而不是 Transformer 的模型，在分类问题层面的效果如何？

另外，在这个数据集合基于 Transformer 的 BERT，能否取得比 ELMo 更好的分

类效果？

对话 AI Challenger 2018 冠军：程惠阁

Q：谈谈对本次参赛的感受？

程惠阁：作为一个多年的算法从业者，我真实的感受到在AI 时代，技术更新非

常之快，比如席卷而来的ELMo、BERT等预训练语言模型在工业界影响力之大。包

括美团在内的很多公司都快速跟进并上线，而且取得了很好收益，因此技术人员时刻

保持学习的心态是非常重要的。

而比赛和工作存在很大的不同，比赛相对更加单纯明确，比赛可以使我在最短时

间去学习实验验证一些新的技术，而在标准数据集合验证有效的模型策略，往往在工

作中也有实际的价值。对于比赛以及工作中的模型开发，我觉得比较重要的一点首先

要做好细致的模型验证部分，在此基础上逐步开发迭代模型才有意义。比如在这次比

赛中，我从一开始就监控了包括整体以及各个Aspect 的包括 F1、AUC、Loss 等等

各项指标。

Q：对学习算法的新同学有哪些建议？

程惠阁：如果有时间，可以系统地学习一些名校的深度学习相关的课程，还有很

重要的一点，就是实践，我们可以参加去学校项目或者去大公司实习，当然也可以利
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用 AI	Challenger、Kaggle 这样的竞赛平台进行实践。

Q：为什么会选择参加细粒度用户评论情感分类这个赛道？

程惠阁：因为我之前参加过类似的比赛，并且做过文本分类相关的工作，对这个

赛道的赛题也比较感兴趣。

Q：本次比赛最有成就感的事情是什么？

程惠阁：不断迭代提升效果带来的成就感吧，特别是简化版 ELMo 带来的效果

提升。

Q：参赛过程中，有哪些收获和成长？

程惠阁：作为一个 TensorFlow 重度用户，我学会了使用PyTorch 并且体验到

PyTorch 带来的优雅与高效。体验到了预训练语言模型的威力。在比赛中和比赛后，

我也收获了很多志同道合的朋友，和他们的交流学习，也帮助我提高了很多。

更重要的是，因为这次比赛，我加入了美团点评这个大家庭，入职这段时间，让

我真切地感受到美团点评为了提升用户体验，为了让用户吃的更好，生活更好，在技

术方面做了大量的投入。
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 WSDM Cup 2019 自然语言推理任务获奖解题思路

帅朋

WSDM（Web	Search	and	Data	Mining，读音为Wisdom）是业界公认的高

质量学术会议，注重前沿技术在工业界的落地应用，与SIGIR 一起被称为信息检索

领域的Top2。

刚刚在墨尔本结束的第 12届WSDM大会传来一个好消息，由美团搜索与NLP

部 NLP 中心的刘帅朋、刘硕和任磊三位同学组成的 Travel 团队，在WSDM	Cup	

2019 大赛	“真假新闻甄别任务”	中获得了第二名的好成绩。队长刘帅朋受邀于 2月

15 日代表团队在会上作口头技术报告，向全球同行展示了来自美团点评的解决方案。

本文将详细介绍他们本次获奖的解决方案。

1. 背景

信息技术的飞速发展，催生了数据量的爆炸式增长。技术的进步也使得了人们获

取信息的方式变得更加便捷，然而任何技术都是一把“双刃剑”，信息技术在为人们

的学习、工作和生活提供便利的同时，也对人类社会健康持续的发展带来了一些新的

威胁。目前亟需解决的一个问题，就是如何有效识别网络中大量存在的“虚假新闻”。
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虚假新闻传播了很多不准确甚至虚构的信息，对整个线上资讯的生态造成了很大的破

坏，而且虚假新闻会对读者造成误导，干扰正常的社会舆论，严重的危害了整个社会

的安定与和谐。因此，本届WSDM	Cup 的一个重要议题就是研究如何实现对虚假新

闻的准确甄别，该议题也吸引了全球众多数据科学家的参与。

虽然美团点评的主营业务与在线资讯存在一些差异，但本任务涉及的算法原理是

通用的，而且在美团业务场景中也可以有很多可以落地，例如虚假评论识别、智能客

服中使用的问答技术、NLP平台中使用的文本相似度计算技术、广告匹配等。于是，

Travel 团队通过对任务进行分析，将该问题转化为 NLP 领域的“自然语言推理”	

(NLI) 任务，即判断给定的两段文本间的逻辑蕴含关系。因此，基于对任务较为深入

理解和平时的技术积累，他们提出了一种解决方案——一种基于多层次深度模型融合

框架的虚假新闻甄别技术，该技术以最近NLP领域炙手可热的BERT为基础模型，

并在此基础上提出了一种多层次的模型集成技术。

2. 数据分析

为了客观地衡量算法模型的效果，本届大会组织方提供了一个大型新闻数据集，

该数据集包含 32万多个训练样本和 8万多个测试样本，这些数据样本均取材于互联

网上真实的数据。每个样本包含有两个新闻标题组成的标题对，其中标题对类别标签

包括Agreed、Disagreed、Unrelated 等 3 种。他们的任务就是对测试样本的标签

类别进行预测。

“磨刀不误砍柴功”，在一开始，Travel 团队并没有急于搭建模型，而是先对数

据进行了全面的统计分析。他们认为，如果能够通过分析发现数据的一些特性，就会

有助于后续采取针对性的策略。

首先，他们统计了训练数据中的类别分布情况，如图 1所示，Unrelated 类别占

比最大，接近 70%；而Disagreed 类占比最小，不到 3%。训练数据存在严重的类

别不均衡问题，如果直接用这样的训练数据训练模型，这会导致模型对占比较大类的

学习比较充分，而对占比较小的类别学习不充分，从而使模型向类别大的类别进行偏

移，存在较严重的过拟合问题。后面也会介绍他们针对该问题提出的对应解决方案。



852　>　美团 2019 技术年货

图 1　数据集中类别分布情况

然后，Travel 团队对训练数据的文本长度分布情况进行了统计，如图 2所示，

不同类别的文本长度分布基本保持一致，同时绝大多数文本长度分布在 20 ～ 100

内。这些统计信息对于后面模型调参有着很大的帮助。
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图 2　数据集中文本长度分布情况

3. 数据的预处理与数据增强

本着“数据决定模型的上限，模型优化只是不断地逼近这个上限”的想法，接下

来，Travel 团队对数据进行了一系列的处理。

在数据分析时，他们发现训练数据存在一定的噪声，如果不进行人工干预，将会

影响模型的学习效果。比如新闻文本语料中简体与繁体共存，这会加大模型的学习难

度。因此，他们对数据进行繁体转简体的处理。同时，过滤掉了对分类没有任何作用

的停用词，从而降低了噪声。

此外，上文提到训练数据中，存在严重的样本不均衡问题，如果不对该问题做针

对性的处理，则会严重制约模型效果指标的提升。通过对数据进行了大量的分析后，

他们提出了一个简单有效的缓解样本不均衡问题的方法，基于标签传播的数据增强方

法。具体方法如图 3所示：
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图 3　数据增强策略

如果标题A与标题B一致，而标题A与标题C一致，那么可以得出结论，标题

B与标题C一致。同理，如果标题A与标题B一致，而标题A与标题D不一致，那

么可以得出结论，标题B与标题D也不一致。此外，Travel 团队还通过将新闻对中

的两条文本相互交换位置，来扩充训练数据集。

4. 基础模型

BERT 是 Google 最新推出的基于双向 Transformer 的大规模预训练语言模

型，在 11 项 NLP 任务中夺得 SOTA 结果，引爆了整个 NLP 界。BERT 取得成

功的一个关键因素是 Transformer 的强大特征提取能力。Transformer 可以利用

Self-Attention 机制实现快速并行训练，改进了RNN最被人所诟病的“训练慢”的

缺点，可以高效地对海量数据进行快速建模。同时，BERT拥有多层注意力结构（12

层或 24 层），并且在每个层中都包含有多个“头”（12头或 16头）。由于模型的权重

不在层与层之间共享，一个BERT模型相当于拥有 12×12=224 或 24×16=384 种

不同的注意力机制，不同层能够提取不同层次的文本或语义特征，这可以让 BERT

具有超强的文本表征能力。



算法　<　855

本赛题作为典型的自然语言推理（NLI）任务，需要提取新闻标题的高级语义特

征，BERT的超强文本表征能力正好本赛题所需要的。基于上述考虑，Travel 团队

的基础模型就采用了BERT模型，其中BERT网络结构如图 4所示：

图 4　BERT 网络结构图

在比赛中，Travel 团队在增强后的训练数据上对Google 预训练 BERT模型进

行了微调（Finetune），使用了如图 5所示的方式。为了让后面模型融合增加模型的

多样性，他们同时Finetune 了中文版本和英文版本。

图 5　基于 BERT 的假新闻分类模型结构
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5. 多层次深度模型融合框架

模型融合，是指对已有的多个基模型按照一定的策略进行集成以提升模型效果的

一种技术，常见的技术包括Voting、Averaging、Blending、Stacking 等等。这些

模型融合技术在前人的许多工作中得到了应用并且取得了不错的效果，然而任何一种

技术只有在适用场景下才能发挥出最好的效果，例如Voting、Averaging 技术的融

合策略较为简单，一般来说效果提升不是非常大，但优点是计算逻辑简单、计算复杂

度低、算法效率高；而Stacking 技术融合策略较复杂，一般来说效果提升比较明显，

但缺点是算法计算复杂度高，对计算资源的要求较苛刻。

本任务使用的基模型为BERT，该模型虽然拥有非常强大的表征建模能力，但同

时BERT的网络结构复杂，包含的参数众多，计算复杂度很高，即使使用了专用的

GPU计算资源，其训练速度也是比较慢的，因此这就要求在对BERT模型融合时不

能直接使用 Stacking 这种高计算复杂度的技术，因此我们选择了 Blending 这种计

算复杂度相对较低、融合效果相对较好的融合技术对基模型BERT做融合。

同时，Travel 团队借鉴了神经网络中网络分层的设计思想来设计模型融合框架，

他们想既然神经网络可以通过增加网络深度来提升模型的效果，那么在模型融合中是

否也可以通过增加模型融合的层数来提升模型融合的效果呢？基于这一设想，他们提

出了一种多层次深度模型融合框架，该框架通过增加模型的层数进而提升了融合的深

度，最终取得了更好的融合效果。

具体来说，他们的框架包括三个层次，共进行了两次模型融合。第一层采用

Blending 策略进行模型训练和预测，在具体实践中，他们选定了 25个不同的BERT

模型作为基模型；第二层采用 5折的 Stacking 策略对 25个基模型进行第一次融合，

这里他们选用了支持向量机（SVM）、逻辑回归（LR）、K近邻（KNN）、朴素贝叶斯

（NB），这些传统的机器学习模型，既保留了训练速度快的优点，也保证了模型间的差

异性，为后续融合提供了效率和效果的保证；第三层采用了一个线性的 LR模型，进

行第二次模型融合并且生成了最终的结果。模型融合的架构如图 6所示：
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图 6　模型融合架构

整体方案模型训练分为三个阶段，如图 7所示：

	● 第一个阶段，将训练数据划分为两部分，分别为 Train	Data 和 Val	Data。

Train	Data 用于训练 BERT 模型，用训练好的 BERT 模型分别预测 Val	

Data 和 Test	Data。将不同 BERT模型预测的Val	Data 和 Test	Data 的结

果分别进行合并，可以得到一份新的训练数据New	Train	Data 和一份新的测

试数据New	Test	Data。

	● 第二阶段，将上一阶段的New	Train	Data 作为训练数据，New	Test	Data

作为测试数据。本阶段将 New	Train	Data 均匀的划分为 5 份，使用“留

一法”训练 5 个 SVM模型，用这 5 个模型分别去预测剩下的一份训练数

据和测试数据，将 5份预测的训练数据合并，可以得到一份新的训练数据

NewTrainingData2，将 5份预测的测试数据采用均值法合并，得到一份新的

测试数据NewTestData2。同样的方法再分别训练 LR、KNN、NB等模型。

	● 第三阶段，将上一阶段的NewTrainingData2 作为训练数据，NewTestDa-
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ta2 作为测试数据，重新训练一个 LR模型，预测NewTestData2 的结果作

为最终的预测结果。为了防止过拟合，本阶段采用 5折交叉验证的训练方式。

图 7　假新闻分类方案的整体架构和训练流程

6. 实验

6.1　评价指标

为了缓解数据集中存在的类别分布不均衡问题，本任务使用带权重的准确率作为

衡量模型效果的评价指标，其定义如下所示：

其中，y为样本的真实类别标签， 为模型的预测结果，ωi 为数据集中第 i 个样

本的权重，其权重值与类别相关，其中Agreed 类别的权重为 1/15，Disagreed 类

别的权重为 1/5，Unrelated 类别的权重为 1/16。
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6.2 实验结果

在官方测试集上，Travel 团队的最优单模型的准确率达到 0.86750，25 个

BERT 模型简单平均融合后准确率达 0.87700（+0.95PP），25 个 BERT 模型结果

以加权平均的形式融合后准确率达 0.87702（+0.952PP），他们提出的多层次模型融

合技术准确率达 0.88156（+1.406PP）。实践证明，美团NLP中心的经验融合模型

在假新闻分类任务上取得了较大的效果提升。

图 8　效果提升

7. 总结与展望

本文主要对解决方案中使用的关键技术进行了介绍，比如数据增强、数据预处

理、多层模型融合策略等，这些方法在实践中证明可以有效的提升预测的准确率。由

于参赛时间所限，还有很多思路没有来及尝试，例如美团使用的BERT预训练模型

是基于维基百科数据训练而得到的，而维基百科跟新闻在语言层面也存在较大的差

异，所以可以将现有的BERT在新闻数据上进行持续地训练，从而使其能够对新闻

数据具有更好的表征能。
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深度学习在美团配送 ETA 预估中的探索与实践

基泽　周越　显杰

1. 背景

ETA（Estimated	Time	of	Arrival，“预计送达时间”），即用户下单后，配送人

员在多长时间内将外卖送达到用户手中。送达时间预测的结果，将会以”预计送达时

间”的形式，展现在用户的客户端页面上，是配送系统中非常重要的参数，直接影响

了用户的下单意愿、运力调度、骑手考核，进而影响配送系统整体成本和用户体验。

对于整个配送系统而言，ETA既是配送系统的入口和全局约束，又是系统的调

节中枢。具体体现在：

	● ETA 在用户下单时刻就需要被展现，这个预估时长继而会贯穿整个订单生命

周期，首先在用户侧给予准时性的承诺，接着被调度系统用作订单指派的依据

及约束，而骑手则会按照这个ETA时间执行订单的配送，配送是否准时还会

作为骑手的工作考核结果。

	● ETA 作为系统的调节中枢，需要平衡用户 -骑手 -商家 -配送效率。从用户

的诉求出发，尽可能快和准时，从骑手的角度出发，太短会给骑手极大压力。

从调度角度出发，太长或太短都会影响配送效率。而从商家角度出发，都希望

订单被尽可能派发出去，因为这关系到商家的收入。

ETA 在配送系统中作用
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在这样多维度的约束之下，外卖配送的ETA的建模和估计会变得更加复杂。与

打车场景中的ETA做对比，外卖场景的ETA面临如下的挑战：

	● 外卖场景中 ETA是对客户履约承诺的重要组成部分，无论是用户还是骑手，

对于ETA准确性的要求非常高。而在打车场景，用户更加关心是否能打到车，

ETA仅提供一个参考，司机端对其准确性也不是特别在意。

	● 由于外卖ETA承担着承诺履约的责任，因此是否能够按照ETA准时送达，也

是外卖骑手考核的指标、配送系统整体的重要指标；承诺一旦给出，系统调度和

骑手都要尽力保证准时送达。因此过短的ETA会给骑手带来极大的压力，并降

低调度合单能力、增加配送成本；过长的ETA又会很大程度影响用户体验。

	● 外卖场景中ETA包含更多环节，骑手全程完成履约过程，其中包括到达商家、

商家出餐、等待取餐、路径规划、不同楼宇交付等较多的环节，且较高的合单率

使得订单间的流程互相耦合，不确定性很大，做出合理的估计也有更高难度。

外卖及打车中的 ETA
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下图是骑手履约全过程的时间轴，过程中涉及各种时长参数，可以看到有十几个

节点，其中关键时长达到七个。这些时长涉及多方，比如骑手（接 -到 -取 -送）、

商户（出餐）、用户（交付），要经历室内室外的场景转换，因此挑战性非常高。对于

ETA建模，不光是简单一个时间的预估，更需要的是全链路的时间预估，同时更需

要兼顾”单量 -运力 -用户转化率”转化率之间的平衡。配送ETA的演变包括了数

据、特征层面的持续改进，也包括了模型层面一路从 LR-XGB-FM-DeepFM- 自

定义结构的演变。

ETA 的探索与演变

具体 ETA 在整个配送业务中的位置及配送业务的整体机器学习实践，请参看

《机器学习在美团配送系统的实践：用技术还原真实世界》。

2. 业务流程迭代中的模型改进

2.1　基础模型迭代及选择

与大部分CTR模型的迭代路径相似，配送 ETA模型的业务迭代经历了 LR->

树模型 ->Embedding->DeepFM-> 针对性结构修改的路径。特征层面也进行不断

迭代和丰富。

	● 模型维度从最初考虑特征线性组合，到树模型做稠密特征的融合，到Embed-

ding 考虑 ID 类特征的融合，以及 FM机制低秩分解后二阶特征组合，最终通

https://tech.meituan.com/2018/12/13/machine-learning-in-distribution-practice.html
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过业务指标需求，对模型进行针对性调整。

	● 特征维度逐步丰富到用户画像 / 骑手画像 / 商家画像 / 地址特征 / 轨迹特征 / 区

域特征 / 时间特征 / 时序特征 / 订单特征等维度。

目前版本模型在比较了Wide&Deep、DeepFM、AFM等常用模型后，考虑到

计算性能及效果，最终选择了DeepFM作为初步的 Base 模型。整个DeepFM模

型特征 Embedding 化后，在 FM（Factorization	Machine）基础上，进一步加入

deep 部分，分别针对稀疏及稠密特征做针对性融合。FM部分通过隐变量内积方式

考虑一阶及二阶的特征融合，DNN部分通过 Feed-Forward 学习高阶特征融合。模

型训练过程中采取了 Learning	Decay/Clip	Gradient/ 求解器选择 /Dropout/ 激活函

数选择等，在此不做赘述。

2.2　损失函数

在 ETA 预估场景下，准时率及置信度是比较重要的业务指标。初步尝试将

Square 的损失函数换成 Absolute 的损失函数，从直观上更为切合MAE相比ME

更为严苛的约束。在适当 Learning	Decay 下，结果收敛且稳定。

同时，在迭代中考虑到相同的 ETA 承诺时间下，在前后N分钟限制下，早到

1min 优于晚到 1min，损失函数的设计希望整体的预估结果能够尽量前倾。对于提

前部分，适当降低数值惩罚。对于迟到部分，适当增大数值惩罚。进行多次调试设计

后，最终确定以前后N分钟以及原点作为 3个分段点。在原先 absolute 函数优化的

基础上，在前段设计 1.2 倍斜率 absolute 函数，后段设计 1.8 倍斜率 absolute 函

数，以便让结果整体往中心收敛，且预估结果更倾向于提前送达，对于ETA各项指

标均有较大幅度提升。
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损失函数

2.3　业务规则融入模型

目前的业务架构是”模型 +规则”，在模型预估一个ETA值之后，针对特定业

务场景，会有特定业务规则时间叠加以满足特定场景需求，各项规则由业务指标多次

迭代产生。这里产生了模型和规则整体优化的割裂，在模型时间和规则时间分开优化

后，即模型训练时并不能考虑到规则时间的影响，而规则时间在一年之中不同时间

段，会产生不同的浮动，在经过一段时间重复迭代后，会加大割裂程度。

在尝试了不同方案后，最终将整体规则写入到了 TF模型中，在 TF模型内部调

整整体规则参数。

	● 对于简单的 (a*b+c)*d 等规则，可以将规则逻辑直接用 TF 的 OP算子来实

现，比如当 b、d为定值时，则 a、c为可学习的参数。

	● 对于过于复杂的规则部分，则可以借助一定的模型结构，通过模型的拟合来代

替，过多复杂OP算子嵌套并不容易同时优化。

通过调节不同的拟合部分及参数，将多个规则完全在 TF 模型中实现。最终对

业务指标具备很大提升效果，且通过对部分定值参数的更改，具备部分人工干涉模

型能力。
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多目标补时结构

在这里，整体架构就简化为多目标预估的架构，这里采用多任务架构中常用的

Shared	Parameters 的结构，训练时按比例采取不同的交替训练策略。结构上从最

下面的模型中间融合层出发，分别在 TF内实现常规预测结构及多个规则时间结构，

而其对应的 Label 则仍然从常规的历史值和规则时间值中来，这样考虑了以下几点：

	● 模型预估时，已充分考虑到规则对整体结果的影响（例如多个规则的叠加效

应），作为整体一起考虑。

	● 规则时间作为辅助 Label 传入模型，对于模型收敛及Regularization，起到进

一步作用。

	● 针对不同的目标预估，采取不同的 Loss，方便进行针对性优化，进一步提升

效果。

模型结构在进行预估目标调整尝试中：

	● 尝试过固定共享网络部分及不固定共享部分参数，不固定共享参数效果明显。

	● 通常情况下激活函数差异不大，但在共享层到独立目标层中，不同的激活函数

差异很大。

2.4　缺失值处理

在模型处理中，特征层面不可避免存在一定的缺失值，而对于缺失值的处理，完

全借鉴了《美团“猜你喜欢”深度学习排序模型实践》文章中的方法。对于特征 x进

入 TF模型，进行判断，如果是缺失值，则设置w1参数，如果不是缺失值则进入模

型数值为w2*x，这里将w1和 w2 作为可学习参数，同时放入网络进行训练。以此

https://tech.meituan.com/2018/03/29/recommend-dnn.html
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方法来代替均值 / 零值等作为缺失值的方法。

缺失值处理

3. 长尾问题优化

3.1　模型预估结果 + 长尾规则补时

基础模型学习的是整体的统计分布，但对于一些长尾情形的学习并不充分，体现

在长尾情形下预估时间偏短（由于ETA拥有考核骑手的功能，预估偏短对骑手而言

意味着很大的伤害）。故将长尾拆解成两部分来分析：

	● 业务长尾，即整体样本分布造成的长尾。主要体现在距离、价格等维度。距离

越远，价格越高，实际送达时间越长，但样本占比越少，模型在这一部分上的

表现整体都偏短。

	● 模型长尾，即由于模型自身对预估值的不确定性造成的长尾。模型学习的是整

体的统计分布，但不是对每个样本的预估都有“信心”。实践中采用RF多棵

决策树输出的标准差来衡量不确定性。RF模型生成的决策树是独立的，每棵
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树都可以看成是一个专家，多个专家共同打分，打分的标准差实际上就衡量了

专家们的“分歧”程度（以及对预估的“信心”程度）。从下图也可以看出来，

随着RF标准差的增加，模型的置信度和准时率均在下降。

模型长尾因子

在上述拆解下，采用补时规则来解决长尾预估偏短的问题：长尾规则补时为	< 业

务长尾因子，模型长尾因子 >	组合。其中业务长尾因子为距离、价格等业务因素，模

型长尾因子为RF标准差。最终的ETA策略即为模型预估结果 +长尾规则补时。

4. 工程开发实践

4.1　训练部分实践

整体训练流程

对于线下训练，采取如下训练流程：

Spark 原始数据整合	->	Spark 生成 TFRecord	->	数据并行训练	->	Tensor-

Flow	Serving 线下GPU评估	->	CPU	Inference 线上预测

整个例行训练亿级数据多轮Epoch 下流程持续约 4小时，其中 TF训练中，考

虑到 TF 实际计算效率并不是很高，有很大比例在数据 IO 部分，通过 Spark 生成



870　>　美团 2019 技术年货

TFRecord 部分，在此可将速度加速约 3.6 倍。而在数据并行训练部分，16 卡内的

并行度扩展基本接近线性，具备良好的扩展性。由于PS上参数量并未达到单机无法

承受，暂时未对参数在PS上进行切分。Serving 线下GPU评估部分，是整个流程

中的非必需项，虽然在训练过程中Chief	Worker 设置 Valid 集合可有一定的指标，

但对全量线下，通过Spark 数据调用Serving	GPU的评估具备短时间内完成全部流

程能力，且可以指定大量复杂自定义指标。

数据并行训练方式

整个模型的训练在美团的AFO平台上进行，先后尝试分布式方案及单机多卡方

案。考虑到生产及结果稳定性，目前线上模型生产采用单机多卡方案进行例行训练。

	● 分布式方案：

采用 TF 自带的 PS-Worker 架构，异步数据并行方式，利用 tf.train.Moni-

toredTrainingSession 协调整个训练过程。整个模型参数存储于PS，每个Step 上

每个Worker 拉取数据进行数据并行计算，同时将梯度返回，完成一次更新。目前的

模型单Worker 吞吐 1~2W/s，亿级数据几轮Epoch 耗时在几小时内完成。同时测

试该模型在平台上的加速比，大约在 16块内，计算能力随着Worker 数目线性增加，

16卡后略微出现分离。在目前的业务实践中，基本上 4-6 块卡可以短时间内完成例

行的训练任务。

	● 单机多卡方案：

采用PS-Worker 的方案在平台上具备不错的扩展性，但是也存在一定的弊端，

使用RPC的通讯很容易受到其他任务的影响，整个的训练过程受到最慢Worker 的

影响，同时异步更新方式对结果也存在一定的波动。对此，在线上生产中，最终选取

单机多卡的方案，牺牲一定的扩展性，带来整体训练效果和训练速度的稳定性。单机

多卡方案采取多GPU手动指定OP的 Device，同时在各个Device 内完成变量共

享，最后综合 Loss 与梯度，将Grad 更新到模型参数中。



算法　<　871

加速比曲线

TF 模型集成预处理

模型训练过程中，ID类特征低频过滤需要用到Vocab 词表，连续型特征都需要

进行归一化。这里会产生大量的预处理文件，在线下处理流程中很容易在Spark 中

处理成 Libsvm格式，然后载入到模型中进行训练。但是在线上预测时，需要在工程

开发端载入多个词表及连续型特征的归一化预处理文件（avg/std 值文件等），同时由

于模型是按天更新，存在不同日期版本的对齐问题。

为了简化工程开发中的难度，在模型训练时，考虑将所有的预处理文件写入 TF

计算图之中，每次在线预测只要输入最原始的特征，不经过工程预处理，直接可得到

结果：

	● 对于 ID 类特征，需要进行低频过滤，然后制作成词表，TF模型读入词表的

list_arr，每次 inference 通过 ph_vals，得到对应词表的 ph_idx。

tf_look_up = tf.constant(list_arr, dtype=tf.int64)
table = tf.contrib.lookup.HashTable(tf.contrib.lookup.
KeyValueTensorInitializer(tf_look_up, idx_range), 0)
ph_idx = table.lookup(ph_vals) + idx_bias

对于连续型特征，在Spark 处理完得到 avg/std 值后，直接写入 TF模型计算图

中，作为 constant 节点，每个 ph_in 经过两个节点，得到相应 ph_out。
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constant_avg = tf.constant(feat_avg, dtype=tf.float32, shape=[feat_dim], 
name="avg")
constant_std = tf.constant(feat_std, dtype=tf.float32, shape=[feat_dim], 
name="std")
ph_out = (ph_in - constant_avg) / constant_std

4.2　TF 模型线上预测

配送机器学习平台内置了模型管理平台，对算法训练产出的模型进行统一管理和

调度，管理线上模型所用的版本，并支持模型版本的切换和回退，同时也支持节点模

型版本状态的管理。

ETA使用的DeepFM模型用 TensorFlow 训练，生成 SavedModel 格式的模

型，需要模型管理平台支持Tensorflow	SavedModel 格式。

实现方案	S	线上服务加载 TensorFlow	SavedModel 模型有多种实现方案：

	● 自行搭建 TensorFlow	Serving	CPU 服务，通过 gRPC	API 或 RESTful	

API 提供服务，该方案实现比较简单，但无法与现有的基于 Thrift 的模型管理

平台兼容。

	● 使用美团AFO	GPU平台提供的 TensorFlow	Serving 服务。

	● 在模型管理平台中通过 JNI 调用 TensorFlow 提供的 Java	API	TensorFlow	

Java	API，完成模型管理平台对SavedModel 格式的支持。

最终采用 TensorFlow	Java	API 加载 SavedModel 在 CPU 上做预测，测试

batch=1 时预测时间在 1ms以内，选择方案 3作为实现方案。

远程计算模式

TensorFlow	Java	API 的底层C++动态链接库对 libstdc++.so 的版本有要求，

需要GCC版本不低于 4.8.3，而目前线上服务的CPU机器大部分系统为CentOS	

6,	默认自带GCC版本为 4.4.7。如果每台线上业务方服务器都支持 TensorFlow	

SavedModel 本地计算的话，需要把几千台服务器统一升级GCC版本，工作量比较

大而且可能会产生其他风险。

因此，我们重新申请了几十台远程计算服务器，业务方服务器只需要把 Input 数

https://www.tensorflow.org/install/lang_java?hl=zh-cn
https://www.tensorflow.org/install/lang_java?hl=zh-cn
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据序列化后传给 TensorFlow	Remote 集群，Remote 集群计算完后再将Output 序

列化后返回给业务方。这样只需要对几十台计算服务器升级就可以了。

在线序列化

线上性能

模型上线后，支持了多个业务方的算法需求，远程集群计算时间的 TP99 基本上

在 5ms以内，可以满足业务方的计算需求。

线上效果

总结与展望

模型落地并上线后，对业务指标带来较大的提升。后续将会进一步根据业务优化

模型，进一步提升效果：

	● 将会进一步丰富多目标学习框架，将取餐、送餐、交付、调度等整个配送生命

周期内的过程在模型层面考虑，对订单生命周期内多个目标进行建模，同时提

升模型可解释性。

	● 模型融合特征层面的进一步升级，在 Embedding 以外，通过更多的 LSTM/

CNN/ 自设计结构对特征进行更好的融合。

	● 特征层面的进一步丰富。
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配送交付时间轻量级预估实践

基泽　闫聪

1. 背景

可能很多同学都不知道，从打开美团App 点一份外卖开始，然后在半小时内就

可以从骑手小哥手中拿到温热的饭菜，这中间涉及的环节有多么复杂。而美团配送技

术团队的核心任务，就是将每天来自祖国各地的数千万份订单，迅速调度几十万骑手

小哥按照最优路线，并以最快的速度送到大家手中。

在这种场景下，骑手的交付时间，即骑手到达用户附近下车后多久能送到用户手

中　，就是一个非常重要的环节。下图是一个订单在整个配送链路的时间构成，时间

轴最右部分描述了交付环节在整个配送环节中的位置。交付时间衡量的是骑手送餐时

的交付难度，包括从骑手到达用户楼宇附近，到将餐品交付到用户手中的整个时间。

交付时间的衡量是非常有挑战的一件事，因为骑手在送餐交付到用户手中时会碰

到不同的问题，例如：骑手一次送餐给楼宇内多个用户，骑手对于特定楼宇寻址特别

困难，骑手在交付楼宇附近只能步行，老旧小区没有电梯，写字楼无法上楼，或者难
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以等到电梯等等。交付时间预估需要具备刻画交付难度的能力，在定价、调度等多个

场景中被广泛使用。例如根据交付难度来确定是否调节骑手邮资，根据交付难度来确

定是否调节配送运单的顺序，从而避免超时等等。总的来说，交付时间预估是配送业

务基础服务的重要一环。

但是，交付时间预估存在如下的困难：

	● 输入信息较少，且多为非数值型数据，目前能够被用来预估的仅有如下维度特

征：交付地址、交付点的经纬度、区域、城市，适配常规机器学习模型需要重

新整理且容易丢失信息。

	● 计算性能要求很高。由于是基础服务，会被大量的服务调用，需要性能 TP99

保证在 10ms 以内，整个算法平均响应时间需要控制在 5ms内，其中包括数

据处理及RPC的时间。且该标准为CPU环境下的性能要求，而非GPU下

的性能要求。

上图为部分版本所对应的性能，平响时间均在 5ms内，TP99 基本在 10ms内

总结起来，交付时间预估的问题，在于需要使用轻量级的解决方案来处理多种数

据形式的非数值型数据，并提取有效信息量，得到相对准确的结果。在相同效果的前

提下，我们更倾向于性能更优的方案。

在本文中，我们介绍了交付时间预估迭代的三个版本，分别为基于地址结构的树

模型、向量召回方案以及轻量级的End-to-End 的深度学习网络。同时介绍了如何

在性能和指标之间取舍，以及模型策略迭代的中间历程，希望能给从事相关工作的同

学们有所启发和帮助。

2. 技术迭代路径

首先，在交付时间预估的技术迭代上，我们主要经历了三个大版本的改动，每一
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版本在 5ms计算性能的约束下，追求轻量化的解决方案，在兼顾提升效果的基础上，

不显著增加性能的消耗。

本章节分别叙述了 3个模型的迭代路径，包括技术选型、关键方案及最终效果。

2.1　树模型

技术选型

最早也是最容易被考虑到的是利用规则，核心思路是利用树结构衡量地址相似

性，尽可能在相似的交付地址上积聚结构化数据，然后利用局部的回归策略，得到相

对充裕的回归逻辑，而未能达到回归策略要求的则走兜底的策略。

为了快速聚积局部数据，树模型是一个较为合适的解决方案，树的规则解析能够

有效地聚集数据，同时一个层级并不深的树，在计算速度上，具备足够的优势，能够

在较短的时间内，得到相对不错的解决方案。

观察用户填写地址以及联系实际中地址的层级结构，不难发现，一个地址可

以由四级结构组成：地址主干词（addr）、楼宇号（building）、单元号（unit）、楼层

（floor）。其中的地址主干词在实际中可能对应于小区名或者学校名等地标名称。例如

望京花园 1号楼 2 单元 5 楼，解析为（望京花园，1号楼，2单元，5楼）。通过分

析，实际交付时长与楼层高低呈正相关关系，且不同交付地址的交付时长随楼层增加

的变化幅度也有所区别，所以可以使用线性回归模型拟合楼层信息和交付时长的关

系，而地址主干词、楼宇号、单元号作为其层级索引。但用户填写的地址中并不一定

包含完整的四级结构，就会存在一定比例的缺失，所以利用这样的层级结构构建成一

棵树，然后充分利用上一层已知的信息进行预估。预测时，只需根据结点的分支找到

对应的模型即可，如果缺失，使用上一层结构进行预测。对于没有达到训练模型要求

数据量的地址，使用其所在的区域平均交付时长作为交付时长的预估结果，这部分也

可以看作区域信息，作为树结构的根节点。

迭代路径

整体的思路是基于离散特征训练树模型，在树的结点上基于楼层训练线性回归模

型。树结点训练分裂规则：（1）数据量大于阈值；（2）分裂后MAE（平均绝对误差）的
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和小于分裂前。考虑到数据的时效性，采用加权线性回归增加近期数据的权重。

2.2　树模型 + 向量召回方案

技术选型

向量召回作为主流的召回方案之一，被业界广泛使用，在使用 LSH、PQ乘积量

化等常用开源工具基础上，高维向量召回性能通常在毫秒量级。

而从算法上考虑，树模型中NLP 地址解析结果能够达到模型使用要求的仅为

70%+，剩余 20%+的地址无法通过训练得到的模型从而只能走降级策略。利用高维

向量来表达语义相似性，即利用向量来表达地址相似性，从而用相似数据对应的模型

来替代相似但未被召回数据，将地址主干词进行Embedding 后，摆脱主干词完全匹

配的低鲁棒性。

例如，在地址上可能会出现【7天酒店晋阳街店】数据量比较充足，但【7天连

锁酒店太原高新区晋阳街店】数据量不充足从而无法训练模型的案例，这可能是同一

个交付位置。我们希望尽可能扩大地址解析的成功率。

迭代路径

整个技术路径较为清晰简单，即利用Word2Vec 将 charLevel 字符进行

Embedding，获得该地址的向量表示，并且融入GPS位置信息，设计相应兜底策略。
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向量召回方案决策路径

最终效果

比较大地提升了整体策略的召回率，提升了 12.20pp，对于未被上一版本树模

型召回的地址，指标有了显著的提升，其中ME下降 87.14s，MAE下降 38.13s，

1min 绝对偏差率减小 14.01pp，2min 绝对偏差率减小 18.45pp，3min 绝对偏差率

减小 15.90pp。

2.3　End-to-End 轻量化深度学习方案

技术选型

在树模型的基础上，迭代到向量召回方案，整个模型的召回率有了较大幅度的增长，

但仍然不是100%。分析发现，召回率提升的障碍在于NLP对于地址解析的覆盖率。
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整个方案的出发点：

从模型复杂度考虑，同样仅仅使用地址信息的话，在提升模型VC维的基础上，

使用其他的模型方案至少可以持平树模型的效果，如果在这基础上还能融入其他信

息，那么对于原模型的基线，还能有进一步的提升。

考虑到不仅仅需要使用地址数据，同时需要使用 GPS 数据、大量 ID 类的

Embedding，对于各类非数值类型的处理灵活性考虑，采用深度学习的方案，来保

证多源且多类型特征能在同一个优化体系下优化学习。

工程上需要考虑的点：

交付模型作为基础模型，被广泛应用在路径构造、定价、ETA等各个业务中频

繁调用，在树模型版本中，对于性能的要求为平均响应时间 5ms，TP99 在 10ms

左右，本方案需要考虑沿袭原业务的性能，不能显著增加计算耗时。

交付模型的难点在于非数值型特征多，信息获取形式的多样化，当前的瓶颈并不

在于模型的复杂度低。如果可以轻量地获取信息及融合，没必要对 Fusion 后的信息

做较重的处理方案。

所以整体的设计思路为：利用深度学习融合非数值型特征，在简单Fusion的基础

上，直接得到输出结构，对于组件的选择，尽可能选用Flops 较低的设计。该设计背

后意图是，在充分使用原始输入信息，在尽可能避免信息损失的基础上，将非数值型

的信息融入进去。并将信息充分融合，直接对接所需要的目标。而选用的融合组件结

构尽可能保证高性能，且具备较高学习效率。这里分别针对地址选用了较为Robust 的

LSTM，针对GPS选用了自定义的双线性Embedding，兼顾性能和效果。

迭代路径

开始采用端到端的深度学习模型，这里首先需要解决的是覆盖率问题，直接采用

LSTM读取 charLevel 的地址数据，经过全连接层直接输出交付时间。作为第一版

本的数据，该版本数据基本持平树模型效果，但对于树模型未召回的 20%数据，有

了较大的提升。
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地址信息输入 charLevel 模型

在采用 charLevel 的地址奏效后，我们开始采用加入用户地址GPS的信息，由

于GPS为经纬度信息，非数值型数据，我们使用一种基于地理位置格点的双线性插

值方法进行Embedding。该方案具备一定的扩展性，对不同的GPS均能合理得到

Embedding 向量，同时具备平滑特性，对于多对偏移较小的GPS点能够很好的进

行支持。

最终方案将地址Embedding 后，以及GPS点的 Embedding 化后，加入下单

时间、城市 ID、区域 ID等特征后，再进行特征融合及变换，得到交付模型的时间预

估输出。整个模型是一个端到端的训练，所有参数均为Trainable。
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模型结构示意图

扩展组件

在证实End-to-End 路径可行后，我们开始进行扩展组件建设，包括自定义损

失函数、数据采样修正、全国模型统一等操作，得到一系列正向效果，并开发上线。

特征重要性分析

对于深度学习模型，我们有一系列特征重要性评估方案，这里采用依次进行

Feature	Permutation 的方式，作为评估模型特征重要性的方式。

考虑GPS经纬度和用户地址存在较大程度的信息重叠，评估结果如下。Shuffle

后，用户地址的特征重要性高于GPS经纬度的特征重要性。加入GPS后ME下降

不如地址信息明显，主要是地址信息包含一定冗余信息（下文会分析），而其他信息的

影响则可以忽略不计。
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特征 特征重要排名

用户地址 1

GPS经纬度 2

其他特征 ……

注：在配送的其他案例中，商户GPS的经纬度重要性 >>用户地址重要性 >>用

户GPS的经纬度重要性，该特征重要性仅仅为本案例特征重要性排序，不同学习目

标下可能会有比较明显差别。

最终效果

End-to-End 深度学习模型的最终效果较为显著：对于树模型及向量召回方案的

最痛点，覆盖率得到彻底解决，覆盖率提升到 100%。ME下降 4.96s，MAE下降

8.17s，1min 绝对偏差率减小 2.38pp，2min 绝对偏差率减小 5.08pp，3min 绝对

偏差率减小 3.46pp。同时，对于之前树模型及向量召回方案未能覆盖到的运单，提

升则更为明显。

3. 模型相关分析

在整个技术迭代的过程中，由于整个解决方案对于性能有着较为苛刻的要求，需

要单独对方案性能进行分析。本章节对向量召回方案及深度学习方案进行了相应的性

能分析，以便在线下确认性能指标，最终保证上线后性能均达到要求。下文分别着重

介绍了向量匹配的工具 Faiss 以及 TensorFlow	Operation 算子的选取，还有对于

整体性能的影响。

同时对比End-to-End 生成向量与Word2Vec 生成向量的质量区别，对于相关

项目具备一定的借鉴意义。

3.1　向量召回性能

最近邻搜索（Nearest	Neighbor	Search）指的是在高维度空间内找到与查询点

最近点的问题。在数据样本小的时候，通过线性搜索就能满足需求，但随着数据量的

增加，如达到上百万、上亿点时候，倾向于将数据结构化表示来更加精确地表达向量

信息。
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此时近似最近邻搜索ANN（Approximate	Nearest	Neighbor）是一个可参考的

技术，它能在近似召回一部分之后，再进行线性搜索，平衡效率和精度。目前大体上

有以下 3类主流方法：基于树的方法，如K-D树等；基于哈希的方法，例如 LSH；

基于矢量量化的方法，例如PQ乘积量化。在工业检索系统中，乘积量化是使用较多

的一种索引方法。

针对向量召回的工具，存在大量的开源实现，在技术选型的过程中，我们参照

ANN-Benchmarks 以及 Erikbern/ANN-Benchmarks 中的性能评测结果。在众多

ANN相关的工具包内，考虑到性能、内存、召回精度等因素，同时可以支持GPU，

在向量召回方案的测试中，选择以Faiss 作为 Benchmark。

Faiss 是 FaceBook 在 2017 年开源的一个用于稠密向量高效相似性搜索和密集

向量聚类的库，能够在给定内存使用下，在速度和精度之间权衡。可以在提供多种检

索方式的同时，具备C++/Python 等多个接口，也对大部分算法支持GPU实现。

下图为 Faiss 测评曲线：

交付时间模型召回的性能测试如下，可以达到性能需求。

	● 召回候选集数量：8W条向量【由于采用了GPS距离作为距离限制，故召回

http://ann-benchmarks.com/
https://github.com/erikbern/ann-benchmarks/
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测试采用 8W数量级】

	● 测试机器：Mac 本机CPU【CPU已满足性能，故不再测试GPU】

3.2　序列模块性能

在 TensorFlow 系统中，以C	API 为界限，将系统划分为【前端】和【后端】

两个子系统，前端扮演 Client 角色，完成计算图的构造，然后由 Protobuf 发送

给后端启动计算图计算。计算图的基础单元是OP，代表的是某种操作的抽象。在

TensorFlow 中，考虑到实现的不同，不同OP算子的选择，对于计算性能具有较大

影响。

为了评测深度学习交付模型的性能瓶颈，首先对整个模型进行Profile，下图即

为Profile 后的 Timeline，其中整个计算大部分消耗在序列模块处理部分，即下图中

的蓝色部分。故需要对序列模块的计算性能进行OP算子的加速。
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考虑到序列处理的需求，评估使用了 LSTM/GRU/SRU 等模块，同时在

TensorFlow 中，LSTM也存在多种实现形式，包括BasicLSTMCell、LSTMCell、

LSTMBlockCell、LSTMBlockFusedCell 和 CuDNNLSTM等实现，由于整个交付

模型运行在CPU上，故排除CuDNNLSTM，同时设置了全连接层 FullyConnect

加入评估。

从评估中可以发现，全连接层速度最快，但是对于序列处理会损失 2.3pp 效

果，其余的序列模型效果差异不大，但不同的OP实现对结果影响较大。原生的

BasicLSTM 性能较差，contrib 下 的 LSTMBlockFusedCell 性 能 最好，GRU/

SRU在该场景下未取得显著优势。

这是 LSTMBlockFusedCell 的官方说明，其核心实现是将 LSTM的 Loop 合

并为一个OP，调用时候整个Timeline 上更为紧凑，同时节约时间和内存：

	 This	is	an	extremely	efficient	LSTM	implementation,	that	uses	a	single	

TF	op	for	the	entire	LSTM.	It	should	be	both	faster	and	more	memo-

ry-efficient	than	LSTMBlockCell	defined	above.

以下是序列模块的性能测试：

	● 环境：Tensorflow1.10.0，CentOS	7。

	● 测试方法：CPU	inference	1000 次，取最长的地址序列，求平均时间。
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	● 结论：LSTMBlockFused 实现性能最佳。【FullyConnect 性能最快，但对性

能有损失】

注：在评估中，不仅仅包括了序列模型，也包括了其他功能模块，故参数量及模

型大小按照总体模型而言

lstm结构OP 时间(ms) FLOPs 可训练参数量 模型大小(MB) 效果差异

Fully	Connect 1.18 27.83M 7.00M 29.1 -2.3pp

SRU 4.00 27.96M 7.06M 29.4 差异不显著

GRU	Block 3.64 28.02M 7.10M 29.6 差异不显著

GRU 4.44 28.02M 7.10M 29.6 差异不显著

LSTMBlockFused 2.48 28.09M 7.13M 29.7 差异不显著

LSTM	Block 4.34 28.09M 7.13M 29.7 差异不显著

LSTM 4.85 28.09M 7.13M 29.7 差异不显著

BasicLSTM 4.92 28.09M 7.13M 29.7 差异不显著

3.3 向量效果分析

将向量召回与深度学习模型进行横向比较，二者中间过程均生成了高维向量。不

难发现，二者具备一定的相似性，这里就引发了我们的思考：

相较于向量召回，深度学习模型带来的提升主要来自于哪里？

有监督的 lstm学习到的Embedding 向量与自监督的Word2Vec 得到的向量在

地址相似性计算中有多大差别，孰优孰劣？

首先，我们分析第一个问题，End-to-End 模型提升主要来自哪里？

ME MAE 1min绝对偏差率 2min绝对偏差率 3min绝对偏差率

End-to-End 模型	-	

Word2Vec 模型
4.14 -0.45 -0.31% 0.05%

我们直接将End-to-End 模型得到的 char	embedding 抽取出来，直接放入到

Word2Vec 方案内，取代Word2Vec 生成的 char	embedding，再进行向量召回的

评估。结果如下表所示，单独抽取出来的 char	embedding 在向量召回方案中，表现

与Word2Vec 生成的向量基本一致，并没有明显的优势。

注：
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	● 1min 绝对偏差率定义：|pred-label|<=60s

	● 2min 绝对偏差率定义：|pred-label|<=120s

	● 3min 绝对偏差率定义：|pred-label|<=180s

此时的变量有 2个方面 :

	● a）对于 charLevel 地址的学习结构不同，一个为Word2Vec，一个为 LSTM

	● b）输入信息的不同，Word2Vec 的信息输入仅仅为地址主干词，而End-to-

End 的信息输入则包括了地址主干词、地址附属信息、GPS等其他信息。

注：

	● 完整地址：卓玛护肤造型（洞庭湖店）	（洞庭湖路与天山路交叉路口卓玛护肤造

型）

	● 地址主干词：卓玛护肤造型店

	● 地址附属信息：（洞庭湖店）（洞庭湖路与天山路交叉路口卓玛护肤造型）

为了排除第二方面的因素，即 b的因素，使用地址主干词作为输入，而不用地

址附属信息和其他模型结构的输入，保持模型输入跟Word2Vec 一致。在测试集上，

模型的效果比完整地址有明显的下降，MAE增大约 15s。同时将 char	embedding

提取出来，取代Word2Vec 方案的 char	embedding，效果反而变差了。结合 2.3

节中的特征重要性，可知，深度学习模型带来的提升主要来自对地址中冗余信息（相

较于向量召回）的利用，其次是多个新特征的加入。另外，对比两个 End-to-End

模型的效果，地址附属信息中也包含着对匹配地址有用的信息。

ME MAE 1min绝对偏差率 2min绝对偏差率 3min绝对偏差率

End-to-End 模型	-	

Word2Vec 模型
-1.28 0.64 0.90% 0.85%

针对第二个问题，有监督的 End-to-End 学习到的 Embedding 向

量，与自监督的 Word2Vec 得到的向量在地址相似性计算中有多大差别，

孰优孰劣？

采用地址主干词代替完整地址，作为End-to-End 模型的输入进行训练，其他
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信息均保持不变。使用地址主干词训练得到的Embedding 向量，套用到向量召回方

案中。

从评估结果来看，对于不同的阈值，End-to-End 的表现差异相对Word2Vec

较小。相同阈值下，End-to-End 召回率更高，但是效果不如Word2Vec。

从相似计算结果看，End-to-End 模型会把一些语义不相关但是交付时间相近

的地址，映射到同一个向量空间，而Word2Vec 则是学习一个更通用的文本向量

表示。

	 例如，以下两个交付地址会被认为向量距离相近，但事实上只是交付时间相

近：	南内环西街与西苑南路交叉口金昌盛国会 <=>辰憬家园迎泽西大街西苑南

路路口林香斋酒店

如果想要针对更为复杂的目标和引入更多信息，可以使用 End-to-End 框架；

只是计算文本相似性，从实验结果看，Word2Vec 更好一些。同时，通过查看Case

也可以发现，End-to-End 更关注结果相似性，从而召回一部分语义上完全不相关

的向量。两个模型目标上的不同，从而导致了结果的差异。

4. 总结与展望

在本篇中，依次展示了在配送交付场景下的三次模型策略迭代过程，以及在较为

苛刻性能要求限制下，如何用轻量化的方案不断提高召回率及效果。同时，对迭代过

程中的性能进行简单的分析及衡量，这对相关的项目也具备一定的借鉴意义，最后对

Word2Vec 及 End-to-End 生成的向量进行了比较。

事实上，本文中提及的向量召回及深度学习融合非数值型特征的方案，已经在

业界被广泛使用。但对于差异化的场景，本文仍具备一定的借鉴价值，特别是对于订

单 -骑手匹配、订单 -订单匹配等非搜索推荐领域的场景化应用，以及 TF	OP算子

的选用及分析、Embedding 生成方式带来的差异，希望能够给大家提供一些思路和

启发。
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5. 关联阅读
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ICDAR 2019 论文：自然场景文字定位技术详解

刘曦

自然场景文字定位是文字识别中非常重要的一部分。与通用的物体检测相比，文

字定位更具挑战性，文字在长宽比、尺度和方向上有更大范围的变化。针对这些问

题，本文介绍一种融合文字片段及金字塔网络的场景文字定位方法。该方法将特征金

字塔机制应用到单步多框检测器以处理不同尺度文字，同时检测多个文字片段以及学

习出文字片段之间 8-neighbor 连接关系，最后通过 8-neighbor 连接关系将文字片

段连接起来，实现对不同方向和长宽比的文字定位。此外，针对文字通常较小特点，

扩大检测网络中 backbone 模型深层特征图，以获得更好性能。

本文提出的方法已发表在文档分析与识别国际会议 ICDAR2019	(International	

Conference	on	Document	Analysis	and	Recognition) 上，审稿人评论该方法为

“As	it	is	of	more	practical	uses”，认可了它的实用性。

ICDAR 是由国际模式识别学会 (IAPR) 组织的专业会议之一，专注于文本领

域的识别与应用。ICDAR 大会每两年举办一次，目前已发展成文字识别领域的旗

舰学术会议。为了提高自然场景的文本检测和识别水平，国际文档分析和识别会

议（ICDAR）于 2003 年设立了鲁棒文本阅读竞赛（“Robust	Reading	Competi-

tions”）。至今已有来自 89个国家的 3500 多支队伍参与。ICDAR	2019 将于今年 9

月 20-25 日在澳大利亚悉尼举办。	美团今年联合国内外知名科研机构和学者，提

出了”中文门脸招牌文字识别”比赛（ICDAR	2019	Robust	Reading	Challenge	

onReading	Chinese	Text	on	Signboards）。

背景

自然场景图像中的文字识别已被广泛应用在现实生活中，例如拍照翻译，自动驾

驶，图像检索和增强现实等，因此也有越来越多的专家学者对其进行研究。自然场景

文字定位是指对场景图像中所有文本的精确定位，是自然场景文字识别中第一步也是

最重要的一步。由于自然场景下文本颜色、大小、宽高比、字体、方向、光照条件和
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背景等具有较大变化（如图 1），因此它是非常具有挑战性的。

图 1　自然场景文字图片

深度学习技术在物体识别和检测等计算机视觉任务方面已经取得了很大进展。许

多最先进的基于卷积神经网络（CNN）的目标检测框架，如Faster	RCNN、SSD	和

FPN[1] 等，已被用来解决文本检测问题并且性能远超传统方法。
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深度卷积神经网络是一个多层级网络结构，浅层特征图具有高分辨率及小感受

野，深层特征图具有低分辨率及大感受野。具有小感受野的浅层特征点对于小目标比

较敏感，适合于小目标检测，但是浅层特征具有较少的语义信息，与深层特征相比具

有较弱的辨别力，导致小文本定位的性能较差。另一方面，场景文字总是具有夸张的

长宽比（例如一个很长的英文单词或者一条中文长句）以及旋转角度（例如基于美学考

虑），通用物体检测框架如Faster	RCNN和 SSD是无法回归较大长宽比的矩形和旋

转矩形。

围绕上面描述的两个问题，本文主要做了以下事情：

1.	为了处理不同尺度的文本，借鉴特征金字塔网络思路，将具有较强判别能力

的深层特征与浅层特征相结合，实现在各个层面都具有丰富语义的特征金字

塔。另外，当较深层中的小对象丢失时，特征金字塔网络仍可能无法检测到

小对象，深层的上下文信息无法增强浅层特征。我们额外扩大了深层的特征

图，以更准确地识别小文本。

2.	我们不直接回归文本行，而是将文本行分解为较小的局部可检测的文字片段，

并通过深度卷积网络进行学习，最后将所有文字片段连接起来生成最终的文

本行。

现有方法

最新的基于深度神经网络的文本定位算法大致可以分为两大类：（1）基于分割的

文本定位；（2）基于回归的文本定位。

（1）基于分割的文本定位

当前基于分割的文本定位方法大都受到完全卷积网络（FCN	[2]）的启发。全卷积

网络（FCN,	fully	convolutional	network），	是去除了全连接 (fc) 层的基础网络，最

初是用于实现语义分割任务。由于 FCN网络最后一层特征图的像素分辨率较高，而

图文识别任务中需要依赖清晰的文字笔画来区分不同字符（特别是汉字），所以 FCN

网络很适合用来提取文本特征。当 FCN被用于图文识别任务时，最后一层特征图中

每个像素将被分成文字行（前景）和非文字行（背景）两个类别。
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图 2　全卷积网络

（2）基于回归的文本定位

Textboxes	[3]	是经典的也是最常用的基于回归的文本定位方法，它基于SSD框

架，训练方式是端到端，运行速度也较快。为了适应文本行细长型特点，特征层也用

长条形卷积核代替了其他模型中常见的正方形卷积核。为了防止漏检文本行，还在垂

直方向增加了候选框数量。为了检测大小不同的字符块，在多个尺度的特征图上并行

预测文本框，	然后对预测结果做NMS过滤。

图 3　Textboxes 框架

提出方法

我们的方法也是基于SSD，整体框架如图 4。为了应对多尺度文字尤其是小文

字，对高层特征图进行间隔采样，以保持高层特征图分辨率。同时借鉴特征金字塔网

络相关思路，将高层特征图上采样与底层特征叠加，构建一个新的多层级金字塔特征
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图（图 4蓝色框部分）。此外，为了处理各种方向文字，在不同尺度的特征图上预测文

字片段以及片段之间的连接关系，然后对预测出的文字片段和连接关系进行组合，得

到最终文本框。下面将具体介绍方法。

图 4　我们方法框架

（1）扩大高层特征图

深度卷积神经网络通常是逐层下采样，这对于物体分类来说是有效的，但是对于

检测任务来说是有损害的。基于时间和性能的权衡考量，我们对卷积网络中最后几层

特征进行间隔采样，如图 5，从Conv6_2 层开始下采样，Conv7_2 层保持原分辨

率，Conv8_2 层再下采样。

图 5　扩大特征图

（2）构建特征金字塔

虽然通过扩大深度特征图的设计可以更好地检测小文本，但较小的文本仍然难
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以检测。为了更好地检测较小的文本，进一步增强较浅层（例如图 5中 conv4_3，

Fc7）的特征。我们通过融合高层和低层的特征构建了一个新的特征金字塔（图 4中

蓝色部分：conv4_3_f,fc7_f,conv6_2_f,conv7_2_f,conv8_2_f	 和 conv9_2_f），

新的金字塔特征具有更强辨别力和语义丰富性。

高层和低层特征融合策略如图 6所示，高层特征图先进行上采样使之与低层特征

图相同大小，然后与低层特征图进行叠加，叠加后的特征图再连接一个 3*3 卷积，获

得固定维度的特征图，我们设定固定维度 d=256。

图 6　构建特征金字塔模块

（3）预测文字片段及片段之间连接关系

如图 7，先将每个文字词切割为更易检测的有方向的小文字块（segment），然后

用邻近连接（link）将各个小文字块连接成词。这种方案方便于识别长度变化范围很大

的、带方向的词和文本行，它不会象 Faster-RCNN等方案因为候选框长宽比例原

因检测不出长文本行，而且处理速度很快。

图 7　小文字块和近邻连接
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基于第（2）小节构建的特征金字塔特征图，将每层特征图上特征点用于检测小文

字块和文字块连接关系。如图8，连接关系可以分为八种，上、下、左、右、左上、右

上、左下、右下，同一层特征图、或者相邻层特征图上的小文字块都有可能被连接入同

一个词中，换句话说，位置邻近、并且尺寸接近的文字块都有可能被预测到同一词中。

图 8　连接关系示意图

最后基于检测出的小文字块以及文字块连接，组合出文本框（如图 9），具体组合

过程如下：

（a）将所有具有连接关系的小文字块组合起来，得到若干小文字块组；	（b）对于

每组小文字块，找到一条直线能最好的拟合组内所有小文字块中心点；	（c）将组内所

有小文字块的中心点投影到该直线上，找出距离最远的两个中心点A和 B；	（d）最终

文字框中心点为（A+B）/2，方向为直线斜率，宽度为A，B两点直线距离加上A，B

两点的平均宽度，高度为所有小文字块的平均高度。

图 9　小文字块连接示意图
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实验及应用

我们在两个公开数据集上（ICDAR2013，ICDAR2015）对方法进行评测。其

中 ICDAR2013 数据集，训练图片 229 张，测试图片 233 张；ICDAR2015 数据集，

训练图片 1000 张，测试图片 500 张，它们都来自于自然场景下相机拍摄的图片。

（1）我们首先对比了扩大高层特征图与不扩大高层特征图的性能比较，并在基础

上对比加入特征金字塔后的性能比较，在 ICDAR2015 数据集上实验，结果如表 1：

表 1　方法中不同模块有效性验证

“baseline”方法是 ssd 框架 +预测文字片段及片段之间连接关系模块，“扩大

高层特征图”是在 baseline 方法基础上对高层特征图进行扩大，“金字塔 +扩大高层

特征图”是在 baseline 方法基础上对高层特征图进行扩大	并且加入特征金字塔。从

表 1中不难发现，扩大高层特征图可以带来精度和召回的提升，尤其是召回有近 3个

点的提升（73.4->76.3），这很好理解，因为更大的特征图产生更多的特征点以及预

测结果；在此基础上再加入金字塔机制，精度获得显著提升，说明金字塔结构极大增

强低层特征判别能力。

（2）我们也和其他方法也做了比较，具体见表 2和表 3：

表 2　ICDAR2013 数据集与其他方法比较
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表 3　ICDAR2015 数据集与其他方法比较

从上表中可以看出，我们的方法在时间和精度上取得很好的权衡。在 ICDAR2015

数据集上，虽然性能不及PixelLink，但是FPS要远高于它；而相比TextBoxes++，

虽然FPS略低于它，但是精度更高。图10给出一些文字定位结果示例。

图 10　文字定位结果示意图

（3）此外，本方法也落地应用于实际业务场景菜单识别中。菜单上文字通常较

小、较密，菜名文字可长可短，以及由于拍摄角度导致文字方向倾斜等。如图 11所

示，方法能很好的解决以上问题（小文字、密集文字行、长文本、不同方向）；并且在

500 张真实商家菜单图片上进行评测，相比 SegLink 方法，性能明显提升（近 5个

点提升）。

表 4　菜单测试结果
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1
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图 11　菜单文字定位结果示意图

结论

本文我们提出了一个高效的场景文本检测框架。针对文字特点，我们扩大高层

特征图尺寸并构建了一个特征金字塔，以更适用于不同比例文本，同时通过检测文本

片段和片段连接关系来处理长文本和定向文本。实验结果表明该框架快速且准确，在

ICDAR2013 和 ICDAR2015 数据集上获得了不错结果，同时应用到公司实际业务

场景菜单识别上，获得明显性能提升。下一步，受实例分割的方法PixelLink	 [4] 的启

发，我们也考虑将文本片段进一步细化到像素级，同时融合检测和分割方法各自优缺

点，构建联合检测和分割的文字定位框架。
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CVPR 2019 轨迹预测竞赛冠军方法总结

李鑫

背景

CVPR	2019	是机器视觉方向最重要的学术会议，本届大会共吸引了来自全世

界各地共计	5160	篇论文，共接收	1294	篇论文，投稿数量和接受数量都创下了历

史新高，其中与自动驾驶相关的论文、项目和展商也是扎堆亮相，成为本次会议的

“新宠”。

障碍物轨迹预测挑战赛（Trajectory	Prediction	Challenge）隶属于 CVPR	

2019	Workshop	on	Autonomous	Driving	—	Beyond	Single	Frame	Perception

（自动驾驶研讨会），由百度研究院机器人与自动驾驶实验室举办，侧重于自动驾驶中

的多帧感知，预测和自动驾驶规划，旨在聚集来自学术界和工业界的研究人员和工程
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师，讨论自动驾驶中的计算机视觉应用。美团无人配送与视觉团队此项比赛获得了第

一名。

在该比赛中，参赛队伍需要根据每个障碍物过去 3秒的运动轨迹，预测出它在

未来 3秒的轨迹。障碍物共有四种类型，包括行人、自行车、大型机动车、小型机动

车。每种障碍物的轨迹用轨迹上的采样点来表示，采样的频率是 2赫兹。美团的方法

最终以 1.3425 的成绩取得该比赛的第一名，同时我们也在研讨会现场分享了算法和

模型的思路。

赛题简介

轨迹预测竞赛数据来源于在北京搜集的包含复杂交通灯和路况的真实道路数据，

用于竞赛的标注数据是基于摄像头数据和雷达数据人工标注而来，其中包含各种车

辆、行人、自行车等机动车和非机动车。

训练数据：每个道路数据文件包含一分钟的障碍物数据，采样频率为每秒 2赫

兹，每行标注数据包含障碍物的 ID、类别、位置、大小、朝向信息。

测试数据：每个道路数据文件包含 3秒的障碍物数据，采样频率为每秒 2赫兹，

目标是预测未来 3秒的障碍物位置。

评价指标

平均位移误差：Average	displacement	error（ADE），每个预测位置和每个真

值位置之间的平均欧式距离差值。
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终点位移误差：Final	displacement	error（FDE），终点预测位置和终点真值位

置之间的平均欧式距离差值。

由于该数据集包含不同类型的障碍物轨迹数据，所以采用根据类别加权求和的指

标来进行评价。

现有方法

这次竞赛要解决的预测问题不依赖地图和其他交通信号等信息，属于基于非结构

化数据预测问题，这类问题现在主流的方法主要根据交互性将其区分为两类：1.	独立

预测，2.	依赖预测。

独立预测是只基于障碍物历史运动轨迹给出未来的行驶轨迹，依赖预测是会考虑

当前帧和历史帧的所有障碍物的交互信息来预测所有障碍物未来的行为。

考虑交互信息的依赖预测，是当前学术界研究比较多的一类问题。但是经调研总

结，我们发现其更多的是在研究单一类别的交互，比如在高速公路上都是车辆，那预

测这些车辆之间的交互；再比如在人行道上预测行人的交互轨迹。预测所有类别障碍

物的之间的交互的方法很少。

以下是做行人交互预测的两个方法模型：

方法 1.	Social	GAN，分别对每个障碍车输入进行Encoder，然后通过一个统

一的Pooling 模块提取交互信息，再单独进行预测。
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方法 2.	StarNet，使用一个星型的 LSTM网络，使用Hub网络提取所有障碍物

的交互信息，然后再输出给每个Host 网络独立预测每个障碍物的轨迹。

我们的方法

数据分析

拿到赛题之后，我们首先对训练数据做了分析，由于最终的目标是预测障碍物测

位置，所以标注数据中的障碍物大小信息不太重要，只要根据类别来进行预测即可。

其次，分析朝向信息是否要使用，经统计发现真值标注的朝向信息非常不准确，

从下图可以看到，大部分的标注方向信息都和轨迹方向有较大差距，因此决定不使用

朝向信息进行预测。
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然后，分析数据的完整性，在训练过程中每个障碍物需要 12帧数据，才可以模

拟测试过程中使用 6帧数据来预测未来 6帧的轨迹。但是在真实搜集数据的时候，没

有办法保证数据的完整性，可能前后或中间都可能缺少数据，因此，我们根据前后帧

的位置关系插值生成一些训练数据，以填补数据的缺失。

最后，对数据做了增强，由于我们的方法不考虑障碍物之间的交互，仅依赖每个

障碍物自身的信息进行训练，因此障碍物轨迹进行了旋转、反向、噪声的处理。

模型结构

由于这次轨迹预测的问题是预测所有类别的轨迹，所以使用解决单一类别的轨迹

预测模型不适用于该问题，而且如果把所有的物体放在单一的交互模型中来，不能正

确提取出不同障碍物之间的交互特征。我们尝试了一些方法也证实了这一点。

因此在竞赛中，我们使用了多类别的独立预测方法，网络结构如下图，该方法

针对每个类别构造一个 LSTM 的 Encoder-Decoder 模型，并且在 Encoder 和

Decoder 之间加入了Noise 模块，Noise 模块生成固定维度的高斯噪声，将该噪声
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和 Encoder 模块输出的 LSTM状态量进行连结作为Decoder 模块的 LSTM初始状

态量，Noise 模块主要作用是负责在多轮训练过程中增加数据的扰动，在推理过程中

通过给不同的Noise 输入，可以生成多个不同的轨迹。

最终，需要在不同的轨迹输出中选择一个最优的轨迹，这里采用了一个简单的规

则，选择预测的轨迹方向和历史轨迹方向最接近的轨迹作为最终的轨迹输出。

实验结果

我们仅使用了官方提供的数据进行训练，按照前述数据增强方法先对数据进行增

强，然后搭建网络结构进行训练，Loss 采用Weighted	Sum	of	ADE（WSADE），

采用Adam优化方法，最终提交测试的WSADE结果为 1.3425。

方法 WSADE

我们的方法 1.3425

StarNet（基于交互的方法） 1.8626

TrafficPredict（ApolloScape	Baseline 方法） 8.5881
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总结

在这次竞赛中，我们尝试了使用多类别的独立预测方法，通过对数据增强和加入

高斯噪声，以及最终人工设计规则选择最优轨迹的方法，在这次障碍物轨迹预测挑战

赛（Trajectory	Prediction	Challenge）中获得了较好的成绩。但是，我们认为，基

于交互的方法用的好的话应该会比这种独立预测方法还是要好，比如可以设计多类别

内部交互和类别间的交互。另外，也关注到现在有一些基于图神经网络的方法也应用

在轨迹预测上，今后会在实际的项目中尝试更多类似的方法，解决实际的预测问题。

参考文献
Yanliang	Zhu,	Deheng	Qian,	Dongchun	Ren	and	Huaxia	Xia.	StarNet:	Pedetrian	

Trajectory	Prediction	using	Deep	Neural	Network	 in	Star	Topology[C]//Proceedings	

of	the	IEEE/RSJ	International	Conference	on	Intelligent	Robots	and	Systems	(IROS).	

2019.

Gupta	A,	Johnson	J,	Fei-Fei	L,	et	al.	Social	gan:	Socially	acceptable	trajectories	with	

generative	adversarial	networks[C]//Proceedings	of	the	IEEE	Conference	on	Computer	

Vision	and	Pattern	Recognition	(CVPR).	2018:	2255-2264.
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 顶会论文：基于神经网络 StarNet 的行人轨迹 
交互预测算法

炎亮　德恒　冬淳　华夏

1. 背景

民以食为天，如何提升超大规模配送网络的整体配送效率，改善数亿消费者在”

吃“方面的体验，是一项极具挑战的技术难题。面向未来，美团正在积极研发无人

配送机器人，建立无人配送开放平台，与产学研各方共建无人配送创新生态，希望

能在一个场景相对简单、操作高度重复的物流配送中，提高物流配送效率。在此过

程中，美团无人配送团队也取得了一些技术层面的突破，比如基于神经网络StarNet

的行人轨迹交互预测算法，论文已发表在 IROS	2019。IROS	的全称是 IEEE/RSJ	

International	Conference	on	Intelligent	Robots	and	Systems，IEEE 智能机器

人与系统国际会议，它和 ICRA、RSS并称为机器人领域三大国际顶会。

1.1　行人轨迹预测的意义

在无人车行驶过程中，它需要对周围的行人进行轨迹预测，这能帮助无人车更加

安全平稳地行驶。我们可以用图 1来说明预测周围行人的运动轨迹对于无人车行驶的

重要性。

图 1中蓝色方块代表无人车，白色代表行人。上半部分描述的是在不带行人轨迹

预测功能情况下无人车的行为。这种情况下，无人车会把行人当做静态物体，但由于

每个时刻行人都会运动，导致无人车规划出来的行驶轨迹会随着时间不停地变化，加

大了控制的难度，同时还可能产生碰撞的风险，这样违背了安全平稳行驶的目标。下

半部分是有了行人轨迹预测功能情况下的无人车行为。这种情况下，无人车会预测周

围行人的行驶轨迹，因此在规划自身行驶时会考虑到未来时刻是否会与行人碰撞，最

终规划出来的轨迹更具有“预见性”，所以避免了不必要的轨迹变化和碰撞风险。

https://arxiv.org/abs/1906.01797
https://arxiv.org/abs/1906.01797
https://www.icra2019.org/
http://www.roboticsconference.org/
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图 1　主车规划轨迹跳变问题

1.2　行人轨迹预测的难点

总体而言，行人轨迹预测的难点主要有两个：

第一，行人运动灵活，预测难度大。本身精确预测未来的运动轨迹是一个几乎不

可能完成的任务，但是通过观察某个障碍物历史时刻的运动轨迹，可以根据一些算法

来大致估计出未来的运动轨迹（最简单的是匀速直线运动）。在实际中，相比于自行

车、汽车等模型，行人运动更加灵活，很难对行人建立合理的动力学模型（因为行人

可以随时转弯、停止、运动等），这加剧了行人预测的难度。

第二，行人之间的交互，复杂又抽象。在实际场景中，某一行人未来的运动不仅

受自己意图支配，同样也受周围行人的影响（例如避障）。这种交互非常抽象，在算法
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中往往很难精确地建模出来。目前，大部分算法都是用相对空间关系来进行建模，例

如相对位置、相对朝向、相对速度大小等。

1.3　相关工作介绍

传统算法在做预测工作时会使用一些跟踪的算法，最常见的是各类时序模型，例

如卡尔曼滤波（Kalman	Filter,	KF）、隐马尔可夫（Hidden	Markov	Model,	HMM）、

高斯过程（Gaussian	Process,	GP）等。这类方法都有一个很明显的特点，就是根

据历史时序数据，建立时序递推数学公式： X f Xt t= ( −1 )或者 p X X( ∣t t−1 )。因为这

类方法具有严格的数学证明和假设，也能处理一些常规的问题，但是对于一些复杂的

问题就变得“束手无策”了。这是因为这些算法中都会引入一些先验假设，例如隐

变量服从高斯分布，线性的状态转换方程以及观测方程等，而最终这些假设也限制了

算法的整体性能。神经网络一般不需要假设固定的数学模型，凭借大规模的数据集促

使网络学习更加合理的映射关系。本文我们主要介绍一些基于神经网络的行人预测

算法。

基于神经网络的预测算法（主要以长短期记忆神经网络 Long	Short	Term	

Memory，LSTM为主）在最近 5年都比较流行，预测效果确实比传统算法好很多。

在 CVPR（IEEE	Conference	on	Computer	Vision	and	Pattern	Recognition）	

2019 上，仅行人预测算法的论文就有 10 篇左右。这里我们简单介绍 2篇经典的行

人预测算法思路，如果对这方面感兴趣的同学，可以通过文末的参考文献深入了解一

下。第一篇是CVPR	2016 斯坦福大学的工作Social-LSTM，也是最经典的工作之

一。Social-LSTM为每个行人都配备一个 LSTM网络预测其运动轨迹，同时提出了

一个Social	Pooling	Layer 的模块来计算周围其他行人对其的影响。具体的计算思

路是将该行人周围的区域划分成NxN个网格，每个网络都是相同的大小，落入这些

网格中的行人将会参与交互的计算。
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图 2　左：Social LSTM 原理 右：Social Pooling 计算过程

第二篇是CVPR	2019卡耐基梅隆大学&谷歌&斯坦福大学的工作，他们的工作

同样使用LSTM来接收历史信息并预测行人的未来轨迹。不同于其他算法的地方在于，

这个模型不仅接收待预测行人的历史位置信息，同时也提取行人外观、人体骨架、周围

场景布局以及周围行人位置关系，通过增加输入信息提升预测性能。除了预测具体的

轨迹，算法还会做粗粒度预测（决策预测），输出行人未来时刻可能所在的区域。

图 3　算法整体结构
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其他的相关工作，还包括基于语义图像 / 占有网格（Occupancy	Grid	Map,	

OGM）的预测算法，基于信息传递（Message	Passing,	MP）的预测算法，基于图

网络（Graph	Neural	Network,	GNN）的预测算法（GCN/GAT等）等等。

2. StarNet 介绍

目前，现有的轨迹预测算法主要还是聚焦在对行人之间交互的建模，轨迹预测通

常只使用 LSTM预测即可。如下图 4左，现有关于轨迹预测的相关工作基本都是考

虑行人之间两两交互，很少有考虑所有行人之间的全局交互（即使是GCN，也需要

设计对应的相似矩阵来构造拉普拉斯矩阵，这也是一个难点）。我们可以举一个例子

来说明现有其他算法预测的流程：

	● 	假设感知模块检测到当前N个行人的位置，如何计算第一个行人下一时刻的位

置？Step	1 计算其他人对于第一个行人的交互影响。将第 i 个行人在第 t 时刻

的位置记为（一般是坐标 x和 y）。可以通过以下公式计算第一个行人的交互向

量：	 Interaction f P P P P P P1 2 1 3 1 1
t t t t t t t= − − −( , , , N )

	 从上述公式可以大致看到，相对位置关系是最重要的计算指标，计算的函数 f

一般是一个神经网络。	Step	2	计算第一个行人下个时刻的位置。通常需要根

据上一时刻的位置与交互向量： P g P Interaction1 1 1
t t t+1 = ( , ) 	上述公式中，计算

的函数 g同样是神经网络，即上面提到的长短期记忆神经网络 LSTM。



算法　<　915

图 4　算法思路对比图 上：传统算法 下：StarNet

两两交互的方式存在两个问题：

1.	障碍物 2和 3确实会影响障碍物 1的运动，但是障碍物 2和 3之间同样也存

在相互影响，因此不能直接将其他障碍物对待预测障碍物的影响单独剥离出

来考虑，这与实际情况不相符。

2.	两两计算消耗的资源大，如果有N个障碍物，那么两两交互就需要N的平方

次计算，随着N的变大，计算量呈平方倍增长。我们希望障碍物之间的交互

能否只计算 1次而非N次，所有障碍物的轨迹预测都共享这个全局交互那就

更好了。
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基于上述两个问题，我们提出了一种新的模型，该模型旨在高效解决计算全局交

互的问题。因为传统算法普遍存在计算两两交互的问题（即使是基于Attention 注意

力机制的Message	Passing 也很难考虑到全局的交互），本文想尝试通过一些更加

简单直观的方式来考虑所有障碍物之间的全局交互，我们的算法大致思路如下：

每个时刻所有障碍物的位置可以构成一张静态的“地图”，随着时间的变化，这

些静态地图就变成了一张带有时序信息的动态图。这张动态图中记录了每个区域内的

障碍物运动信息，其中运动信息是由所有障碍物一起影响得到的，而非单独地两两交

互形成。对于每个障碍物的预测阶段，只要根据该障碍物的位置，就可以在这张时序

地图中查询该区域在历史时刻的障碍物运动信息（例如这个区域在历史时刻中，障碍

物 1、2、4、5都有其运动的轨迹）。通过“共享全局交互地图 +个体查询”的方式，

就可以做到计算全局交互以及压缩计算开销。

图 5　StarNet 网络结构图

我们的算法结构如上图 5所示，Host	Network 是基于 LSTM的轨迹预测网络；	

Hub	Network 是基于 LSTM的全局时序交互计算网络。在论文具体的实现中，首先

Hub	Network 的静态地图模块是通过接受所有障碍物同一时刻的位置信息、全连接

网络和最大池化操作得到一个定长的特征向量 st ；然后动态地图模块使用 LSTM网络

对上述的特征向量 st 进行时序编码，最终得到一个全局交互向量 rt 。Host	Network

首先根据行人（假设要预测第一个行人下时刻的位置）的位置 P1
t 去动态地图 rt 中查询

自己当前位置区域内的交互 q1
t ，具体我们采用简单的点乘操作（类似于Attention 机
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制）。最终自己的位置P1
t 和交互 q1

t 一起输入 LSTM网络预测下时刻的的位置P1
t+1 。

实验阶段，我们与 4种经典的算法作比较，使用的数据集为UCY&ETH 数据

集，这两个数据集包含 4 个子场景，分别为 ZARA-1/ZARA-2、UNIV、ETH、

HOTEL。在预测过程中，所有算法根据每个行人过去 3.2 秒的运动轨迹，预测出它

在未来 3.2 秒的轨迹。每 0.4 秒采样一个离散点，因此 3.2 秒的轨迹可以用 8个轨迹

离散点表示。对比的指标有：

（a）平均距离差 ADE（Average	Displacement	Error）：用算法预测出的轨迹

到真实轨迹所有 8个点之间的平均距离差。	（b）终点距离差 FDE（Final	Displace-

ment	Error）：用算法预测出的轨迹与真实轨迹最后一个终点之间的距离差。	（c）前

向预测时间以及参数量。

最终的实验结果如下表：

从实验结果可以看到，我们的算法在 80%的场景下都优于其他算法，且实时性

高（表中 LSTM的推理时间为 0.029 秒，最快速是由于该算法不计算交互，因此速

度最快参数也最少，但是性能较差）。

总结一下，我们提出算法StarNet 的优势主要包括以下两点：

	● 使用全局动态地图的形式来描述行人之间在时间和空间上的相互影响，更加

合理，也更加准确。
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	● Hub	Network 全局共享的特征提升了整个算法的计算效率。

3. 未来工作

首先，我们会进一步探索新的模型结构。虽然我们的算法在数据集上取得了不错

的效果，但这是我们的第一次尝试，模型设计也比较简单，如果提升模型结构，相信

可以取得更好的结果。

其次，我们会提升预测的可解释性。同现有算法一样，目前的模型对计算到的

交互缺乏可解释性，仍然依赖于数据驱动。在今后的工作中，我们将通过对交互的

可解释建模来提升预测的准确性。

最后，在构建时序的动态地图过程中，引入对于每个障碍物的跟踪信息。换句话

说，我们知道每块区域在各个时间点障碍物的位置，但目前算法没有对障碍物在时序

上做跟踪（例如时刻 1有三个障碍物，时刻 2三个障碍物运动了得到新的位置，网络

输入为三个障碍物的位置信息，但是网络无法理解两个时刻中障碍物的对应关系，这

降低了交互的性能），这点在以后的工作中还需要继续改进。

参考文献
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